PRACA Z GPT-3 — WSTEP

Tu omowiono GPT-3 z OpenAl, co oznacza, ze poznasz funkcje GPT-2 i GPT-3 oraz kilka przyktadow
kodu. Krétkie przyktady kodu oparte na Pythonie wymagajg obecnie Pythona 3.7, ktéry mozna pobraé
z Internetu, jesli jeszcze go nie masz. Pierwsza cze$¢ opisuje trzy gtdwne typy dobrze znanych modeli
LLM (modeli duzego jezyka): modele tylko kodera, modele tylko dekodera i modele koder-dekoder.
Nastepnie poznasz szczegdty dotyczace rodziny modeli jezykowych opartych na GPT z OpenAl. Po
krétkim opisie GPT-2 otrzymasz ogdlne wprowadzenie do GPT-3, wraz z celem GPT-3 i kilkoma
modelami opartymi na GPT-3. Druga sekcja zawiera opis mozliwosci GPT-3, poréwnanie GPT-3 i BERT
oraz mocne i stabe strony GPT-3. Trzecia sekcja zagtebia sie w GPT-3 Playground, ktéry zostat
udostepniony wszystkim (od konca 2021 roku). Dowiesz sie, jak stworzy¢ aplikacje GPT-3, a takze jak
przeprowadza¢ wnioskowanie z wykorzystaniem GPT-3. Ponadto dowiesz sie, jak pracowal z
poleceniami w GPT-3. Przed przeczytaniem materiatu w tym rozdziale pamietaj, ze SOTA to akronim
od State-Of-The-Art (najnowoczes$niejszy). Ze wzgledu na tempo rozwoju nowych technologii w $wiecie
przetwarzania jezyka naturalnego (NLP), model SOTA w dowolnym momencie jest szybko zastepowany
innym modelem SOTA, czasami w ciggu kilku tygodni.

RODZINA GPT: WSTEP

Generalized Pre-trained Transformer, GPT, byt pierwszym modelem autoregresyjnym opartym na
architekturze transformatora. Za tworzenie modeli opartych na GPT odpowiada OpenAl. Modele GPT,
GPT-2 i GPT-3 zostaty ogtoszone w 2018, 2019 i 2020 roku i majg odpowiednio 117 M, 1,5B i 175 B
parametréw. Model GPT-4 zostat wydany w marcu 2023 roku i wydaje sie, ze ma 1,76 biliona
parametréw (10 razy wiecej niz GPT-3). Pierwotny model GPT zostat wstepnie wytrenowany na zbiorze
danych BookCorpus. Biblioteka udostepnia wersje modelu do modelowania jezyka oraz
wielozadaniowego modelowania jezyka/klasyfikacji wielokrotnego wyboru. Modele GPT stajg sie
stopniowo coraz bardziej rozbudowane pod wzgledem architektury i sg trenowane na wiekszych
zbiorach danych. Na przyktad GPT, GPT2 i GPT3 majg maksymalng dtugos¢ sekwencji wynoszacg 1 kB,
1 kB i 2 kB, a takze dtugos¢ osadzenia stowa odpowiednio 768, 1600 i 12888. Przypomnijmy z rozdziatu
5, ze BERT ma architekture wytacznie kodera, podczas gdy GPT ma architekture wytacznie dekodera.
Chociaz architektura transformatorowa zostata opracowana do wykonywania ttumaczenia
maszynowego, czes¢ modeli GPT zwigzana z transformatorem obejmowata nienadzorowane podejscie
do wstepnego trenowania. Co ciekawe, gtéwny twdrca BERT byt pod wptywem architektury GPT, mimo
ze BERT opiera sie na komponencie kodera, a nie na komponencie dekodera architektury
transformatorowe;j.

Architektura rodziny GPT

Mocng stron modeli GPT jest ich zdolnos$¢ do przetwarzania danych wejsciowych w postaci tekstu i
generowania danych wyjsciowych w postaci tekstu. Modele GPT nie obstugujg danych wejsciowych w
postaci innej niz tekst, takich jak dZzwiek czy obraz, poniewaz nie sg modelami multimodalnymi. W
rozdziale 3 poznates modele autoregresyjne. Modele oparte na GPT sg rowniez modelami
autoregresyjnymi, poniewaz opierajg sie na komponencie dekodera. Mdéwigc w uproszczeniu, za
kazdym razem, gdy tekst wejsciowy jest przesytany do modelu opartego na GPT, przypisuje on
procenty stowom, ktére potencjalnie mogg pojawic sie w tekscie odpowiedzi. Konkretne procenty sg
obliczane przez sam dekoder, ktéry moze wykorzystywac rézne strategie obliczania tych procentéw.
Nalezy pamieta¢, ze mozna okreslic maksymalng liczbe tokendw, ktére GPT ma wyswietlic w
wygenerowanym tekscie wyjsciowym.

Czym jest GPT-2?



GPT-2 to wieksza i lepsza wersja oryginalnego modelu GPT. GPT-2 zostat wstepnie wytrenowany na
bazie WebText, ktéra sktada sie ze stron internetowych z linkéw wychodzacych w serwisie Reddit, z 3
lub wiecej ,,karmami” (tj. gtosami na plus). Nalezy zauwazy¢, ze GPT i GPT-2 zostaty wytrenowane na
réznych zbiorach danych: pierwszy byt trenowany gtdéwnie na bazie BookCorpus, a drugi na stronach
internetowych, blogach i artykutach informacyjnych linkowanych z Reddita. GPT-2 to oparty na
transformatorze algorytm LLM, ktdry oferuje wytacznie dekoder i moze generowaé tekst wysokiej
jakosci. GPT-2 obstuguje do 2048 tokendw, co zostato zastgpione przez GPT-3 i GPT-4.

Architektura GPT-2

GPT-2 zapewnia wysoka jako$¢ danych wyjsciowych poprzez losowe prébkowanie. Co wiecej, GPT-2
osiggnat spojnosé dalekiego zasiegu w odniesieniu do odlegtosci miedzy tokenami, czego nie mogg
0siggnac sieci neuronowe RNN i sieci LSTM. Z punktu widzenia architektury, kluczowe punkty obejmuja
nastepujgce szczegdty architektoniczne i zwigzane z uczeniem:

® uwaga przyczynowa (poréwnaj z BERT)
¢ autoregresyjny model jezyka

¢ pojedynczy stos 48 blokéw

e wymiarowos$¢ 768 i 12 nagtowkow

e dtugosc sekwencji 1024

¢ osadzanie pozycji

¢ 1,5 miliarda parametréw

e GELU w warstwie FF

GPT-2 nie zostat wytrenowany na zadnej zawartosci Reddita. Zamiast tego zostat wytrenowany na
zawartosci stron internetowych, do ktérych prowadza linki z Reddita (lub z niego). Poniewaz GPT-2
angazuje uwage przyczynowa, oznacza to, ze blok dekodera zawiera zamaskowang samouwage, co z
kolei oznacza, ze kazdy token moze , widzie¢” tylko poprzedzajgce go tokeny w ciggu wejsciowym. To
ograniczenie osiggnieto, ustawiajac wartosci gornego tréjkata macierzy uwagi réwne -00, po czym
funkcja aktywacji softmax() ustawia wszystkie wartosci w macierzy w lewym gdérnym rogu na 0. Grupa
badaczy przeprowadzita ciekawy eksperyment: wytrenowali model GPT-2 na tekscie, a nastepnie
y,zamrozili” jego warstwy samouwagi i sprzezenia zwrotnego, a takze dostroili model do réznych
domen.

GPT-2 i CodeParrot

Listing przedstawia zawartos$¢ pliku code_parrotl.py, modelu opartego na GPT-2, ktéry pokazuje, jak
utworzy¢ instancje tokenizera i potoku (oba z biblioteki transformers) w celu generowania tekstu.



¥pip3 install transfarmers

¥Create an instance af a tokenlzer and a pipeline
¥for Text generation ualng the CodeFarrot modeal:

from transformers import pipeline

¥ Create a Lext generatlion pilpaline with the
CodePFarrot modal :

TeXt_ Jgeneralol = plpeline|"text=genaration®,
model="codeparrat/codeparrot’ )

¥ Use the plpelline to generate Text

e ¥

input text = "Cnce upob a Time

generated text = text generator (input_text,
max_length=50, do sample=True, temperature=1.0)

¥ FPrint the gensrated text

print (gensera I.-.'—.-.'J_'..'.-'.*hl. O] 'gEI".':'r:-'n'..&l.'i_l..E:':l. 11

Listing rozpoczyna sie od instrukcji import, a nastepnie inicjalizuje text_generator jako instancje funkgji
pipe line(), wraz z text-generation jako zadaniem i codeparrot/codeparrot jako modelem. Nastepnie
inicjalizowana jest zmienna ciggu input_text, po ktérej nastepuje zmienna generated_text, inicjowana
wynikiem zwracanym przez wywotanie text _generator() z parametrem input_text (i innymi
zmiennymi). Korcowy fragment kodu wyswietla wygenerowany tekst. UWAGA: Pobrany model jest
wiekszy niz 6 GB, a dane wyjsciowe wyswietlane ponizej mogg nieznacznie rdézni¢ sie od tych
widocznych po uruchomieniu tego przyktadowego kodu. Uruchom kod w Listing za pomocg ponizszego
polecenia, a zobaczysz, jak model jest automatycznie pobierany (kolejne wywotania tego kodu beda
uzywac pobranego modelu):

python3.7 code_parrotl.py

Wynik poprzedniego polecenia Pythona pokazany jest tutaj wraz z tekstem wyswietlanym podczas
pobierania modelu:
pythoni. 7 code parretl.py

Downloading: 100%| | 2547259
[O0:00<00:00, S%.TkB/=]

Downloading: 100%]| | dBSk/4B5k
[O0:00<00:00, 1.00MB/ =]
Downloading: 100%| | 270kSZ2T0k
[O0:00<00:00, TElkB/=]
Downloading: 100%]| | B21k/E21k
[O0:00<00=00, 1.33MB/=]
Downloading: 100%| | @n.0fa0.0

[O0:00<00:00, 5%.2kB/=]
fLibrary/Frameworks/Python. framework/veraiona/3.7/
lib/pythond . 7/site-packages/transformers/modelaf
avto/modeling avta.py:TET: FutureWarning: The
clags "AutoMadelWithLMHead™ 1s deprecated and

will be removed 1n a future weralaon. Pleasze use
"hutoModelForCausal LM for causal language models,
"AutoModelForMaszkedlM” for masked language models
and “RutoModelForSeq2SeqlM” for encoder-decader
models .

FutureWarning,

Downloading: L00%| | 9277927
[O0:00<00:00, 238kB/=]
Downloading: a%) JU5M/ 5. 755

[00:1%<02:22, 3%.6MB/Ss]



Tokenizer GPT-2

Listing wyswietla zawarto$é pliku gpt2 tokenizerl.py, ktéry pokazuje, jak GPT-2 przeprowadza
tokenizacje ciggu tekstowego.

from transformers lmport GPTZToKenlzer

sgentence = "I love Chlcago plzza®
takenizer = GPT2Takenlzer.fram pretralned('qgpt2')

takenzl = tokenizer (aentanca)

print ("=> sentence:", sentance)
print ("=> tokensl: ", tokensl)

print ()

tokensd = Cokensl| '1.|'||;-l..l._'_:';.-‘:'|
print ("=> tokensd: " tokeng?)

print ()

¥Convert the takens 1ln into strings using
tokenlizer decodsa:
tokensld = [tokenizer. decode (x) for = in tokens:

print ("=> tokens3: ", tokens3)

decoded? = |tokenizer.decade(x) .atrip() . lawer ] for

¥ 1in xkensd|

print ("=> decoded2:", decoded2)

tokenizer = GPTLTokenlizer.from pretralned ("gpts®)
tokensd = tokenlzer{'My favorlite word 15 ayzygy')
tokenad = tokensd['input_ida?t]

print ("=> tokensd: ", tokensd)

decodedl = |tokenizer.decade(x) .atrip() . lawer ] for
¥ 1n Ttokensd)

print ("=> decodedl:", decoded3l)

¥ dec

teyt,

LEE ['my*, 'favorlte’, ‘word®, 'la®, ‘ay',

¥ ayevgy le tokenized as 'ay', 'zy', and "gy!

Listing rozpoczyna sie od instrukcji importu, nastepnie inicjalizuje zmienng sentence jako cigg tekstowy
i inicjalizuje tokenizer jako instancje klasy GPT2Tokenizer. Kolejny fragment kodu wywotuje metode
tokenizer() w celu wygenerowania tokenéw numerycznych dla kazdego stowa w zmiennej sentence, a
takze wywotuje metode tokenizer.decode() w celu ,odzyskania” oryginalnych stéw w zdaniu. Poniewaz
GPT-2 nie rozpoznaje stowa ,,syzygy”, przeprowadza tokenizacje podstowng, aby wygenerowac tokeny
»SY”, »zy” i ,8y”". W rezultacie generowanych jest 7 tokendw dla 4 stow wejsciowych w zmiennej
sentence. Uruchom kod z Listingu a zobaczysz nastepujacy wynik:



=> gentence: I love Chicago plizza
=> Cokensl: [*inmput ids®: [40, 1842, 4842, 1425q],

‘attention mask': [1, 1, 1, 1]}

=» tokensl: a0, 184Z, 4842, 1425&]

=> Tokensi: *I', ' lowve', ' Chicago', " plzza']
=> decoded? : *i', "laowve®, 'chicago', "pizza’

=> tokenszd: 1666, 4004, 1573, 318, B27, T357,

1380

=3 dacodaedd: ‘myt, 'favorite®, ‘'word', ‘ist, ‘ay',
zy', 'av')

Dla poréwnania BERT generuje nastepujacy wynik, ktéry zawiera [CLS], [SEP] i prefiks ,##” dla stéw
podrzednych:

CLE] "y 'my', 'favorite', "word"', 'is", 'sv,
"Whzy', "Flgy', '[BEFP]']

Pytania i odpowiedzi z wykorzystaniem GPT-2

Listing wyswietla zawartosé pliku gpt2_qgna2.py, ktéry pokazuje, jak odpowiadac na pytania za pomocg
GPT-2.

Lram transformers LmMport plpaline
gna = plpeline('question-answWwering®)

ge_pairl = |
*guestion’: 'Who is the lnventor of the Theory

of Belativity??,

fecontext': "Albert Einsteln invented the Theory

of Relativicy',

go_palir? = |

'gquestian': "Which wine and cheese are from
Italy’,

'cantext’: "Barala wine from Italy goes well

with Parmigiana cheesse’,

if _ name_ == "_ maln__ ":

result = gna [go_pairl)
prlnt ("raegult:"})
prlnt (rasult)

print (" o'l

result = gra [go_palirZ)
print ("regult:"})
print (raesult)

prlnt (" o'l

Listing rozpoczyna sie od instrukcji importu, a nastepnie inicjalizuje zmienng gna jako instancje klasy
potoku, ktdora réwniez okresla pytanie-odpowiedz. Nastepnie zmienne gc_pairl i gc_pair2 s3
inicjalizowane jako stowniki Pythona zawierajgce dwa klucze. Zauwaz, ze druga para gc_pair2 w
rzeczywistosci obejmuje dwa pytania zamiast jednego: odpowiedz zawiera tylko odpowiedz na drugg
czes¢ pytania o ser i ignoruje pytanie o wino. Uruchom kod w Listingu, a zobaczysz nastepujacy wynik:



Optimus: Potaczenie BERT i GPT-2

BERT ma architekture wytgcznie enkodera, podczas gdy GPT-2 i Megatron majg architekture wyfacznie
dekodera. Innym interesujgcym modelem opartym na transformatorach jest Optimus, ktéry tgczy BERT
i GPT-2 wraz ze zmienng ukrytg z (wzgledem dekodera) za pomocg dwdch technik:

¢ Dodanie z jako wektora dla dekodera.

¢ Dodanie z do dolnej warstwy dekodera.

Ta dodatkowa warstwa jest zaangazowana w kazdy etap procesu dekodowania.
GPT-2 | GENEROWANIE TEKSTU

Listing wyswietla zawartos¢ pliku gpt2_text_genl.py, ktéry pokazuje, jak przeprowadzi¢ generowanie
tekstu za pomocg modelu GPT-2.

Listing rozpoczyna sie od instrukcji import, a nastepnie inicjuje zmienng gen jako instancje klasy
potoku, ktéra réwniez okresla generowanie tekstu. Nastepnie zmienna prompt jest inicjowana za
pomocg promptu w postaci ciggu tekstowego. Kolejna czesé Listingu inicjuje zmienng result za pomocg
wyniku z fragmentu kodu gen(prompt), a nastepnie wyswietlana jest zawartos¢ promptu i result.
Uruchom kod w Listingu, a zobaczysz nastepujacy wynik:

e walghts of dal were not inltialized




initialized: ['h.C0.attn.masked bias', 'h.l.attn.
masked blas®, 'h.2.attn.masked bia=', 'h.3.attn.
masked:bias‘. 'h.d.at:n.mask&U:bias', 'h.5.attn.
mazked blas®, 'h.é.attn.masked bias*, 'h.7.attn.
mazked bias', *h.#.attn.masked bias', ‘h.9.attn.
masked:bias‘, -

'‘h.l0.attn. masked biza', 'h.ll.attn.maaked bias")

You should probably TRAIN this model on a downs=
gtream task to be able to use 1t for predictions
and ilnference.

Setting "pad taken id" to “eosz_token id":50258 for
cpen-end generation.

Setting "pad taken id" to “eocs_token_id® 50256 for
cpen=-end generation.

Setting "pad taken id" to “eosz_token id":50258 for
cpen-end generation.

prompt: I love Chicage deep dish plzeza

reault: [['generated text': 'TI lowve Chicago deep
dish pizza. I lawve it a= well.in‘nI never thought I
would leve the ldea of a pizza, but I am glad that
I did. I know there ls already a dedicated Chicago
pizza section in the nelghborhood. I°)]

reault?: [["generated text': 'I lowe Chicago deep
digh pizza! When it was starting to come to light
that these guys were making thia, they took the
pizza to the lacal plzzeria and it was amazing. My
boyfriend alao enjoyed 1t and loves to have these
places in tewn.'}, {'generated text': 'I love
Chicago deep dish plzza. And the plzza 1s really
tasty.Wn\nA gulck thing that wou should take nate
of this week l= the recent return of the Hachaos.
The Hachos are a aside dish in Chicago and some
ocf't, {'generated text': "I love Chicago deep dish
pizza and feel compelled te cook some of these.

It made me really want to learn more about plzza
cooklng in a healthy way, but I don't want to

keep my facus on the best pizza reclpe, and don't
want™)]

reaultl: [["generated text': "I lowve Chicago deep
dish pizza. Chicago deep dish, Chicago deep dish

plzza. Sc yeah, that's gotta work!in'\nA whole lot
of™]]

Na listingu znajduje sie zawartos¢ pliku gpt2_text gen2.py, ktéra pokazuje, jak przeprowadzic¢
generowanie tekstu przy uzyciu modelu GPT-2.



fram tranaformers lmport plpeline
Lext gen = plpelins ("text=generation™)

{ specify a max_length of 50 tokens and sampling
"off®:

prefix_text = "What a wonderful®

generated text = text gen(prefix text, max_

length=50, do_sample-=False) [0

pelnt ("=» §1 generated text['generated text®]:")
pelnt (generated text['generated text'])

LR

n"}

PEIRC (fe e n e s e ————————————————————

Voutput #1:

¥What a wonderful thing about this is that 1tz a
very simple and simple way ta get wour hands on a
newW game.

¥The game 1= a zimple, simple game. It's a simple
game. It's a simple game. It's

p:et;n_tﬁxn = "0nce 1inmoa v

generated text - text_geniprefix text, max_
length=50, do_sample-False) [0

pELRT (M= bz gEhEIaZ&d_EEKEI'QHEEIHEEH_ZEKE' |
pthZinﬂEEétEﬂ_tEHZl'q&ﬂ&t&t&ﬁ_ﬂ&!ﬂ'I]

PEINE (M =ememmmccmmccmmmccm s e m === "}

p:et;n_texn = "0nce in a blue v

generated text = E&HE_q&nipiﬂtlﬂ_EEﬁE, max_

length=50, do_sample-=False) [0

print (== &3 qﬂﬁﬂﬂ&ﬂﬂﬂ_ﬂ&ﬂll'gﬂn&ﬂﬁtﬂﬁ_ﬂﬂHl'|:"I

prlﬁt[g&neraned_:&xnl‘generaned_n&xt‘

n,

e L e e E AT |

Listing rozpoczyna sie od instrukcji import, a nastepnie inicjalizuje zmienng text_gen jako instancje
klasy potoku, ktéra rowniez okresla generowanie tekstu. Nastepnie zmienna prefix_text jest
inicjalizowana jako cigg tekstowy, a zmienna generated_text jest inicjalizowana danymi wyjsciowymi z
text_gen() i trzema parametrami, po czym wyswietlana jest zawartos¢ zmiennej generated_text.
Poprzednia sekwencja krokdéw jest powtarzana jeszcze dwukrotnie, z réznymi wartosciami zmiennej
prefix_text. Uruchom kod w Listing, a zobaczysz nastepujacy wynik:



Some welghts of GPT2Model were not lnitlalized
from the madel checkpolint at gpt? and are newly

initlalized: |'|'|.|:.ﬁ_l..'.."..I'Iliﬁ}'.&-.'l_l‘:u.r]:'.-'. '‘h.l.attn.

[
mazked blas®, 'h.E.aL:n.maﬁk&d_h;a&'. 'h tn.
mazked bias®, 'h.d.attn.masked biasz’, tn.
masked h.&.attn . masked biasz', tn.
mazked bias®, 'h.3.attn.masked bias', tn.

maz ke :';_l.'.-]. as®,

‘I'|.15J..=.H.I.|'|.:‘:'|.-].-',k-.=e:'.'._|:'u.'1:=t', 'h.11..a|.|.:..m.=1.-.keer;_lua:'—:‘|
Tou should probakly TRAIN this model o a downs=
atream task to be able to uae 1t for predictians
and lnferance.

Setting "pad taken id’ to "eos_token id’:50258 for
ocpen=-end generation.

=> #1 g&:.e;al.;—.d_:.f—.xl. '"a.._'-.'—.."u.‘EJ:.-]I.-.'—.-.']_I.'.'—.Jﬂ.l..1

What a wondertful thing about this 1s that it's a
very simple and simple way to get your hands an a

New game .

The game ls a simple, simple game. It's a simple
game. It's a simple game. It's

Setting "pad taken id’ to "eos_token id’ 50256 for
op

=» #2 generated text['genarated text®

n=end generation.

once in a wernacular, the word "carnage" is used ta

degcribe a large, open, and well=1it place.

The word "carnage"™ iz used to describe a large,
open, and wall=

Zetting ‘pad token id" to "eos_token idT 50256 far
open-end genaration.
== §3 gene;aLen_Len:I'gen&;aLeﬂ_LexL'I:

Once in a blus urn, you can see the "C" in the
center of the "C" and the "A"™ in the battom right

COrnar.

The "C" ia the "A"™ and the "A™ are

Modele typu ,mix-and-match”

Teraz, gdy znasz juz modele oparte na BERT i GPT-2, mozliwe jest fgczenie rdéznych typdéw modeli
opartych na transformatorach, czyli tgczenie modelu enkodera z modelem dekodera. Na przykfad,
chociaz nie podano tutaj zadnego kodu, mozliwe jest tgczenie BERT z GPT-2. Inna kombinacja polega
na uzyciu BERT zaréwno jako enkodera, jak i dekodera. Poniewaz BERT jest modelem opartym na
enkoderze i nie obstuguje funkcji opartych na dekoderze, wymagany jest dodatkowy kod. Na szczescie
obiekt EncoderDecoderModel z Hugging Face zawiera metode from_encoder_decoder_pretrained(),
ktdra dziata jak ,tacznik”, umozliwiajacy tgczenie rdznych typdw wstepnie wytrenowanych modeli w
celu utworzenia nowego modelu enkodera/dekodera. Skupmy sie teraz na GPT-3, ktdry jest tematem
nastepnej sekcji.

CZYM JEST GPT-3?

Generative Pre-trained Transformer 3, czyli GPT-3, to jeden z najbardziej zaawansowanych modeli
jezykowych opracowanych przez OpenAl. Jego wydanie oznaczato znaczacy skok w mozliwosciach
modeli jezykowych. GPT-3 stanowi znaczacy krok naprzdéd w zakresie mozliwosci modeli jezykowych



sztucznej inteligencji. Jego zdolno$¢é do generalizacji na podstawie niewielu przyktadéw i generowania
spojnego tekstu w szerokim zakresie tematdw i zadan jest imponujgca. Jednak, jak w przypadku
wszystkich narzedzi, jego mozliwosci wigzg sie z odpowiedzialnoscig za jego uzytkowanie i potencjalne
implikacje jego wynikéw. GPT-3 to trzecia iteracja serii GPT firmy OpenAl. Podczas gdy GPT-2, jego
poprzednik, imponowat juz liczbg 1,5 miliarda parametréw, GPT-3 przy¢miewa go liczbg 175 miliardéw
parametréw, co czyni go najwiekszym modelem w serii GPT (stan na wrzesienn 2021 r.). GPT-3,
podobnie jak jego poprzednicy, wykorzystuje architekture transformatorowg, ktéra stata sie
standardem dla modeli jezykowych SOTA ze wzgledu na mozliwos¢ obstugi zaleznosci dalekiego
zasiegu w tekscie. GPT-3 zostat wytrenowany na bazie danych licencjonowanych, danych tworzonych
przez trenerdw oraz danych publicznie dostepnych w wielu jezykach. Ta ogromna ilos¢ danych, w
potaczeniu z ogromng liczbg parametréw, pozwala GPT-3 osiggnaé niezwyktg wydajnos¢ w szerokim
zakresie zadan bez danych treningowych specyficznych dla danego zadania. Jedng z przetomowych
cech GPT-3 jest mozliwos¢ uczenia sie na podstawie kilku préb. Oznacza to, ze wystarczy podaé GPT-3
kilka przyktadéw zadania, a on sprdbuje je uogdlni¢ i wykonac. Jest to kontrast z wieloma innymi
modelami, ktére wymagajg gruntownego dostrojenia do konkretnych zadan. Na przyktad, jesli podasz
GPT-3 kilka przyktadow ttumaczenia z jezyka angielskiego na francuski, moze on nastepnie sprébowac
przettumaczy¢ nowe zdania, nawet jesli nie zostalty one wyraznie dostrojone do ttumaczenia. Ze
wzgledu na imponujgcg wszechstronnosé GPT-3, istnieje mndstwo zastosowan wykorzystujgcych GPT-
3, takich jak:

e generowanie tekstu (np. pisanie esejéw lub poezji)

¢ odpowiadanie na pytania w oparciu o dostarczone informacje
¢ ttumaczenie miedzyjezykowe

¢ symulowanie postaci w grach wideo

¢ generowanie kodu na podstawie opisu

Istniejg inne wazne kwestie dotyczgce GPT-3 (co jest zasadniczo prawda w przypadku wszystkich
programow LLM), takie jak wiarygodnos$¢ wynikdw. Chociaz GPT-3 moze generowac spdjny tekst, z
natury nie odrdéznia prawdy od fatszu. W zwigzku z tym moze generowaé niepoprawne lub mylgce
odpowiedzi. Kolejnym problemem sg kwestie etyczne zwigzane z potencjalnym naduzyciem, takim jak
generowanie mylgcych informacji, fatszywych wiadomosci lub nieodpowiednich tresci. Trzeci problem
dotyczy intensywnosci wykorzystania zasobdéw: modele szkoleniowe, takie jak GPT-3, wymagajg
znacznych zasobdéw obliczeniowych, co z kolei podnosi kwestie $ladu weglowego programow LLM.
Czwartym problemem jest brak , wyjasnialnosci”. Nie wiemy dokfadnie, dlaczego GPT-3 (i programy
LLM ogdlnie) dostarczajg konkretnej odpowiedzi.

Cztery modele GPT-3

Istniejg cztery modele GPT-3, ktdre rdznig sie liczbg parametrow i warstw. Najmniejszy model sktada
sie z 12 warstw i 125 milionéw parametrow, a najwiekszy z 96 warstw i 175 miliarddw parametréw.
Jak mozna sie domysli¢, zwiekszenie liczby warstw i parametréw poprawia zdolnos$¢ uczenia sie, a
jednoczesnie zwieksza zwigzane z tym koszty i czas przetwarzania. Reakcja opinii publicznej na GPT-3
wahata sie od szoku, sceptycyzmu i niepokoju po zdumienie. Co ciekawe, nawet prezes OpenAl (Sam
Altman) zgodzit sie, Ze niektdre stwierdzenia wyolbrzymiajg mozliwosci GPT-3. Kluczowym
wyrdznikiem GPT-3 jest jego zdolno$¢ do wykonywania okreslonych zadan bez koniecznosci
precyzyjnego dostrajania. Z kolei inne modele zazwyczaj wymagajg zestawdw danych specyficznych
dla danego zadania i generalnie nie sprawdzajg sie tak dobrze w przypadku zadan niezwigzanych z tym



zagadnieniem. GPT-3 jest w rzeczywistosci rozszerzeniem modelu GPT-2, ktdre zawiera wiecej warstw
i danych i jest 100 razy wieksze niz GPT-2. Chociaz GPT-3 zostat wytrenowany bez wiedzy o konkretnej
domenie, moze on wykonywac¢ wiele zadan specyficznych dla danej domeny, w tym podsumowywanie
tekstu i ttumaczenie jezykowe. W zwigzku z tym GPT-3 moze wykonywac zadania, w zakresie ktorych
nie zostat bezposrednio wytrenowany. GPT-3 to model wstepnie wytrenowany. GPT-3 zostat wstepnie
wytrenowany na ogromnej ilosci danych i moze obstugiwac wiele zada w oparciu o uczenie sie na
matej liczbie préb. GPT-3 mozna trenowac, wykorzystujagc dane w réznych formatach, w tym JSONL
(linie JSON), zwykty tekst i CSV, najlepiej ustrukturyzowane w taki sposdb, aby algorytm trenujgcy mogt
przetwarza¢ dane i efektywnie sie z nich uczy¢. Przyktad danych w formacie JSONL przedstawiono
ponizej:

rep ext B F
exi
W, '
A (=5 B £
el
2XlT M [

Dla Twojej wygody, OpenAl udostepnia narzedzie CLI do przygotowywania danych do konwersji danych
na dokument JSONL. Najwazniejszymi nastepcami GPT-3 opartymi na transformatorach sg Gopher,
Chinchilla i PaLM, ktére wszystkie przewyzszajg mozliwosci GPT-3 (i zostang omowione podzniej).
Modele oparte na transformatorach tekstu do obrazu, DALL-E 2, Imagen i Parti, zawierajg dodatkowe
techniki, ktére pobudzajg wyobraznie wielu osdb ze swiata grafiki. Ponadto Flamingo i Gato to dwie
odmiany GPT-3, ktére obstuguja funkcjonalnos¢ multimodalna (tj. tekst, dzwiek, obraz i wideo).

Architektura GPT-3

Waznym aspektem modeli autoregresyjnych jest ich zdolnos¢ do przewidywania przysztej wartosci
zmiennej docelowej na podstawie jej wartosci bezposrednio poprzedzajacej: nie wymagajg one historii
poprzednich wartosci. Natomiast modele regresyjne wykorzystujg wartosci wielu zmiennych do
przewidywania przysztej wartosci zmiennej docelowej. Architektura GPT-3 rdzni sie od modeli takich
jak BERT i GPT-2, poniewaz ma nastepujgce cechy:

® uwaga przyczynowa (w poréwnaniu z BERT)

¢ autoregresyjny model jezyka

* 96 warstw (gpt-3.5-turbo)

e wymiarowos$¢ 12288 i 96 gtowic

e dtugosc sekwencji 2048 (1024 dla GPT-2)

¢ osadzanie pozycji

* GELU w warstwie FF

¢ 175 miliardéw parametréw

Wymagania i parametry GPT-3

Minimalne wymagania dla GPT-3 zalezg od rozmiaru modelu, ktérego szczegoty przedstawiono tutaj:
* GPT-3 ,maty” wymaga co najmniej 16 GB pamieci RAM i GPU z co najmniej 8 GB pamieci VRAM.

® GPT-3 ,$redni” wymaga co najmniej 32 GB pamieci RAM i GPU z



co najmniej 16 GB pamieci VRAM.

e GPT-3 ,duzy” wymaga 600 GB pamieci RAM i wyspecjalizowanego procesora graficznego z 250 GB
pamieci VRAM.

Podane wartosci s3 wartosciami minimalnymi. Sg to minimalne wymagania i mozna oczekiwac
wyzszych wartosci dla dobrej wydajnosci. Chociaz GPT-3 ma parametry 175 B, nie jest poréwnywalny.
Dla Twojej wygody, OpenAl udostepnia narzedzie CLI do przygotowywania danych do konwersji danych
na dokument JSONL. Najwazniejszymi nastepcami GPT-3 opartymi na transformatorach sg Gopher,
Chinchilla i PaLM, ktére wszystkie przewyzszajg mozliwosci GPT-3 (i zostang omdwione pdzniej).
Modele oparte na transformatorach tekstu do obrazu, DALL-E 2, Imagen i Parti, zawierajg dodatkowe
techniki, ktére pobudzajg wyobraznie wielu oséb ze Swiata grafiki. Ponadto Flamingo i Gato to dwie
odmiany GPT-3, ktdre obstuguja funkcjonalnos¢ multimodalng (tj. tekst, dZzwiek, obraz i wideo).

Architektura GPT-3

Waznym aspektem modeli autoregresyjnych jest ich zdolnos¢ do przewidywania przysztej wartosci
zmiennej docelowej na podstawie jej wartosci bezposrednio poprzedzajgcej: nie wymagajg one historii
poprzednich wartosci. Natomiast modele regresyjne wykorzystujg wartosci wielu zmiennych do
przewidywania przysztej wartosci zmiennej docelowej. Architektura GPT-3 rdézni sie od modeli takich
jak BERT i GPT-2, poniewaz ma nastepujgce cechy:

® uwaga przyczynowa (w poréwnaniu z BERT)

¢ autoregresyjny model jezyka

* 96 warstw (gpt-3.5-turbo)

e wymiarowos$¢ 12288 i 96 gtowic

o dtugosc¢ sekwencji 2048 (1024 dla GPT-2)

¢ osadzanie pozycji

e GELU w warstwie FF

¢ 175 miliardéw parametrow

Wymagania i parametry GPT-3

Minimalne wymagania dla GPT-3 zalezg od rozmiaru modelu, ktérego szczegoty przedstawiono tutaj:
* GPT-3 ,maty” wymaga co najmniej 16 GB pamieci RAM i GPU z co najmniej 8 GB pamieci VRAM.
® GPT-3 ,$redni” wymaga co najmniej 32 GB pamieci RAM i GPU z

co najmniej 16 GB pamieci VRAM.

e GPT-3 ,large” wymaga 600 GB pamieci RAM i wyspecjalizowanego procesora graficznego z 250 GB
pamieci VRAM.

Podane na tej liscie wartosci sg wartosciami minimalnymi. Sg to minimalne wymagania, a dla uzyskania
dobrej wydajnosci mozna oczekiwaé wyzszych wartosci. Chociaz GPT-3 ma 175 B parametréw, nie jest
poréwnywalny z innymi modelami LLM, ktore majg 540 B parametrow, a nawet 1 bilion parametrow.
Zdecydowana wiekszo$¢ parametrow GPT-3 jest wykorzystywana w procesach obliczeniowych, ktére
umozliwiajg modelowi zrozumienie i generowanie tekstu na podstawie wzorcéw poznanych podczas



treningu. Na poprzedniej stronie internetowej oméwiono szes¢ strategii uzyskiwania lepszych wynikéw
za pomocg podpowiedzi.

MODELE GPT-3

Gtéwna rdznica miedzy modelami GPT-3 jest liczba parametréw i warstw: jeden model zawiera 12
warstw i 125 miliondw parametréw, podczas gdy inny model zawiera 96 warstw i 175 miliardéw
parametréw. Nalezy pamieta¢, ze dodawanie warstw i parametrow zwieksza wydajnos¢ modelu, a
jednoczesnie zwieksza koszty i czas przetwarzania. Dla poréwnania, GPT-3 ma 175 miliardéw
parametréw, GPT-2 ma 1,5 miliarda parametréw, a BERT-Large ma 340 miliondw parametréw. Model
GPT-3 zostat wytrenowany w catosci na publicznie dostepnych zbiorach danych, obejmujacych blisko
500 000 000 000 stéw (niektére z nich mogg zawieraé tresci obrazliwe). Jedng z zalet GPT-3 s3
mozliwosci uczenia sie na podstawie niewielkiej liczby powtdrzen. Mozina podawac dtuzsze
podpowiedzi z poprawnymi przyktadami, aby poprawié¢ jakos¢ odpowiedzi modelu GPT-3. Takie
przyktady dziatajg jak trening w czasie rzeczywistym i poprawiajg wyniki zwracane przez GPT-3 bez
modyfikowania jego parametréw. OpenAl pobiera optate za tokeny w monicie wejsciowym oraz za
tokeny wyjsciowe zwracane w odpowiedzi z GPT-3. Najwiekszy model GPT-3 ma 96 warstw uwagi, z
ktérych kazda zawiera nagtdwki o wymiarach 96x128. Ponadto GPT-3 skfada sie ze 175 miliardéw
parametréw i zostat wytrenowany na ponad 500 gigabajtach tekstu, aby nauczy¢ sie przewidywadé
nastepne stowo w ciggu tekstowym dostarczonym przez uzytkownika. Modele GPT-n sg trenowane na
nieoznakowanym korpusie tekstowym, a nie na danych z etykietami, i dokonujg precyzyjnego
dostrajania dla poszczegdlnych zadan. Od momentu premiery w maju 2020 roku, OpenAl stale dodaje
nowe funkcjonalnosci do GPT-3. Na przyktad, GPT-3 umozliwia edycje tekstu i modyfikowanie blokéw
kodu.

MODELE GPT-3

Gtéwna rdznicg miedzy modelami GPT-3 jest liczba parametrow i warstw: jeden model zawiera 12
warstw i 125 miliondw parametréw, podczas gdy inny model zawiera 96 warstw i 175 miliardow
parametréw. Nalezy pamietac, ze dodawanie warstw i parametréw zwieksza wydajnos¢ modelu, a
jednoczesnie zwieksza koszty i czas przetwarzania. Dla poréwnania, GPT-3 ma 175 miliardéw
parametréw, GPT-2 ma 1,5 miliarda parametréw, a BERT-Large ma 340 miliondw parametréw. Model
GPT-3 zostat wytrenowany w catosci na publicznie dostepnych zbiorach danych, obejmujacych blisko
500 000 000 000 stow (niektére z nich mogg zawieraé tresci obrazliwe). Jedng z zalet GPT-3 s3
mozliwosci uczenia sie na podstawie niewielkiej liczby powtdrzen. Mozna podawac dtuisze
podpowiedzi z poprawnymi przyktadami, aby poprawi¢ jakos$¢ odpowiedzi modelu GPT-3. Takie
przyktady dziatajg jak trening w czasie rzeczywistym i poprawiajg wyniki zwracane przez GPT-3 bez
modyfikowania jego parametréw. OpenAl pobiera opfate za tokeny w monicie wejsciowym oraz za
tokeny wyjsciowe zwracane w odpowiedzi z GPT-3. Najwiekszy model GPT-3 ma 96 warstw uwagi, z
ktérych kazda zawiera nagtdwki o wymiarach 96x128. Ponadto GPT-3 skfada sie ze 175 miliardéw
parametréw i zostat wytrenowany na ponad 500 gigabajtach tekstu, aby nauczy¢ sie przewidywac
nastepne stowo w ciggu tekstowym dostarczonym przez uzytkownika. Modele GPT-n sg trenowane na
nieoznakowanym korpusie tekstowym, a nie na danych z etykietami, i dokonujg precyzyjnego
dostrajania dla poszczegdlnych zadan. Od momentu premiery w maju 2020 roku, OpenAl stale dodaje
nowe funkcjonalnosci do GPT-3. Na przyktad, GPT-3 umozliwia edycje tekstu i modyfikowanie blokéw
kodu. Microsoft ogtosit 22 wrzesnia 2020 roku, ze uzyskat licencje na wytaczne uzytkowanie GPT-3;
Chociaz kazdy moze korzysta¢ z publicznego API i eksperymentowac z GPT-3 Playground, tylko
Microsoft ma dostep do bazowego modelu GPT-3. Rodzina GPT-3 obstuguje nastepujace publicznie
dostepne modele, z ktérych kazdy ma inng liczbe parametréw (i inng cene):



e GPT-3 Ada

¢ GPT-3 Babbage
® GPT-3 Curie

® GPT-3 Davinci

Model Ada jest najszybszy/najtanszy, natomiast model Davinci jest najwydajniejszy/najdrozszy. Cztery
najwieksze modele majg od 2,7 miliarda do 175 miliardéw parametrow. Na podstawie tych szczegétow
mozemy spekulowag, ze:

e Ada ma 2,7 miliarda parametréw.

¢ Babbage ma 6,7 miliarda parametréw.

e Curie ma 13 miliardéw parametréw.

¢ Davinci ma 175 miliardéw parametrow.

Silniki GPT-3 Ada i Davinci rdznig sie 75-krotnym wspétczynnikiem kosztow.
GPT-3 kontra modele wielojezyczne

W kontekscie wielojezycznosci jezyki o ograniczonej ilosci danych stanowig wyzwanie. Jednym z
podejs¢, ktére moze okazaé sie korzystne, jest technika tgczenia tekstow w wielu jezykach w jeden
zbiér danych, ktéry jest faktycznie wykorzystywany w zbiorze danych MM z Facebooka,
umozliwiajgcym ttumaczenie tekstu miedzy dowolng parg 100 jezykdéw. Innym interesujgcym
rezultatem jest wykorzystanie modelu LLM wyszkolonego w jednym jezyku do wykonywania zadan w
innym jezyku, co moze réwniez generowaé¢ wyniki w jezykach o ograniczonej ilosci danych. Dla
przypomnienia, GPT-3 nalezy do grupy wielkoskalowych autoregresyjnych modeli jezykowych, ktére
charakteryzujg sie nastepujgcymi cechami:

* modele uczace sie w oparciu o niewielkg liczbe préb
* nie wymagajg dostrajania
¢ wykonujg wiele zadan jezykowych

Jednak takie modele sg trenowane gtéwnie na zbiorach danych w jezyku angielskim i sg lepsze od
innych modeli jezykowych trenowanych na zbiorach danych w jezyku innym niz angielski. W
szczegblnosci modele oparte na XGLM przewyzszajg GPT-3 w wielu zadaniach opartych na jezyku.

JAKI JEST CEL GPT-3?

Celem wstepnie wytrenowanego modelu GPT-3 jest bezposrednia ocena modelu na podstawie danych
testowych nowych zadan; tj. GPT-3 zasadniczo pomija dane treningowe nowych zadan i koncentruje
sie bezposrednio na danych testowych, dziatajgc jako model uczacy sie w oparciu o niewielka liczbe
prob. GPT-3 osiggnat wydajnos¢ SOTA w kilku zadaniach NLP bez dostrajania, kosztem ponad 10 000
000 dolaréw. Niektére zestawy danych uzyte do trenowania GPT-3 mozna pobrac z tego repozytorium
Github (tylko do odczytu): https://github.com/openai/gpt-3

GPT-3 przykut uwage wielu oséb ze wzgledu na rézne zadania, ktére wykonywat, w tym automatyczne
generowanie kodu. Na przyktad, jeden z uzytkownikow wpisat akapit tekstu opisujgcy nastepujaca
aplikacje internetowa:



1. przycisk zwiekszajgcy sume o 3 USD
2. przycisk zmniejszajgcy sume o 5 USD
3. przycisk wyswietlajgcy biezgcg sume

GPT-3 utworzyt nastepnie aplikacje React z poprzednig funkcjonalnoscig, co wywotato rézne reakcje:
niektérych rozbawita tak uproszczona aplikacja, podczas gdy inni zastanawiali sie nad swoim przysztym
bezpieczenstwem pracy. Podaj GPT-3 poczatkowa sekwencje stéw, a GPT-3 wygeneruje rdine
odpowiedzi, takie jak generowanie kodu, artykuty prasowe, wiersze, a nawet zarty. GPT-3
wygenerowat interesujgcy wiersz o Elonie Musku (,, Twoje tweety to plaga”), ktdrego fragment mozna
przeczytac tutaj:

https://www.businessinsider.com/elon-musk-poem-tweets-gpt-3-openai-2020-8

Jedng z wyrdzniajacych cech GPT-3 jest jego zdolnos$¢ do rozwigzywania niewidocznych zadan NLP:
wynika to z faktu, ze GPT-3 zostat wytrenowany na bardzo duzym korpusie. GPT-3 wykorzystuje
rowniez uczenie sie metods ,fragmentéw” (ang. few-shot learning) i moze wykonywac nastepujace
zadania:

¢ ttumaczenie jezyka naturalnego na kod dla stron internetowych

® rozwigzywanie ztozonych probleméw medycznych typu ,pytanie-odpowiedz”
¢ tworzenie tabelarycznych raportéw finansowych

e pisanie kodu do trenowania modeli uczenia maszynowego

GPT-3 zaskoczyt ludzi swojg zdolnoscig do generowania zaréwno prozy, jak i poezji. Elon Musk jest
jednym z zatozycieli OpenAl, ktdrzy stworzyli GPT-3, na podstawie ktérego powstat ponizszy wiersz o
Elonie Musku (dostepny pod adresem https://www.businessinsider.com/elon-musk-poem-tweets-
gpt-3-openai-2020-8):

,Komisja Papierow Wartosciowych i Gietd (SEC) powiedziata: »Musk,/twoje tweety to plaga./Moga cie
naprawde kosztowaé prace,/jesli nie przestaniesz/tweetowaé w nocy«./... Wtedy Musk krzyknat:
»Dlaczego?/Tweety, ktére napisatem, nie sg ztosliwe,/nie pisze wielkimi literami/i jestem pewien, ze
moje tweety sg czyste./Ale twoje tweety potrafig poruszyé rynki/i dlatego jesteSmy wsciekli./Mozesz
by¢ geniuszem/i miliarderem,/ale to nie daje ci prawa do bycia nudziarzem!«

CO MOZE zZROBIC GPT-3?

Odpowiedzi tekstowe generowane przez GPT-3 mogg osiggnac jakos¢ pordwnywalng z ludzka. Jednak
obecnie nie ma wsparcia dla formatéw danych, takich jak audio czy wideo. GPT-3 moze jednak
wspotpracowac z danymi opartymi na obrazach za pomocg DALL-E. GPT-3 to model statystyczny, ktéry
okresla rozktad prawdopodobienstwa stéw w celu wygenerowania odpowiedniego tekstu w
odpowiedzi na cigg wejsciowy. W przeciwienstwie do innych modeli trenowanych pod katem
konkretnych zadan, GPT-3 zostat zaprojektowany do wykrywania wzorcéw w ciggach tekstowych, co
zapewnia nastepujace korzysci:

* GPT-3 to model ogdlnego przeznaczenia (nie specyficzny dla danego zadania).
¢ GPT-3 nie wymaga ponownego trenowania, aby obstugiwaé nowe monity.

* GPT-3 osigga wydajnos¢ SOTA w przypadku wielu zadan przetwarzania jezyka naturalnego (NLP).



Wydajno$é GPT-3 prawdopodobnie wynika z faktu, ze GPT-3 zostat wytrenowany na zbiorze danych
liczacym ponad 500 gigabajtéw. Chociaz rozmiar i koszt GPT-3 sg zaporowe dla zdecydowanej
wiekszosci firm, GPT-3 jest dostepny za posrednictwem prostego i ekonomicznego APIl. Nalezy
pamietac, ze GPT-3 opiera sie na danych z okreslonego momentu, ktére mogg pochodzié sprzed kilku
miesiecy, zamiast na ciggtym trenowaniu.

Sztuczna inteligencja konwersacyjna

Aspekt sztucznej inteligencji konwersacyjnej GPT-3 moze by¢ wykorzystany w rdznych
implementacjach, z ktérych niektdre obejmuja:

e generowanie recenzji (np. filmow i restauraciji)

e wstepne przetwarzanie danych wprowadzanych przez uzytkownika
¢ reklamy

¢ chatboty

Nalezy jednak zachowaé ostroznos¢ w przypadku sztucznej inteligencji. Jeden z medycznych chatbotéw
opartych na GPT-3 zasugerowat fatszywemu pacjentowi (ktéry miat mysli samobdjcze), aby popetnit
samobojstwo: https://artificialintelligence-news.com/2020/10/28/medical-chatbot-openai-gpt3-
patient-kill-themselves/

GPT-3 ma osiem réznych rozmiaréw modelu (od 125 MB do 175 MB parametréw), a najmniejszy model
GPT-3 ma rozmiar zblizony do BERT-Base i RoBERTa-Base, z 12 warstwami uwagi, ktére z kolei majg
gtowice wymiarowa 12x64. Dla pordwnania, najwiekszy model GPT-3 jest dziesie¢ razy wiekszy niz T5-
11B (poprzedni rekordzista) i ma 96 warstw uwagi, ktére z kolei majg gtowice wymiarowe 96x128.
Szczegéty  dotyczace  dostosowywania  modelu  GPT-3  znajdujg sie na  stronie
https://openai.com/blog/customized-gpt3/. Ponadto OpenAl dodato obstuge precyzyjnego
dostrajania GPT-3, ktdra moze by¢ réwniez dostepna dla innych modeli OpenAl. Podsumowanie tekstu
i podsumowanie GPT-3 obstuguje nastepujace typy podsumowania tekstu, jak pokazano na ponizszej
liscie:

 proste podsumowanie

¢ podsumowanie jednozdaniowe

¢ podsumowanie dostosowane do poziomu klasy
* podsumowanie ekstrakcji

Mozna znalez¢ artykuty sugerujgce dotaczenie ciggu tl;dr; do bloku tekstu, aby GPT-3 wygenerowat
proste podsumowanie. Jako prostg ilustracje, wprowadz nastepujacy blok tekstu w GPT-3 Playground



Zwrdc¢ uwage, ze ciag tl;dr; w bloku tekstu wejsciowego znajduje sie w osobnym wierszu: jesli umiescisz
ten cigg w tym samym wierszu co tekst wejsciowy, GPT-3 wygeneruje odpowiedz wielowierszowa
zamiast podsumowania jednozdaniowego. Zapoznaj sie z sekcjg dotyczacg klasyfikacji tekstu w
rozdziale 8, aby zapoznac sie z przyktadem kodu w Pythonie, ktéry pokazuje, jak przeprowadzi¢
klasyfikacje tekstu.

OGRANICZENIA GPT-3

GPT-3 moze przetwarzac tylko tekst, co jest ograniczeniem, a nie staboscig. Ponizszy obszerny artykut
omawia rozne stabosci GPT-3: https://nautil.us/deep-learning-is-hitting-a-wall-14467

GPT-3 ma inne ograniczenia, ktére uniemozliwiajg GPT-3 wykonywanie dowolnych zadan zwigzanych
z tekstem, jak pokazano na ponizszej liscie:

¢ ograniczony rozmiar danych wejsciowych
® ograniczony rozmiar danych wyjsciowych
* brak typu pamieci

Obecnie GPT-3 ma problemy z zadaniami wnioskowania jezyka naturalnego, takimi jak ANLI, lub
zadaniami obejmujgcymi przyczynowosé. Mimo ze GPT-3 potrafi generowac artykuty wysokiej jakosci,
w celu zapewnienia wysokiego stopnia spdjnosci tekstu przeprowadzana jest edycja ludzka.

Mocne i stabe strony zadania GPT-3

Pomimo swoich ograniczen, GPT-3 potrafi generowac tekst o jakosci zblizonej do ludzkiej. Zatézmy na
przyktad, ze GPT-3 otrzymuje tytut i podtytut oraz stowo ,Artykut”, ktdre stuzy jako stowo kluczowe.
GPT-3 moze nastepnie tworzy¢ krotkie artykuty, ktore czesto sprawiajg wrazenie napisanych przez
ludzi. Nalezy pamietac, ze w korpusie danych uzytym do trenowania GPT-3 wystepuje stronniczos¢.
GPT-3 nie potrafi integrowac ani przeprowadzac¢ rozumowania, ktdre obejmuje prozaiczne zadania. Co
wiecej, GPT-3 generuje btedne wyniki, takie jak chatbot Replika, oparty na GPT-3, ktéry ,twierdzit, ze
Bill Gates wynalazt COVID-19" i ze szczepionki przeciwko COVID-19 sg ,niezbyt skuteczne”. Wedtug
niektérych badaczy, programy nauczania jezyka angielskiego oparte na uczeniu gtebokim s3 jak ,,papugi
stochastyczne”, ktére ,wiele powtarzajg, a niewiele rozumiejg”. Byé moze niespéjnosci GPT-3
czesciowo przyczynity sie do rozwoju GPT-4.



WYDAJNOSC ZADAN GPT-3

W przypadku wiekszosci modeli zadanie ttumaczenia zdan z angielskiego na wtoski wymaga tysiecy par
zdan, aby modele te nauczyty sie, jak wykonywac ttumaczenie. Dla poréwnania, GPT-3 nie wymaga
etapu precyzyjnego dostrajania: moze obstugiwaé niestandardowe zadania jezykowe bez danych
treningowych. Zatem GPT-3 ma zdolno$¢ do wykonywania okreslonych zadan bez specjalnego
dostrajania, czego inne modele nie potrafiag dobrze. Na przyktad, GPT-3 mozna wytrenowac¢ do
ttumaczenia tekstu, generowania kodu, a nawet pisania poezji. Co wiecej, GPT-3 moze to zrobi¢ przy
nie wiecej niz 10 przyktadach treningowych. GPT-3 nie jest jedynie uczniem z kilkoma prébami: moze
rowniez dziataé jako uczen z zerowg probg i uczen z pojedyncza préba. Dla poréwnania, GPT-3 jako
uczen z zerowa proba ma wyzszg doktadnosé niz dostrojony model RoBERTa (ktéry wczesniej miat
wydajnos¢ SOTA). Pod wzgledem rozumienia tekstu czytanego, GPT-3 najlepiej sprawdza sie w
zbiorach danych konwersacyjnych o swobodnej formie, a najgorzej w zbiorach danych obejmujacych
modelowanie ustrukturyzowanego dialogu. Jednak jako uczen z kilkoma prébami w tym zadaniu, GPT-
3 przewyzsza dostrojony model bazowy BERT. Ponadto GPT-3 dobrze radzi sobie w zestawie danych
SQUAD 2.0 ze Stanford, ale gorzej radzi sobie z pytaniami wielokrotnego wyboru. GPT-3 traktuje kazdy
cigg wejsciowy jako podpowiedz, aby okresli¢ najodpowiedniejszg odpowiedz: podpowiedzi o wyzszej
jakosci generujg odpowiedzi o wyzszej jakosci. Uzupetnienie to inne okreslenie ciggu odpowiedzi
generowanego przez GPT-3.

CZYM ROZNIA SIE GPT-3 | BERT

Ta sekcja zawiera porownanie niektdrych réznic miedzy GPT-3 a BERT. Chociaz szczegdty sg dostepne
w wielu miejscach w tym i poprzednim rozdziale, ta sekcja zapewnia wygodniejsze zestawienie tych
informacji. GPT-3 (model autoregresyjny) i BERT (model dwukierunkowy) uzyskujg kontekst jezykowy
na rézne sposoby. W szczegdlnosci GPT-3 generuje dane w przdéd z danych wejsciowych jezyka
naturalnego, podczas gdy BERT moze uzyska¢ kontekst jezykowy w obu kierunkach z konkretnego
stowa. Co wiecej, GPT-3 nie wymaga precyzyjnego dostrajania do wykonywania zadan, co rdzni sie od
innych wczesniejszych modeli przetwarzania jezyka naturalnego. Jednak precyzyjne dostrajanie za
pomocag API OpenAl moze skutkowac poprawg wydajnosci w okreslonych zadaniach. Kolejng wazng
zaletg GPT-3 w pordwnaniu z sieciami neuronowymi (RNN) i LSTM jest jego zdolnos¢ do utrzymywania
informacji kontekstowej miedzy stowami, ktére sg znacznie bardziej oddalone od siebie w korpusie.
Podczas gdy LSTM moga utrzymywac kontekst dla stéw oddalonych od siebie o kilkanascie pozycji, GPT-
3 zapewnia znacznie szerszy zakres kontekstowy. Trzecig zaletg GPT-3 jest jego lepsza wydajnos¢ w
poréwnaniu z uczeniem sie na matej liczbie préb. Ponadto GPT-3 zostat wytrenowany na tak ogromne;j
ilosci danych, ze nie ma potrzeby trenowania GPT-3 na wielu zadaniach. By¢ moze czesciowo wyjasnia
to znaczng poprawe GPT-3 w poréwnaniu z mniejszymi modelami w tych zadaniach. Osiggniecia GPT-
3 sugeruja, ze rozmiar modelu wptywa na jego zdolnos$¢ do prawidtowego wykonywania zadan.
Mdwigc w uproszczeniu, autoregresja polega na uczeniu sie jednokierunkowym, podczas gdy systemy
dwukierunkowe — na uczeniu sie dwukierunkowym. Oznacza to, ze systemy regresyjne uczg sie na
podstawie poprzedniej sekwencji, aby przewidzie¢ kolejny element, podczas gdy systemy
dwukierunkowe mogg wykorzystywac zarowno informacje przyszte, jak i przeszte. Z kolei BERT jest
dwukierunkowy, co oznacza, ze moze uczyc sie na podstawie wszystkiego, co znajduje sie w kontekscie
modelu. Majagc na uwadze powyisze punkty, BERT (i inne modele dwukierunkowe) doskonale
sprawdza sie w klasyfikacji dokumentéw lub pytaniach sprawdzajgcych rozumienie tekstu, gdzie
przetwarza sie cos$ jako catos$é¢, a nastepnie udziela odpowiedzi na jaki$ temat. GPT-3 (i inne modele
autoregresyjne) umozliwity paradygmat , matej liczby préb”, poniewaz przetwarza dane wejsciowe, a
nastepnie generuje dane wyjsciowe. Transfer learning odnosi sie do rezultatu precyzyjnego dostrojenia
wstepnie wytrenowanego modelu. W rzeczywistosci nawet zbior danych sktadajgcy sie ze 100 prébek



do precyzyjnego dostrojenia moze skutkowac znaczng poprawag w wstepnie wytrenowanym modelu.
Nadal jednak istnieje luka wydajnosciowa miedzy precyzyjnym dostrojeniem a uczeniem sie ,,matej
liczby préb”. Chociaz wydajnosc ,,matej liczby préb” jest bardzo dobra, a czasami nawet poréwnywalna
z wydajnoscig na poziomie ludzkim, jako$¢ wynikdw jest niespdjna.

PLAC ZABAW GPT-3

OpenAl stworzyto GPT-3 Playground, narzedzie internetowe do wprowadzania monitéw w polu
tekstowym i odbierania uzupetnien z GPT-3. Plac zabaw obstuguje wiekszos¢ funkcji dostepnych
bezposrednio poprzez API GPT-3. Ponadto, umozliwia interakcje z GPT-3 bez pisania kodu. W istocie,
OpenAl Playground umozliwia fatwe wykorzystanie GPT-3 do trenowania silnika w celu generowania
danych tekstowych. Plac zabaw GPT-3 udostepnia rdwniez zestaw zapisanych monitéw, zwanych
ustawieniami wstepnymi. Pierwszym krokiem jest przejscie do Placu zabaw GPT-3, gdzie zostaniesz
poproszony o zalogowanie sie na swoje konto: https://beta.openai.com/playground. Po
zarejestrowaniu konta zobaczysz strone gtdwna, ktéra sktada sie z trzech sekcji: sekcji ,,Rozpoczecie”,
sekcji ,Plac zabaw” oraz sekcji, ktéra zawiera liste rozwijang i suwaki do dostrajania parametrow.
Srodkowa sekcja to tekst wejéciowy dla GPT-3, ktdry sktada sie z dwdch czesci:

1) sekwencji poczatkowej, czyli ciggu tekstowego ,Text:”, po ktdrym nastepuje jeden lub wiecej
blokow tekstowych (dostarczonych przez Ciebie), ktére dostarczajg GPT-3 przyktadowy tekst
wyjsciowy.

2) Drugiakapit zawiera ten sam cigg tekstowy , Text:”, ktéry wskazuje koniec tekstu wejsciowego.

Odtézmy opis suwakdéw, ktére pojawiajg sie wPlacu Zabaw GPT-3, na pdzniejszg czesc tego rozdziatu i
przejdzmy od razu do generowania kodu w Placu Zabaw GPT-3.

Generowanie kodu GPT-3 za pomoca silnika Davinci

Przejdz do Placu Zabaw GPT-3 i po sprawdzeniu, czy silnik Davinci jest wybrany, wprowadz nastepujgce
trzy zdania w Placu Zabaw (tj. w Srodkowej czesci ekranu):

qC0x4 00 canvas with a blue background ta The

Kliknij przycisk , Wyslij” w lewym dolnym rogu ekranu. GPT-3 generuje dane wyjSciowe widoczne na
rysunku.



L Cc @ 0 8 ritps/fbets openal.com/playground W 0 & w2

@ Crenriane [ocumeniatsgn Examples Playground __:l Hedg . Personal

Playground d & praset Save  Viewcode  Share

Add a 400400 canvas with a blue background to the document.
Add a text display (white arial 18px) in the lower left corner of the scene F X =
Add & map to the canvas.

Engne

bat-davinci-002

var ganvas = documant coaataElamentl canvas Tirnparatues 0.7
canvaswidth = 400;

oanvas halght = 400;

document.body.appendChildicanvas) Maximasm length 58

var gly = canvas getContext('2d’) Blap sagquences
giefillStyle = blue’; Enter sequence and press Tab
crufillRect(D,0,400.400)

i text = docurment crsatellemant|text’k
textinner{TML = “Map";

textatyle fontFamily = "Arial’;

text stylefontSize = 18px’; Freguency penalty o
text style.color = ‘white';
text.atyle.position = ‘abeoluta’;
text.atyle left = 10px;

toxt style bottom = "10px';
document. body. appendGhildtext} Bout af 1

e o o o U g sharttext

Top P 1

Presance penalty 1]

Dla Twojej wygody Listing wyswietla zawartos¢ pliku tekstowego gpt_3_generated_code.txt.

Add a 400x400 canvas with a blue background teo the
document .

Add a text display in the lower left corner of the
Fcene.

Edd a map to the canvas.

var canvas = document.createElement('canvas');
canvas.width = 400;

canvas . height = 400;

document . body . appendChild{canvas);

var ctx = canvas.getContext{"2d');
ctx.fill5tyle = 'blue';
ctx.fillRect (0,0, 400,400} ;

var text = daocument.createElement [*text?);
text.innerHTML = "Map";

text.atyle. fontFamlly = "Arial’;
text.atyle. fontSize = '"18px';
text.atyle.calor = ‘white';
text.style.pasitian = 'absolute';

text. atyle.laft = "10px';

text. atyle. bhattom = '"10pw';

document . body . appendChild(text);

GPT-3 moze generowac rézne dane wyjsciowe z tego samego zestawu monitow, co oznacza, ze Twoje
dane wyjsciowe mogg rézni¢ sie od tych z Listingu. Na przykfad, Listing wyswietla inny wygenerowany
kod z tymi samymi trzema monitami, co Listing wczesniej.



Add a 400x400 canvas with a blue background to the
document .

Add a text display in the lower left corner of the
acanea.

Add a map to the canvas.

<canvas ld="myCanwvas® wldch="400% height="400"
atyla="hackground=color:bhlue; "»</canvas>

cacElpta

Yvar canvasg = dccument.getﬁl&men:ﬁyld[“mycanvas"l;
var Ctx = canvas.getcantex:q“zd“#;

/4 add text display

ctx. font = "30px Arlal";
crx.£1118cyle = “PEELEEEY;

crx. £411Texc ("Hallo Weorld™, 140, 50);

/4 add map

Var map = neWw Image{):

map.anload = functioni} |
ctx . drawImage (map, 0, 0);:

1

map.src = "map.png";

/4 add player

var player = new Image();

playar.onload = function) |
ctx. drawlmags [playar, 0, 0);

1

player.arc = "player.png";

Listing zawiera komunikaty tekstowe z instrukcjami tworzenia i umieszczania elementéw interfejsu
uzytkownika na ekranie, a takze dane wyjsciowe wygenerowane przez GPT-3 za pomocg silnika Davinci.
Poczgtkowa cze$¢ Listingu zawiera te same komunikaty, a najbardziej zewnetrzny element <div> i jego
zawartos$¢ to wygenerowana odpowiedz z GPT-3, ktdra jest pokazana w Listingu.

Add a 400x400 canvas with a blue background tao the
document .

Create 3 text input boxes that accept a digit

Make the helght of the digits equal to H0px
Center the digit in each input box

Place the text input boxes in the same row

Place the row at the bottom of the document
Make the boxes 25% of the width of the diwv

Make the boxes 50% of the helght of the diw

<div atyle="width:B0%; height:80%;text=-align:center;
position:relative;bottom:0; ">
<input type="text® style="width:25%:height:50%;
font=size:B0px; text-align:center; />
cinput type="text®™ style="width:25i;height:50%;
font=zize:B0px; text-align:center; />
<input type="text® style="width:25%:height:50%;
font=size:B0px; text-align:center; />

i



PARAMETRY WNIOSKOWANIA

Po zakonczeniu etapu dostrajania modelu LLM mozna ustawi¢ wartosci réznych parametrow
whnioskowania. Interfejs APl GPT-3 obstuguje wiele parametréw wnioskowania, z ktérych niektdre
przedstawiono ponizej:

¢ engine (mechanizm)

* prompt (monit)

* max_tokens (maks. tokeny)

e top_p (top_k)

» frequency_penalty (kara za czestotliwos¢)
* presence_penalty (kara za obecnosc)

e dtugosc tokena

e stop tokeny

* temperature (temperatura)

Parametr wnioskowania silnika moze by¢ jednym z czterech modeli GPT-3, takich jak text-ada-001.
Parametr prompt to po prostu tekst wejsciowy, ktdéry podajesz. Parametr wnioskowania
presence_penalty (kara za obecnosé) umozliwia uzyskanie bardziej trafnych odpowiedzi po okresleniu
wyzszych wartosci tego parametru. Parametr wnioskowania max_tokens okresla maksymalng liczbe
tokenéw: przyktadowe wartosci to 100, 200 lub 256. Parametr wnioskowania top_p moze by¢ dodatnig
liczbg catkowitg, ktéra okresla najwyzsze wyniki do wybrania. Parametr frequency_penalty to parametr
whnioskowania, ktéry dotyczy czestotliwosci powtarzania stéw. Nizsza warto$¢ tego parametru
zwieksza liczbe powtarzanych stéw. Parametr dtugosci tokenu okresla catkowitg liczbe stow w
sekwencji wejsciowe]j przetwarzanej przez algorytm LLM (a nie maksymalng dtugos¢ kazdego tokenu).
Parametr stop tokens kontroluje dtugo$¢ generowanego wyniku algorytmu LLM. Jedli ten parametr jest
rowny 1, generowane jest tylko jedno zdanie, natomiast wartos¢ 2 oznacza, ze wygenerowany wynik
jest ograniczony do jednego akapitu. Parametr top_k okresla liczbe wybranych tokendéw (k), z
ograniczeniem, ze wybrane tokeny majg najwyzsze prawdopodobienstwo. Na przyktad, jesli k top jest
rowne 3, wowczas wybierane sg tylko 3 tokeny o najwyzszych prawdopodobienstwach. Parametr
top_p jest liczbg zmiennoprzecinkowg z zakresu od 0,0 do 1,0 i stanowi gdrng granice sumy
prawdopodobienstw wybranych tokendw. Na przyktad, jesli dyskretny rozktad prawdopodobienstwa
sktada sie ze zbioru S ={0,1, 0,2, 0,3, 0,4}, a wartos$¢ parametru ,,p top” wynosi 0,3, wéwczas mozna
wybraé tylko tokeny o powigzanych prawdopodobieristwach 0,1 i 0,2. Zatem parametry k top i p top
zapewniajg dwa mechanizmy ograniczania liczby tokendw, ktére mozna wybrac.

Parametr temperatury

Parametr wnioskowania temperatury jest liczbg zmiennoprzecinkowg z zakresu od 0 do 1 witacznie, a
jego wartos¢ domysina wynosi 0,7. Jedng z interesujgcych wartosci temperatury jest 0,8: spowoduje
to, ze GPT-3 wybierze kolejny token, ktéry nie ma maksymalnego prawdopodobienstwa. Parametr
whnioskowania temperaturowego T jest nieujemnag liczbg zmiennoprzecinkowa, ktérej wartos¢ wptywa
na stopien, w jakim model wykorzystuje losowosé. Mniejsze wartoSci parametru temperatury, blizsze
0, oznaczajg mniejszg losowos¢ (tj. sa bardziej deterministyczne), podczas gdy wieksze wartosci
parametru temperatury oznaczajg wieksza losowosé. Parametr temperatury T jest bezposrednio
powigzany z funkcjg softmax(), ktdra jest stosowana w ostatnim kroku architektury transformatora.



Wartos¢ T zmienia formute funkcji softmax, jak opisano w dalszej czesci tej sekcji. Wazne jest, aby
pamietac, ze wybdr tokendw na podstawie funkcji softmax() oznacza, ze wybrany token jest tokenem
0 najwyzszym prawdopodobienstwie. Z kolei wieksze wartosci parametru T umozliwiajg losowos¢ w
wyborze kolejnego tokena, co oznacza, ze token moze zosta¢ wybrany, nawet jesli powigzane z nim
prawdopodobienstwo jest mniejsze niz maksymalne prawdopodobienstwo. Cho¢ moze sie to wydawacé
nieintuicyjne, niektére wartosci T (takie jak 0,8) dajg tekst wyjsciowy brzmigcy bardziej naturalnie z
perspektywy cztowieka niz tekst wyjsciowy, w ktérym tokeny sg wybierane, jesli majag maksymalne
prawdopodobienstwo. Wreszcie, wartos¢ temperatury rowna 1 jest tym samym, co standardowa
funkcja softmax(). Nawiasem mowiac, sekcja ,Uzupetnianie tekstu i temperatura” w rozdziale 8
zawiera przykfad kodu w Pythonie, ktéry wywotuje klase Completion w OpenAl w celu uzupetnienia
tekstu z dwiema réoznymi wartosciami temperatury (wyniki sg interesujace).

Temperatura i funkcja softmax()

Parametr temperatury T pojawia sie w mianowniku wyktadnika statej Eulera e w funkcji softmax().
Zatem zamiast licznika softmax() w postaci e (xi), zmodyfikowana funkcja soft-max() zawiera wyrazy
licznika w postaci e”(xi/T), gdzie {x1, x2, . . ., xn} tworzg zbidr liczb tworzacych dyskretny rozktad
prawdopodobienstwa. Dla przypomnienia, mianownik kazdego wyrazu wygenerowanego przez
funkcje soft-max() sktada sie z sumy wyrazéw w zbiorze {e*(x1), eM(x2), .. ., e*(xn)}. Jednak mianownik
wyrazow z parametrem temperatury T jest nieco inny: jest to suma wyrazéw w zbiorze {e*(x1/T),
eMx2/T), ..., eMxn/T)}. Co ciekawe, funkcja softmax() z parametrem temperatury T jest taka sama jak
rozktad Boltzmanna. Aby uzyska¢ wiecej informacji na temat regulowanych parametréw
whnioskowania, nalezy przeszukac¢ internet. Ponizszy fragment kodu w Pythonie zawiera przyktad
okreslania wartosci réznych parametréow wnioskowania, w tym silnika GPT-3:

PRZEGLAD INZYNIERII PROMPT

Rézne modele jezykowe wymagajg dostrojenia, aby wykonywaé zadania nizszego rzedu, co czasami
wigze sie z koniecznoscig dotagczenia jednej lub wiecej warstw do modelu. Z kolei GPT-3 opiera sie na
pojedynczym modelu, ktéry nie wymaga dodatkowych warstw ani dostrajania, aby wykonywadé
dodatkowe zadania. W rzeczywisto$ci GPT-3 wykorzystuje system, w ktérym do danych wejsciowych
modelu mozna dodac¢ zero, jeden lub kilka przyktadéw. Potgczenie opisu zadania, przyktadéw (jesli
istniejg) i promptu zapewnia GPT-3 kontekst, dzieki czemu GPT-3 moze przewidywac¢ dane wyjsciowe
token po tokenie. Zatézmy na przyktad, ze opis zadania to zdanie ,Przettumacz z angielskiego na
wtoski”, po ktérym nastepuje kilka par stéw angielskich/wtoskich jako przyktady. Wéwczas podpowiedz
bytaby angielskim stowem (np. ,krowa”), ktére model ttumaczy na wtoski (,vacca”). Praca z
podpowiedziami Zasadniczo podpowiedZz to cigg tekstowy, ktéry dostarcza GPT-3 instrukcji
dotyczacych rodzaju odpowiedzi oczekiwanej na cigg wejsciowy (tj. podpowiedz). Ta technika jest
zaskakujgco skuteczna w pracy z modelami jezykowymi. Na przyktad, jesli przeslesz te samg
podpowiedz kilka razy do GPT-3, wyniki nie bedg spdjne (choé¢ podobne). Jednym ze sposobdw



poprawy spojnosci odpowiedzi jest inzynieria podpowiedzi, ktéra w pofaczeniu z dostrajaniem
umozliwia uzyskanie bardziej spdjnych odpowiedzi. W szczegdlnosci inzynieria podpowiedzi obejmuje
zaprojektowanie podpowiedzi, a takze jej ,uzupetnienie” (tj. odpowiedz z modelu), aby model dziatat
w pozadany sposéb. Dobrze dobrana konstrukcja podpowiedzi osigga wyzszy wskaznik predykcji, a
takze utatwia przetwarzanie wygenerowanych odpowiedzi. Jakos¢ wynikow uzyskanych za pomoca
inzynierii podpowiedzi wymaga duzej liczby przyktadowych podpowiedzi, ktére mogg sie rdzni¢ w
zaleznosci od konkretnego zadania przetwarzania jezyka naturalnego (NLP).

Projektowanie polecen

Dobrze zaprojektowana inzynieria polecen umozliwia automatyzacje zadan nastepczych znacznie
tatwiej niz w przypadku tradycyjnych metod. Jednak dwa dobrze zaprojektowane polecenia dla tego
samego zadania mogg generowac zasadniczo rézne rezultaty. Z nieformalnego punktu widzenia,
dobrze zaprojektowane polecenia przypominajg ,,dobry trening” w sporcie: oba zazwyczaj przynoszg
pozadane rezultaty. Innymi stowy, dobrze napisany komunikat dostarcza szczegétowych i istotnych
informacji w zwiezty sposdb. Chociaz modele GPT zazwyczaj wymagajg kilkuset przyktadéw do
wykonania wiekszosci zadan nastepczych, to podejscie jest oczywiscie lepsze od innych technik, ktore
moga wymagac tysiecy przyktadéw szkoleniowych. Kolejnym aspektem, ktéry nalezy wzigé pod uwage,
sg koszty, jakie mogg zosta¢ poniesione w zwigzku z dostrajaniem i wnioskowaniem. Warto zbadac
optacalnos¢ ptatnych ustug, ktdre oferujg interfejsy APl do wykonywania takich zadan. Co wiecej,
zadanie oceny dokfadnosci prognoz moze by¢ bardziej ztozone niz w przypadku tradycyjnych podejs¢,
a szybkos$¢ wnioskowania jest zazwyczaj niska w przypadku duzych modeli LLM (takich jak GPT-3 lub
GPT-J), poniewaz prognozy muszg by¢ propagowane do ogromnej liczby parametréow. Rozwazmy teraz
czas potrzebny na wykonanie kilkuset tysiecy prognoz: moze to zajg¢ wiele godzin (a nawet dni). Zatem
umiejetno$¢ formutowania dobrze sformutowanych podpowiedzi moze by¢ procesem uczenia sie
metoda prob i btedéw, bedacym potgczeniem nauki i sztuki.

Podpowiedzi w taricuchu mysli

Podpowiedzi w taricuchu mysli (CoT) to kolejna technika, ktéra obejmuje wieloetapowa sekwencje
odpowiedzi na pytania. Technika ta zostata opisana w artykule arXiv i polega na wstawianiu tekstu
,Pomysimy krok po kroku” przed kazdg odpowiedzig. Twércy techniki CoT twierdzg, ze ich metoda
Zero-shot-CoT przewyzisza metode Zero-shot LLM w wielu zadaniach. Co wiecej, autorzy artykutu w
arXiv zastosowali swojg technike bez zadnych przyktadéw z niewielky liczbg préb na modelach LLM,
takich jak model InstructGPT o parametrach 175 B i model PaLM o parametrach 540 B. Autorzy
sugerujg réwniez podjecie dodatkowych wysitkbw w celu wydobycia wiedzy z modelu LLM o
parametrach z zerowg liczbg préb przed wykonaniem zadan precyzyjnego dostrajania.

Samospojnosc i CoT

Samospodjnos¢ to technika samonadzorowana, ktéra wykorzystuje podpowiedzi oraz technike
dekodowania, ktéra zastepuje technike zachtanng w CoT. Doktadniej, dokonuje wyboru z zestawu
wygenerowanych prébek, zamiast polega¢ wytgcznie na podejsciu zachtannym. Wiecej informacji na
temat samospdjnosci mozna znalezé w Internecie: https://arxiv.org/abs/2203.11171. Wedtug autorow
poprzedniego artykutu, ich ,zasadg praktyczng” jest wygenerowanie listy okoto dwudziestu zdan, a
nastepnie wybranie z niej najlepszego zdania. Co wiecej, samospdjnosc osigga lepszg wydajnosc¢ niz
ogoblne podpowiedzi CoT w modelach LLM, takich jak GPT-3, LaMDA i PaLM. (Wiecej szczegdtéw w
tabeli 2 w artykule arXiv).

Samospojnosé, CoT i nienadzorowane zbiory danych (LMSI)



Maszyny LLM osiggnety imponujgce wyniki dzieki wykorzystaniu wstepnie wytrenowanych modeli i
precyzyjnego dostrajania, a takze duzych zbioréw danych. Jednak dodatkowa poprawa wydajnosci
wymaga zastosowania wysokiej jakosci nadzorowanych zbioréw danych. Jedno z podejs¢ obejmuje
samodoskonalenie modelu jezykowego (LMSI), ktére ulepsza modele LLM przy uzyciu danych
nienadzorowanych. Technika ta wykorzystuje CoT z niewielkg liczbg préb dla monitéw, a takze schemat
gtosowania wiekszosciowego do wyboru predykcji. Wiecej informacji na temat samospdjnosci, COT i
nienadzorowanych zbioréw danych mozna znalez¢ online: https://arxiv.org/pdf/2210.11610.pdf.

SZCZEGOLY DOTYCZACE INZYNIERII PROMPT

Inzynieria Prompt jest kluczowym aspektem pracy z modelami LLM, do ktérych nalezg oczywiscie GPT-
3iGPT-4. W miare zdobywania doswiadczenia w pracy z modelami LLM, spotecznos¢ stale opracowuje
najlepsze praktyki i strategie, aby uzyskac jak najlepsze rezultaty z tych modeli. Inzynieria komend
odnosi sie do sztuki i nauki tworzenia komend wejsciowych, ktére ukierunkowuja wyniki modelu
jezykowego w pozgdanym kierunku. Biorgc pod uwage rozlegta wiedze i mozliwosci modeli takich jak
GPT-3, sposéb formutowania pytan lub komend moze znaczaco wptyngé na jakos¢, doktadnosc i
trafnos¢ odpowiedszi.

Znaczenie inzynierii natychmiastowe;j

Ponizsza lista zawiera kilka powoddw dotyczacych znaczenia inzynierii natychmiastowej, a nastepnie
krétki opis kazdego z nich:

¢ Wskazowki dotyczgce modelu
¢ Jakos¢ wynikéw
¢ Specyfikacja zadania

Wskazdéwki dotyczace modelu: LLM nie majg okreslonego celu ani intencji. Generuja odpowiedzi w
oparciu o wzorce wyuczone z danych. Dobrze skonstruowany monit kieruje modelem w kierunku
generowania bardziej doktadnych i trafnych odpowiedzi.

Jakos¢ wynikéw: Rdézne monity mogg dawad odpowiedzi o réznej jakosci. Udoskonalony monit moze
wywotaé bardziej szczegdtowg lub zniuansowang odpowiedz.

Specyfikacja zadania: W przypadku konkretnych zadan, takich jak generowanie kodu lub
rozwigzywanie probleméw matematycznych, sposéb strukturyzowania monitu moze mie¢ kluczowe
znaczenie dla uzyskania pozgdanego wyniku.

Rodzaje podpowiedzi

Ponizsza lista zawiera kilka powoddw dotyczgcych znaczenia inzynierii podpowiedzi, a nastepnie krotki
opis kazdego rodzaju podpowiedzi:

¢ podpowiedzi otwarte

¢ podpowiedzi zamkniete

¢ podpowiedzi instruktazowe

¢ podpowiedzi z przewodnikiem
¢ podpowiedzi iteracyjne

» tokeny temperatury i maks.



Podpowiedzi otwarte: Sg ogdlne i szerokie, pozwalajgc modelowi okresli¢ kierunek odpowiedzi.
Przyktadem tego typu podpowiedzi jest ,Opowiedz mi o Uktadzie Stonecznym”. Podpowiedzi
zamkniete: Szukajg konkretnych odpowiedzi lub faktéw, na przyktad ,Kto byt pierwszym prezydentem
Stanéw Zjednoczonych?”. Podpowiedzi instruktazowe: Nakfaniajg model do wykonania okreslonego
zadania lub wygenerowania tresci w okreslony sposéb. Przyktadem jest ,Przettumacz ponizszy tekst z
jezyka angielskiego na francuski:...”. Podpowiedzi z przewodnikiem: Dostarczajg dodatkowego
kontekstu lub wskazéwek, ktére sterujg odpowiedziag modelu. Przyktadem tego podpowiedzi jest
»Wyjasnij mechanike kwantowa tak, jakbym byt 10-latkiem”. Iteracyjne monity: Polegajg na serii
rozméw z modelem, udoskonalajgcych zapytanie na podstawie jego poprzedniej odpowiedzi.
Przypominajg one rozmowe, w ktdérej stopniowo dopracowuje sie pozgdang odpowiedz.

Temperatura i maksymalna liczba tokendw: Chociaz nie sg to monity w tradycyjnym sensie,
dostosowanie parametréw, takich jak ,temperatura” (kontrolujgca losowos¢ wynikdw modelu) i
,maksymalna liczba tokendw” (ograniczajagca dtugos¢ odpowiedzi), moze rdwniez wptywac na
odpowiedzi modelu.

Wytyczne dotyczgce skutecznych monitéw

W przypadku ChatGPT i podobnych modeli skuteczno$é¢ monitéw czesto zalezy od kontekstu oraz
konkretnych informacji lub oczekiwanej odpowiedzi. Istniejg jednak pewne rodzaje monitéw, ktdre sg
skuteczniejsze w uzyskiwaniu szczegdtowych i zniuansowanych odpowiedzi z modelu. W przypadku
ChatGPT i podobnych modeli nalezy jasno okresli¢, jakiego rodzaju odpowiedzi sie oczekuje. Monity z
instrukcjami i wskazoéwkami pomagajg w zapewnieniu tej jasnosci. Warto jednak réwniez
eksperymentowac i iterowaé swoje monity, poniewaz czasami nawet nieznacznie inne sformutowanie
monitu moze prowadzi¢ do znaczaco réznych wynikéw. Ponizsza lista zawiera liste wytycznych
dotyczacych skutecznego tworzenia monitéw, a nastepnie krétki opis kazdego z nich:

® Badz precyzyjny.

e Eksperymentu;j.

¢ Wykorzystuj parametry.
® Przeanalizuj i iteru;.

BadzZ precyzyjny: Jasno okresdl, czego szukasz. Jesli chcesz krétkiego podsumowania, okresl doktadnie,
czego oczekujesz. Podaj kontekst: Podanie krdtkiego tta moze pomdc w ukierunkowaniu odpowiedzi
modelu.

Eksperyment: Czesto potrzeba kilku préb, aby dopracowad polecenie i uzyskaé pozadany wynik. Nie
wahaj sie przeformutowac lub poda¢ dodatkowe instrukcje.

Wykorzystaj parametry: Jesli uzywasz modelu takiego jak GPT-3 bezposrednio za posrednictwem API,
eksperymentuj z parametrami, takimi jak temperatura, aby uzyska¢ rézne style odpowiedzi.

Przejrzyj i udoskonalaj: Stale udoskonalaj swoje polecenia w oparciu o otrzymywane wyniki. To
iteracyjne podejscie moze z czasem prowadzi¢ do bardziej efektywnych polecen.

Przyktady skutecznych polecen dla ChatGPT

Polecenia z instrukcjami i wskazéwkami sg czesto najskuteczniejsze w przypadku ChatGPT. Te
polecenia dostarczajg kontekstu lub wskazéwek, albo instruujg model, aby odpowiedziat w okreslony
sposéb. Pomagajg one zawezi¢ szeroki zakres potencjalnych odpowiedzi modelu do czego$ bardziej



szczegdtowego i zgodnego z intencja uzytkownika. Ponizej przedstawiono kilka przyktadéw
ulepszonych polecen.

Instrukcja jednoznaczna: Zamiast , Il wojna Swiatowa” uzyj ,Podaj krétkie podsumowanie Il wojny
Swiatowej”.

Podanie kontekstu: Zamiast ,,Wyjasnij teorie wzglednosci”, uzyj ,,Wyjasnij teorie wzglednosci Einsteina
w prostych stowach komus bez wyksztatcenia fizycznego”.

Prosba o konkretny format: Zamiast ,,Petle w Pythonie”, uzyj ,Pokaz mi przyktad petli for w Pythonie”.

Wskazywanie gtebi lub poziomu szczegétowosci: Zamiast ,,Opowiedz mi o czarnych dziurach”, uzyj
,Przedstaw mi szczegdtowy przeglad aktualnego stanu wiedzy naukowej na temat czarnych dziur”.

Stworzenie scenariusza: Zamiast ,Jak zatozy¢ firme?”, uzyj ,WyobraZz sobie, ze jestem S$wiezo
upieczonym absolwentem studidw wyzszych z doswiadczeniem w inzynierii oprogramowania. Jak
powinienem zatozy¢ startup technologiczny?”

Informacje poréwnawcze lub kontrastujgce: Zamiast ,Czym jest socjalizm?”, uzyj ,Poréwnaj i zestaw
socjalizm z kapitalizmem pod wzgledem zasad ekonomicznych”.

Prosba o kroki lub proces: Zamiast ,Pieczenie ciasta”, uzyj ,Wymien krok po kroku proces pieczenia
ciasta czekoladowego”. Sterowanie tonem lub stylem: Zamiast ,Opowiedz mi historie”, uzyj
,Opowiedz mi krotka, humorystyczng historie o kocie i psie”.

UCZENIE SIE NA KILKU SZTUKACH | DOSTRAJANIE STYLOW LLMS

Uczenie sie na kilku prébach to sposdb na zapewnienie dodatkowego szkolenia dla LLM bez aktualizacji
parametréw LLM. Istnieje jednak limit rozmiaru (tj. danych) zwigzany z uczeniem sie na kilku prébach.
Dostrajanie pozwala jednak na trenowanie modelu na znacznie wiekszym zbiorze danych niz w
przypadku uczenia sie na kilku prébach. W rezultacie mozna osiggnac lepsze wyniki w przypadku
wiekszej réznorodnosci zadan dla LLM. GPT-3 obstuguje uczenie sie na kilku prébach, dostrajanie i
uczenie sie oparte na podpowiedziach, ktére zostang omdéwione w kolejnych podsekcjach. Dowiesz sie
o trzech gtdéwnych typach podpowiedzi, a takze o kompromisach miedzy uczeniem sie na kilku prébach
a dostrajaniem oraz miedzy dostrajaniem a podpowiedziami. Dodatkowo, jedna z sekcji zawiera
sugestie dotyczace wyboru modelu GPT-3 dla Twoich zadan. Chociaz bardzo duze modele LLM
zazwyczaj dobrze reagujg na uczenie sie metoda ,,mniej préb”, mniejsze modele LLM niekoniecznie
poprawiajg sie dzieki uczeniu sie metoda ,mniej préb”, nawet po uwzglednieniu wielu przyktaddéw.
Ponadto uwzglednienie przyktadéw zmniejsza czes¢ okna kontekstowego dostepng na uwzglednienie
innych istotnych informacji. W poprzednim scenariuszu dostrajanie modelu LLM moze by¢ realng
alternatywa, czyli technikg uczenia nadzorowanego, ktéra obejmuje znacznie mniejszy, ale wysoce
uporzadkowany zbiér danych. Elementy zbioru danych sg wykorzystywane do aktualizacji wag w
modelu LLM. Nalezy zauwazy¢, ze kazdy element sktada sie z monitu i jego uzupetnienia, co rdzni sie
od nienadzorowanego etapu wstepnego treningu modeli LLM. Poniewaz dostrajanie obejmuje
aktualizacje wag w modelu LLM, technika ta rdzni sie od uczenia sie metodg ,zero-shot”, ,,one-shot” i
,mniej préb”, ktdre nie aktualizujg wag modelu LLM. Petne dostrajanie aktualizuje wszystkie parametry
modelu LLM, co oznacza, ze tworzona jest nowa wersja wstepnie wytrenowanego modelu. Jednakze
wymagania dotyczgce pamieci do przechowywania wszystkich parametrow wstepnie wytrenowanego
LLM mogg byc¢ znacznie wieksze.Wstepne trenowanie polega na trenowaniu modelu LLM z
wykorzystaniem ogromnej ilosci niestrukturyzowanych danych tekstowych za pomoca
samonadzorowanego uczenia sie. Natomiast dostrajanie to proces uczenia nadzorowanego,
obejmujacy znacznie mniejszyzbidor danych sktadajacy sie z oznaczonych przyktaddéw, ktére stuzg do



aktualizacji wag modelu LLM. Co wiecej, oznaczone przyktady to pary szybkich uzupetnien, a proces
dostrajania rozszerza proces trenowania modelu, poprawiajgc jego zdolnos¢ do generowania
prawidtowych uzupetnien dla okreslonego zadania.

Uczenie sie metod3 ,, mate;j liczby préb”

GPT-3 obstuguje uczenie sie metodg , matej liczby préb”, co umozliwia dostarczanie podpowiedzi z
poprawnymi przyktadami w celu poprawy odpowiedzi modelu. W rezultacie nie ma potrzeby
aktualizacji parametréw w GPT-3, poniewaz prébki do uczenia sie metodg ,,matej liczby préb” petnig
funkcje treningu dla modelu. W rzeczywistosci GPT-3 pokazat, jak uczenie sie metodg ,matej liczby
préb” osigga znaczace rezultaty nawet bez aktualizacji parametréw lub danych specyficznych dla
zadania. GPT-3 jako pierwszy pokazat, ze modele LLM mogg by¢ wykorzystywane do uczenia sie
metoda ,,matej liczby préb” i mogg osiggac¢ imponujace rezultaty bez koniecznosci gromadzenia danych
specyficznych dla zadania na duzg skale lub aktualizacji parametrow modelu. Uzytkownicy mogg
przesytac swoje niestandardowe zestawy danych treningowych do dostrojonych wersji GPT-3, ktdre sg
rowniez hostowane w OpenAl i dostepne za posrednictwem jego interfejséw API. W zaleznosci od
rozmiaru niestandardowych zestawdw danych, dostrajanie GPT-3 moze trwac od kilku minut do kilku
godzin. Jednak dostrajanie wiekszych modeli wymaga mniejszej ilosci danych niz w przypadku
mniejszych modeli.

Uczenie sie metod3a ,,mniej niz jeden strzat” i podpowiedzi

Jednym z interesujgcych aspektéw GPT-3 jest uczenie sie metodg ,mniej niz jeden strzat” poprzez
podpowiedzi, czyli technika dostarczajgca instrukcje w postaci ciggdéw wejsciowych. Takie podpowiedzi
dostarczajg GPT-3 przyktaddéw oczekiwanego typu odpowiedzi, ktére GPT-3 moze skutecznie
wykorzysta¢ do zapewnienia odpowiedzi zgodnych z informacjami zawartymi w podpowiedziach.
Przeczytaj sekcje ,,Moc podpowiedzi” w rozdziale 8, aby zapoznac sie z wyraznym kontrastem miedzy
typem wynikéw generowanych przez GPT-3 na podstawie podpowiedzi pozytywnej i negatywnej. GPT-
3 wykorzystuje réwniez ,,prawdopodobienstwo warunkowe”, ktére dziata w nastepujacy sposéb:

biorgc pod uwage zbidr stéw, oblicza prawdopodobienstwo, ze dane stowo bedzie nastepnym stowem
w tym zbiorze.

W rezultacie GPT-3 moze przyjgc zbidr stow jako dane wejsciowe i doktadnie przewidzie¢ nastepne
stfowo. W rzeczywistosci GPT-3 potrafi znacznie wiecej: biorgc pod uwage cigg wejsciowy, GPT-3 moze
generowac cate artykuty, ktére majg sens (tj. nie sg ciggami bezsensownych stow). Niestety, niektére
stwierdzenia GPT-3 mogg by¢ nieprawdziwe.

Dostrajanie za pomocg dostrajania symboli

Nowoczesng (w momencie druku tej ksigzki) technikg dostrajania jest dostrajanie symboli, opracowana
przez Google. Dostrajanie symboli koncentruje sie na mapowaniu danych wejsciowych na etykiety, co
pozwala na lepsze dostrajanie.

LoRA, kwantyzacja i QLoRA

W tej sekcji krétko oméwiono LoRA i QLoRA, ktére sg przydatne do dostrajania LLM. Adaptery niskiego
rzedu (LoRA) to niewielkie zestawy parametréw, ktére mozna trenowaé. Podczas procesu dostrajania
architektury transformatora, te niewielkie zestawy parametréw sg wstrzykiwane do kazdej warstwy
transformatora. Ponadto, te niewielkie zestawy wag sg aktualizowane podczas procesu dostrajania,
podczas gdy oryginalne wagi modelu pozostajg zamrozone. Gtéwng zaletg tej techniki jest znaczne
zmniejszenie liczby parametréw mozliwych do trenowania dla zadan downstream. Co wiecej, Hugging



Face stworzyt biblioteke Parameter Efficient Fine-Tuning (PEFT), ktora obstuguje LoRA. Kwantyzacja
polega na przechowywaniu danych w typach danych o mniejszej precyzji. Na przyktad, mozna uzy¢ 8-
bitowego typu danych (tj. bajtu) do przechowywania danych 16-bitowych lub 32-bitowych. Oczywiscie,
ta redukcja liczby bitéw powoduje utrate precyzji. Co ciekawe, kwantyzacja prowadzi do modelu,
ktdrego zmniejszony rozmiar moze przewazy¢ nad utratg precyzji. Trzecim tematem tej sekcji jest
kwantyzowana adaptacja niskiego rzedu (QLoRA). QLoRA taczy kwantyzacje i adaptacje niskiego rzedu,
aby osiggngd efektywne dostrajanie modeli sztucznej inteligencji. Zaletg QLoRA jest redukcja pamieci
podczas etapu dostrajania modelu LLM.

PODSUMOWANIE

Ta sekcja rozpoczeta sie od oméwienia niektorych funkcji GPT-2 i GPT-3, a takze kilku przyktadéw kodu
w Pythonie. Nastepnie poznano trzy gtdwne typy znanych modeli LLM (modeli duzego jezyka): modele
tylko kodera, modele tylko dekodera i modele koder-dekoder. Nastepnie zapoznano sie z rodzing
modeli jezykowych opartych na GPT z OpenAl, a nastepnie z ogélnym wprowadzeniem do GPT-3, jego
celow i kilku modeli opartych na GPT-3. Ponadto przedstawiono pordwnanie GPT-3 i BERT oraz mocne
i stabe strony GPT-3. Ponadto zapoznano sie z platformg GPT-3 Playground, gdzie mozna
przeprowadzac wnioskowanie z wykorzystaniem GPT-3. Na koniec dowiedziates sie, jak tworzy¢ monity
w GPT-3.



