Tokenlzacja

Ta czes¢ wprowadza w rdézne typy tokenizacji stuzgce do dzielenia stéw na jeden lub wiecej tokendw,
poniewaz istnieje relacja jeden do wielu miedzy stowami a tokenizacjg. W pierwszej sekcji oméwiono
pretokenizacje, koncepcje stowa oraz réznice miedzy pretokenizacja a tokenizacjg. Ta sekcja zawiera
rowniez przyktad kodu Pythona dotyczacy pretokenizacji. W drugiej sekcji omoéwiono tokenizacje
opartg na stowach, znakach i podstowach, a takze kompromisy tych technik tokenizacji. Dowiesz sie
rowniez o tokenizerze dla BERT i tokenizerze dla GPT-2, mimo ze zostang one przedstawione pdzniej,
dzieki czemu zobaczysz, ze ich tokenizery dziatajg inaczej. Zobaczysz rowniez przyktady kodu oparte na
Pythonie, ktére pokazujg rzeczywistg tokenizacje generowang przez te modele jezykowe. Zwréé
uwage, ze przyktady kodu oparte na Pythonie w tym rozdziale wymagajg obecnie Pythona 3.7, ktory
mozesz pobrac z Internetu, jesli jeszcze go nie masz. W momencie oddania tej ksigzki do druku mozliwe
bedzie korzystanie z Pythona 3.9 (lub nowszego) do przyktadéw kodu zawartych tu.

CZYM JEST PRETOKENIZACIA?

Pretokenizacja to pierwsze z kilku zadah wykonywanych podczas przetwarzania korpusu tekstowego,
ktdry zazwyczaj obejmuje pewien podzbiér ponizszych:

¢ Pretokenizacja

¢ Zadania tokenizacji

* Tokenizacja oparta na stowach
» Tokenizacja oparta na znakach
¢ Tokenizacja podstéw

Zanim zagtebimy sie w temat pretokenizacji, w nastepnej sekcji oméwimycos fundamentalnego:
definicje stowa.

Czym jest stowo?

Stowo to zasadniczo sekwencja symboli, ktére reprezentujg co$, co moze byé namacalne lub
abstrakcyjne (to jest to, co zawsze wiedzieliSmy o stowie). Sfowo zawierajgce wytgcznie znaki alfabetu
jest konsekwentnie traktowane jako stowo przez rdine tokenizatory. Jednak tokenizatory mogg
traktowacd skréty w jezyku angielskim inaczej, zwtaszcza te, ktére tokenizujg na podstawie spacji. Na
przyktad stowo ,I've” jest skrétem od ,,1” i ,,have” i jest traktowane jako jedno stowo przez tokenizatory,
ktore dzielg na podstawie spacji, podczas gdy tokenizatory uzywajgce spacji i znakdéw interpunkcyjnych
traktuja ,I've” jako dwa stowa. Dostepne sg nastepujace cztery metody mapowania miedzy tokenami,
znakami i stowami:

eword_to_chars()
stoken_to_chars()
echar_to_word()
echar_to_token()
Pretokenizacja a tokenizacja

Dokumentacja ksigzki ,Hugging Face” rozrdinia pretokenizacje i tokenizacje, podczas gdy wiele
artykutéw online uzywa jedynie terminu ,tokenizacja”. Pretokenizacja moze by¢ wdrazana na rézne
sposoby, indywidualnie lub w potaczeniu, a tutaj przedstawiono trzy techniki:



stokenizacja spacji (np. RoBERTa i GPT-2)
stokenizacja spacji i znakéw interpunkcyjnych
stokenizacja oparta na regutach (np. FlauBERT i XLM)

Uzycie spacji jako separatora stéw (lub spacji i znaku interpunkcyjnego) w pretokenizacji pokrywa sie
ze ,zwyktg” tokenizacjg, ktdrg mozina przeprowadzi¢ w jezyku angielskim i wiekszosci jezykéw
europejskich. Jednak niektore jezyki europejskie (np. francuski i niemiecki) uzywajg znakdéw
diakrytycznych, a ich usuniecie moze zmienié znaczenie stowa, jak oméwiono w dalszej czesci. W
dalszej czesci w odniesieniu do studidw magisterskich (LLM) pojawig sie terminy ,,uncased” i ,cased”.
W przypadku LLM bez wielkich liter wszystkie stowa sg pisane matymi literami, a wszystkie znaki
diakrytyczne zostaty usuniete. Znaki diakrytyczne wystepujg w kilku jezykach indoeuropejskich, takich
jak francuski, hiszpanski, niemiecki i skandynawskie, ale nie w jezyku angielskim. Jednak w przypadku
LLM z wielkimi literami zachowane sg wielkie litery i znaki diakrytyczne (jesli wystepujg). Nalezy
pamietaé, ze w niektdrych jezykach, takich jak mandarynski i japonski, nie ma koncepcji wielkich i
matych liter. Wybdr miedzy LLM bez wielkich liter a LLM z wielkimi literami zalezy bezposrednio od
konkretnego przypadku uzycia. Jezyk angielski jest prawdopodobnie najtatwiejszym jezykiem do
pretokenizacji ze wzgledu na nastepujgce cechy:

*Brak znakdw diakrytycznych
*\Wszystkie stowa sg rozdzielone spacja

eBrak deklinacji  rodzajnikéw i  przymiotnikdow (w  przeciwienstwie do  jezykow
niemieckich/stowianskich)

eJedna forma dla kazdego stowa w kazdym przypadku gramatycznym (np. mianownik i biernik)

Co wiecej, apostrof w angielskim stowie moze odnosi¢ sie do posiadania lub skrétu z czasownikiem
(ktéry moze by¢ nieregularny), jak pokazano w ponizszych zdaniach:

*Tak, to z pewnoscig prawda.

*Mysle, ze taka jest jego prawdziwa natura.

*Tak, to prawda, ze jego cena jest wysoka.

eSamochdéd Johna to kabriolet, jest nowy i ma czerwony dach.
eDave kupuje nowy samochadd.

eSara nie bedzie jadta krewetek.

eSara jeszcze nie skonczyta.

Zauwaz, ze stowo ,,its” odnosi sie do posiadania, mimo Ze nie zawiera apostrofu, i stanowi jedyny
wyjatek od reguty dotyczacej posiadania. Jezyk angielski réwniez moze traktowac rzeczowniki jako
czasowniki w rozmowach. Gdy kontekst jest jasny, ludzie rozumiejg ich znaczenie, nawet gdy styszg
taka konstrukcje po raz pierwszy, jak w ponizszym zdaniu:

I need to book for an hour and then | can meet up you”.



Stowo ,,book” w poprzednim zdaniu to rzeczownik uzywany jako zamiennik czasownika ,study”. W
standardowym jezyku angielskim czasowniki w formie bezokolicznika sg inicjowane przez przyimek
,t0” poprzedzajgcy czasownik. Jednak poprzednie zdanie jest niestandardowe, poniewaz zawiera ,to
book”, a mimo to ludzie mogg tatwo wywnioskowac¢ zamierzone znaczenie. Przyjrzyjmy sie teraz
przyktadowi kodu w Pythonie, ktdry ilustruje pretokenizacje, oméwiong w nastepnej sekgcji.

Przyktad kodu przed tokenizacjg

Listing 1 przedstawia zawartos¢ pliku pretokenizerl.py, ktéry pokazuje, jak tokenizatory realizujg
tokenizacje dla réznych modeli.

fraom transformers lmport AuvtoToKenlzer

¥ notice the multigple white spaces:

gentencea = "I lowve Chicago deep dish plzza
dan't yau?"

¥ inatantiate a BERT=-baszed takenlzer:
tokenizer = AutoTaokenlzer.fram pretralned
("pert=pagse=uncaz=ad®}

¥ Llnvoke the pre-tokenizer:

resultl = tokenizer. backend tokenlzer.pre
I.x‘JkEn1._'e'-e.:'.p;-e'-e_'..l.)ke'-el'l_z-.'—._ﬁ'..r.-:.'—._e'-el'll.l.-"r."uf'tE:-
print("=> tokenizer: BERT")
printi{"sentence: "o Rentenca)
print{"tokenlzed: ",resultl)

printi)

¥ instantiate a GPTE-based takenlzer
tokenizer = AutoTokenizer.fram pretrained("gpt2')

resultZ = tokenizer.backend tokenlzer.pre
|.aken;_-er.p;e_'..nken_a'—._ﬁ'.. rizaentencsa)

prlnt("=> tokenizar: GPTIY)
printi{"sentence: "o Rentenca)
print ("tokenlzed: "™, result)

printi)

¥ instantlate a TS=based tokenlzer:

Tokenizer = hutaTokenizer.f r.l.'.-|'||_|;-r.l.-'.~l.1.=.l_|".-.'—.-.'1 ["th=
amall®™]

regultl = tokenlzer.backend tokenizer.pre
tokenizer pre_Lakenlze SLCr ([zentencea)

¥ instantlate a XLNetTokenizer-haszed tokenizer:

from transformers import XLHetTokenlzer

tokenizer = XLNetTokenizer.from pretrained
("xlnet=hase=cased")

reaultd = tokenlzer.tokenlze(zaentence)

print ("=> Cokenlzer: XLMetLTokenizer™)
print ("zentenca: Yosentence)

print ("tokenized: *,reaultd)

Listing 1 rozpoczyna sie od instrukcji importu oraz inicjalizacji zdania zmiennej ciggiem tekstowym.
Pozostata czes¢ Listingu 2.1 sktada sie z czterech blokdw kodu tokenizacji dla modeli BERT, GPT-2, T5 i



XLNetTokenizer. Kazdy blok kodu inicjuje zmienng tokenizer jako instancje tokenizatora specyficznego
dla modelu, tokenizuje tekst w zmiennej zdania, a nastepnie wyswietla wyniki.Na przyktad, ponizszy
blok kodu ilustruje szczegdty poprzedniego zdania dla modelu BERT:

¥ instantlate a BERT=hased tokenizer:

tokenizer = AutboTokenizer.from pretrained
[("hert=hasa=uncaged")

¥ invoke the pre=tokenizer:

rezultl = tokenlzer.backend tokerizer. pre
tokenizer -pre_tokenlze str [;&."ll.El".\.'.".'—.] -
print ("=> CLokenlzer: BERT")

print ("zentenca: "o esentence)

print ("tokenized: ", reaultl})

printi(

Teraz uruchom kod z Listingu 1, a zobaczysz nastepujgcy wynik:

=> tokenizer: BERT

zentencea: I love Chicago deep dizsh pizza,
don*t yau?

tokenized: [*1', (0, 1}b, ["lowe', {2, 8))

('Chicago®, (7, 141}, {"deep’, (15, 14)}, {'dish",

(20, 2411, {'pizza®, (31, 38)), {",', (38, 3
(tden', (38, 41y, (P04, 42y, ('t (42

4311, {Pyouw', 44, 47y, ('R, (47, EEAR

3T,

=> tokenizer: GPTZ

Sentencs: I lowe Chicago deep dish Dlgza,
don't yau?

tokenized: [(*It, 0, 114, ['"Glove', (1, &)
GChicago', (6, 141}, [(*Gdeep', (14, 191},

sht, (19, 2411, {'GE6GGE°, 3001,

Gpizza®, {30, 3a1), {",°', b, (*Gdaont,

(37, 4113, {"'c¥, (41, 43, (43, 471},
(', 4T, 4B11]

=> tokenizer: T5=S5MALL

Sentencs: I lowe Chicago deep dish Dlgza,
don't yaou?

tokenized: [(*_1*, (0, 1)y, ('_lawe', (2, &1},

Chicago', (7, 141}, (‘_desp', (15, 1%},

diah®, (20, 2411, {('_pizza,', (31, 37},
don't®, (3B, 4311, {"_you?', {44, 4B)}}]

=> tokenizer: XLMeCTokenlizer

Sentencs: I lowe Chicago deep dish Dlgza,
don't yau?

tokenizad: rIY, Y lawet, ' _Chicago', '_desp’,
'_dish', "_plzza', *,', ‘_don®, "
imh

ety ' _oyou',

CZYM JEST TOKENIZACIJA?

W uproszczeniu, tokenizacja polega na podziale tekstu korpusu na stowa, ktére mozna odwzorowacé na
liczby (np. word2vec), w celu przetworzenia tych liczbowych odpowiednikédw tych stéw przez sieci
neuronowe. Istnieje kilka rodzajéw technik tokenizacji, ktére zostang pokréotce omdwione w dalszej
czesci, wraz z niektdrymi kompromisami zwigzanymi z tymi technikami.

Niuanse tokenizeréw



Tokenizery wykonujg rézne rodzaje tokenizacji, a ich charakterystyka zalezy od modelu przetwarzania
jezyka naturalnego (NLP) uzywanego do tworzenia instancji tokenizera. W zwigzku z tym, w tej czesci
pokrétce omdéwiono réznice miedzy tokenizerami tworzonymi na podstawie modeli BERT, GPT2 i T5.
Tokenizer oparty na BERT przechowuje indeks przesunie¢ stéw. Ponadto, wstepna tokenizacja dzieli na
odstepy i interpunkcje. Jednak tokenizer oparty na GPT2 dzieli na odstepy i znaki interpunkcyjne, a
spacje zastepuje symbolem G, dzieki czemu mozliwe jest odzyskanie oryginalnych spacji w ciggu
tekstowym. Ten tokenizer rézni sie od tokenizera BERT, poniewaz rozpoznaje podwaéjne spacje. Innym
typem tokenizera jest tokenizer oparty na T5, ktéry opiera sie na algorytmie SentencePiece i jest
rowniez podobny do tokenizera GPT2-2. Jednak ten tokenizer zachowuje spacje i zastepuje je tokenem
podkreslenia (_). Co wiecej, tokenizer T5 dzieli tylko na odstepy, a nie na znaki interpunkcyjne, i dodaje
rowniez poczatkowa spacje. W rozdziale 4 przedstawiono przyktady modeli jezykowych opartych na
Pythonie, ktére obejmujg tworzenie instancji tokenizera specyficznego dla danego modelu.

0Ogoblny algorytm mapowania tokendw na indeksy

W tej sekcji przedstawiono prosty algorytm kojarzenia liczby catkowitej dla kazdego stowa w korpusie,
pokazany na Listingu 2.
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Listing 2 rozpoczyna sie od zdefiniowania stownika Pythona token2idx i zmiennej skalarnej curr_idx,
ktéra poczatkowo ma wartos¢ 0. Kolejny blok kodu inicjuje zmienng docs trzema dokumentami, z
ktorych kazdy jest krotkim zdaniem. Kolejna cze$¢ Listingu 2 iteruje po dokumentach w docs i uzywa
funkcji split() do tokenizacji kazdego dokumentu. Nastepnie logika warunkowa dodaje nowa pare
token/liczba catkowita do stownika token2idx, jesli biezgcy token nie znajduje sie jeszcze w tym
stowniku. Kolejny blok kodu wyswietla pary token/liczba catkowita w token2idx, a nastepnie blok kodu
wypetnia zmienng int_docs wartosciami catkowitymi powigzanymi z kazdym tokenem w stowniku
token2idx, a nastepnie wyswietla wszystkie wartosci catkowite. Ostatnia czes¢ Listingu 2 tworzy
mapowanie liczb catkowitych na tokeny o nazwie idx2token. Ten ostatni blok kodu jest istotny, gdy
musimy przekonwertowac predykcje (obejmujgce wartosci identyfikatoréw tokendéw) w sieciach
neuronowych na powigzane tokeny. Uruchom kod z Listingu 2, a zobaczysz nastepujacy wynik:

Powyzszy przyktad kodu ponownie przedstawia ogélny proces dla stéw powigzanych z wartoSciami
catkowitymi. Zanim omoéwimy techniki tokenizacji stosowane w modelach jezykowych, przyjrzyjmy sie
blizej niektdrym zwigzanym z nimi wyzwaniom, opisanym w nastepnej sekcji.

Zadania tokenizacji i zwigzane z nimi wyzwania

Tokenizacja polega na wyszukiwaniu tokendéw w zdaniach i dokumentach, gdzie tokenami mogg byc¢
stowa, znaki lub czesci stéw. Tokenizacja musi rowniez uwzgledniac potencjalne problemy, ktére moga
pojawic sie podczas wykonywania nastepujacych podzadan:

* Konwertuj tekst na mate litery (lub nie)

* Przetwarzaj znaki interpunkcyjne oddzielajgce zdania

¢ Obstuguj znaki diakrytyczne (takie jak francuski i niemiecki)
e Obstuguj skréty (,won’t” kontra ,,will not”)

* Przetwarzaj nietypowe (rzadko wystepujace) stowa



Jesli nie wykonywates wczesniej tokenizacji, moze sie to wydawacé prostym zadaniem, ale istnieje kilka
nietrywialnych aspektéw tokenizacji. Oto lista punktow (w dowolnej kolejnosci), ktére nalezy
uwzglednic podczas tokenizacji korpusu:

* Rzeczowniki pospolite a nazwy wtasne

* Opcjonalny separator stéw

¢ Znaki diakrytyczne i znaczenia stéw

¢ Rézne techniki tokenizacji podwyrazéw

¢ Rzeczowniki w liczbie pojedynczej a mnogiej

¢ Warianty pisowni stéw

¢ Btedy typograficzne

¢ Fatszywe wyrazy pokrewne w zadaniach ttumaczeniowych

Po pierwsze, zamiana stéw na mate litery powoduje utrate rozréznienia miedzy rzeczownikami
pospolitymi a wtasnymi (np. , kamien” a , kamien”). Po drugie, uzycie spacji do tokenizacji zdan na
tokeny stéw nie dziata poprawnie w jezykach takich jak japonski, w ktérych spacje sg opcjonalne. W
konsekwencji zdanie mozna zapisac jako pojedynczy, ciggty cigg znakdw innych niz spacja: Moze to by¢
ucigzliwe i zmudne w kazdym jezyku. Ten przyktad pokazuje, ze brak spacji zwieksza ztozonos¢ (i by¢
moze trzeba sie byto skupié, aby przeanalizowa¢ poprzedni cigg bez spacji). Po trzecie, pominiecie
znakdéw diakrytycznych (akcentdw) moze sprawié, ze stowo stanie sie wieloznaczne: stowo ,,peche” ma
trzy mozliwe znaczenia (tj. brzoskwinia, ryba lub grzech) w zaleznosci od tego, ktdry znak diakrytyczny
wystepuje w stowie. Jako skrajny przyktad, ponizsze (rzadkie) francuskie wyrazenie ,le peche du peche”
ma wiele interpretacji, ktére bytyby jasne jedynie z kontekstu. Po czwarte, wazne jest, aby podczas
tokenizacji uwzgledni¢ interpunkcje, dzieki czemu modele nie bedg musiaty uczy¢ sie réznych
reprezentacji sfowa w potaczeniu z wieloma znakami interpunkcyjnymi. Po pigte, rézne biblioteki i
zestawy narzedzi realizujg rézne typy tokenizacji podwyrazow. Na przyktad mozliwe jest tokenizowanie
stowa ,Don’t” jako [,,Don”, ,’”, ,t”] lub jako [,Do”, ,n’t"] (w tym przypadku biblioteka spaCy stosuje to
drugie podejscie). Po szdste, usuniecie koricowego ,,s” z angielskiego stowa moze skutkowaé stowem
o innym znaczeniu. Na przyktad , birds” i, bird” to rzeczownik w liczbie mnogiej i pojedynczej, podczas
gdy ,,new” i ,,news” majg rézne znaczenia. Ogdlnie rzecz biorgc, dodanie litery ,s” do rzeczownika
tworzy liczbe mnogg tego rzeczownika, podczas gdy dodanie ,,s” do przymiotnika moze skutkowac
rzeczownikiem o innym znaczeniu niz przymiotnik. Chociaz niektdre z powyzszych przyktadéw moga
wydawac sie nieistotne (lub wrecz trywialne), takie szczegdty mogg wptywac na doktadnosé, a takze
ptynnosé tekstu przettumaczonego na jezyk inny niz jezyk tekstu wejsciowego. Tokenizacja musi
rowniez uwzgledniaé inne kwestie, takie jak obstuga alternatywnych sposobdéw zapisu stowa (np.
,favor” zamiast ,favour”, ,tire” zamiast ,tire” i ,,color” zamiast ,,color”), r6zne znaczenia tego samego
stowa (np. ,to table” a discussion) oraz btedy typograficzne (np. ,,dependent” zamiast niepoprawnego
,dependant”). Inne potencjalne problemy obejmujg warianty pisowni i kapitalizacji, czasowniki
nieregularne oraz problemy z tokenizacjg poza stownikiem. Istnieje jeszcze jeden problem zwigzany z
réznicami w wymowie. Rozwaz rézne sposoby wymowy nastepujacych stow:

eAluminium: ,uh-LOO-minum” lub , al-loo-MIN-ium”
*Prywatnos¢: ,,PRIV-acy” kontra ,,PRY-vacy”

eHarmonogram: ,SKEDjule” kontra ,SHEDjule”



Alternatywa dla tokenizacji: model ByT5

Google wprowadzit model ByT5, ktéry dziata bezposrednio z bajtami UTF-8, zamiast korzystac z
tokenizacji podstownej. Zalety tego podejscia jest to, ze eliminuje ono jakgkolwiek forme wstepnego
przetwarzania tekstu. Co wiecej, podejscie to mozna rozszerzy¢ na obstuge sekwencji bajtéw bez
generowania nadmiernych kosztéw obliczeniowych. Sekwencje bajtéw sg jednak znacznie dtuzsze niz
sekwencje na poziomie stéw. Model ByT5 wywodzi sie z innego modelu Google o nazwie mT5, co jest
akronimem od ,Massively Multilingual Text-to-Text Transfer Transformer” (masowo wielojezyczny
transformator transferu tekstu na tekst). Chociaz mT5 jest modelem opartym na tokenach, mozna go
uczyni¢ wolnym od tokendw, wprowadzajagc do niego niewielki zestaw modyfikacji. Szczegdty
dotyczace modelu ByT5 mozna znalez¢ w artykule arxiv ,Towards a Token-Free Future With Pre-
Trained Byte-to-Byte Models”, dostepnym pod adresem https://arxiv.org/abs/2105.13626.

TOKENIZERY StOW, ZNAKOW | PODStOW

W istocie tokenizery przeksztatcajg zdania i dokumenty do formatu odpowiedniego do przetwarzania
przez modele jezykowe. Nalezy pamietaé, ze LLM przetwarzajg wytgcznie wartosci liczbowe, co
oznacza, ze tokenizery muszg konwertowac ciggi tekstowe na dane liczbowe. Zasadniczo cel tokenizera
jest dwojaki: znalezienie najbardziej znaczacej reprezentacji oraz (jesli to mozliwe) znalezienie
reprezentacji najmniejsze;j.

W NLP mozna spotka¢ kilka typdw tokenizeréw:
stokenizery przedstowne (omdéwione wczesniej)
stokenizery stéw

stokenizery znakéw

etokenizery podstowne

Kazdy z powyzszych typéw tokenizeréw zostanie omdwiony w ponizszych podrozdziatach wraz z
niektérymi ich wadami i zaletami.

Tokenizery oparte na stowach

Ogdlnie rzecz biorac, tokenizery oparte na stowach sg proste w uzyciu, poniewaz obejmujg ograniczong
liczbe regut i moga osigga¢ dos¢ dobre rezultaty. Jednym ze sposobdow programowe] tokenizacji ciggu
tekstowego na podstawie spacji jest uzycie funkcji split() w Pythonie, jak pokazano tuta;j:

tokenized_text ="l love Chicago pizza".split()
print(tokenized_text)
['I', 'love', 'Chicago’, 'pizza']

Niektdre tokenizery stow okreslajg dodatkowe reguty interpunkcji, co moze skutkowaé rozbudowanym
stownictwem (tj. liczbg tokenéw w danym korpusie). Ponadto stowom przypisuje sie identyfikator z
zakresu od 0 do (N-1), gdzie N to liczba tokenéw w stowniku. Model identyfikuje dane stowo poprzez
przypisang mu wartos¢ identyfikatora. Niestety, blisko spokrewnione stowa sg traktowane jako rézne
stowa, co oznacza, ze bedg im przypisywane rézne wartosci identyfikatora. Na przyktad, ponizszy
zestaw stéw jest powigzany znaczeniowo:

esing

esang



esung
esinging

Co wiecej, model bedzie traktowat forme liczby pojedynczej rzeczownika inaczej niz jego forme liczby
mnogiej. Proces ten jest dodatkowo skomplikowany w jezykach (takich jak niemiecki i stowianskie), w
ktérych rzeczowniki wystepujg w rodzaju meskim, zeriskim, nijakim i mnogim, a wszystkie z nich
traktowane sg jako rézne. Na przyktad, w jezyku angielskim istnieje tylko jedna forma rodzajnika ,, the”,
podczas gdy ponizszy przyktad przedstawia deklinacje rodzajnika okreslonego ,der” w jezyku
niemieckim, z kolumnami dla rodzaju meskiego, zenskiego, nijakiego i mnogiego oraz wierszami dla
mianownika, dopetniacza, celownika i biernika:

Jak zobaczysz w rozdziale 5, BERT zawiera okoto 25 000 tokendw, ktére sg stowami z jezyka
angielskiego, skfadajgcego sie z ponad pét miliona stéw. BERT wykorzystuje mechanizm podziatu
tokenéw na podtokeny, co umozliwia mu wykorzystanie tych ,fragmentéw stéw” dla innych tokendw.
Co wiecej, BERT uzywa specjalnego tokenu UNK do reprezentowania nieznanych stéw (i inne modele
jezykowe réwniez uzywajg tokenu UNK).

Ograniczenia tokenizatoréw stéw

Model rozpoznaje tylko tokeny stow, ktére sg czescig jego kroku uczenia, co oznacza, ze stowa ztozone
nie zostang rozpoznane, jesli nie pojawig sie w kroku uczenia. Na przyktad, jesli stowa , book” i ,keeper”
sg czescig kroku uczenia, ale stowo ,bookkeeper” nie byto w kroku uczenia, to ,bookkeeper” nie
zostanie rozpoznane i w zwigzku z tym bedzie reprezentowane za pomocg tokenu UNK. Kolejnym
wyzwaniem dla tokenizatoréw sg skroty. Na przyktad angielskie stowa ,,its” i ,,it’s” majg zupetnie inne
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znaczenie: ,its” odnosi sie do posiadania, podczas gdy ,,it’s” oznacza it is”. W przypadku rzeczownikéw
apostrof réwniez odnosi sie do posiadania (np. samochéd Johna). Zatem zdanie ,To prawda, ze
dtugopis Johna jest wart swojej wagi w ztocie” moze miec tylko jedng interpretacje. Jak zapewne sie
domyslasz, akronimy w pofgczeniu ze slangiem stanowig wyzwanie dla tokenizatoréw. Rozwazimy
nastepujacy zestaw termindw, ktérych niektérzy ludzie uzywajg w swoich wiadomosciach tekstowych:

AFAIK
IIRC
IDK
SMH
AFAICS
LMK
DOPE
BOMB

Tokenizacja dla jezykéw z wieloma alfabetami



Jak juz wczesniej zauwazyliscie, znak spacji miedzy wyrazami jest opcjonalny w jezykach takich jak
chinski i japonski. Ponadto jezyk japoriski ma trzy alfabety: hiragana, katakana (uzywany tylko do stéw
obcych) i romaji (do romanizacji stow japonskich). Japoniski ma réwniez kaniji, czyli system reprezentacji
wyrazow oparty na piktogramach. Japonskie zdania i znaki drogowe mogg zawiera¢ kombinacje
hiragany i kanji, co jest jeszcze trudniejsze do zrozumienia dla osdb nieznajacych jezyka japoriskiego.
Jednym z pomystow jest reprezentacja wyrazéw za pomocga systemu kodowania. Na przyktad ASCII to
schemat kodowania, ktéry koduje wyrazy w jezyku angielskim; jednak ASCII nie moze reprezentowac
jezykow europejskich (takich jak francuski) ze znakami diakrytycznymi. Innym schematem kodowania
jest 1SO-159, ktéry obstuguje znaki diakrytyczne; jednak ten schemat kodowania jest ograniczony
gtéwnie do jezykdw zachodnioeuropejskich. Innym schematem kodowania jest UTF-8, ktory obstuguje
znacznie szerszy zestaw znakéw. Prawdopodobnie najbardziej rozbudowanym schematem kodowania
jest schemat kodowania Unicode, ktéry obstuguje wszystkie litery, znaki interpunkcyjne i alfabety
wszystkich jezykéw ludzkich, w tym arabskiego, mandarynskiego i japoriskiego. Wyszukaj w internecie
wiecej informacji na temat schematéw kodowania, a znajdziesz wiele darmowych artykutow.

KOMPROMISY Z TOKENIZERAMI ZNAKOWYMI

Tokenizatory znakowe dzielg korpus na znaki zamiast na pojedyncze stowa, co ma dwie gtéwne zalety:
¢ Stownictwo jest mniejsze niz w przypadku tokenizacji opartej na stowach.

* Mniejsza liczba tokendw pozastownych (kazde stowo mozna zbudowac ze znakdw).

Istniejg jednak rdwniez dwa ograniczenia tokenizacji opartej na znakach. Po pierwsze, zestaw znakow
zapewnia ograniczone znaczenie rzeczowe. Stowa sg podstawowymi elementami sktadowymi zdan i
dlatego niosg ze sobg znaczenie (a czasami wieloznaczne). Chociaz powyisze stwierdzenie jest
prawdziwe w przypadku jezykdw opartych na alfabecie (takich jak jezyki indoeuropejskie), niektore
jezyki Azji Potudniowo-Wschodniej opierajg sie na piktogramach, ktére moga przekazywac ztozone
koncepcje wymagajace zdania wyjasniajgcego. Po drugie, tokenizacja oparta na znakach generuje
znacznie wieksza liczbe tokendw, ktéra moze by¢ nawet pieciokrotnie wieksza niz zbiér tokendw
opartych na stowach, co skutkuje znacznie dtuiszym czasem przetwarzania podczas trenowania
modelu w poréwnaniu z czasem przetwarzania tokendw opartych na stowach. Jesli poréwnamy
wiasciwosci znakdw z wiasciwosciami stéw, zobaczymy, ze znaki nie majg znaczenia rzeczowego dla
wielu jezykdéw (z wytaczeniem jezykdw azjatyckich). Jako bardzo prosty przyktad, litera ,s” jest
niejednoznaczna ze wzgledu na brak kontekstu, podczas gdy kontekst stowa ,jabtka” jest zasadniczo
jednoznaczny. Stowa majg jednak odwrotng wtasciwosé: stowo moze by¢ przecigzone wieloma
znaczeniami, ktére zalezg od ich kontekstu w zdaniach.

Ograniczenia tokenizatoréw znakowych

Jak dowiedzieliscie sie w poprzedniej sekcji, tokeny znakowe wymagajg wiecej czasu obliczeniowego i
zasobow do trenowania modelu. Jesli sSrednia liczba liter w stowie wynosi 5, to zdanie 10-wyrazowe
zawiera 50 tokendéw zamiast 10. Dodatkowo pojawia sie problem generowania poprawnej pisowni
stfowa, co jest trudniejsze, gdy tokeny sg znakami, a nie stowami. Co wiecej, tokenizacja oparta na
stowach lepiej nadaje sie do réznych zadan zwigzanych z przetwarzaniem jezyka naturalnego, takich
jak NER i klasyfikacja tekstu, a mniej do tokenizacji opartej na znakach. Chociaz poprzednie punkty
przemawiajg za tokenizacjg opartg na stowach, wigze sie to z utworzeniem stownictwa o umiarkowanej
objetosci, co z kolei zwieksza prawdopodobienstwo wystepowania stow OOV (poza stownikiem) w
korpusie. Jak zobaczycie w przyktadach kodu opartego na BERT, stowa OOV s3 reprezentowane za
pomocg tokenu UNK (,nieznany”). Na szczescie istnieje trzecia, hybrydowa technika, ktéra pozwala



wykorzysta¢ zalety tokenizacji opartej na znakach i stowach, unikajgc jednoczesnie ich problemdw.
Technika ta nazywa sie tokenizacjg podstowng i jest tematem nastepnej sekcji.

TOKENIZACJA PODWYRAZOW

Tokenizacja podwyrazéw zazwyczaj opiera sie na algorytmach, regufach statystycznych i waznej
heurystyce: tokenizacja rzadko wystepujgcych lub rzadko wystepujacych stéw w podwyrazy i brak
podziatu na stowa czesto wystepujace. Taka tokenizacje mozna tatwo przeprowadzi¢ dla angielskich
przystowkéw z przyrostkiem ,ly”: zastgp przystdowek dwoma tokenami, gdzie drugim tokenem jest
kombinacja ,ly”. W ten sposdb ,slowly” dzieli sie na ,slow” i ,ly”, a ,,quickly” zastepuje sie ,quick” i
,ly” itd. Podobnie, przymiotnik ,lonely” mozna rozdzieli¢ na ,lone” i ,ly”. W niektérych przypadkach
ten rozktad na dwa tokeny daje faktyczne stowo dla pierwszego tokenu, co ma miejsce w powyzszych
przyktadach. Co wiecej, tokenizacja podwyrazéw moze réwniez prowadzi¢ do tokendw o znaczeniu, na
przyktad tokenizacja stowa ,internationalization” na ,international” i ,ization”. Oprécz powyzszego
typu tokenizacji, stuzgcego do obstugi podzbioru stow angielskich, istniejg inne algorytmy tokenizacji,
z ktérych niektére wymieniono tutaj:

¢ BPE na poziomie bajtow (w GPT-2)
¢ WordPiece (w BERT)

* SentencePiece lub Unigram (w kilku modelach wielojezycznych)

Przyktad kodu tokenizatora podstownego

Listing 3 przedstawia zawartos¢ pliku hf_subword_tokenizer.py, ktéra ilustruje sposdb
przeprowadzania tokenizacji za pomocg transformatora Hugging Face.

Listing 3 rozpoczyna sie od instrukcji import, a nastepnie inicjuje zmienng tokenizer jako instancje
AutoTokenizer. Nastepnie sekwencja zmiennych jest inicjowana jako cigg tekstowy, a zmienna tokens
jest inicjowana jako zestaw tokendéw w sekwencji zmiennych. Uruchom kod z Listingu 2.3 za pomocg
nastepujgcego polecenia:

python3 hf tokenizer.py

Poprzednie polecenie wyswietli nastepujgce dane wyjsciowe:



Nalezy zauwazy¢, ze metoda decode() z Listingu 3 wykonuje dwie czynnosci: po pierwsze, indeksy sg
konwertowane na tokeny; po drugie, tokeny, ktére byly czescig tych samych stéw, sg grupowane,
tworzac w ten sposob czytelne zdanie. To zachowanie jest niezwykle przydatne w przypadku modeli
przewidujgcych nowy tekst (tekst generowany z monitu lub w przypadku probleméw z sekwencjg do
sekwencji, takich jak ttumaczenie lub podsumowanie).

Kluczowe kwestie dotyczace tokenizacji BERT

Chociaz BERT jest omdwiony w rozdziale 5, ta sekcja zostata tutaj uwzgledniona ze wzgledu na
informacje dotyczace tokendw, ktdre ten rozdziat zawiera na temat BERT. Niezaleznie od tego, czy
zdecydujesz sie przeczytac te sekcje, czy nie, zawsze mozesz do niej powrdci¢ po zapoznaniu sie z
materiatem dotyczgcym kodowania par bajtow (BPE) i WordPiece w rozdziale 5. BERT ma staty stownik
tokenéw wraz z powigzanymi osadzeniami, co oznacza, ze BERT udostepnia wtasny tokenizer. Co
wiecej, nie mozna zastgpic osadzen BERT innym zestawem osadzen (swoim lub cudzym). Inne kluczowe
punkty dotyczgce BERT to:

eobejmuje BPE i WordPiece (podobnie jak BPE)

ezawiera warstwe obliczen prawdopodobienstwa

emodele oparte na BERT wykorzystujg te same tokeny specjalne
ezasadniczo trenowane na surowym tekscie za pomocg WordPiece
enie wymaga stemmingu i lematyzacji

emodel matych liter konwertuje zdania na mate litery

emodel wielkich liter nie wprowadza zmian w kapitalizacji zdan
ewykorzystuje model transformatora

Poniewaz BERT wykorzystuje komponent kodera architektury transformatora, etap dostrajania
analizuje tylko stowa, ktére majg wptyw na dane wyjsciowe, ignorujgc stowa wspdlne dla wszystkich
danych. Nalezy pamietac, ze kazdy model BERT uzywa wtasnego typu danych wejsciowych: na przyktad,
w przeciwienstwie do BERT, DistilBERT nie uzywa identyfikatorow token_type id. Posiadasz juz
wystarczajgcg wiedze na temat tokenizatoréw, aby poznac interfejsy APl Hugging Face, ktére zostang
omodwione w nastepnej sekcji. Modele takie jak BERT lub GPT-2, a takze ich warianty, tokenizujg tekst
za pomocg jakiej$ wersji algorytmu BPE lub modelu unigram.

ALGORYTMY TOKENIZACJI PODWIERDZI

Tokenizacja podwyrazoéw polega na dzieleniu tokendw OOV na mniejsze fragmenty. Przypomnijmy, ze
poprzednia sekcja pokrétce opisuje nastepujgce typy tokenizatorow:

etokenizatory stow



etokenizatory znakéw
etokenizatory podwyrazéw

Algorytmy tokenizacji podwyrazéw opierajg sie na heurystyce, co oznacza, ze opierajg sie na
intuicyjnym rozumowaniu, ktére ,,ma sens” i moze daé poprawng odpowiedz. W szczegdlnosci stowom,
ktdre wystepujg czesciej, przypisywane sg unikalne identyfikatory. Natomiast stowa o nizszej
czestotliwosci wystepowania sg dzielone na podwyrazy, ktére zachowujg znaczenie stdw o nizszej
czestotliwosci wystepowania. Ponizsza lista zawiera cztery wazne algorytmy tokenizacji podwyrazéw:

*BPE
eSentencePiece (uzywany w ALBERT)
eunigramowy model jezyka

*WordPiece (uzywany w BERT i DistilBERT)

Biblioteka transformatoréw Hugging Face obstuguje wymagane tokenizatory dla wiekszosci wariantow
BERT. W rzeczywistosci model BERT w tej bibliotece obstuguje 11 typéw problemdéw NLP, ktére mozna
rowniez taczyé, tworzac potok. Wszystkie cztery algorytmy obejmujg tokenizacje podstowng tekstu,
cho¢ réinig sie tym, ze implementujg rézine algorytmy przetwarzania podstow. Autorzy BERT
wytrenowali wariant BERT, wykorzystujgc technike zwang maskowaniem catych stéw, ktdra opiera sie
na nastepujgcej zasadzie: jesli jedno z podstédw z ,,0sadzen” zostato wybrane, wszystkie tokeny podstéw
zostatyby zastgpione.

Czym jest BPE?

BPE (kodowanie par bajtow) to wszechstronne narzedzie, ktére poczatkowo stuzyto potrzebom
kompresji danych, ale stato sie kluczowe we wspoétczesnym przetwarzaniu jezyka naturalnego (NLP).
Umozliwiajgc tokenizacje podstownictwa, BPE pozwala modelom na wydajne i adaptacyjne
przetwarzanie obszernego stownictwa, co czyni je podstawg wielu nowatorskich modeli jezykowych.
BPE to algorytm tokenizacji podstownictwa oddolnego, ktéry uczy sie stownictwa podstownictwa o
okreslonej wielkosci (wielko$¢ stownictwa jest hiperparametrem). Gtdwng ideg BPE jest iteracyjne
scalanie najczesciej wystepujgcej pary bajtow (lub znakdw) w zbiorze danych, az do osiggniecia
okreslonej liczby scalen. Pierwszy krok nazywa sie inicjalizacjg i polega na tokenizacji tekstu na znaki, a
nastepnie przypisaniu kazdemu znakowi unikalnego tokena. Drugi krok polega na iteracyjnym scalaniu
wynikéw. Podczas kazdej iteracji nalezy znalez¢ najczesciej wystepujacg pare sgsiadujgcych tokendw,
a nastepnie scali¢ tokeny, aby utworzy¢ nowy token. Powtarzaj ten proces przez predefiniowang liczbe
iteracji lub do momentu, az scalanie nie bedzie juz mozliwe. Powstate tokeny reprezentujg czeste
kombinacje znakéw lub podstéw w danych. Przyjrzyjmy sie stowu ,lowers” i zobaczmy, jak zastosowac
BPE do tego stowa. W oparciu o poprzedni akapit, pierwszy krok polega na tokenizacji stowa na znaki,
a zatem poczatkowe tokeny to |, o, w, e, ri s. Nastepnie, jesli ,|0” jest najczesciej wystepujgcy parg w
zbiorze danych, moze to by¢ pierwsze scalenie, skutkujgce nowym zestawem tokendéw: lo, w, e, ris.
Dodatkowe scalenie moze skutkowac tokenami low, e i rs. Koncowe jednostki podstéw zalezg od
czestosci par w zbiorze danych i liczby wykonanych operacji scalenia. Istnieje pewna wada stosowania
czestotliwosci w BPE: wynik iteracyjnego etapu scalania moze skutkowaé niejednoznacznymi
kodowaniami korncowymi, ktdre mogg by¢ nieprzydatne. Jako drugi przyktad rozwazmy cigg znakdw
aaabdaaabac. Poniewaz para bajtéw aa wystepuje najczesciej, zastgpimy jg znakiem, ktéry nie
wystepuje w ciggu, takim jak litera Z. Wykonaj zamiane, co da nastepujgcy cigg tekstowy:

ZabdZabac (gdzie Z=aa)



Powtdrz krok podstawiania, tym razem z parg ab, i zastgp te pare literg Y, co da cigg ZYdZYac (gdzie
Y=ab Z=aa). W tym momencie mozemy kontynuowac poprzednig procedure, wybierajgc ZY (ktdra
pojawia sie dwukrotnie) i zastepujac ten cigg literg X, co da XdXac (gdzie X=ZY Y=ab Z=aa).

Czym jest WordPiece?

WordPiece to algorytm tokenizacji podwyrazéw oparty na zasadzie zachfannosci, ktéry zostat
udostepniony wraz z wydaniem BERT w 2018 roku i ktéry taczy w sobie cechy algorytmu BPE (tj.
parowania znakow) oraz algorytmu unigram (tj. wybierania par do scalenia). Doktadniej rzecz ujmujac,
WordPiece uzywa wartosci prawdopodobieristwa zamiast czestotliwosci wystepowania, aby potgczy¢
najlepszg pare znakdéw, i uzywa czestotliwosci wystepowania do wyboru znakéw do sparowania.
Gtéwna rdznica dotyczy konkretnego sposobu wybierania bigraméw na etapie scalania. Co ciekawe,
RoBERTa (oparta na BERT) rowniez wykorzystuje WordPiece. Oto kilka przyktadéw tokenizacji podstow
w BERT:

1. toppings jest dzielone na topping i #is.
2. trimmings jest dzielone na trim, ##ming i ##s.
3. misspelled jest dzielone na mis, ##spel i ##led.

Jednak BERT nie zapewnia mechanizmu rekonstrukcji oryginalnego stowa z jego fragmentow.
Natomiast ELMo zapewnia reprezentacje kontekstowg na poziomie stowa (a nie podstowa), co rdzni
sie od BERT. W dalszej czesci tego rozdziatu poznasz przyktady kodu, ktére tworzg tokeny BERT ze zdan
w jezyku angielskim.

Czym jest SentencePiece?

SentencePiece to kolejny tokenizator podwyrazéw i detokenizator dla NLP, ktéry wykonuje
segmentacje podwyrazow, obstugujac modele jezykowe BPE i unigram. SentencePiece oferuje
ujednolicone, oparte na danych podejscie do tokenizacji i detokenizacji tekstu. Jego zdolnos$¢ do pracy
z surowym tekstem, generowania jednostek podwyrazow i niezaleznosci od jezyka sprawia, ze jest
popularnym wyborem do zadan przetwarzania tekstu opartych na sieciach neuronowych, szczegélnie
w scenariuszach obejmujacych wiele jezykdw lub wymagajgcych spdjnego przetwarzania danych
tekstowych. SentencePiece ma dwie gtéwne cechy. Po pierwsze, SentencePiece traktuje cigg tekstowy
jako sekwencje znakéw Unicode i zastepuje spacje znakiem _. Ponadto SentencePiece obstuguje jezyki,
w ktérych spacja miedzy wyrazami jest opcjonalna (takie jak chinski i japonski). Po drugie,
SentencePiece obstuguje odwracalng tokenizacje, co oznacza, ze oryginalny tekst mozna skonstruowac
poprzez faczenie stow i zastepowanie wszystkich wystgpien znaku ,,_" spacja. Z kolei BERT nie obstuguje
odwracalnej tokenizacji, poniewaz tokenizer BERT usuwa wiele spacji. Po trzecie, tradycyjne tokenizery
sg czesto projektowane dla konkretnych jezykéw, a ich wydajno$é moze ulec pogorszeniu w przypadku
zastosowania w innych. Z kolei SentencePiece zapewnia spdjne podejscie do tokenizacji niezaleznie od
jezyka, dzieki czemu nadaje sie do modeli wielojezycznych lub jezykdw z mniejszym wsparciem dla
przetwarzania jezyka naturalnego (NLP). Po czwarte, SentencePiece hermetyzuje tokenizacje i
detokenizacje, oferujgc kompleksowy przeptyw pracy do przetwarzania tekstu, co upraszcza proces dla
programistow. Po pigte, SentencePiece moze efektywnie obstugiwaé rzadkie stowa i terminy spoza
stfownika, reprezentujac je jako kombinacje znanych tokendéw podstownych. Ta mozliwos¢ jest
niezbedna, aby modele mogty dobrze generalizowac¢ dane niewidoczne.

TOKENIZERY | MODELE HUGGING FACE



Hugging Face udostepnia liczne klasy dla tokenizatoréw i modeli. W szczegdlnosci klasy Hugging Face
zawierajgce prefiks Auto (np. AutoModel i AutoTokenizer) wykonujg rézne zadania, takie jak dostep
do konfiguracji i wstepnie wytrenowanych wag modelu, ktéry jest zawarty jako cigg znakow w
metodzie from_pretrained(). Na przyktad, ponizszy fragment kodu inicjuje zmienng tokenizer jako
instancje klasy AutoTokenizer i z modelu bert-base-uncased:

tokenizer = AutoTokenizer.from_pretrained

("bert-base-uncased")

Ponizszy fragment kodu inicjuje zmienng model jako instancje modelu bert-base-uncased:
mymodel = TFAutoModel.from_pretrained

("bert-base-uncased")

Dla wygody, ponizsza lista zawiera zestaw tokenizeréw, do ktérych odwotujg sie przyktady kodu
Pythona w tej ksigzce, wyswietlane jako lista instrukcji importu:

efrom transformers import AutoTokenizer

efrom transformers import BartTokenizer

¢z transformers import BertTokenizer

¢z transformers import BertTokenizerFast

¢z transformers import FlaubertTokenizer

¢z transformers import GPT2Tokenizer

¢z transformers import RobertaTokenizer

o# tokenizery dall_e_tok:

ez dall_e_tok import DALLETokenizer

ez dall_e_tok import DallEEncoder

¢z dalle_pytorch.simple_tokenizer import tokenizer, HugTokenizer
o# tokenizery pytorch:

ez pytorch_transformers import GPT2Tokenizer, GPT2LMHeadModel
o# tokenizer BPE:

efrom tokenizery import ByteLevelBPETokenizer

Ponizsza lista zawiera zestaw klas zwigzanych z modelem, do ktdrych odwotujg sie przyktady kodu
Pythona , wyswietlanych jako instrukcje importu:

efrom transformers import AutoModel
efrom transformers import AutoModelForSeq2SeqlLM
efrom transformers import AutoModelForSequenceClassification

ofrom transformers import BartForConditionalGeneration



efrom transformers import BertForQuestionAnswering

efrom transformers import BertForSequenceClassification

efrom transformers import BertModel

ofrom transformers import FlaubertModel

efrom transformers import GPT2LMHeadModel

efrom transformers import TFAutoModel

efrom transformers import TFAutoModelForSequenceClassification

Ponizsza lista zawiera klasy zwigzane z konfiguracja, do ktérych odwotujg sie przyktady kodu Pythona,
wyswietlane jako instrukcje import:

¢z transformatoréw import BertConfig
¢z transformatoréw import RobertaConfig

Ponizsze podsekcje omawiajg, jak zapisywac i tadowac tokenizery, a takze jak tokenizowac ciggi znakow
za pomocg transformatora Hugging Face.

tadowanie i zapisywanie tokenizeréw

Zadanie fadowania i zapisywania tokenizerow jest tak samo proste, jak odpowiadajgce mu zadanie dla
modeli i opiera sie na tych samych dwdch metodach: from_pretrained() i save_pretrained(). Metody
te taduja lub zapisujg algorytm uzywany przez tokenizer (podobnie jak architektura modelu), a takze
jego stownik (podobnie jak wagi modelu). Musimy zatadowac tokenizer BERT, ktdry jest trenowany z
tym samym punktem kontrolnym co BERT dla kroku tadowania modelu, z tg réznica, ze uzywamy klasy
BertTokenizer:

from transformers import BertTokenizer
tokenizer = BertTokenizer.from_pretrained
("bert-base-cased")

Podobnie jak AutoModel, klasa AutoTokenizer pobiera odpowiednig klase tokenizera z biblioteki na
podstawie nazwy punktu kontrolnego i moze by¢ uzywana bezposrednio z dowolnym punktem
kontrolnym:

from transformers import AutoTokenizer

tokenizer = AutoTokenizer.from_pretrained

("bert-base-cased")

Mozemy teraz uzy¢ tokenizera, jak pokazano w poprzedniej sekcji:
tokenizer("Korzystanie z sieci Transformer jest proste")
{'input_ids': [101, 7993, 170, 11303, 1200, 2443,

1110, 3014, 102],

'token_type_ids': [0,0,0,0,0,0,0,0, 0],



'attention_mask': [1,1,1,1,1,1,1,1, 1]}
Zapisywanie tokenizera jest identyczne z zapisywaniem modelu:

tokenizer.save_pretrained("directoryname")

AutoTokenizer, BERTTokenizer i GPT2Tokenizer

Chociaz BERT i GPT s3 omdéwione odpowiednio w rozdziatach od 5 do 8, ich klasy tokenizera dla BERT i
GPT2 sg przedstawione tutaj:

AutoTokenizer

BERTTokenizer

GPT2Tokenizer

Na przyktad, rozwaz ponizsze fragmenty kodu do utworzenia instancji tokenizera opartego na BERT:
tokenizer = transformers.BertTokenizer.from_

pretrained('bert-base-uncased’, do_lower_case=True)

tokenizer = AutoTokenizer.from_pretrained

("bert-base-uncased")

tokenizer = GPT2Tokenizer.from_pretrained("gpt2")

W trzech poprzednich fragmentach kodu pozgdang architekture mozna wywnioskowac z nazwy
wstepnie wytrenowanego modelu, ktérg przekazujesz do metody from_pretrained(). Zgodnie z
konwencjg, fragment kodu ,,uncased” oznacza, ze wszystkie stowa w modelu sg pisane matymi literami.

Czym sg AutoClass?

Klasy z prefiksem AutoClass automatycznie pobierajg odpowiedni model, podajgc nazwe/sciezke do
wstepnie wytrenowanych wag/konfiguracji/stownika. Ponadto utworzenie instancji AutoModel,
AutoConfig lub AutoTokenizer tworzy klase odpowiedniej architektury. Na przyktad ponizszy fragment
kodu tworzy instancje BertModel:

model = AutoModel.from_pretrained('bert-base-cased')

Zatem, jesli cigg okreslony w metodzie from_pretrained() jest punktem kontrolnym BERT (takim jak
bert-base-uncased), to ponizsze

fragmenty kodu majg ten sam efekt:
AutoTokenizer.from_pretrained("bert-base-uncased")
BertTokenizer.from_pretrained("bert-base-uncased")

Klasy Auto™ umozliwiajg rowniez okreslenie dowolnego punktu kontrolnego, a
zatadowany zostanie poprawny model. Przyktad znajduje sie tutaj:

# zwraca poprawny egzemplarz GPT2Tokenizer:



AutoTokenizer.from_pretrained("gpt2")
# to sie nie powiedzie (niezgodnos¢ modelu):

BertTokenizer.from_pretrained("gpt2")

TOKENIZERY HUGGING FACE

W tej sekcji opisano wyniki treningu z nastepujacymi tokenizerami przy uzyciu Hugging Face:
* Tokenizery wolne i szybkie

¢ Model BPE (model oparty na czestotliwosci)

¢ Tokenizery WordPiece

¢ Tokenizery Unigram (model oparty na prawdopodobienstwie)

Poréwnamy réwniez tokeny wygenerowane za pomocg Hugging Face z algorytmami tokenizacji SOTA
(najnowoczesniejszymi). Podstawowa rdéznica miedzy tymi algorytmami dotyczy wyboru par znakdéw
do scalenia, a takze polityki scalania, ktérej te algorytmy uzywajg do generowania tokendw
koncowych.

Tokenizery wolne i szybkie

Istnieje réznica miedzy tokenizerami wolnymi i szybkimi. Tokenizery wolne sg napisane w Pythonie i
znajdujg sie w bibliotece Hugging Face Transformers. Natomiast wersje szybkie znajdujg sie w
tokenizerach Hugging Face i sg napisane w jezyku programowania Rust. Nalezy réwniez pamietacé o
nastepujacej kwestii dotyczacej wolnych i szybkich tokenizerédw: réznica w szybkosci tokenizacji jest
najbardziej widoczna, gdy znaczna ilos¢ tekstu jest przetwarzana rownolegle. W rzeczywistosci wolne
tokenizery moga byc¢ szybsze niz szybkie, przetwarzajac niewielka ilos¢ tekstu. Szybkie tokenizery
obstugujg dwie inne wazne funkcje: paralelizacje i mapowanie przesunieé, ktére odnosi sie do
rejestrowania pozycji indeksu tokenéw. Ta ostatnia funkcjonalnos$é¢ obstuguje mapowanie stow na
wygenerowane tokeny, a takze mozliwos¢ mapowania znakéw tekstowych na token, w ktédrym s3
osadzone.

Protokoty klasyfikacji tokenéw

Listing 4 przedstawia zawarto$¢ pliku tokens_classifyl.py, ktéry pokazuje, jak przeprowadzié
klasyfikacje tokendw.

Listing 4 rozpoczyna sie od instrukcji import i inicjuje sekwencje zmiennych jako cigg tekstowy.
Nastepnie zmienna token_classifier jest inicjowana jako instancja klasy potoku, ktéra réwniez okresla



token-classification jako typ zadania. Nastepnie zmienna token jest inicjowana wynikiem wywotania
metody token_classifier() ze zmienng sentence. Ostatnia cze$é Listingu 4 wyswietla zawartosé
zmiennej sentence oraz tokeny zmiennych. Uruchom kod z Listingu 4, a zobaczysz nastepujacy wynik:

gentenca: I Lave Chicagao Deesp Dish Pizza

tokens: [{Ffantity®: 'I=MISC*, 'score®:

125, *"index': 1, *word®: 'I*, 'start®: 0,
| fantity®: 'I=MISC", 'score®: 0.500077,
"word®: ‘Lowve', ‘start®: 2, ‘end":
&, {l'entity®: 'I=CRG', ‘"azcore': 0.8143034,
'‘Index': 3, "word"': 'Chlicago’, 'start': 7 fend':
14}, {'entity’: 'I=-0RG', 'score': 0.56B84274,
'Index': 4, "word"': '"Desep', ‘start®*: 15, 'end®:
'geare': 0.71021026,
"index': 5, *wordt: 'Dit, tstart': 20, ‘endf: 22},
{'antity*: 'I=-0RG", '=cC
"ward': "#¥=h', '"start
'"I=0RG', "score': 0.84325911, "index': 7, ‘ward':
'pPizzalt, 'atarc': 25, 'end': 30})

16}, {'entity’: 'I=-0RG',

are': 0.771432, ‘'‘ipndex®: &,

s 22, "epdfs 241, {'antity’:

Poprzednie dane wyjsciowe zostaty przeformutowane i zmniejszone, aby utatwié przegladanie typow
encji i roznych wartosci powigzanych z tokenami:

[

{tentity®: 'I=-MISC','scaore': 0.59600025, 'index’':
1, "word':="1", fatart®: 0, ‘end': 1},
{'entity®: 'I=MISC', 'scare': 0. SO0077 "index:
2, "word':"Love®, fstart': 2, 'end': &
{'entity®: 'I=-0RG", ‘score': 0.8103038, "index’':

q

Faorp ] B e i i
3, "word"®:

Chicaga'®, "atart’:7, "end’:z 14},

{‘entity’': "I=-CRG', "score’: O.596864274, Yindex®:

4, 'ward' : "Deep*, *atarc': 15, 'end': 19},

{"entity': "I=ORG', "score’: O0.T10Z1026, "index’:
5, "ward':"Di"', "*atart': 20, 'end': 2%},

" T=0RGY, Pfacore': O.771432, Findex® :
"d¥zht, 'start':2d, tend': 24},
: "I=CRG', facore': 0.8432511, ‘index’:
"Pizza’, 'start':25, 'end': 30}

Uruchom kod z Listingu 4 w Pythonie 3.7. Jesli uruchomisz kod w Pythonie 3.9, zobaczysz nastepujacy
komunikat o btedzie, ktéry wyswietla wszystkie dostepne zadania:

EeyError: "Unknown task token=clazslification,
avallakle tazaks are "feature=axtraction’,
‘gentiment=aralysis', 'ner', 'queatlion

anawering', ‘'table-questlon-answering®', "fill
mazk?, 'summarizatieon', 'translation®, 'textitaxt
generation’, 'text-generation', 'Zerc-shot
claggification', 'conversational', 'translatian XX
o ¥YY* o

TOKENIZACJA DLA MODELU DISTILBERT

Piszac kod Pythona dla réznych modeli opartych na BERT, nalezy tgczy¢ tokenizery i modele nalezgce
do tego samego modelu. Na przyktad, jesli odwotujesz sie do tokenizera z klasy BertTokenizer, musisz
rowniez utworzy¢ instancje modelu opartego na BERT zamiast modelu DistilBERT. Chociaz to drugie
jest oczywiste, nie zobaczysz komunikatu o btedzie, jesli je wymieszasz; zamiast tego zobaczysz
komunikaty ostrzegawcze o ,nieoczekiwanej tokenizacji”. Listing 5 przedstawia zawarto$¢ pliku
distilbert_tokenizerl.py, ktory pokazuje, co sie dzieje, gdy ,wymieszasz” tokenizery i modele.



¥ notice the mismatch in thia code snippet:

from transformers import DistilBartTokenlzer,

BertModel

r
tokenizer = DistilBertTakenlzer.from pretralned
('pert=pase=uncased"}
print{"tokenlzer slze: "phﬁﬁ&ﬂlhﬂl.?ﬁﬁﬂh_ﬂ-d&}

print('"m
length)

+del max langth: "phﬁﬂ&ﬂlhﬂl.mﬁﬂﬁl_hax_

print("model input names:",taokenlzer.maodel ilnput

names

print i)

textl = "PFlzzza with four topplings and trimmlings . ™
marked textl = "[CLE] " 4 textl + 7 [SEP|"
tokenized textl = tokenlzer.tokenlze(marked textl)
print{"input sentance #AL:M)

printi{taxtl)

pEint()

print ("Tokens from input sentence §#1:")

p;;nliLfﬂﬁﬁlhﬁﬂ_Lﬁh:lj

printi)

print{"Socme tCoxens in BERT:"™)
printilist({takenizer.vocab. keya ()] [1000:1020]}

print i)

Listing 5 rozpoczyna sie od instrukcji importu, a nastepnie inicjalizuje zmienng tokenizer jako instancje
tokenizera powigzanego ze zbiorem danych bert-base-uncased, ktéry sktada sie wytacznie z matych
liter i nie zawiera znakéw diakrytycznych. Ta zmienna umozliwia wyswietlenie maksymalnej dtugosci
modelu, a takze nazw wejsciowych modelu. Kolejna czes¢ Listingu 2.5 inicjuje zmienng tekstowg text1,
a nastepnie zmienna marked_textl ma poczatkowy i korcowy token specjalny. Zmienna
tokenized_textl jest inicjalizowana wynikiem tokenizacji tekstu w ciggu marked_textl. Nastepnie
wyswietlana jest zawartos¢ zmiennych textl i tokenized_text1, a nastepnie lista istniejgcych tokendw.
Uruchom kod z Listingu 5, a zobaczysz nastepujacy wynik. Zwrd¢ uwage na niepoprawng wartosé
maksymalnej dtugosci, ktéra jest pogrubiona, a takze na tokenizacje podwyrazéw dla dodatkow i
dodatkow:

tokenizer size: 30522
model max length:  1000000000000000019884624830656
model input names: |'_anL_1ﬂ5'. '&LLERL;ﬁn_maHs'I

input sentence #1:

Fizza with four Topplngs and trimmings.

Tokens fram input sentence #1:
|*[CLE]"', "pizza', 'with', "'four', "topplng’',
‘¥¥=*, 'and*, ‘trim', '#dming', ‘¥Hs", '.°

"[ZEER]"]
Some Tokens in BERT:
R LR T Y T B T L L B T I T BRI

LI L I L - R I LI L LR

Dodatkowo zobaczysz nastepujgce komunikaty ostrzegawcze:



The tokenlzer claszs you load from this checkpalnt
is nat the same type az the clasa this functian
ig called from. It may result in unexpected
tokenizatiaon.

The tokenlzer claas you load from this checkpolnt
ia '"BertTokenlzer'.

The clazs Chis function 1s called from 1s
‘DistilBertTokenizer’ .

Nalezy zauwazy¢, ze komunikat ostrzegawczy nie oznacza, ze btedy koniecznie wystgpia; nalezy jednak
sprawdzi¢ kod, jesli zauwazysz jakiekolwiek nietypowe lub nieoczekiwane rezultaty. Listing 6
przedstawia zawarto$é pliku distilbert_tokenizer2.py, ktéra pokazuje, jak poprawi¢ niedopasowane
klasy i modele z Listingu 5.

§ notice the corrections in thilis code szample
from transformers lmport DistilBertTokenizer,
DistilBertModel

tokenizer = DistilBertTokenizer.from pretrained
(‘distilbert-base-uncased' |

print ("tokenizer alze: ", tokenizer. vocab slze]
print{"model max length: ", tokenizer.model max
length)

printi"model lnput names:".tokenizer.model input
names p

printi)

textl = "PFizza with four toppings and trimmings."™

marked textl = "[CL5] " 4 textl + ® [3EP|"

tokenl lﬁﬂ_ﬁ'.‘:.'{l.'.'. = btokenlzer. r.:.\l'.&:.i.ze-jmar.{&d_:e.nr.l]

printi{"input sentence #Ll:")
print{textl)

print i)

print ("Tokens from input sentence §#1:"7)
printitakenized textl)

printi)

print {"Some tokens in BERT:")
printi{list(takenizer. wvocab. keya ()] [1000:1020

pEint()

Listing 6 jest niemal identyczny z Listingiem 5; jedyne rdznice dotyczg pierwszych dwéch wierszy, ktére
sg pogrubione. Uruchom kod z Listingu 6, a zobaczysz niemal taki sam wynik jak w Listingu 2.5, ale tym
razem z poprawng wartoscig maksymalnej dtugosci i bez komunikatéw ostrzegawczych.

tokenizer aize: gL22
model max length: 512

madel input names: :'i.ﬁ_".:‘”ﬁ_idﬂ'.- '.iEEE:I'IT.'.L‘:-.‘H_.“."I.iEk'I

input sentence §#l:

Fizza with four toppings and Trimmings.

Takena from lnput sentence #1:

['[CLE] Y, 'plezza', *with', 'four', 'topping',
'#4z°, 'and', 'trim®, "#éming*, '#¥=', .7,
'[5EF] ']



TECHNIKI SELEKCJI TOKENOW W LLMS

LLM i sieci neuronowe majg kilka typow parametréow. Na przyktad parametry w sieciach neuronowych
to krawedzie tgczace neurony w dwodch réinych warstwach. Parametrom przypisuje sie wagi
numeryczne, ktore sg aktualizowane na etapie treningu LLM lub sieci neuronowej. Po drugie, LLM i
sieci neuronowe zazwyczaj majg hiperparametry, ktérych wartosci sg ustawiane przed etapem
treningu LLM lub sieci neurowej. Po trzecie, wiele modeli LLM, takich jak modele GPT-x i inne modele
LLM oparte na dekoderach, zapewnia regulowane parametry wnioskowania, ktore wptywajg na wynik
modelu. Oto niektére z nich:

¢ Maksymalna liczba nowych tokendéw
e Dtugosc tokena

¢ Tokeny stopu

e Wartosc¢ szczytowa probki K

e Wartosc¢ szczytowa prébki P

e Temperatura

Poniewaz parametry wnioskowania beda bardziej zrozumiate po zapoznaniu sie z precyzyjnym
dostrajaniem modelu LLM, omdwienie powyzszej listy parametréw wnioskowania zostato odtozone na
potem.

PODSUMOWANIE

Ta czes$¢ rozpoczeta sie od wprowadzenia do koncepcji pretokenizacji, a takze rdznic miedzy
pretokenizacjg a tokenizacjg, wraz z przyktadowym kodem w Pythonie. Nastepnie zapoznano sie z
niuansami tokenizeréw i ogdlnym algorytmem mapowania tokenéw na indeks. Ponadto poznano
tokenizery stow, znakéw i podstow. Nastepnie poznano ograniczenia tokenizeréw opartych na stowach
i jezykach o wielu alfabetach (takich jak japonski), a takze ograniczenia tokenizeréw opartych na
znakach. Ponadto poznano algorytmy tokenizacji podstow, takie jak BPE, a takze algorytmy WordPiece
i SentencePiece. Zapoznano sie z tokenizerami Hugging Face i roznicami miedzy wolnymi i szybkimi
tokenizerami. Nastepnie poznano techniki selekcji tokendw.



