
Modele głębokiego uczenia się do zastosowań adnotacji obrazów w środowisku sieciowym 6G 

Streszczenie 

Wykorzystanie metod głębokiego uczenia (Deep Learning) można zaobserwować w systemie adnotacji 

obrazów (Image Annotation System), który opiera się na technikach głębokiego uczenia (Deep 

Learning) do automatycznej klasyfikacji lub adnotacji obiektów, obszarów lub cech wewnątrz obrazów. 

Istnieją różne zastosowania wizji komputerowej, takie jak rozpoznawanie obrazów, wykrywanie 

obiektów, analiza obrazów medycznych i inne. Technika automatycznego wyszukiwania obrazów w 

postaci tekstów nazywa się automatyczną adnotacją obrazów (Automatic Image Annotation – AIA). 

Ten proces automatycznej adnotacji obrazów wymaga szybkiego przesyłania i odbierania dużej ilości 

danych obrazowych w czasie rzeczywistym. Modele głębokiego uczenia dla tego rodzaju zastosowań 

wymagają rozległych danych, a sieci 6G zapewniają szybkość przetwarzania. W tym rozdziale 

omówiono różne koncepcje i techniki adnotacji obrazów, które umożliwiają rozpoznawanie obiektów 

i adnotowanie ich odpowiednimi znacznikami lub etykietami klas w celu klasyfikowania obiektów na 

obrazie do odpowiedniej klasy. Ponadto omówiono wyzwania i problemy związane ze stosowaniem 

modeli głębokiego uczenia do adnotacji obrazów, a także wyzwania w sieciach 6G. 
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Wprowadzenie 

Wraz z pojawieniem się Internetu i cyfrowego sprzętu do obrazowania powstają liczne, pokaźne 

kolekcje obrazów. Liczne znane serwisy do udostępniania zdjęć, takie jak Flickr czy Pinterest, posiadają 

setki milionów unikalnych obrazów. Skanowanie obrazów, rękopisów, druków i rysunków jest 

powszechną praktyką w wielu organizacjach, w tym w bibliotekach, szpitalach, instytucjach rządowych 

i sektorze prywatnym. Znalezienie i przeszukanie ogromnej liczby fotografii w bazie danych stanowi 

trudne wyzwanie. Wyszukiwarki nie potrafią prawidłowo uchwycić semantyki ani znaczenia fotografii. 

Podpisy do obrazów to powszechnie stosowana technika, wykorzystywana przez znane firmy 

technologiczne, takie jak Google i Microsoft . Można ją wykorzystać do wielu konkretnych zastosowań, 

takich jak zapewnienie osobie z dysfunkcją wzroku reprezentacji adnotacji do obrazu w formie zdań w 

celu jego opisania. Nieodłączne znaczenie i istotne zalety podpisów do obrazów sprawiają, że stanowią 

one istotny obszar badań i rozwoju. Jedną z głównych trudności napotykanych w technikach sztucznej 

inteligencji (AI) opartych na uczeniu głębokim jest analiza cech wielowymiarowych. Obecnie istniejące 

funkcje cierpią na niedostateczne opisywanie fotografii. Obecnie nie ma dostępnej funkcji, która 

posiadałaby wystarczającą trafność, aby skutecznie opisać znaczną zmienność obserwowaną między 

obrazami. Tekst otaczający każdy obraz służy jako opis obrazu w komercyjnych wyszukiwarkach, takich 

jak Google i Yahoo, w wynikach wyszukiwania obrazów. Etykieta/tekst opisujący obrazy nie zawsze jest 

powiązany z optyczną zawartością obrazu, dlatego wyszukiwarki ignorują wizualną zawartość obrazów, 

co wpływa na wyniki wyszukiwania. Co więcej, możliwe jest, że wyniki wyszukiwania obrazów mogą w 

ogóle nie być adekwatne do wymagań użytkownika. Najbardziej złożonym zmysłem człowieka jest 

wzrok, którego komputer nie posiada i wymagałby pracochłonnej metody emulowania w komputerze. 

W tym sektorze rozpoznawanie i klasyfikacja obiektów mają kluczowe znaczenie. Na podstawie 

matematyki stosowanej w każdej metodologii, techniki adnotacji można podzielić na trzy grupy: 

statystykę i prawdopodobieństwo , uczenie maszynowe oraz wykresy . Metodologie oparte na 

prawdopodobieństwie i statystyce były najszerzej stosowanymi wczesnymi metodami adnotacji 

obrazów. Metody te opisują rozkład prawdopodobieństwa między słowami kluczowymi obrazu a 

wybranymi cechami przed zastosowaniem zbioru treningowego. Prawdopodobieństwo dopasowania 

każdego słowa kluczowego jest następnie oceniane na podstawie atrybutów obrazu. Te algorytmy 



adnotacji są elastyczne i nadają się do dużych zbiorów danych. Przykładowy opis adnotacji obrazu 

różnych obiektów żywych i nieożywionych przedstawiono na rysunku  

 

Aplikacje do wykrywania i adnotacji obrazów 

Automatyczna adnotacja obrazów polega na adnotowaniu nieoznaczonych zdjęć kilkoma 

akceptowalnymi słowami z ograniczonego słownictwa i ma wiele zastosowań. Większość technik 

automatycznej adnotacji obrazów rozpoczyna się od identyfikacji cech na obrazach treningowych i 

testowych. Aby zakończyć, należy utworzyć adnotacje w zależności od cech zdjęć testowych. Adnotacja 

obrazów jest bardzo pomocna w wielu zastosowaniach przetwarzania obrazu, w tym w rozumieniu 

multimediów, uczeniu maszynowym, przetwarzaniu i analizie obrazów, a także w wyszukiwaniu 

informacji i tworzeniu zapytań. Podczas analizy obrazu i opisywania go podpisem zazwyczaj 

wykorzystuje się obliczenia wektorów cech [6]. Głównym celem adnotacji obrazów, znanej również 

jako rozpoznawanie obiektów, jest identyfikacja i adnotacja jednego lub więcej elementów na danym 

obrazie w oparciu o ich znaczenie i dziedzinę problemu. Może być również używana do znajdowania 

konkretnego obiektu. Model głębokiego uczenia jest trenowany do rozpoznawania elementów na 

nieoznaczonych fotografiach poprzez powtarzanie tej metody na różnych obrazach. Zaawansowane 

oprogramowanie do rozpoznawania obiektów jest dostępne za pośrednictwem Android Eyes. Wizja 

maszynowa może zidentyfikować obiekt, jeśli zrobimy mu zdjęcie [5]. Zautomatyzowane systemy 

parkowania pojazdów zostały stworzone w celu zmniejszenia ilości miejsca potrzebnego do 

zaparkowania samochodów. Optyczne rozpoznawanie znaków to proces konwersji tekstu pisanego 

odręcznie lub na maszynie do postaci zakodowanej. Wyszukiwanie obrazów cyfrowych w dużej bazie 

danych nazywa się indeksowaniem obrazów opartym na treści. Wyszukiwanie bada zawartość 

obrazów. Globalna lokalizacja robota tworzy i aktualizuje mapę otoczenia, a także śledzi lokalizację 

agenta. Detekcja twarzy to metoda identyfikacji ludzkich twarzy w scenie. Dzięki stabilizacji wideo 

możemy zatrzymać ruch podczas filmowania. Ponadto adnotacje do obrazów mogą być 

wykorzystywane do poprawy jakości produktów, zapewniając bezpieczeństwo, skuteczność i jakość 

wytwarzanych produktów. 

W jaki sposób sieci 6G poprawiają wydajność adnotacji obrazów? 

Potencjalny wpływ sieci 6G na aplikacje adnotacyjne jest znaczący, ponieważ oferują one szereg 

kluczowych zalet, takich jak szybkie transfery danych, niskie opóźnienia, możliwości przetwarzania 

brzegowego i zaawansowane funkcje sieciowe. Ma to potencjał do zapoczątkowania rewolucyjnej 

transformacji w tej dziedzinie. Te ulepszenia mogą usprawnić procesy adnotacji, zwiększając ich 

wydajność i dokładność. Może to mieć pozytywne implikacje dla wielu branż, takich jak opieka 

zdrowotna, motoryzacja i rozrywka. Przewiduje się, że szósta generacja technologii bezprzewodowej, 

powszechnie nazywana 6G, będzie kolejną iteracją po wdrożeniu sieci 5G. Przewiduje się przełomowy 

postęp w technologii komunikacji bezprzewodowej, oferujący znacząco zwiększone transfery danych, 

mniejsze opóźnienia, większą niezawodność i dodatkowe zaawansowane funkcjonalności w 

porównaniu z możliwościami 5G. Przewiduje się, że pojawienie się sieci 6G przyniesie znacznie 



mniejsze opóźnienia, z możliwością osiągnięcia minimalnego czasu trwania wynoszącego zaledwie 

kilka milisekund, a nawet mikrosekund. Znaczenie zmniejszenia opóźnień w aplikacjach sztucznej 

inteligencji (AI) działających w czasie rzeczywistym, takich jak pojazdy autonomiczne, drony, robotyka 

oraz rzeczywistość rozszerzona (AR)/rzeczywistość wirtualna (VR), jest niezwykle istotne. Modele 

sztucznej inteligencji (AI) wykazują zdolność do szybkiego generowania osądów i dostosowywania się 

do dynamicznych sytuacji w czasie rzeczywistym, zwiększając tym samym bezpieczeństwo i 

efektywność tych aplikacji. Włączenie funkcjonalności przetwarzania brzegowego do sieci 6G 

ułatwiłoby lokalizację przetwarzania sztucznej inteligencji (AI) w bliskiej odległości od źródła danych. 

Umożliwia to wdrożenie AI brzegowej na nieosiągalną dotąd skalę, gdzie modele sztucznej inteligencji 

mogą być implementowane na urządzeniach brzegowych, stacjach bazowych i infrastrukturze 

sieciowej. Sztuczna inteligencja brzegowa (AI) ma potencjał do przetwarzania danych na poziomie 

lokalnym, zmniejszając tym samym potrzebę przesyłania danych do scentralizowanych serwerów. 

Oprócz ochrony zasobów sieciowych, wdrożenie tego podejścia zwiększa również poziom poufności. 

Przewiduje się, że wdrożenie technologii 6G umożliwi osiągnięcie znacząco wyższych prędkości 

transmisji danych, z potencjałem sięgnięcia terabitów na sekundę. Ten postęp technologiczny znacząco 

usprawniłby transmisję dużych zbiorów danych między algorytmami sztucznej inteligencji a 

repozytoriami danych. Znaczenie tego komponentu jest kluczowe w kontekście szkolenia modeli 

głębokiego uczenia się, biorąc pod uwagę znaczne wymagania tych modeli w zakresie danych. 

Przegląd sieci 6G 

Termin „6G”, skrót od „szóstej generacji”, odnosi się do nadchodzącego postępu w technologii 

komunikacji bezprzewodowej, który przewyższy obecnie wdrażane sieci 5G. Globalne wdrażanie 

technologii 5G jest obecnie w toku, zapewniając znaczną poprawę szybkości transmisji danych, 

opóźnień i łączności. Oczekuje się, że nadchodząca technologia 6G przewyższy te postępy, 

wprowadzając nowe możliwości, które mogą znacząco zmienić różne aspekty ludzkiego życia. Oczekuje 

się, że koncepcja 6G przewyższy możliwości 5G i będzie jego następcą. Będzie ona bazować na 

istniejących ramach, aby osiągnąć jeszcze większy postęp. Celem jest zapewnienie lepszej 

przepustowości danych, zmniejszonych opóźnień i ulepszonej łączności. Piąta generacja (5G) 

technologii komunikacji bezprzewodowej działa w paśmie gigaherców (GHz). Oczekuje się, że szósta 

generacja (6G) technologii bezprzewodowej będzie działać w paśmie teraherców (THz). Ten postęp 

znacznie poprawi prędkość przesyłania danych. Jednym z głównych celów 6G jest oferowanie 

wyjątkowych prędkości transmisji danych, potencjalnie osiągając prędkości 100 razy szybsze niż 5G. 

Technologia działa z dużą prędkością, co ma potencjał, aby umożliwić różne zastosowania. Należą do 

nich natychmiastowa transmisja komunikacji holograficznej, immersyjne doświadczenia w 

rozszerzonej i wirtualnej rzeczywistości oraz natychmiastowe pobieranie informacji na dużą skalę. 

Głównym celem technologii 6G jest osiągnięcie ultraniskich opóźnień, a w szczególności ich 

zmniejszenie do mniej niż jednej milisekundy. Ultraniskie opóźnienia są kluczowe w zastosowaniach 

takich jak pojazdy autonomiczne, zdalna chirurgia i precyzyjna automatyka przemysłowa. Nawet 

najmniejsze opóźnienie może mieć poważne konsekwencje. Oczekuje się, że integracja sztucznej 

inteligencji (AI) odegra kluczową rolę w rozwoju sieci 6G. Oczekuje się, że technologie oparte na AI 

będą miały znaczący wpływ na zarządzanie i optymalizację sieci. Technologie te posiadają zdolność 

efektywnego dostosowywania się do zmieniających się warunków i umożliwiają tworzenie 

innowacyjnych aplikacji, takich jak inteligentne przetwarzanie brzegowe i usługi uwzględniające 

kontekst. Głównym celem technologii 6G jest zapewnienie płynnej globalnej łączności poprzez 

integrację różnych technologii komunikacyjnych, w tym sieci satelitarnych, naziemnych i 

napowietrznych. Pomoże to ludziom w różnych lokalizacjach, zwłaszcza tym mieszkającym na 

obszarach odległych i słabo rozwiniętych, w łatwiejszym łączeniu się ze sobą. Przy opracowywaniu 

nowych iteracji technologii bezprzewodowej kluczowe jest priorytetowe traktowanie kwestii 



środowiskowych, zwłaszcza w zakresie efektywności energetycznej i zrównoważonego rozwoju. 

Oczekuje się, że głównym celem technologii 6G będzie zmniejszenie zużycia energii i minimalizacja jej 

wpływu na środowisko. Ponadto, wprowadzenie technologii 6G ma umożliwić szereg innowacyjnych 

zastosowań. Należą do nich zaawansowane rozwiązania w zakresie opieki zdrowotnej, takie jak zdalna 

chirurgia, rozwój inteligentnych miast z autonomicznymi systemami transportowymi oraz tworzenie 

immersyjnych doświadczeń mixed-eality, łączących świat fizyczny i cyfrowy. Rozwój technologii 6G jest 

wciąż na wczesnym etapie. Obecnie nie ma ujednoliconych standardów ani ustalonych 

harmonogramów wdrażania. Proces rozwoju zazwyczaj wymaga współpracy organów rządowych, 

instytucji akademickich i podmiotów przemysłowych. Głównym celem sieci 6G jest zapewnienie 

niezrównanej prędkości transmisji danych, niezwykle niskich opóźnień oraz obsługi szerokiej gamy 

przyszłych aplikacji. Obecnie, na etapie koncepcyjnym i badawczym, technologia ta ma potencjał, aby 

znacząco zrewolucjonizować sposób, w jaki nawiązujemy połączenia, komunikujemy się i wchodzimy 

w interakcje ze światem cyfrowym. 

Ograniczenia 5G 

Chociaż technologia komunikacyjna 5G oferuje znaczący postęp w porównaniu z czwartą generacją 

(4G), nadal podlega licznym ograniczeniom. Obecnie istnieją aplikacje i usługi, które wymagają lepszej 

wydajności komunikacji, wykraczającej poza możliwości technologii 5G. Wymagania tego projektu 

obejmują kilka kluczowych aspektów. Należą do nich: globalny zasięg, możliwość przesyłania danych z 

wyjątkowo dużą szybkością, minimalne opóźnienia, gęste sieci, precyzyjne możliwości 

pozycjonowania, niezawodne i bezpieczne połączenia, niskie zużycie energii, wysoka efektywność 

energetyczna oraz wszechobecna inteligencja. Aby pokonać te ograniczenia, kluczowe jest pokonanie 

wielu przeszkód. Aby osiągnąć kompleksowy, globalny zasięg w globalnej komunikacji morskiej i 

satelitarnej na wysokich szerokościach geograficznych, konieczne są dalsze badania. Osiągnięcie 

znaczącej poprawy transmisji danych wymaga zwiększenia ultrawysokich szybkości transmisji danych. 

To ulepszenie jest kluczowe dla umożliwienia osiągnięcia szczytowych szybkości transmisji danych na 

poziomie terabitów na sekundę (Tb/s). Ten postęp jest kluczowy dla obsługi usług o najwyższym 

znaczeniu, takich jak wideo w ultrawysokiej rozdzielczości i telemedycyna. W sytuacjach, gdy prędkość 

transmisji jest niska, kluczowe jest utrzymanie opóźnienia między kanałami (E2E) poniżej 1 

milisekundy. Z drugiej strony, w sytuacjach, gdy prędkość transmisji jest wysoka, konieczne jest 

zmniejszenie opóźnienia do poziomu mikrosekundy. Aby skutecznie sprostać potrzebom obszarów 

gęsto zaludnionych i zapewnić łączność maszyn przemysłowych, konieczne jest osiągnięcie gęstości 

połączeń na poziomie 108 urządzeń na kilometr kwadratowy. 

Głębokie uczenie się z 6G 

Wraz z wprowadzeniem sieci i systemów komunikacyjnych 6G, każdy obszar zastosowań systemu 

głębokiego uczenia się będzie znacząco zależny od szybkości i wydajności, jakie zapewni 6G. Systemy 

automatycznego uczenia się są w stanie z łatwością uczyć się złożonych funkcji, od przekształcania 

danych wejściowych na dane wyjściowe, na różnych poziomach abstrakcji. Możliwości komunikacyjne 

6G w systemie głębokiego uczenia się usprawnią gromadzenie danych i przetwarzanie ich w czasie 

rzeczywistym. Sztuczna inteligencja i głębokie uczenie się (DL) będą wykorzystywane w projektach 

interfejsów radiowych i sieci 6G do automatyzacji administrowania i obsługi systemu. Dzięki włączeniu 

funkcji przetwarzania, komunikacji i czujników do każdej sieci 6G, zdecentralizowana inteligencja w 

chmurze zostaje zastąpiona inteligencją wszechobecną na marginesie. Rozproszona infrastruktura 

uczenia maszynowego jest niezbędna zarówno dla społeczeństwa, jak i przedsiębiorstw wertykalnych. 

Przewiduje się, że wszechobecność, inteligencja i łączność sieci 6G zmienią granice terminali i chmur. 

Modele głębokiego uczenia się w adnotacji obrazów 



Automatyczna adnotacja i automatyczna klasyfikacja obrazów to dwie odrębne dziedziny badań, ale 

mają one pewne wspólne cechy. Do automatycznej adnotacji i kategoryzacji obrazów stosuje się wiele 

metodologii i otwartych zbiorów danych. Kategoryzacja obrazów to proces kategoryzowania obrazu na 

podstawie jego wyglądu. Podczas procesu klasyfikacji obrazowi często przypisuje się etykiety dla jednej 

lub kilku kluczowych kategorii obrazów. Dzięki automatycznej adnotacji obrazów, dla każdego obrazu 

generowana jest lista słów kluczowych etykiet na podstawie jego wyglądu. Automatyczne 

adnotowanie obrazu stanowi problem, dlatego w celu prognozowania i opisywania obrazu tworzony 

jest model treningowy z wykorzystaniem podpisanych zdjęć . Model automatycznie opisywał obraz 

niezbędnymi tagami, a aby wybrać najlepsze słowo kluczowe dla nowo utworzonego obrazu, badacze 

wdrożyli metodę wykrywania korelacji między cechą na pobranym obrazie a słowami kluczowymi w 

tym przypadku . W tej sekcji omówiono dwa wydajne modele głębokiego uczenia się: sieć neuronową 

splotową i LSTM. Rysunek 2 przedstawia etapy procesu automatycznej adnotacji obrazu. 

 

Splotowa Sieć Neuronowa (CNN) 

Jest to zasadniczo forma sztucznej sieci neuronowej z funkcją feed-forward, której wzór połączeń 

neuronowych czerpie inspirację ze sposobu organizacji mózgu wzrokowego zwierząt . Pole recepcyjne, 

ograniczony obszar przestrzeni, to miejsce, w którym poszczególne neurony kory mózgowej reagują na 

bodźce. Obszary reaktywne różnych neuronów częściowo nakładają się na siebie, tworząc mozaikę 

pola wzrokowego. Przybliżona matematyczna reprezentacja odpowiedzi neuronu na bodźce w jego 

polu recepcyjnym jest zapewniana przez proces splotu. Sieci splotowe to wersje wielowarstwowego 

perceptronu, które zostały opracowane tak, aby wymagały jak najmniejszego wstępnego 

przetwarzania. Inspiracją były procesy biologiczne. Splotowe sieci neuronowe znajdują zastosowanie 

w systemach rekomendacji, przetwarzaniu języka naturalnego oraz rozpoznawaniu obrazów i wideo 

(koszyk zakupowy) . Pobieranie obrazów w oparciu o sieć neuronową splotową to proces znajdowania 

podobnych obrazów, a wynik wyszukiwania jest w pewnym stopniu zależny od wyboru obrazu i 

ekstrakcji cech. Autor twierdzi jednak, że w oparciu o algorytm głębokiego uczenia, który ma zdolność 

samouczenia się CNN, wydobywa on więcej korzyści z wyszukiwania cech semantycznych następnego 

poziomu przy użyciu CNN, a także wykorzystuje funkcję metryki odległości porównywalną do obrazu . 

Model sieci neuronowej splotowej może wyodrębnić semantykę wysokiego poziomu obrazu i może 

być również używany do wyszukiwania obrazów poprzez analizę struktury sieci. Najpierw głęboka sieć 

neuronowa splotowa stopniowo uczy się i abstrahuje obraz; każdą warstwę można następnie 

skonstruować tak, aby opisywała podstawową cechę obrazu i jego zawartość. Technologia sieci 

neuronowej splotowej poprawia również wykrywanie 3D, ułatwiając rejestrowanie koloru i głębi 

obrazu, co pomaga w rozpoznawaniu obiektów 3D. Sieci neuronowe splotowe i rekurencyjne są 

łączone, aby stworzyć model do uczenia się cech i kategoryzowania obrazów RGB-D. Warstwa CNN 

uzyskuje podstawową wiedzę. Wiele sieci neuronowych RNN o stałym drzewie jest używanych do 

łączenia identycznych cech niezmiennych translacyjnie jako danych wejściowych w celu tworzenia cech 

wyższego rzędu. W testach porównawczych rozpoznawania obiektów, głębokie architektury 

hierarchiczne osiągają najlepsze opublikowane wyniki, ze współczynnikami błędów odpowiednio 

2,53%, 19,51% i 0,35%. Proste sieci głębokie, wytrenowane metodą propagacji wstecznej, 

przewyższają płytsze sieci pod względem wydajności. Zaskakująco szybko się uczą . 

Rekurencyjne sieci neuronowe 



Sieci neuronowe rekurencyjne (RNN) są uważane za wyjątkowo skuteczną kategorię modeli sieci 

neuronowych, szczególnie w zastosowaniach z danymi sekwencyjnymi, takimi jak tekst, wideo i mowa. 

Rodzaj sztucznej sieci neuronowej znany jako rekurencyjna sieć neuronowa (RNN) jest zaprojektowany 

w celu przetwarzania sekwencji danych. Modele te wykazują wysoką wydajność w zadaniach 

wykorzystujących sekwencje, w tym w rozpoznawaniu mowy, analizie szeregów czasowych, 

przetwarzaniu języka naturalnego i wielu innych operacjach obliczeniowych. Rekurencyjna sieć 

neuronowa (RNN) opiera się na zasadzie, że dane wyjściowe każdej warstwy są przechowywane, a 

następnie wykorzystywane jako dane wejściowe dla kolejnej warstwy, umożliwiając przewidywanie 

danych wyjściowych dla tej konkretnej warstwy. Warstwa pośrednia oznaczona jako „h” może 

zawierać dużą liczbę ukrytych poziomów, z których każdy ma własne funkcje aktywacji, wagi i 

odchylenia. Zastosowanie rekurencyjnej sieci neuronowej staje się możliwe, gdy połączenia między 

parametrami różnych ukrytych warstw w sieci neuronowej są niezależne od warstwy poprzedzającej, 

a zatem brakuje im pamięci. Rekurencyjne sieci neuronowe (RNN) to sieci pętlowe, które można 

porównać do licznych kopii pojedynczej sieci, połączonych poprzez transmisję komunikatów (stanu) do 

kolejnej sieci . Oryginalna architektura RNN jest trudna do trenowania dla rozszerzonych sekwencji ze 

względu na zjawisko „rozładowania” i „zaniku” gradientu. Prostym rozwiązaniem problemu 

„rozładowania” gradientu jest obcinanie gradientu, które ogranicza wartość bezwzględną gradientów. 

Przykłady zadań związanych z rozpoznawaniem chorób obejmują klasyfikację i wykrywanie. Typowa 

architektura RNN jest przedstawiona na rysunku 3. 

 

Pamięć długoterminowa (LSTM) 

Rekurencyjne sieci neuronowe (RNN) i ich architektura pamięci długoterminowa (LSTM) to dwa typy 

sieci neuronowych powszechnie wykorzystywane do sekwencyjnej analizy danych, takich jak tekst i 

szeregi czasowe. Niemniej jednak, splotowe sieci neuronowe (CNN) lepiej radzą sobie z 

przetwarzaniem danych obrazowych; dlatego zadania związane z adnotacją obrazu zazwyczaj nie 

wykorzystują tej metody. Celem adnotacji obrazu jest wykorzystanie analizy treści do dostarczenia 

obrazowi tagów lub opisowych adnotacji. Splotowe sieci neuronowe (CNN) okazały się wysoce 

skuteczne w różnych zadaniach związanych z obrazem, takich jak rozpoznawanie obiektów, 

segmentacja obrazu i klasyfikacja obrazu. Algorytmy te zostały zaprojektowane specjalnie do 

identyfikacji i badania lokalnych wzorców i hierarchii przestrzennych wewnątrz obrazów . Sieci pamięci 

długoterminowa (LSTM) mają zdolność do skutecznego rejestrowania i opisywania zależności 

czasowych istniejących między kolejnymi klatkami w sekwencji wideo . Ta cecha sprawia, że sieci LSTM 

są szczególnie przydatne w różnych zadaniach, takich jak adnotacja wideo, gdzie dokładne zrozumienie 

i analiza relacji czasowych są kluczowe. Sieci LSTM (Long Short-Term Memory), na przykład, mają 

zdolność analizowania cech uzyskanych z każdej klatki w napisach wideo i dostarczania opisowych 

napisów, które wyjaśniają zdarzenia i treść przedstawioną w filmie. W określonych kontekstach może 

zaistnieć potrzeba adnotacji serii obrazów jako spójnej jednostki lub rozróżnienia zmian zachodzących 

w danym okresie, co zilustrowano w dziedzinie sekwencji obrazowania medycznego . Sieci LSTM mogą 

być wykorzystywane do symulacji sekwencyjnej natury danych wizualnych w takich scenariuszach. 

Architekturę sieci LSTN i podstawowy przepływ sekwencji pokazano na rysunku 4. 



 

Automatyczna struktura adnotacji obrazu w czasie rzeczywistym 

Podczas wykrywania obiektów w scenie użytkownik ma dwie opcje detekcji: ręcznie, przeciągając 

prostokąt w miejscu, w którym obiekt ma zostać wykryty, lub automatycznie, pozwalając systemowi 

na przetwarzanie obrazu w tle przez pewien czas przed wykonaniem tej czynności. 

Proces adnotacji obrazu oparty na uczeniu głębokim 

Projektując system, chcieliśmy opracować dość prostą, wydajną i szybką strukturę do wykrywania 

obiektów i ich adnotowania. Gromadzenie zbiorów danych odgrywa kluczową rolę w rozwoju modeli 

uczenia głębokiego. Adnotacja danych jest kluczowym elementem procesu konstruowania zbioru 

danych. Adnotacje do danych ze świata rzeczywistego są często niespójne i rzadko bezbłędne. 

Zdegradowany zestaw etykiet, który zawiera nieprawidłowo przypisane etykiety klas oraz błędne, 

zbędne i brakujące pola ograniczające, zazwyczaj prowadzi do degradacji spójności adnotacji. Może to 

mieć wpływ na sposób interpretacji danych, konstruowania modeli z wykorzystaniem danych oraz 

podejmowania decyzji na ich podstawie. Rozszerzanie danych jest zazwyczaj stosowane w celu 

rozwiązania problemów z niedoborem danych i brakiem równowagi [28]. Niemal każda metoda 

wykorzystywała techniki rozszerzania danych w celu zwiększenia różnorodności cech w zadaniach 

rozpoznawania chorób roślin, takich jak klasyfikacja i wykrywanie. Typowy schemat zastosowania 

adnotacji obrazu opartej na uczeniu głębokim opisano na rysunku 5. 

 

Przetwarzanie wstępne 



Poprawia wygląd i atrybuty obrazu, wzbogaca fakty obrazu i redukuje niepożądane elementy, takie jak 

szum. Etap przetwarzania wstępnego może zwiększyć niezawodność i obejmuje kilka metod [29]. 

Różne rodzaje etapów przetwarzania wstępnego to zmiana rozmiaru obrazów, konwersja binarna, 

konwersja skali szarości obrazu, wykrywanie krawędzi, operacja usuwania szumu, filtry i korekcja 

jasności pikseli (rysunek 6). 

 

Ekstrakcja cech 

Kluczowe jest wyodrębnienie opisu zawartości obrazu. Jak sama nazwa wskazuje, ten etap wyodrębnia 

pożądane cechy z obrazu, wspomagając rozpoznawanie obiektów. Zmniejsza to zasoby wymagane do 

opisu dużego zbioru danych. Algorytmy ekstrakcji cech obejmują SIFT, SURF, HOG, ORB i wiele innych. 

Wykorzystując morfologię, szeroką kategorię technik ekstrakcji obrazów, obrazy są modyfikowane na 

podstawie ich kształtów. Na podstawie różnych cech strukturalnych obrazu, procesy morfologiczne 

przekształcają obraz wejściowy w identyczny obraz wyjściowy o tym samym rozmiarze. W procesie 

morfologicznym wartość każdego piksela w obrazie wyjściowym jest obliczana po porównaniu go z 

pikselami sąsiednimi obrazów wejściowych. Poprzez ustawienie rozmiaru i kształtu sąsiedztwa można 

stworzyć metodę morfologiczną, która jest wrażliwa na określone kształty w obrazie wejściowym. Są 

to dwa najbardziej podstawowe procesy morfologiczne: dylatacja i erozja. Erozja to proces usuwania 

pikseli z krawędzi obiektu, a w dylatacji piksele są dodawane do krawędzi obiektów. 

Segmentacja 

Gdy obraz jest dzielony na kilka części lub segmentów, proces ten nazywa się segmentacją obrazu. 

Celem jest segmentacja obrazu i przekształcenie jego reprezentacji, tak aby ułatwić inne operacje 

przetwarzania obrazu . Jest to metoda segmentacji obrazu na kilka bloków, które są wykorzystywane 

głównie do identyfikacji obiektów i granic obrazu. Ponadto nazywa ona piksele na zdjęciach. W 

podzielonych blokach każdy piksel będzie miał porównywalne cechy. Poniższe techniki są powszechnie 

stosowane w procesie segmentacji. 

* Segmentacja pierwszego planu i tła – zastosowanie segmentacji 

* Wykrywanie obiektów 

* Systemy rozpoznawania 

* Monitoring wizyjny 

Najprostszą techniką segmentacji obrazów jest progowanie, które generuje obrazy binarne z obrazu w 

skali szarości. Najprostsze techniki progowania polegają na zamianie każdego piksela obrazu na czarny, 



jeśli intensywność obrazu jest poniżej ustalonej stałej T, lub na biały, jeśli jest powyżej tej stałej. 

Algorytm progowania na poziomie szarości stanowi podstawę techniki progowania kolorów, z kilkoma 

drobnymi modyfikacjami. Szczegóły kolorów RGB obrazu lub obiektu zostały wyodrębnione z tła i 

innych obiektów za pomocą progowania wielopoziomowego. 

Detekcja obiektów 

Problem detekcji obiektów w dziedzinie wizji komputerowej dotyczy identyfikacji i lokalizacji 

określonych obiektów wizualnych, takich jak ludzie, zwierzęta, pojazdy i struktury, w obrazach 

cyfrowych, obejmujących zarówno statyczne fotografie, jak i klatki wideo. Popularne metody detekcji 

obiektów obejmują splotowe sieci neuronowe (R-CNN, Region-Based Convolutional Networks), szybkie 

sieci R-CNN oraz YOLO (You Only Look Once). Detektor YOLO jest detektorem jednokrotnym, natomiast 

sieci R-CNN należą do rodziny R-CNN . 

Adnotacja lub etykietowanie obiektów 

Zgodnie z definicją, etykietowanie danych to proces ręcznego oznaczania treści identyfikatorami lub 

etykietami. Etykieciarze to osoby, które umieszczają te etykiety na obiektach. Etykieta identyfikuje 

elementy wizualne w dziedzinie wizji komputerowej. Adnotowane dane są następnie wykorzystywane 

do uczenia nadzorowanego. Do trenowania modelu wykorzystano zbiór danych z etykietami jako 

przykład. Etykietowanie danych ma kluczowe znaczenie dla sukcesu modelu głębokiego uczenia (Deep 

Learning), a braki w etykietowaniu mogą zmniejszyć skuteczność modelu w zastosowaniach takich jak 

automatyczna adnotacja obrazu (AIA). 

Wyzwania związane z wdrażaniem aplikacji adnotacji obrazu 

Aplikacje adnotacji obrazu obejmują identyfikację i kategoryzację obiektów, regionów lub cech na 

obrazach. Aplikacje te napotykają jednak na szereg wyzwań, zwłaszcza w przypadku złożonych zadań 

adnotacji i ogromnych ilości danych. Utrzymanie wysokiej jakości adnotacji i zagwarantowanie 

jednolitości wśród adnotatorów może być trudne. Wiarygodność adnotowanego zbioru danych może 

być ograniczona przez zmienność stylów adnotacji i błędy. Proces zarządzania i adnotacji ogromnych 

zbiorów danych, obejmujących znaczną liczbę zdjęć, może być pracochłonny i wymagać dużego 

nakładu czasu i zasobów. Do zarządzania dużymi wolumenami danych niezbędne są wydajne narzędzia 

i procedury. Niektóre zadania adnotacji, takie jak precyzyjne rozpoznawanie obiektów lub segmentacja 

obrazu, mogą charakteryzować się wysokim poziomem złożoności i wymagać specjalistycznej wiedzy i 

umiejętności. Zadanie znalezienia kompetentnych adnotatorów lub opracowania precyzyjnych, 

zautomatyzowanych technik adnotacji stanowi ogromne wyzwanie. Obecność na obrazach 

elementów, które są niejasne lub zależne od kontekstu, może stwarzać problemy z zapewnieniem 

spójności adnotacji. Aby zapewnić dokładność adnotacji, adnotatorzy mogą potrzebować 

dodatkowych informacji lub pomocy. W kontekście zadań klasyfikacyjnych często spotyka się znaczną 

dysproporcję w rozkładzie przykładów w różnych klasach. Dokładne adnotowanie rzadko 

występujących klas może stanowić wyzwanie ze względu na niedobór dostępnych danych 

treningowych. 

6G i transformacja na całym świecie 

6G, podobnie jak ewolucja innych technologii, w tym sieci mobilnych i szybszych, jeszcze bardziej 

zrewolucjonizuje sposób, w jaki prowadzimy działalność gospodarczą, zarządzamy i administrujemy 

infrastrukturą społeczną oraz żyjemy. Czujniki stanowią podstawę wszelkiego kontaktu fizycznego i 

emulacji, a ich potencjalne zastosowania obejmują między innymi pojazdy autonomiczne, inteligentne 

gałęzie przemysłu i precyzyjną opiekę zdrowotną. Deweloperzy chętnie skorzystaliby z 



przewidywanych funkcji 6G, gdyby były one dostępne już dziś; doskonała prędkość transmisji danych, 

niskie opóźnienia, bezpieczeństwo, niezawodność, elastyczność i dynamiczne analizy poszerzą zakres 

dostępnych możliwości obsługi nowych i innowacyjnych aplikacji sieci bezprzewodowych, 

poznawczych, czujnikowych i obrazowych . Potrzebę 6G można dostrzec, patrząc na aplikacje, które są 

obecnie w użyciu. Postęp technologii 5G, taki jak sieci wirtualne, toruje drogę dla 6G, umożliwiając 

wdrożenia o określonych możliwościach. Aby zwiększyć gęstość sieci radiowych, rozmieszczono więcej 

anten. Uzyskanie sygnału jest teraz znacznie łatwiejsze, zwłaszcza w pomieszczeniach. Użytkownicy 

mają teraz bliski dostęp do przechowywania i przetwarzania danych dzięki przetwarzaniu w chmurze i 

przetwarzaniu peryferyjnemu. Opóźnienia są znacznie zmniejszone, nawet na dużą skalę. 

Bezprzewodowe systemy czujników 6G wpłyną na metody stosowane przez rząd i przemysł w zakresie 

zabezpieczania krytycznych zasobów, takich jak wykrywanie zagrożeń, monitorowanie stanu zdrowia i 

ocena jakości powietrza. Informacje w czasie rzeczywistym prawdopodobnie pomogą decydentom w 

podejmowaniu lepszych decyzji, zwiększając tym samym szybkość reakcji służb ratowniczych i 

funkcjonariuszy organów ścigania. Przewiduje się, że autonomiczna jazda będzie jednym z głównych 

zastosowań, w których 6G odegra kluczową rolę, ponieważ zapewni większą precyzję i niezawodność. 

Niedawna publikacja IEEE 2846, nowego standardu bezpieczeństwa pojazdów autonomicznych (AV), 

stanowi znaczący postęp w rozwoju masowych testów AV w Stanach Zjednoczonych. Cywilizacja AV 

odległej przyszłości będzie oparta na 6G i innych sieciach. Oczywiste jest, że pełne pokrycie i prędkość 

transmisji danych będą niezbędne, na przykład, aby umożliwić tysiącom pojazdów AV zarządzanie 

ruchem na danym obszarze. Pojazd autonomiczny musi być w stanie komunikować się z siecią 

czujników, aby móc najechać na miejsce parkingowe w pobliżu planowanego końca trasy. 

Zaawansowane mapy zastąpią GIS na ziemi i staną się kluczowym elementem systemów nawigacyjnych 

pojazdów autonomicznych. W przyszłości wszyscy będą korzystać z aplikacji 4D w czasie rzeczywistym 

do monitorowania, zarządzania i obsługi infrastruktury, w tym ruchu generowanego głównie przez 

pojazdy autonomiczne. Dotyczy to również podmiotów rządowych. Ogromna sieć czujników, która 

łączy dane z ziemi i powietrza, będzie śledzić wszystko, od ruchu drogowego po warunki 

meteorologiczne. Zarządzanie całą przestrzenią, w tym przestrzenią powietrzną nad nami, będzie 

można śledzić za pomocą map 4D.Ponadto, usługi cyfrowe uwzględniające lokalizację i kontekst, 

doświadczenia sensoryczne, takie jak w pełni immersyjna rzeczywistość rozszerzona (XR), oraz 

hologramy o wysokiej wierności, będą możliwe dzięki technologii 6G. Do korzystania z rzeczywistości 

wirtualnej zazwyczaj wymagane są gogle, więc należy się spodziewać, że rzeczywistość rozszerzona 

zajmie jej miejsce. Technologia holograficzna będzie wykorzystywana w różnych zastosowaniach, 

takich jak telemedycyna, gry, architektura i projektowanie wnętrz. Rzeczywistość wirtualna (VR) i 

wszechobecne czujniki, które dają użytkownikom wrażenie, że znajdują się w tym samym 

pomieszczeniu, umożliwią komunikację w czasie rzeczywistym, a nie jak dzisiejsze nagrane 

wideokonferencje [36]. Ze względu na większą efektywność energetyczną 6G w porównaniu z 5G, 

możliwe będzie nawet ładowanie energooszczędnych urządzeń IoT przez sieć. Ta wydajność 

zwiększyłaby długoterminową opłacalność i zmieniłaby ekonomikę wdrożeń na dużą skalę. Poza siecią, 

6G będzie również napędzać technologie, które mogą uczynić naszą planetę bardziej zrównoważoną 

dzięki wykorzystaniu globalnych czujników, które gromadzą dane z rozległych ekosystemów, takich jak 

lasy, oceany i miasta. Na najbardziej szczegółowym poziomie inteligentny dom może czerpać 

inteligencję z czujników zarówno wewnątrz, jak i na zewnątrz domu, aby uczyć się i dostosowywać do 

Twoich działań, takich jak moment włączenia systemów HVAC oraz moment ich wstrzymania lub 

wyłączenia. 

Wyzwania w sieci 6G 

Pojawienie się i wdrożenie sieci 6G przyniesie liczne wyzwania i przeszkody, które będą wymagały 

skupienia i rozwiązania ze strony badaczy, inżynierów i organów regulacyjnych. Pomyślne 



wykorzystanie pełnego potencjału sieci 6G będzie zależało od skutecznego rozwiązania problemów, 

jakie ona stwarza. Podczas rozwoju i wdrażania technologii 6G pojawia się kilka istotnych wyzwań. 

• Oczekuje się, że przydział częstotliwości dla sieci 6G obejmie zakres częstotliwości terahercowych 

(THz), wykraczający poza częstotliwości wykorzystywane przez sieci 4G i 5G. Przydział i regulacja 

wyższych częstotliwości stanowią poważne wyzwanie, ponieważ są one bardziej podatne na absorpcję 

w atmosferze i mają ograniczony zasięg propagacji. Konieczne będą nowe ramy zarządzania widmem i 

regulacyjne. Ponadto, rozwój technologii sieci 6G stanowi poważne wyzwanie ze względu na potrzebę 

komponentów sprzętowych i infrastruktury, które mogą działać w częstotliwościach terahercowych 

(THz). Komponenty te obejmują transceivery, anteny i stacje bazowe. Naukowcy muszą opracować 

skuteczne rozwiązania, aby sprostać wyzwaniom związanym z poborem energii, rozpraszaniem ciepła 

i ograniczeniami przestrzennymi. 

• Znaczenie kwestii bezpieczeństwa i prywatności będzie jeszcze większe w miarę upowszechniania się 

nowych aplikacji i integracji sztucznej inteligencji (AI) z sieciami 6G. Kluczowe jest priorytetowe 

traktowanie bezpieczeństwa danych użytkowników, ochrona infrastruktury sieciowej i minimalizacja 

ryzyka cyberataków. Wykorzystanie częstotliwości THz w urządzeniach i infrastrukturze 6G może 

potencjalnie zwiększyć zużycie energii, co może mieć wpływ na efektywność energetyczną. Aby 

skutecznie rozwiązać problemy środowiskowe, kluczowe znaczenie będzie miała poprawa 

efektywności energetycznej i redukcja emisji dwutlenku węgla w sieciach 6G. Ponadto opracowanie 

globalnych standardów dla 6G jest złożonym i czasochłonnym procesem. Współpraca międzynarodowa 

będzie niezbędna, aby osiągnąć globalną kompatybilność i stworzyć spójne doświadczenie 

użytkownika. 

• Wdrożenie sieci 6G będzie wymagało gruntownej przebudowy istniejącej infrastruktury. Stworzenie 

niezbędnych sieci szkieletowych dla 6G, obejmujących łącza światłowodowe i satelitarne, będzie 

znaczącym przedsięwzięciem ze względu na konieczność spełnienia wysokich wymagań dotyczących 

wysokiej prędkości i niskich opóźnień. Aby pomyślnie wdrożyć 6G, kluczowe będzie płynne 

zintegrowanie z innymi nowymi technologiami, takimi jak komputery kwantowe i przetwarzanie 

brzegowe. Integracja tych technologii bez żadnych zakłóceń stanowi poważne wyzwanie 

technologiczne i logistyczne. 

• Kwestie prywatności i etyki są istotne w kontekście 6G, ponieważ umożliwia ona tworzenie bardziej 

zaawansowanych aplikacji, co z kolei rodzi obawy dotyczące etycznego wykorzystania danych i 

technologii. Ustanowienie i przestrzeganie zasad etycznych przy jednoczesnej ochronie prywatności 

ma ogromne znaczenie. Ponadto, przy ocenie potencjalnych kosztów wdrożenia sieci i urządzeń 6G, 

kluczowe jest uwzględnienie czynników ekonomicznych. Wyzwaniem jest znalezienie równowagi 

między ekonomiczną opłacalnością technologii 6G a potrzebą zapewnienia powszechnej dostępności. 

Przewiduje się, że rozwój ekosystemu dla technologii 6G, obejmujący stworzenie sieci aplikacji i usług, 

które mogą efektywnie wykorzystać jej potencjał, będzie wymagał znacznej ilości czasu. Aby skutecznie 

poruszać się w ciągle zmieniającym się krajobrazie technologicznym, deweloperzy, przedsiębiorcy i 

przedsiębiorstwa muszą wykazać się zdolnością adaptacji i wspierać zdolność do tworzenia 

innowacyjnych rozwiązań. 

• Konieczne jest, aby rządy i organy regulacyjne dostosowały swoją politykę, aby uwzględnić unikalne 

cechy 6G w istniejących ramach regulacyjnych i politycznych. Wymienione powyżej aspekty obejmują 

alokację częstotliwości, przepisy dotyczące prywatności oraz ochronę praw własności intelektualnej. 

Konieczne są dalsze badania w celu zbadania społecznych i etycznych implikacji technologii 6G, 

zwłaszcza w odniesieniu do jej potencjalnego wpływu na zatrudnienie, edukację i opiekę zdrowotną. 



Zwalczanie wykluczenia cyfrowego ma kluczowe znaczenie dla zapewnienia równego i obiektywnego 

dostępu do usług 6G. 

Podsumowując, pojawienie się technologii 6G niesie ze sobą ogromny potencjał transformacyjny. 

Wiąże się ona jednak również z licznymi wyzwaniami, które wymagają współpracy społeczności 

globalnej. Pomyślny rozwój i wdrożenie sieci 6G w przyszłości będzie w dużej mierze zależeć od naszej 

zdolności do sprostania tym wyzwaniom. 

Wnioski 

Ze względu na miliony obrazów w internecie, tradycyjna metoda ręcznego adnotowania obrazów w 

celu ich wyszukiwania jest złożona i czasochłonna. W konsekwencji nagłego wzrostu ilości danych 

obrazowych, w ostatnich latach nastąpił znaczny nacisk na adnotację obrazów. Automatyczna 

adnotacja obrazów (AIA) jest jedną z technik wykorzystywanych do uzyskiwania obrazów w sposób 

porównywalny z wyszukiwaniem tekstu. W związku z tym przeprowadzono wiele badań nad AIA, ze 

szczególnym naciskiem na techniki modelowania oparte na klasyfikacji i probabilistycznych. Opisano 

trzy modele głębokiego uczenia się: CNN, RNN i LSTM, wraz z problemami związanymi z ich 

implementacją w aplikacjach adnotacji obrazów. Znaczenie sieci komunikacyjnych 6G zostało 

wyjaśnione w kontekście takich zastosowań jak e-zdrowie, inteligentne rolnictwo, cyfrowe bliźniaki, 

samochody autonomiczne i robotyka. W tym rozdziale omówiono również sieć 6G, jej porównanie z 

5G oraz wyzwania stojące przed rozwojem 6G. Przyszłość będzie zależeć od inteligentnych maszyn, a 

dzięki ich zdolności adaptacji do zachowań i zadań, maszyny te będą w stanie funkcjonować w nowych 

i dynamicznych środowiskach, takich jak 6G. 

 


