Dopasowanie modeli poprzez adaptacje i dostrajanie

Bazujgc na ztozonym swiecie duzych modeli jezykowych (LLM), kluczowym aspektem, ktéry wysuwa
sie na pierwszy plan w praktycznym wdrazaniu sztucznej inteligencji (Al), jest koncepcja adaptacji
modelu. W kontekscie LLM adaptacja modelu polega na modyfikacji wstepnie wytrenowanego
modelu, takiego jak GPT-3.5 Turbo, w celu zwiekszenia jego wydajnosci w okreslonych zadaniach lub
zbiorach danych. Ten proces jest wazny, poniewaz chociaz wstepnie wytrenowane modele oferujg
szerokie rozumienie jezyka i kontekstu, mogg one sprawdzac sie w specjalistycznych zadaniach tylko
po adaptacji. Adaptacja modelu obejmuje szereg technik, z ktérych kazda ma na celu dostosowanie
rozlegtej wiedzy ogélnej modelu do konkretnych zastosowan. Sciezka adaptacji modelu nie polega
jedynie na zwiekszeniu wydajnosci, ale na przeksztatceniu ogélnego modelu Al w wyspecjalizowane
narzedzie, ktdre sprawnie radzi sobie ze zniuansowanymi wymaganiami rozwigzan korporacyjnych. W
przypadku przedsiebiorstw adaptacja umozliwia LLM-om radzenie sobie z zargonem branzowym,
przestrzeganie norm regulacyjnych w niektérych przypadkach oraz dostosowanie sie do unikalnych
kontekstéw operacyjnych firm. Ta istotnos¢ jest kluczowa dla wdrazania rozwigzan Al, ktére dodajg
wartosci do srodowisk korporacyjnych. Nalezy zauwazyé, ze wiekszo$¢ organizacji powinna
powstrzymac sie od przechodzenia bezposrednio do dostrajania. Musimy traktowac to jako kontinuum
roznych technik, naktadajgcych sie na siebie i wzajemnie uzupetniajacych; co wiecej, nie wykluczajg sie
one wzajemnie. Wiele takich technik omoéwilismy juz w ksigzce. Dla wiekszosci organizacji, jesli w
uzywanej aplikacji istnieje oferta SaaS, taka jak copilot, jest to najlepszy punkt wyjscia. Ta aplikacja
wykorzystuje gotowe rozwigzania SaaS wdrozone w GenAl i zapewnia maksymalny zwrot z inwestycji
(ROI). W scenariuszach, w ktérych rozwigzanie SaaS nie jest dostepne ani odpowiednie, a preferowane
jest podejscie PaaS, zaleca sie rozpoczecie od inzynierii natychmiastowej jako kroku podstawowego i
rozwijanie go. Gdy bedziemy musieli ugruntowywaé generacje modeli na podstawie naszych danych,
zastosujemy generacje wspomagang wyszukiwaniem (RAG) w potaczeniu z inzynierig natychmiastowg,
jak pokazano na rysunku.
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Dostrajanie

W przypadku stosowania zaawansowanych modeli granicznych, takich jak GPT-4, takie potgczenie
rozwigzuje 95% przypadkéw biznesowych przedsiebiorstw. W pewnym momencie tego kontinuum
przedsiebiorstwa osiggng punkt, w ktérym zajdzie potrzeba dostrojenia modelu do okreslonych
wymagan. Nawet dostrojenie nie eliminuje potrzeby stosowania inzynierii natychmiastowej i RAG.
Przyjrzymy sie temu przypadkowi w tym rozdziale, gdy dostrajamy i wykorzystujemy model, ktory
nadal wymaga inzynierii natychmiastowej, aby uzyskaé pozadane rezultaty. W tym rozdziale opisano
rozne techniki adaptacji modelu, pomagajac nam zrozumie¢ zwigzane z nimi wyzwania, zobaczyé¢, jak
przedsiebiorstwa mogg wdraza¢ aplikacje, a na koniec dostroi¢ i wdrozy¢ model w Srodowisku
produkcyjnym. Zacznijmy od zrozumienia, czym jest adaptacja modelu.



Czym jest adaptacja modelu?

Adaptacja modelu to dostosowanie modelu LLM do lepszego wykonywania okre$lonego zadania w
okreslonej dziedzinie i jest bardzo podobna do transferu wiedzy. Oba podejscia polegajg na
wykorzystaniu wstepnie wytrenowanego modelu jako punktu wyjscia. Modele te sg zazwyczaj
trenowane na duzych zbiorach danych i wypracowaty solidne zrozumienie réznych cech i wzorcéw.
Kluczowg ideg adaptacji modelu i transferu wiedzy jest zastosowanie modelu wytrenowanego na
jednym zadaniu do innego, ale powigzanego zadania. Oszczedza to czas i zasoby, ktore w przeciwnym
razie bytyby potrzebne do trenowania modelu od podstaw. Jak wiemy, modele LLM s3 trenowane na
duzej ilosci ogdlnych danych tekstowych, co zapewnia im szerokie rozumienie jezyka. Mimo to moga
nie nadawac sie do niektérych zadan lub dziedzin wymagajacych specjalistycznej wiedzy lub
stownictwa. Gtéwng ideg adaptacji modelu jest to, ze wiedza zdobyta z pierwotnego zadania moze
pomadc w wykonaniu nowego zadania. Ogdlnie rzecz biorac, istniejg dwie szerokie kategorie adaptacji
modelu — dziedzinowa i zadaniowa:

* Adaptacja dziedzinowa — jesli masz model wytrenowany w jednej domenie (np. ogdlne artykuty
prasowe) i chcesz, aby dobrze radzit sobie w innej, ale powigzanej domenie (np. artykuty medyczne),
zastosujesz techniki adaptacji dziedzinowej.

* Adaptacja zadaniowa — jesli masz model wytrenowany w jednym zadaniu (np. analiza sentymentu)
i chcesz, aby wykonywat nowe, ale powigzane zadanie (np. wykrywanie emocji), mozna zastosowac
techniki adaptacji zadaniowej.

Na przyktad, model LLM wytrenowany na artykutach z Wikipedii moze stabo radzi¢ sobie z pytaniami
medycznymi lub dokumentami prawnymi. Dlatego adaptacja modelu jest niezbedna do dostrojenia
modelu LLM do mniejszego, specyficznego dla zadania lub domeny zbioru danych, co pomaga
modelowi nauczy¢ sie odpowiednich wzorcéw i cech dla docelowego zadania lub domeny.

Podstawy adaptacji modelu

Adaptacja modelu w modelach LLM polega na udoskonaleniu wstepnie wytrenowanego modelu w celu
lepszego dopasowania go do konkretnych zadan lub danych. Koncepcje te mozna ogdlnie podzieli¢ na
dwie gtdéwne kategorie:

* Petne dostrajanie — to podejscie aktualizuje wszystkie parametry modelu LLM. Obejmuje ono
kompleksowe ponowne trenowanie modelu na nowych danych, wprowadzajgc istotne zmiany w jego
wyuczonych wzorcach.

* Adaptacja niskiej rangi — w przeciwieistwie do petnego dostrajania, adaptacja niskiej rangi
koncentruje sie na modyfikacji mniejszego zestawu parametréw modelu. Ta metoda wprowadza
macierze trenowalne do kazdej warstwy modelu LLM, skutecznie zmniejszajac liczbe parametréow
wymagajacych dostosowania. Ta sekcja skupi sie gtéwnie na tej kategorii adaptacji modelu.

Przyjrzyjmy sie kluczowym technikom lezgcym u podstaw adaptacji modelu:

* Transfer learning — ta strategia uczenia maszynowego (ML) polega na zastosowaniu modelu
wytrenowanego dla jednego zadania do innego, ale powigzanego zadania. Na przyktad model
wytrenowany na tekscie angielskim moze zosta¢ zaadaptowany do pracy z tekstem francuskim.
Transfer learning polega na wykorzystaniu wiedzy z jednej dziedziny do poprawy wydajnosci w innej.
* Dostrajanie — Dostrajanie kontynuuje trenowanie wstepnie wytrenowanego modelu na nowym,
zazwyczaj mniejszym i bardziej wyspecjalizowanym zbiorze danych. Subtelnie dostosowuje parametry



modelu, aby dopasowac jego wiedze do nowego zadania lub danych. W zalezno$ci od zadania, danych
i konkretnego modelu LLM, mozna zastosowac rdzne techniki adaptacji modelu:

* Moduty specyficzne dla zadania — Ta technika dodaje modut (taki jak klasyfikator lub dekoder) do
modelu LLM, dostosowany do konkretnego zadania. Zaréwno modut, jak i model LLM sg nastepnie
dostrajane na podstawie danych specyficznych dla zadania. Pozwala to modelowi LLM poznaé zawitosci
konkretnego zadania, zachowujgc jednoczesnie szerokg wiedze lingwistyczna.

* Adaptacja niskiego rzedu (LoRA) — LoRA stosuje przyblizenie niskiego rzedu do modelu LLM i dostraja
tylko te komponenty. Ta metoda zmniejsza liczbe parametréw wymagajacych dostosowania,
jednoczesnie zachowujgc wydajnos$é i elastycznosé modelu.

* Uczenie federacyjne — to podejscie dostraja model LLM w wielu rozproszonych zbiorach danych,
umozliwiajgc modelowi uczenie sie na podstawie zréznicowanych danych, przy jednoczesnym
zachowaniu prywatnosci. Na przyktad, uczenie federacyjne moze zaadaptowaé¢ BERT do analizy
tekstéw medycznych, wykorzystujgc dane z réznych szpitali, co pozwoli na stworzenie specjalistycznej
wersji, takiej jak Med-BERT.

Zadna pojedyncza technika nie ma uniwersalnego zastosowania — kluczem jest eksperymentowanie.
Zrozumienie tych niuansow jest kluczowe dla efektywnego wykorzystania adaptacji i dostrajania
modelu. Metody te ucielesniajg zasady transferu uczenia i zapewniajg praktyczne sposoby na poprawe
wydajnosci i zastosowania modeli Al w réznych scenariuszach.

Zalety i wyzwania dla przedsiebiorstw

Adaptacja modelu ma coraz wieksze znaczenie dla przedsiebiorstw w niektérych branzach i
scenariuszach. Zapewnia ona znaczne korzysci w zakresie wydajnosci, konkurencyjnosci i
innowacyjnosci. Wykorzystujgc zaadaptowane modele sztucznej inteligencji, firmy mogg osiggaé
doktadniejsze wyniki w krétszym czasie i przy mniejszych zasobach niz w przypadku tworzenia modeli
od podstaw. Na przyktad w wysoce wyspecjalizowanych dziedzinach (np. medycynie i farmacji), gdzie
margines btedu musi by¢ bliski zeru, dostrojenie modelu do konkretnych zadan jest jednym z niewielu
sposobéw na osiggniecie pozgdanego rezultatu. Inne wyspecjalizowane obszary, takie jak ztozone
szczegoty finansowe (np. wykrywanie oszustw) i migracja starszego kodu (np. Cobol itp.), to cenne
przyktady, w ktorych przedsiebiorstwa powinny rozwazy¢ dostrojenie modelu. Co wiecej,
przedsiebiorstwa moga réwniez lepiej realizowac¢ wyspecjalizowane zadania i zyskiwaé przewage
konkurencyjng, w zaleznosci od przypadku uzycia. Jest to szczegdlnie istotne w przypadkach, gdy
przedsiebiorstwa majg do czynienia z unikalnymi zbiorami danych i wymagaja, aby modele rozumiaty
ich specyficzny kontekst biznesowy. Adaptacja modelu umozliwia personalizacje, zwiekszajac
doktadnosé i trafnos¢ analizy nastrojow, przewidywania trendéw rynkowych lub spersonalizowanych
interakcji z klientami. Korzystajac z modeli dostosowanych do swoich specyficznych potrzeb, firmy
moga uzyskaé¢ wglad i zwiekszy¢ wydajnosé, co zapewni im przewage konkurencyjng na rynku.
Przedsiebiorstwa mogg zwiekszy¢ wydajnosc i oszczednosci kosztéw, zmniejszajgc zapotrzebowanie na
zasoby. Dostrajanie istniejgcych modeli wymaga znacznie mniejszej mocy obliczeniowej i danych w
poréwnaniu z modelami trenowanymi od podstaw, co przekfada sie na nizsze koszty i krétszy czas
wdrozenia. Na przyktad, trenowanie modelu Llama 2 o parametrach 70B zajeto wiele miesiecy i 1 720
320 godzin pracy GPU, w poréwnaniu z dostrajaniem modelu GPT-3.5 Turbo, ktére zajmuje tylko kilka
godzin. Adaptacja modelu wigze sie z wyzwaniami i nalezy wzig¢ pod uwage kilka kluczowych
obszarow. Po pierwsze, kluczowe sg dane specyficzne dla zadania. Niezbedne jest posiadanie
wystarczajgcej ilosci danych do dostrojenia modelu LLM, zapewniajac, ze dane te sg czyste, spdjne i
reprezentatywne dla konkretnego zadania. W zaleznosci od zadania i charakterystyki modelu LLM,
dane te mogg wymagaé wstepnego przetwarzania, rozszerzenia lub etykietowania. Okreslenie, ile



danych jest wystarczajgce do precyzyjnego dostrojenia, moze by¢ procesem ztozonym, poniewaz rézni
sie w zaleznosci od kilku czynnikéw; co najmniej jest to kilkaset do tysigca przyktadéw, w zaleznosci od
modelu. Okreslenie odpowiednich danych dla modeli precyzyjnego dostrajania, takich jak GPT-3.5
firmy OpenAl, zalezy od wielu czynnikdow. Ztozonosé i specyfika zadania majg duzy wptyw na
wymagania dotyczgce danych, a bardziej ztozone zadania wymagajg wiekszej ilosci danych. Jednak
jakosé danych jest kluczowa i czesto przewaza nad ich iloscig. Wieksze modele, takie jak GPT-3.5, mogg
korzysta¢ z wiekszej ilosci danych ze wzgledu na swojg rozlegta pojemnosé, ale mogg réwniez
efektywnie uczy¢ sie z mniejszych, wysokiej jakosci zbioréw danych. Organizacje zazwyczaj zaczynajg
od bazowego zbioru danych i dostosowujg go w oparciu o wydajnosé¢ modelu, ktéry jest stale
monitorowany pod katem oznak nadmiernego lub niedostatecznego dopasowania. Ograniczenia
praktyczne, takie jak zasoby obliczeniowe i czas, réwniez odgrywajg role w okreslaniu rozmiaru zbioru
danych. Doswiadczenie i wiedza specjalistyczna analitykéw danych czesto wptywajg na decyzje. Analiza
poréwnawcza i ciggta ocena sg niezbedne do znalezienia optymalnej rownowagi miedzy iloscig i
jakoscig danych, dostosowanej do konkretnych wymagan zadania. Kolejnym istotnym wyzwaniem sg
zasoby obliczeniowe i koszty. Dostrajanie modeli LLM moze by¢ zasobochtonne i kosztowne, czesto
wymagajac znacznej mocy obliczeniowej (w szczegdlnosci procesoréw GPU) potaczonej z szybka
pamiecia. Aby sobie z tym poradzié, konieczne moze by¢ korzystanie z ustug w chmurze, inwestycja w
specjalistyczny sprzet lub wdrozenie systemow rozproszonych. Ponadto koszt dostepu do wstepnie
wytrenowanych modeli LLM moze sie rézni¢ w zaleznosci od dostawcy i uméw licencyjnych, co moze
zwiekszy¢ catkowity koszt. Wydajnos¢ i generalizacja sg rowniez kluczowymi czynnikami. Ocena
wydajnosci dostrojonego modelu LLM jest niezbedna; polega ona na pordwnaniu go z innymi
modelami lub ustalonymi punktami odniesienia, co zapewnia, ze dostrojony model LLM nie bedzie
nadmiernie dopasowany do danych treningowych i bedzie mdgt dobrze generalizowa¢ na nowe lub
nieznane dane wejsciowe. Nalezy rédwniez uwzglednié etyczne i spoteczne implikacje stosowania
dopracowanych programoéw LLM. Obejmuje to zrozumienie potencjalnych zagrozen i bteddw, takich
jak obawy zwigzane z prywatnoscig danych, rzetelnoscig modeli i skutkami spotecznymi. Przestrzeganie
odpowiednich wytycznych, standardéw lub przepiséw jest niezbedne, aby zapewnié etyczne i
odpowiedzialne korzystanie z dopracowanych programoéw LLM. Wreszcie, kluczowe jest znalezienie
odpowiednich talentéw. Potrzeba wyspecjalizowanych talentdw i wiedzy specjalistycznej jest istotnym
czynnikiem w skutecznym dopracowaniu programoéw LLM, w tym osdb dogtebnie rozumiejacych
uczenie maszynowe (ML), przetwarzanie jezyka naturalnego (NLP) i specyficzng architekture
programow LLM. Eksperci ci muszg posiada¢ umiejetnosci w réznych dziedzinach, takich jak
przygotowywanie danych, projektowanie architektury modeli, strategie szkoleniowe i ocena
wydajnosci. Potrzeba wykwalifikowanego personelu dodaje kolejny poziom wyzwan do i tak juz
ztozonego procesu dostrajania programéw LLM.

Kiedy dostraja¢ program LLM

Dostrajanie to technika majgca na celu poprawe wydajnosci modelu w okreslonym zadaniu. Powinna
by¢ jednak ostateczng opcjg i stosowana dopiero po zastosowaniu innych technik, takich jak inzynieria
btyskawiczna (Szybkie dostrajanie) i RAG. Techniki te wzajemnie sie uzupetniajg i powinny by¢ tgczone
w celu uzyskania najlepszych wynikow, nawet przy uzyciu precyzyjnie dostrojonych modeli. Jak
widzieliSmy w poprzednich rozdziatach, inzynieria natychmiastowa i RAG nie wykluczajg sie wzajemnie,
ale uzupetniajg sie i powinny by¢ tgczone w celu uzyskania najlepszych wynikéw, nawet przy uzyciu
precyzyjnie dostrojonych modeli. To podejscie oparte na tgczeniu w stosy daje najlepsze wyniki, nawet
przy uzyciu precyzyjnie dostrojonych modeli. Po podjeciu decyzji o dostrojeniu modelu
przygotowujemy zbidr danych potrzebny do treningu i rozpoczynamy proces dostrajania, ktory moze
trwac od kilku godzin do kilku dni. Po treningu poréwnujemy precyzyjnie dostrojony model z modelem
bazowym i bazg danego zadania. Postuzmy sie przyktadem, aby pomdéc nam w dostrojeniu i



zrozumieniu réznych aspektow. Zatézmy, ze chcemy dostosowaé model do reagowania za pomoca
emoji — bota, ktdory rozumie, o co pytamy, ale odpowiada wytgcznie za pomocg emoji. Nazwiemy go
EmojiBot. Chcemy dostroi¢ GPT-3.5 Turbo i przeksztatci¢ go w EmojiBota. Aby jednak pokazaé, ze te
emoji sg rézne i wyspecjalizowane dla danego zadania, nie chcemy emoji, ktérych spodziewalibysmy
sie zobaczy¢, powiedzmy, w aplikacji czatu, w mediach spotecznosciowych lub w naszych tekstach.
Chcemy raczej tych, ktére sg zgodne z formatem uzywanym przez Microsoft Teams. Rysunek 2
przedstawia ogdélny przebieg dostrajania.
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Najpierw identyfikujemy zadanie, ktére skorzystatoby na dostrajaniu (takie jak EmojiBot).
Identyfikujemy, ktdre cechy nie spetniajg wymagan zadania i tworzymy kryteria oceny. Nastepnie
poréwnujemy wydajnos$¢ domysinych modeli z naszymi potrzebami. Jesli dziatajg dobrze, ustalamy
punkt odniesienia i tworzymy zbiér danych wymagany do dostrajania. llos¢ i format danych zalezg od
modelu; szczegdty omoéwimy pdzniej. Uzyskujemy dostrojony model po treningu, ktéry moze trwac
godziny lub dni, w zaleznosci od zadania. Nastepnie musimy go oceni¢ w porédwnaniu z modelem
bazowym i punktem odniesienia dla konkretnego zadania, uzywajgc miar jakosciowych i ilosciowych.
Dos¢ czesto, a wrecz mozna sie tego spodziewad, pierwszy dostrojony model bedzie gorszy od modelu
domyslnego. Zazwyczaj znalezienie odpowiedniego modelu wdrozenia wymaga 10-12 iteracji
treningowych. Kazda iteracja wymaga modyfikacji danych treningowych w celu wyeliminowania
stabych punktéw, co moze trwaé od kilku godzin do kilku dni. Jest to proces czasochtonny i wymagajacy
wysitku, ktéry powinien by¢ jednym z ostatnich krokéw.

UWAGA: Dostrajanie poprawia wydajnos¢ modelu w zadaniach podobnych do tych opisanych w
zbiorze danych dostrajajacych. Proces ten moze objawiac sie zwiekszong doktadnoscig, bardziej
trafnymi odpowiedziami lub lepszym zrozumieniem jezyka specyficznego dla danej dziedziny. Poprawa
wydajnosci w przypadku tanszych lub szybszych modeli jest dodatkowg zalety, a nie czyms
gwarantowanym. Jednym ze sposobdw osiggniecia tego celu jest dostrojenie mniejszego modelu,
takiego jak GPT-3.5 Turbo, do konkretnego zadania w celu jego ulepszenia, zamiast stosowania
drozszego i bardziej wydajnego modelu, takiego jak GPT-4. Teraz, gdy zidentyfikowalismy zadanie,
ktore ma sens w kontekscie dostrajania, czyli EmojiBot, ktdry ma odpowiadac za pomocg emotikondw,
ale wedtug okreslonego wzorca, przyjrzyjmy sie krokom niezbednym do dostrojenia LLM, takiego jak
GPT-3.5 Turbo.



Kluczowe etapy dostrajania LLM
Chcac dostroi¢ model do zidentyfikowanego zadania, nalezy wyrdznic pie¢ kluczowych etapdéw:

1. Wybér modelu i metody dostrajania — Aby dostroi¢ model jezykowy, nalezy wybra¢ model
podstawowy, ktéry odpowiada zadaniu i danym. Dostepne sg réozne modele, takie jak GPT, BERT i
RoBERTa. Nalezy wzig¢ pod uwage takie czynniki, jak przydatnosé modelu do zadania, rozmiar danych
wejsciowych/wyjsciowych, rozmiar zbioru danych oraz infrastrukture techniczng. Metody dostrajania
mogg sie rézni¢ w zaleznosci od zadania i danych, na przyktad transfer learning, dostrajanie
sekwencyjne lub dostrajanie specyficzne dla danego zadania.

2. Kuracja danych — Ten etap obejmuje przygotowanie zbioru danych specyficznego dla danego
zadania do dostrajania i w duzej mierze polega na przygotowaniu i wstepnym przetworzeniu zbioru
danych. Proces ten czesto obejmuje czyszczenie danych, normalizacje tekstu (np. tokenizacje) oraz
konwersje danych do formatu zgodnego z wymaganiami wejsciowymi modelu LLM (np. etykietowanie
danych). Konieczne jest upewnienie sig, ze dane reprezentujg zadanie i domene oraz obejmujg szereg
scenariuszy, z ktédrymi model ma sie spotka¢ w srodowisku produkcyjnym.

3. Dostrajanie — Ten etap to faktyczny proces dostrajania, ktéry obejmuje trenowanie wstepnie
wytrenowanego modelu LLM na zbiorze danych specyficznym dla danego zadania. Proces trenowania
obejmuje optymalizacje wag i parametrow modelu w celu zminimalizowania funkcji straty i poprawy
jego wydajnosci w danym zadaniu. Proces dostrajania moze obejmowacé kilka rund trenowania na
zbiorze treningowym, walidacje zbioru walidacyjnego oraz dostrajanie hiperparametréw w celu
optymalizacji wydajnosci modelu.

4. Ewaluacja — Po zakonczeniu procesu dostrajania nalezy oceni¢ wydajno$¢ modelu na zbiorze danych
testowych. Pomaga to upewni¢ sie, ze model dobrze generalizuje na nowe dane i dobrze dziata w
konkretnym zadaniu. Do typowych wskaznikdw uzywanych do oceny nalezg doktadnos¢, precyzja,
przypominanie, wynik F1, ocena dwujezyczna (BLEU), ocena zorientowana na przypominanie (ROUGE)
itd.

5. Wdrozenie (wnioskowanie) — po ocenie dostrojonego modelu i uzyskaniu satysfakcjonujgcej
wydajnosci mozna go wdrozy¢ w $Srodowisku produkcyjnym. Proces wdrazania moze obejmowac
integracje modelu z wiekszym systemem, skonfigurowanie niezbednej infrastruktury oraz
monitorowanie wydajnosci modelu w rzeczywistych scenariuszach.

Skoro znamy juz podstawowg koncepcje adaptacji modelu i wiemy, kiedy nalezy go dostrajac,
zobaczmy, jak to zrobié.

Dostrajanie modeli OpenAl

W tym przykfadzie dostroimy model GPT-3.5 Turbo w OpenAl. Obecnie w OpenAl dostepne s3 tylko
GPT-4, GPT-3.5 Turbo, GPT-3 Babbage (Babbage-002) i GPT-3 (Davinci-002) do dostrajania. Kilka modeli
LLM OSS, takich jak Llama 2 firmy Meta i Falcon firmy G42, mozna dostroi¢. Aby byto to jak najbardziej
praktyczne dla organizacji, pokazemy ten proces z wykorzystaniem zaréwno Azure OpenAl, jak i
OpenAl. Chcemy dopracowaé GPT-3.5 Turbo i przeksztatci¢ go w EmojiBota, w ktérym model bedzie
reagowat wyfacznie za pomocg emotikondw. Jednak, jak wspomnielismy wczesniej, chcemy, aby
emotikony odpowiadaty formatowi uzywanemu w Microsoft Teams. W Microsoft Teams tekst w
nawiasach, taki jak (pies), renderuje odpowiednie emotikony. Dopracujemy model tak, aby reagowat
na ten tekst, ktéry reprezentuje konkretne zadanie, ktére chcemy ulepszyé. Majgc juz zadanie,
zacznijmy przygotowywac zbiér danych.



Przygotowanie zbioru danych do dostrajania

Po osiggnieciu punktu, w ktérym zidentyfikowaliémy zadanie, dla ktérego dostrajanie ma sens, musimy
utworzy¢ zbidr danych przyktadéw wymaganych do dostrajania. Musimy utworzy¢ dwa zbiory danych:
jeden do trenowania, a drugi do walidacji. Zbidr danych walidacyjnych to podzbiér danych uzywany do
oceny wydajnosci dostrojonego modelu w zadaniu docelowym. Rdzni sie on od zbioru danych
treningowych, ktory stuzy do aktualizacji parametréw modelu, oraz zbioru danych testowych, ktéry
stuzy do pomiaru koricowej doktadnosci modelu. Zbiér danych walidacyjnych jest wazny dla dostrajania
modeli LLM, poniewaz pomaga uniknac¢ przeuczenia, ktére wystepuje, gdy model uczy sie okreslonych
wzorcow danych treningowych i nie jest w stanie generalizowac na nowe dane. Korzystajac ze zbioru
danych walidacyjnych, mozna monitorowa¢ postep modelu i dostosowywaé tempo uczenia, liczbe
epok lub inne hiperparametry w celu optymalizacji wydajnosci modelu. Te przyktady powinny pokazac
rozne sposoby rozwigzania problemu i wyniki kazdej metody. Musimy réwniez zidentyfikowac
niedociggniecia przy uzyciu modelu bazowego, takie jak niespéjna wydajnos¢ w przypadkach
brzegowych, brak mozliwosci umieszczenia wystarczajacej liczby komunikatdw o strzatach w oknie
kontekstowym, aby sterowa¢ modelem, wysokie opdznienie itd. Zdecydowanie zaleca sie uzycie zbioru
danych walidacyjnych do pomiaru skutecznosci dostrajania. Zbiory danych treningowych i
walidacyjnych sg w formacie JSONL, przy czym kazdy wiersz zawiera obiekt JSON z kluczem tekstowym
dla tekstu wejsciowego i kluczem docelowym dla pozgdanego tekstu wyjsciowego. Dostrojone modele
sg bezposrednio skorelowane z wysokiej jakosci danymi treningowymi. R6zne modele wymagajg réznej
ilosci danych treningowych. Do efektywnego treningu potrzebujemy setek, a nawet tysiecy starannie
wyselekcjonowanych przyktadéw danych. Chociaz APl wymaga co najmniej 10 przyktaddw, zazwyczaj
lepiej jest miec¢ wiecej. Dziesie¢ przyktaddéw nie wystarczy, aby znaczgco wptyngé na modele LLM, takie
jak GPT-3.5 Turbo. OpenAl zaleca posiadanie co najmniej 50 dobrych przyktadéw do trenowania
naszego modelu. Zalecajg réwniez wiecej dobrych przyktadéw dla modeli o lepszym dostrojeniu niz
ztych, poniewaz mogg one negatywnie wptyngc¢ na model. W zwigzku z tym zaleca sie korzystanie tylko
z najlepszych przyktadéw z danych wewnetrznych. Ponizsza lista przedstawia przyktadowy plik JSONL
dla danych czatu.

Listing 1: Przyktad JSONL

{"messages": [{"role": "system", "content": "You're a chatbot that only

responds with emojis!"}, {"role": "user", "content": "I heard the koala

habitat was destroyed by the fire."}, {"role": "assistant", "content":

"(sadkoala)" }1}

{"messages": [{"role": "system", "content": "You're a chatbot that only

responds with emojis!"}, {"role": "user", "content": "I've been working

nonstop and need a break."}, {"role": "assistant", "content": "(tired)"

1}

{"messages": [{"role": "system", "content": "You're a chatbot that only

responds with emojis!"}, {"role": "user", "content": "l just finished

reading an amazing book!"}, {"role": "assistant", "content": "(like)"

1}



Jak widaé¢, modelowi pokazuje sie, jak reagowa¢ za pomocg emoji sformatowanych wedtug
okreslonego wzorca, takich jak (smutna koala), (zmeczony) i (lubie to).

PODSTAWOWE SPRAWDZENIA

Przed dostrojeniem wazne jest przeprowadzenie podstawowych sprawdzen danych treningowych, aby
unikngé¢ marnowania czasu i zasobéw. Kontrole te mogg obejmowac czytelnosé danych, walidacje
formatowania, prostg analize brakujacych par i dtugosé tokena. Plik danych jest weryfikowany poprzez
zatadowanie i odczytanie za pomocga funkcji basic_checks(). Przyjmuje ona nazwe pliku jako dane
wejsciowe i zwraca liczbe znalezionych wiadomosci. Wiadomosci muszg by¢ w formacie uzupetniania
czatu, aby dostroi¢ GPT-3.5 Turbo.

Listing 2: Walidacja zbioru danych: podstawowe kontrole

# Basic checks to ensure the data file is wvalid
def basic checks(data file}:
try: Opens the file
with openidata file, 'r', encoding='utf-8'} as f: | in read-mode
Loads each line | dataset = [json.leoads(line) for line in £]
of the file as a ) )
JSON object and print (f"Basic checks for file {data file}:")
stores it in a list print ("Count of examples in training dataset:", leni{dataset))
print ("First example:") <+ . .
p ' in d '{__ € (0] [ . Prints the first example
C ssag n datas "messages"] :
Or message 1n etib]me 487 from the dataset and
pran imessags) Loops through the messages in the helps vismally check
return True op g Ssag whether things
except Exception as e: first example and prints each one

intuitively look OK
print (f"An error cccurred in file [data file}: {e}")
return False

SPRAWDZANIE FORMATU

Po wykonaniu podstawowych sprawdzen, nastepnym krokiem jest sprawdzenie pliku pod katem
formatu i upewnienie sie, ze jest on poprawnie ustrukturyzowany przed dalszym przetwarzaniem. Jest
to wazny krok, gtéwnie dlatego, ze nawet jesli format jest niepoprawny, nie pojawi sie btad na poczatku
zadania szkoleniowego, ale wynikowy model bedzie bardzo staby i zauwazymy to dopiero po szkoleniu,
podczas wdrozenia. Aby unikngé wielu z tych probleméw, zdecydowanie zaleca sie sprawdzenie
formatéw. Listing 3 przedstawia funkcje format_checks(), ktéra sprawdza format i parowanie
ukonczonych rozméw, z zestawem danych i nazwg pliku jako dwoma argumentami. Wychwytuje
wiekszos$¢ bteddw, ale nie wszystkie. Funkcja iteruje po kazdym przyktadzie w zbiorze danych i
sprawdza typy danych, obecnos¢ list wiadomosci i kluczy wiadomosci. Sprawdza, czy posiada on
odpowiednie role i walidacje tresci. Ta funkcja pomaga rowniez w debugowaniu problemoéw
zwigzanych z danymi.

Listing 3: Walidacja zbioru danych: sprawdzanie formatu
def format_checks(dataset, filename):

# Initialize a dictionary used to track format errors
format_errors = defaultdict(int)

# Iterate over each example in the dataset

for ex in dataset:

# Check if the example is a dictionary, if not



# increment the corresponding error count

if not isinstance(ex, dict):
format_errors["data_type"] +=1

continue

# Check if the example has a "messages" key,

# if not increment the corresponding error count
messages = ex.get("messages"”, None)

if not messages:
format_errors["missing_messages_list"] +=1
continue

# Iterate over each message

for message in messages:

# Check if the message has "role" and "content" keys,
# if not increment the corresponding error count

if "role" not in message or "content" not in message:
format_errors["message_missing_key"] +=1

# Check if the message has any unrecognized keys,

# if so increment the corresponding error count

if any(k notin ("role", "content", "name",

= "function_call") for k in message):
format_errors["message_unrecognized_key"] +=1

# Check if the role of the message is one of the recognized
# roles, if not increment the corresponding error count
if message.get("role", None) not in (

"system",

"user",

"assistant",

"function",

):

format_errors["unrecognized_role"] +=1

# Check if the message has either content or a function call,



# and if the content is a string, if not increment the

# corresponding error count

content = message.get("content", None)

function_call = message.get("function_call", None)

if (not content and not function_call) or not

= isinstance(content, str):
format_errors["missing_content"] +=1

# Check if there is at least one message with the role "assistant",
# if not increment the corresponding error count

if not any(message.get("role", None) == "assistant"

= for message in messages):
format_errors["example_missing_assistant_message"] +=1
# If there are any format errors, print them and return False
if format_errors:

print(f"Formatting errors found in file {filename}:")

for k, vin format_errors.items():

print(f"{k}: {v}")

return False

print(f"No formatting errors found in file {filename}")
return True

Na koniec powinnismy réowniez zrozumie¢, jak zbiér danych zachowuje sie w kontekscie prostych
rozktadéw danych, liczby tokendw i kosztéw.

UWAGA

Liczba tokendw jest wazna nie tylko ze wzgledu na koszt. Jesli jest wieksza niz maksymalna liczba
tokendw, jakg model moze obstuzy¢, zostanie ona obcieta bez ostrzezenia. Wiedza o tym z géry jest
bardzo pomocna. Ponizsza lista pokazuje, jak mozemy zakonczy¢ sprawdzanie zbioru danych.

Listing 4: Walidacja zbioru danych: Oszacowanie kosztow i analiza podstawowa
# Pricing and default n_epochs estimate

MAX_TOKENS = 4096

TARGET_EPOCHS =3

MIN_TARGET_EXAMPLES = 100

MAX_TARGET_EXAMPLES = 25000



MIN_DEFAULT_EPOCHS =1

MAX_DEFAULT_EPOCHS = 25

def estimate_tokens(dataset, assistant_tokens):

# Set the initial number of epochs to the target epochs

n_epochs = TARGET_EPOCHS

# Get the number of examples in the dataset

n_train_examples = len(dataset)

# If the examples total is less than the minimum target

# adjust the epochs to ensure we have enough examples for

# training

if n_train_examples * TARGET_EPOCHS < MIN_TARGET_EXAMPLES:
n_epochs = min(MAX_DEFAULT_EPOCHS, MIN_TARGET_EXAMPLES
= // n_train_examples)

# If the number of examples is more than the maximum target

# adjust the epochs to ensure we don't exceed the maximum

# for training

elif n_train_examples * TARGET_EPOCHS > MAX_TARGET_EXAMPLES:
n_epochs = max(MIN_DEFAULT_EPOCHS, MAX_TARGET_EXAMPLES
= // n_train_examples)

# Calculate the total number of tokens in the dataset
n_billing_tokens_in_dataset = sum(

min(MAX_TOKENS, length) for length in assistant_tokens

)

# Print the total token count that will be charged during training
print(

f"Dataset has ~{n_billing_tokens_in_dataset} tokens that

= will be charged for during training"

)

# Print the default number of epochs for training

print(f"You will train for {n_epochs} epochs on this dataset")

# Print the total number of tokens that will be charged during training



print(f"You will be charged for ~{n_epochs *

= n_billing_tokens_in_dataset} tokens")

# If the total token count exceeds the maximum tokens, print a warning
if n_billing_tokens_in_dataset > MAX_TOKENS:

print(

f"WARNING: Your dataset contains examples longer than

= 4K tokens by {n_billing_tokens_in_dataset —

= MAX_TOKENS} tokens."

)

print(

"You will be charged for the full length of these
= examples during training, but only the first
= 4K tokens will be used for training."

Ocena LLM

Ocena LLM jest wazna dla zapewnienia ich jakosci, rzetelnosci i uczciwosci. Jednak ocena LLM jest
ztozona, poniewaz obejmuje wiele wymiaréw i wyzwan. Utrzymywanie zrdznicowanych
automatycznych metryk moze pomdc w efektywnym sledzeniu ulepszen modelu podczas cykli
adaptacji, jednoczes$nie ograniczajgc kosztowne, reczne przeglady. Metryki powinny by¢ dostosowane
do przypadkéw uzycia kazdego zaadaptowanego modelu i potrzeb biznesowych. Ciggte rejestrowanie
danych z systemdw produkcyjnych umozliwia ocene rzeczywistej wydajnosci w czasie. Benchmarking
z poziomami bazowymi jest niezbednym krokiem w ocenie dostrojonych modeli GPT. Polega on na
poréwnaniu wydajnosci dostrojonego modelu z predefiniowanym modelem standardowym lub
bazowym. Poziomem bazowym moze by¢ wydajnosé modelu przed dostrojeniem lub inny model znany
ze swojej skutecznosci w podobnym zadaniu. Celem tego pordwnania jest ilosSciowe okreslenie
usprawnien wprowadzonych dzieki dostrojeniu. Na przyktad, dostrojony model moze zostac
poréwnany ze standardowym modelem ttumaczenia w zadaniu ttumaczenia jezykowego w celu oceny
doktadnosci ttumaczenia lub poprawy ptynnosci. Proces ten pomaga zrozumie¢ skutecznosc
dostrajania i zidentyfikowa¢ obszary, w ktérych model zostat ulepszony lub nadal wymaga
udoskonalenia.

KRYTERIA OCENY

Przygotowujac zbiér danych do dostrajania, nalezy réwniez zdefiniowac kryteria oceny. Podczas
dostrajania proces oceny rozpoczyna sie od ustalenia jasnych kryteriow kluczowych dla oceny
wydajnosci i skutecznosci modelu w jego docelowym zastosowaniu. Kryteria te czesto obejmujg
trafnosc, spojnosc, doktadnosé i ptynnosé jezykows .

Kryteria oceny: Opis

Trafnos¢: Mierzy, jak dobrze odpowiedzi lub wyniki modelu sg zgodne z kontekstem i intencjg danych
wejsciowych. Jest to szczegélnie istotne w aplikacjach takich jak chatboty, gdzie udzielanie



kontekstowo odpowiednich odpowiedzi jest kluczem do satysfakcji uzytkownika. Trafnosé jest czesto
oceniana poprzez sprawdzenie, czy model jest w stanie pozosta¢ w temacie i dostarcza¢ informacje lub
odpowiedzi bezposrednio odnoszgce sie do zapytan lub zadan.

Spéjnosc: Odnosi sie do logicznej spdjnosci wynikdow modelu. Dopracowany model powinien
generowac tekst istotny kontekstowo, logicznie poprawny i spdjny. Oznacza to, ze odpowiedzi powinny
by¢ zgodne z logiczng strukturg i narracjg, sensownie wpisujgc sie w kontekst rozmowy lub tekstu.
Spdjnose jest niezbedna do utrzymania zaangazowania uzytkownika i zapewnienia, ze wyniki modelu
sg zrozumiate i znaczgce.

Doktadnos¢: Ma to szczegdlne znaczenie, gdy model jest wykorzystywany do zadan wymagajacych
informacji faktograficznych, takich jak narzedzia edukacyjne, boty informacyjne lub dowolne aplikacje,
w ktdrych dostarczanie poprawnych informacji ma kluczowe znaczenie. Doktadnos¢ mierzy sie na
podstawie tego, jak dobrze odpowiedzi modelu sg zgodne z poprawnoscig faktyczng i obiektywng
prawda.

Ptynnos¢ jezykowa: Odnosi sie do gramatycznej i sktadniowej poprawnosci wynikéw modelu. Nawet
jesli model jest wysoce trafny, spdjny i precyzyjny, staba ptynnosc jezykowa moze znaczgco pogorszyé
komfort uzytkowania. Obejmuje to poprawng gramatyke, interpunkcje i styl, zapewniajac, ze
generowany tekst jest poprawny i czytelny dla uzytkownika korncowego.

Ocena precyzyjnie dostrojonego modelu GPT z wykorzystaniem tych kryteridow obejmuje potgczenie
zautomatyzowanych metryk, recznej weryfikacji i opinii uzytkownikéw, co zapewnia, ze model spetnia
wysokie standardy wymagane dla jego konkretnego zastosowania.

WYBOR ODPOWIEDNICH METRYK

Podczas dostrajania modeli, wybdér odpowiednich metryk do oceny ma kluczowe znaczenie dla
doktadnej oceny wydajnosci modelu i ulepszen [1]. Po dostrojeniu metryki te wskazuja, jak dobrze
model dostosowuje sie do okreslonych zadan lub domen. Dostarczajg one wgladu w rézne aspekty
wydajnosci modelu, takie jak doktadnos¢ prognoz, jakos¢ jezyka i efektywnos$¢ w odniesieniu do
konkretnego zadania. Przedsiebiorstwa powinny w miare mozliwosci poszukiwac zautomatyzowanej
oceny metryk i dysponowac zestawem metryk ilosciowych i jakosciowych.

Metryki iloSciowe:

— Kilka metryk pomaga zmierzy¢ stopien naktadania sie wynikdw modelu na ludzkie teksty
referencyjne. W nastepnej sekcji omowiono niektére z nich (BLEU, ROUGE, METEOR itp.).

— Wynik F1 ocenia kompromis miedzy doktadnoscig a wykrywalnoscia.
— Perplexity ocenia niepewnos$é/pewnosé modelu dla wygenerowanego tekstu.

— Ukonczenie zadania jest wykorzystywane w systemach dialogowych zorientowanych na cel i okresla
odsetek pomysinego rozwigzania zadania.

Metryki jakosciowe:

— Ptynnosé — ocena gramatyki i czytelnosci wynikow

— Spdjnosé — logiczna spdjnosé i ptynnosé narracji

— Zwieztos¢ — unikanie powtarzalnego i nadmiernego tekstu

— Doktadno$¢ merytoryczna — unikanie obiektywnych fatszerstw



Wybdr metryk powinien by¢ zgodny z zamierzonym zastosowaniem modelu, niezaleznie od tego, czy
chodzi o ttumaczenie, podsumowanie, klasyfikacje, czy generowanie kreatywnych tresci. Metryki takie
jak perplexity, wynik BLEU, ROUGE, wynik F1 i ocena cztowieka oferujg unikalng perspektywe na
mozliwosci modelu, pomagajgc zapewnic¢ kompleksowg i zréwnowazong ocene wydajnosci precyzyjnie
dostrojonego modelu. Przyjrzyjmy sie kazdemu z nich bardziej szczegétowo:

* Perplexity — ta metryka jest standardem w modelowaniu jezyka, uzywanym do ilosciowego
okreslenia, jak dobrze model przewiduje prébke. Mierzy niepewnos¢ modelu jezykowego w
przewidywaniu kolejnego tokena w sekwencji . Nizszy wynik perplexity wskazuje, ze model jest bardziej
pewny i doktadny w swoich przewidywaniach. Jest to szczegdlnie wazne w procesie dostrajania,
poniewaz moze odzwierciedla¢, jak dobrze model zaadaptowat sie do nowych styléw lub dziedzin
tekstu. Jest to kluczowy wskaznik oceny usprawnien w zadaniach generowania jezyka.

* Wynik BLEU (Bilingual Evaluation Understudy) — wynik BLEU ocenia jakos$¢ ttumaczenia
maszynowego poprzez porownanie go z ttumaczeniami referencyjnymi. Zlicza pasujgce grupy stow i
oblicza wynik na podstawie tych dopasowan. Wyziszy wynik BLEU wskazuje na lepszg jakos¢
ttumaczenia, ale ma ograniczenia i moze nie odzwierciedla¢ doktadnosci semantycznej ani ptynnosci .

* ROUGE (Recall-Oriented Understudy for Gisting Evaluation) — ROUGE to wskaznik do automatycznej
oceny podsumowan. Mierzy on naktadanie sie wynikbw generowanych komputerowo na
podsumowania referencyjne, aby ocenic¢ jako$¢ podsumowania. Rdzne warianty ROUGE pozwalajg na
wglad w aspekty jakosci podsumowania.

* Wynik F1 — Wynik F1 jest przydatny w zadaniach klasyfikacyjnych, takich jak analiza sentymentu i
kategoryzacja tematow. Wyréwnuje on kompromis miedzy precyzjg a przypomnieniem, zapewniajgc
pojedynczg miare doktadnosci modelu w kategoryzowaniu lub klasyfikowaniu tekstu.

* QOcena cztowieka — Pomimo uzytecznosci zautomatyzowanych metryk, ludzka ocena pozostaje
kluczowa, szczegdlnie w przypadku zadan wymagajgcych subiektywnej oceny, takich jak generowanie
historii, pisanie kreatywne i agenci konwersacyjni. Ewaluatorzy mogg dostarczy¢ wgladu w takie
aspekty, jak naturalnos$¢ tekstu, jego adekwatnosé, kreatywnosé, a nawet subtelnosci humoru czy
sarkazmu. Ta jakosciowa ocena uzupetnia metryki ilosSciowe, oferujgc bardziej holistyczny obraz
wydajnosci modelu.

Ewaluacja specyficzna dla zadania jest niezbedna do pomiaru wydajnosci modelu w jego zamierzonym
zastosowaniu. Polega ona na uzyciu réznych metryk i czynnikdw w zaleznosci od zadania. Na przyktad
modele podsumowujgce sg oceniane za pomocg wynikéw ROUGE oraz ludzkich ocen spdjnosci i
informatywnosci podsumowan. Podobnie, modele pytan i odpowiedzi s3 oceniane pod katem
doktadnosci i trafnosci w odniesieniu do zadanych pytan. Ocena ta zapewnia, ze model dobrze radzi
sobie w ogdlnych wskaznikach oraz jest skuteczny i niezawodny w konkretnym przypadku uzycia.

ANALIZA BLEDOW

Analiza bteddw jest kluczowym elementem procesu oceny, obejmujgcym szczegdétowg analize miejsc i
przyczyn niezadowalajgcych wynikdw dostrojonego modelu. Analiza ta pomaga zidentyfikowac wzorce
btedéw modelu, ktére mozna kategorycznie podzieli¢ na btedy semantyczne, niescistosci faktyczne lub
niespojnosci jezykowe. Na przyktad, jesli model konsekwentnie popetnia btedy w rozumieniu
okreslonych typdéw zapytan lub generuje odpowiedzi z btedami faktycznymi, zostanie to uwypuklone
w analizie btedéw. Zrozumienie tych wzorcow bteddéw jest kluczowe dla dalszego udoskonalania
modelu i wprowadzania ukierunkowanych ulepszen. Pomaga rowniez zrozumie¢ ograniczenia modelu



i obszary, w ktorych moze wymagac¢ dodatkowych danych lub bardziej zaawansowanych metod
dostrajania. Przejdzmy teraz do dostrajania.

Dostrajanie

Teraz, gdy nasz zbiér danych jest gotowy i zweryfikowany, mozemy rozpocza¢ proces dostrajania. W
przypadku konieczno$ci dostrajania nalezy wykonaé dwa kroki. Najpierw przesytamy zbiér danych, nad
ktédrym pracowalismy w poprzednich sekcjach. Po przestaniu kazdy plik otrzymuje unikalny
identyfikator, ktory musimy zapisac. Ten identyfikator pliku przekazujemy jako jeden z parametréw do
zadania dostrajania, aby wiedziato, ktérego pliku uzyé w danym zadaniu. Mozemy to zrobié za pomoca
interfejsu APl lub graficznego interfejsu uzytkownika. Zobaczymy, jak to osiggnac za pomoca zestawu
SDK jezyka Python i Azure Al Studio. Nie pokaze wszystkich krokdw w ksigzce o graficznym interfejsie
uzytkownika, ale szczegdlty sg dostepne w towarzyszacym repozytorium GitHub pod adresem
https://bit.ly/GenAlBook. Zacznijmy od uzycia zestawu SDK.

DOSTRAJANIE ZA POMOCA SDK

Ponizszy listing pokazuje, jak korzysta¢ z SDK i metody files.create(), przekaza¢ nazwe pliku i okresli¢
jego przeznaczenie (dostrajanie).

Listing 5: Przesytanie zestawu danych w celu dostrojenia

import o=
from openai import Azuredpenil : o .
This version (or later) is
API VERSION = '2023-09-1l5-preview' I required for fine-tuning.
client = AzureCpendl |
api key=o=.getenv ["AOAI FT KEY') ) ;
api wersicn-API VERSION, ?wwunrulﬂhdydwT>wuh
azure endpoint = oce.getenv("ROAI FT ENDPOINT'})) | Ehik Cormection cetalis
TRAINING FILEMAME = 'data/emcji FT train.jsonl-®

Dataset that we need

# Upload the training dataset files to use for training

file = client.filea.create |
file=open| NING FILENAME, "rb"},
purpocge="£fine-tune"

print (*Training file ID:", file._id)

print (*Training file name:*, file.filenam=]

Po uruchomieniu tego fragmentu kodu otrzymamy nastepujacy wynik z identyfikatorem pliku, ktéry
musimy zna¢, wykonujac drugi krok:

Response:
Training file ID: file-ca4c57d7ad814211a2db49e0382c5a77
Training file name: emoji_FT_train.jsonl

Po przestaniu pliku musimy rozpoczgé zadanie dostrajania. W przypadku korzystania z zestawu SDK
odbywa sie to za pomocg metody fine_tunings.jobs.create(). Funkcja ta wymaga identyfikatora pliku
zestawu danych treningowych z poprzednich krokédw oraz modelu, ktdry ma zosta¢ uzyty. W naszym
przypadku chcemy dostroi¢ GPT-3.5 Turbo, a konkretnie model 0613. Okreslamy rowniez liczbe epok
potrzebnych do dostrajania. Na koniec, parametr sufiksu moze nam poméc w $ledzeniu i zarzadzaniu
dostrojonym modelem.



Listing 6: Rozpoczecie pracy nad dostrajaniem

import o=

from openai import AzureOpenAl : L .
This version (or later) is

API_VERSION = '2023-09-15-preview' 3 required for fine-tuning.

# Connect to the gerviice

client = AzureCpenAl |
api key=os.getenv('AOAI FT KEY') ) _ ) _
- et v Environment variables with
api_weraion=API_VERSION,

. connection details
azure_endpoint = ce.getenv('AOAI_FT _ENDFOINT']| !

# Begin by creating the fine-tuning job
ft = client.fine tuning.jobe.create(

. ing f£i =rfile-c 57d7adBE1421 2db4920318205a7T" =}
t]‘.:‘f.‘l.l"l-..J_--l:'! _1._5 adcs57d7adBEl4211a i9a & E The file ID you
model="gpt-35-turbo-0&613",
=rparameteras |

see will differ
from this one.

"n_epocha®:3
é:llffi.'—'.-"en'.-;-:'."
print (*Finetuning job ID:", £t.id)
Ten fragment kodu przesyta zadanie dostrajania, ktdre zostaje umieszczone w kolejce; w zaleznosci od
dostepnej pojemnosci w danym regionie i centrum danych, zadanie zostanie wykonane.
Przypominamy, ze dzieki Azure OpenAl mozna mieé¢ wiele regiondéw, w ktérych dostepne jest
dostrajanie. Nasz przyktad pokazuje identyfikator zadania z wywotania interfejsu API: Identyfikator
zadania dostrajania: ftjob-367ee1995af740a0bf24876221585f7a. W zaleznosci od rozmiaru zestawu
danych, modelu, ktéry chcemy dostroié, oraz hiperparametréw dostrajania, zadanie dostrajania moze

zajac kilka godzin. Interfejs APl zadan dostrajania zawiera wywotanie funkcji list(), za pomoca ktérego
mozemy wyswietli¢ wszystkie przestane zadania dostrajania.

Listing 7: Wylistowanie wszystkich zadan dostrajania
import os

from openai import AzureOpenAl

APl_VERSION = '2023-09-15-preview'

client = AzureOpenAl(
api_key=os.getenv('AOAI_FT_KEY'),
api_version=API_VERSION,

azure_endpoint = os.getenv('AOAI_FT_ENDPOINT'))
# List all the FT jobs

ft_jobs = client.fine_tuning.jobs.list()

for ft_job in ft_jobs:

print(ft_job.id, ft_job.status)

Przyktad takiego wyniku przedstawiono na listingu 9.8. Widzimy, ze ukonczylismy dwa zadania
dostrajajgce, o czym S$wiadczy status ,zakonczone sukcesem”; jedno zadanie ma obecnie status
yuruchomione”, co oznacza, ze trwa jedno aktywne zadanie dostrajajgce. Ostatnie zadanie



dostrajajgce (ftjob-367ee1995...), ktére wtasnie zgtosilismy jako oczekujgce, oznacza, ze zadanie jest w
kolejce do uruchomienia w przysztosci.

Listing 8: Wyijscie listy zadan dostrajania
ftjob-367ee1995af740a0bf24876221585f7a pending
ftjob-c41a9dc551834alaalbe8befe788a22b running
ftjob-1a7faac8856d46e48a038c02555fe6e5 succeeded
ftjob-505d5a8bd321406dbf4605b636b0c0cd succeeded

W przypadku konkretnego zadania dostrajania mozemy rowniez zobaczyé réine zdarzenia z nim
zwigzane. Ponizsza lista pokazuje przyktad, ponownie wykorzystujgc identyfikator naszego nowo
przestanego zadania (ftjob-367ee1995...).

Listing 9: Wypisywanie zdarzen z zadania dostrajania

import os

from openai import AzureOpenAl

APl_VERSION = '2023-09-15-preview'

client = AzureOpenAl(

api_key=os.getenv('AOAI_FT_KEY'),

api_version=API_VERSION,

azure_endpoint = os.getenv('AOAI_FT_ENDPOINT'))

#List all the FT events for the job from

Hearier: ftjob-367ee1995af740a0bf24876221585f7a

ft_job_events = client.fine_tuning.jobs.list_events(
fine_tuning_job_id="ftjob-367ee1995af740a0bf24876221585f7a ",
limit=2)

# Loop through the events and print the details

for ft_job_eventin ft_job_events:

print(ft_job_event.id, ft_job_event.message)

The output in this case is
ftevent-1e89dc7cc62046048bcea50delcccbb9 Jobs ahead in queue: 1
ftevent-42649f5¢7677472f83eaabcd4cde0dba Job enqueued.

= \Naiting for jobs ahead to complete

Mozemy réwniez co kilka sekund sprawdzaé status zadania i uruchamia¢ w ten sposéb kolejny
przeptyw pracy. W tym przypadku zadanie to dziatato przez okoto dwie godziny, zanim sie zakonczyto.



Do tego potrzebny jest pakiet IPython, ktédry mozna zainstalowa¢ w Condzie za pomoca polecenia
conda install ipython lub, jesli korzystamy z Pipa, za pomocg polecenia — pip install ipython.

Listing 10: Sondowanie w celu sprawdzenia stanu zadania dostrajania
# Define the APl version

API_VERSION = '2023-09-15-preview'

# Create an instance of the AzureOpenAl client

client = AzureOpenAl(

api_key=os.getenv('AOAI_FT_KEY'),

api_version=API_VERSION,

azure_endpoint = os.getenv('AOAI_FT_ENDPOINT'))

# Define the job ID of the fine-tuning job to track

JOB_ID = "ftjob-367ee1995af740a0bf24876221585f7a"

# Record the start time of the tracking

start_time = time.time()

# Get the status of the fine-tuning job

ft_job = client.fine_tuning.jobs.retrieve(JOB_ID)

status = ft_job.status

# If the job is not yet done, continue to poll its status every 30 seconds
while status not in ["succeeded", "failed"]:

ft_job = client.fine_tuning.jobs.retrieve(JOB_ID)

print(ft_job)

# Update the status

status = ft_job.status

# Print the elapsed time since the start of tracking

print("Elapsed time: {} minutes {} seconds".format(

= int((time.time() - start_time) // 60),

= int((time.time() - start_time) % 60)))

# Print the current status

print(f'Status: {status}')

# Clear the output before displaying new output — prevents flickering

clear_output(wait=True)



# Wait for 30 seconds before the next poll

time.sleep(30)

# Once the job is done, print its final status
print(f'Fine-tuning job {JOB_ID} finished with status: {status}')

W zaleznosci od modelu i dtugosci kolejki do zaplanowania zadania dostrajania, wykonanie jednego
zadania dostrajania moze zajg¢ kilka godzin. W tym czasie otrzymujemy metryki szkoleniowe, ktére
pomagajg nam zrozumied, jak przebiega proces szkolenia.

Dostrajanie metryk treningowych

Jak wspomniano wczesniej, trening moze zajgé kilka godzin; w przypadku bardziej ztozonych i
wiekszych modeli moze to zajgé kilka dni. Trening w tym czasie nie jest czarng skrzynky; w trakcie
procesu mozemy uzyskac¢ szczegétowe informacje na temat kluczowych metryk, aby uzyskaé ogdlny
obraz tego, co sie dzieje. Mamy trzy kluczowe metryki, ktére mozna $ledzic: strate treningowg, $rednig
doktadnos¢ tokena i doktadnos¢ tokena.

STRATA

Istniejg dwa aspekty straty: strata treningowa i strata walidacyjna. Strata treningowa mierzy réznice
miedzy przewidywaniami modelu a rzeczywistymi wynikami. Nizsza strata oznacza, ze model jest
doktadniejszy i ma mniej btedéw. Nizsze wartosci straty wskazujg na lepsza wydajnos$¢ modelu,
sugerujac, ze przewidywania modelu sg blizsze rzeczywistym danym. Jesli dysponujemy zbiorem
danych walidacyjnych (co jest wysoce zalecane), mamy rowniez dodatkowe metryki, ktére pozwalajg
nam mierzy¢ wydajnos¢ modelu. Strata walidacji to metryka mierzaca btad modelu w zestawie
walidacyjnym, czyli czeSci zestawu danych przeznaczonej do oceny wydajnosci modelu na nowych lub
nieznanych danych. Strate walidacyjng oblicza sie poprzez zsumowanie btedéw dla kazdego przyktadu
w zestawie walidacyjnym, uzywajac tej samej funkcji kosztu, co strata treningowa. Strate walidacyjng
zazwyczaj mierzy sie po kazdej epoce, czyli petnym przejsciu przez zestaw treningowy.

Rysunek 3 przedstawia przyktad straty podczas dostrajania za pomocg Azure OpenAl oraz wydajnosc
modelu podczas treningu.



1R | | | . I x 1| 1
Bt ol R B
'r-iv I L et 11 | ‘|| ,ﬂIM' )‘ l“”Il'!.' ;\ | ' 1’ il Ju i;: ‘ ", § ‘F u‘ !‘“ ' lj

! ! 10

'y | i | ‘I | M' o ‘ I

Wykres na rysunku przedstawiajgcy strate treningowg dla wynikéw dostrajania treningu ilustruje, jak
dobrze model uczy sie na podstawie danych treningowych. Widzimy wartos¢ straty dla kazdego kroku
treningu, czyli partii przyktadéw treningowych. O$ x to numer kroku, a o$ y to wartos¢ straty. Wykres
pokazuje, ze strata maleje wraz z trenowaniem modelu na wiekszej liczbie danych, co wskazuje na
poprawe jego wydajnosci. Jednak strata nie osigga zera, co oznacza, ze model nadal ma pewne btedy i
nie moze idealnie dopasowac¢ danych. Jest to normalne, poniewaz nadmierne dopasowanie danych
moze prowadzi¢ do stabej generalizacji nowych danych. Aby zinterpretowac wykres i okresli¢, czy
model dziata prawidtowo, a najlepiej, aby zapewni¢ dobre dopasowanie, chcemy, aby straty zaréwno
W procesie uczenia, jak i walidacji zmniejszyty sie do poziomu stabilnosci z minimalng rdznicg miedzy
nimi, co wskazuje na to, ze model dobrze sie uczy i generalizuje. Jesli straty w procesie uczenia malejga,
a straty w procesie walidacji rosng, model moze nadmiernie dopasowywac dane treningowe i nie
generalizowa¢ dobrze na nowe dane. Wreszcie, jesli straty w procesie uczenia i walidacji pozostajg
wysokie, model moze byé niedopasowany, co oznacza, ze nie uczy sie wystarczajgco dobrze
podstawowych wzorcéw danych. Nalezy wzigé¢ pod uwage skale strat i liczbe krokéw treningowych.
Model moze wymagacd dalszego trenowania, jesli straty sg nadal wysokie lub straty w procesie walidacji
jeszcze sie nie ustabilizowaty. Dla osdéb z doswiadczeniem lub wiedzg z zakresu modeli uczenia
maszynowego, ogolne podejscie do podziatu zbiordw danych treningowych i walidacyjnych oraz
interpretacji tych metryk jest bardzo podobne. Interesujagcym zjawiskiem jest to, ze dane na wykresie
strat fluktuujg, co wskazuje, ze wartosc strat moze sie réznié¢ w zaleznosci od probek w kazdej partii.
Zaszumiony model jest normalny; Jednak podczas dostrajania model uczy sie i poprawia swoja
wydajnosé, o ile strata maleje z czasem. Aby sprawdzié, czy dostrajanie jest dobre, zazwyczaj szukamy
niskiej i stabilnej straty walidacyjnej zblizonej do straty szkoleniowej. Progi dla wartosci uznawanych
za dobre straty sg subiektywne i bedg sie rézni¢ w zaleznosci od ztozonosci zadania i charakteru danych.

SREDNIA DOKtADNOSC TOKENOW



Srednia doktadnos¢ tokendw mierzy, jak dobrze dostrojony model poprawnie przewiduje kazdy token
w sekwencji wyjsciowe], ktdrg generuje lub przewiduje podczas uczenia. Jest ona wyrazana w
procentach, czyli jako odsetek tokendw, ktére model poprawnie przewiduje w zbiorze danych. Na
przyktad, jesli srednia doktadnos¢ tokendw wynosi 90%, oznacza to, ze $Srednio model poprawnie
przewiduje 90% tokendéw. Jest to S$rednia obliczona poprzez podzielenie liczby poprawnie
przewidzianych tokendw przez catkowitg liczbe tokendw w danych wyjsciowych. Podobnie jak w
przypadku straty sredniej doktadnosci tokendw, mamy dwie metryki: jedng dla treningu, a drugg dla
walidacji (zaktadajgc, ze dostarczono zbiér danych walidacyjnych). Rysunek 4 przedstawia s$rednig
doktadnos$¢ tokendw w procesie dostrajania dla treningu i walidacji.

Srednia doktadno$é tokendw dla treningu to $rednia doktadnosé przewidywan modelu na podstawie
danych treningowych. Mierzy ona, jak dobrze model uczy sie na podstawie danych treningowych i
adaptuje sie do nich. Wysoka srednia doktadnos¢ tokendw dla treningu sugeruje, ze model uczy sie
efektywnie na podstawie danych treningowych. Natomiast srednia doktadnos$¢ tokendw dla walidacji
to Srednia doktadnos¢ przewidywan modelu na podstawie danych walidacyjnych. Mierzy ona, jak
dobrze model generalizuje na nowe dane, ktérych wczesniej nie widziat. Wysoka srednia doktadnosc
tokenéw dla walidacji sugeruje, ze model nie przeucza danych treningowych i moze dobrze
generalizowa¢ na nowe dane. Réznica miedzy tymi dwiema metrykami moze pomadc w identyfikacji,
czy model nie przeucza danych treningowych. Zatézmy, ze $rednia dokfadnos¢ tokendw dla treningu
jest znacznie wyzsza niz srednia doktadnosé tokendw dla walidacji. W takim przypadku sugeruje to, ze
model nadmiernie dopasowuje sie do danych treningowych i nie generalizuje dobrze na nowe dane.
Natomiast jesli srednia doktadnos$¢ tokendw walidacyjnych jest znacznie nizsza niz srednia doktadnosé
tokendw treningowych, sugeruje to, ze model nie dopasowuje sie do danych treningowych i nie uczy
sie skutecznie. Ta metryka jest przydatna do oceny wydajnosci precyzyjnie dostrojonego modelu na
danych treningowych. Dobra srednia doktadnos¢ tokendw moze by¢ wzgledna i zalezy od konkretnego
zadania lub aplikacji. Zasadniczo wyzsza wartos¢ (blizsza 1,0) oznacza lepszg wydajnosé. Nie
odzwierciedla ona jednak, jak dobrze model generalizuje na nowe lub nieznane dane. Nalezy pamieta¢,
Ze interpretacja tych metryk moze zaleze¢ od konkretnego zadania lub aplikacji. Dlatego wazne jest,
aby rozwazy¢ inne metryki i oceny jakosciowe, aby uzyskaé kompleksowy obraz wydajnosci modelu.
Jakos¢ sredniej doktadnosci tokendw zalezy od ztozonosci zadania i charakteru tekstu. Wyzszej
doktadnosci (blizszej 100%) oczekuje sie w przypadku prostszych zadan lub tekstow o przewidywalnych



wzorcach. Nizsza doktadnos$é moze byé nadal korzystna w przypadku bardziej ztozonych zadan lub
zréznicowanych tekstow. Jednym ze sposobdw oceny, czy Srednia doktadnos¢ tokendw jest dobra, jest
poréwnanie jej z wartos$cig bazowa lub z wydajnosciag innych modeli dla tego samego zadania. Jesli
doktadnosé Twojego modelu jest wyzsza niz modelu bazowego lub podobnych modeli, to dobry znak.
Teraz, gdy rozumiemy podstawowe zasady dostrajania i korzystania z interfejsu wiersza polecen (CLI)
lub kodu, przyjrzyjmy sie, jak mozemy to osiggna¢ za pomocg Azure OpenAl i graficznego interfejsu
uzytkownika. Jak wspomniano wczesniej, postuzymy sie Azure OpenAl jako przyktadem, ale ten sam
proces dotyczy OpenAl.

Dostrajanie za pomoca Azure OpenAl

Zamiast korzystaé z zestawu SDK i interfejsu wiersza polecerr, mamy réwniez interfejs wizualny, ktéry
mozemy wykorzystac do osiggniecia tego samego rezultatu. Czesto reczne wykonanie tej czynnosci jest
lepszym rozwigzaniem niz uzycie kodu. Aby rozpoczgé dostrajanie w Azure OpenAl, po zalogowaniu sie
do Azure Portal i w Al Studio, w obszarze modeli, wybieramy opcje utworzenia modelu
niestandardowego (rysunek 5).

4 ; . ' o Amit Bahrow %
: Azure Al | Azure OpenAl Studio 2 ' C L&
® Steg (hwaden Comrel 50 &
Playground \zure A Models
& Chat Models
Azure OpenAl is powered by models with different capabilties and price points. Deploy one of the
i Completions provided base models 10 try it out in Jeend or train a custom model 1o your specific use case
and data for better performance and mare accurate results
B3 DALLE (Preview { base madals (2
Management 8ase models
Deployments ['" Create a custom w«:dvfl‘l Column optons "} Refresh
73 Models
a Model name M Cr Status Deploya
+ 3 Data files
De g babbage-002 ! 14 23 Succeeded Yes
% Quotas 3
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5 Pluging (Preveew)
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Przechodzimy przez kreator i wybieramy przestanie zestawdéw danych treningowych i walidacyjnych,
jak pokazano na rysunku 6.
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Back m Cancel

Uwaga: jesli zostaty one przestane za pomoca zestawu SDK, znajdziemy je tutaj, o ile znajdujg sie w
tych samych dzierzawach i majg to samo wdrozenie w punkcie koncowym. Rysunek 7 przedstawia
status i szczegdty kazdego z naszych zadan szkoleniowych.
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Majac juz dostrojony model, musimy go wdrozy¢ w sSrodowisku testowym, aby przeprowadzi¢ ocene.
Wdrozenie dostrojonego modelu

Wdrozenie dostrojonego modelu jest dos¢ proste. Nowy, dostrojony model pojawia sie jako kolejny
model dostepny do uzycia w naszej dzierzawie Azure lub subskrypcji OpenAl, jak pokazano
odpowiednio na rysunkach 8 i 9.
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Firma OpenAl uruchomita w srodowisku roboczym funkcje, ktéra pozwala uzytkownikom zobaczyé¢, jak
dopracowany model rézni sie od modelu bazowego, co moze by¢ przydatne wizualnie, ale

nieefektywne.

Whnioskowanie: Dopracowany model

Wracajac do naszego zadania, mamy teraz dopracowany model dla EmojiBot, w ktérym bot odpowiada
emotikonami w formacie uzywanym przez Microsoft Teams. Rysunek 10 pokazuje, jak zachowuje sie
gotowy model GPT-3.5 Turbo, gdy zostanie poproszony o odpowiedz emotikonami; jest to oczekiwane,

ale nie bedzie dziata¢ w Team:s.
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Jednak doswiadczenie z tymi samymi pytaniami za pomocg naszego udoskonalonego,
zaawansowanego EmojiBota jest zupetnie inne, jak pokazano na rysunku 11. Tutaj, na te same pytania
co poprzednio, otrzymujemy odpowiedz w formacie, ktérego bedziemy mogli uzywaé w Teams.
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Jednak tatwo jest uzyskac catkowicie niepoprawne wyniki w odpowiedzi na te same pytania z
poprzednich pytan i przy tych samych ustawieniach parametréw (rysunek 12). Dopracowang
odpowiedz modelu widzimy w emotikonach — (Pizza) i (Czuje sie zmeczony) — ale wynik nie jest taki,
jakiego oczekiwalismy.
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(Pizza) s 3 popular and delicows food that origimated in italy, It typically consists of a round, flattened base of dough topped with vanous ingredients, such as
tomato sauce, cheese, and vanous toppngs like vegetables, meats, and herbs. Pizza can be baked in an oven or cocked in a wood-fred oven for a crispy crust. it
is enjoyed by people all over the world and comes in various styles, such as Neapolitan, New York-style, Chicago deep-dish, and more. Lét me know if you have
any speofic questions about pizza!

| amn quite tred today &

(Feeling tered) &5 a common experience that can be caused by various factors, such as lack of sleep, physical or mental exertion, stress, or certain medical
conditions. To combat tiredness, it is important to priontize getting enough restiul sleep, mamtaining a balanced diet, staying hydrated, and engaging in regular
physical actaaty. Taking short breaks, practiong relaxation techniques lce deep breathing or meditation, and avoiding excessive caffeine and sugar intake can
also help boost enerqy levels M fatigue persists or is affecting your dady e, it may be beneficial to consult a healthcare professional for further evaluation and
guidance.

Aby rozwigza¢ ten problem, musimy zmodyfikowaé¢ komunikat systemowy, aby model reagowat za
pomocg emoji, tam gdzie to mozliwe. To doskonaty sposéb na zakoriczenie, przypominajac, ze ztozone
podejscie obejmujgce inzynierie natychmiastowg, RAG i dostrajanie (tam, gdzie wymaga tego zadanie)
jest wiasciwym podejsciem w prawie wszystkich przypadkach. Teraz, gdy poznalismy juz metody
dostrajania modelu i kroki, ktdre nalezy podjagé, przetgczmy sie i przyjrzyjmy sie niektérym podstawom
technologii, ktdra umozliwi to dziatanie. Sciéle rzecz biorac, nie jest to wymagane do dostrajania, ale
pomoze nam zrozumiec¢ pewne niuanse, aby osiggnac lepsze rezultaty w dostrajaniu. Zaczniemy od
zrozumienia, jak szkolimy LLM i, ogdélnie rzecz biorac, na czym polegajg poszczegdlne kroki.

Szkolenie LLM

Do zrozumienia adaptacji modelu oraz technik i zwigzanych z nimi ograniczen pomocne bedzie
przeanalizowanie, co to oznacza i co jest potrzebne do przeprowadzenia petnego szkolenia LLM.
Ogdlnie rzecz biorgc, gdybysmy mieli przeprowadzi¢ petne szkolenie i zbudowa¢ LLM od podstaw,
szkolenie to obejmowatoby cztery gtdwne etapy, jak pokazano na rysunku 13.
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Przyjrzyjmy sie kazdemu etapowi bardziej szczegétowo.
Wstepne trenowanie

Podstawowe modele LLM s3 tworzone na tym wstepnym etapie. Omoéwilismy je w rozdziale 2. S to
oryginalne, wstepnie wytrenowane modele, trenowane na ogromnym korpusie danych tekstowych.
Potrafig generowac tekst na podstawie wzorcéw poznanych podczas trenowania. Niektérzy nazywaja
je réwniez surowymi modelami jezykowymi.

UWAGA: Cho¢ wydajne, te modele bazowe sg mniej odpowiednie do zastosowan ogélnych, poniewaz
mogg wymagac dostosowania swoich odpowiedzi do konkretnych intencji lub instrukcji uzytkownika.
Przypominaja raczej surowe silniki generowania tekstu, pozbawione udoskonalonej zdolnosci do
rozumienia i przestrzegania niuansow polecen uzytkownika. Modele bazowe nie odpowiadajg na
pytania i czesto odpowiadajg za pomoca wiekszej liczby pytan. Natomiast instruktorzy sg
dostosowywani tak, aby byli bardziej interaktywni i przyjazni dla uzytkownika, co czyni ich bardziej
odpowiednimi do szerokiego zakresu zastosowan, od chatbotdw obstugi klienta po narzedzia
edukacyjne, gdzie zrozumienie i doktadne przestrzeganie instrukcji ma kluczowe znaczenie.

Dostrajanie nadzorowane: Dostrajanie nadzorowane (SFT) to kolejny etap. Na tym etapie model
bazowy jest udoskonalany za pomocg wysokie]j jakosci danych specyficznych dla danej dziedziny. Te
zbiory danych sktadajg sie z par polecen i odpowiedzi, tworzonych recznie (czesto przez ludzkich
wykonawcéw), ktdrych jest mniej niz na poprzednim etapie, ale sg one znacznie lepszej jakosci.
Kontrahenci postepujg zgodnie ze szczegétowa dokumentacjg, aby tworzyé pary monit-odpowiedz,
zapewniajgc trafnosc i jakos¢. Podobnie jak na ostatnim etapie wstepnego szkolenia, model SFT jest
trenowany w celu przewidywania kolejnego tokena w tych parach, ale s3 one mniej doktadne i
kontekstowe podczas generowania odpowiedzi.

SFT to technika optymalizacji modeli LLM na oznaczonych danych dla konkretnego zadania
downstream, takiego jak analiza sentymentu, podsumowanie tekstu lub ttumaczenie maszynowe. W
dalszej czesci rozdziatu oméwimy dodatkowe szczegdty dotyczace metod i podejsé SFT.

Modelowanie nagrdd: Trzecig fazg jest modelowanie nagrdd, pierwsza czesé procesu uczenia sie
wzmacniajacego na podstawie informacji zwrotnej od cztowieka (RLHF). Gtdwnym celem na tym etapie
jest opracowanie modelu, ktéry moze oceniaé i klasyfikowaé odpowiedzi na podstawie ich jakosci i
trafnosci. W tym celu model SFT (z poprzedniego etapu) generuje wiele odpowiedzi na monit, ktére
nastepnie kontrahenci klasyfikujg na podstawie réznych kryteriéw, takich jak wiedza specjalistyczna,
weryfikacja faktow i wykonanie kodu. Te rankingi trenujg model nagrody, ktory uczy sie punktowac
odpowiedzi, tak jak robig to ludzie.

Uczenie przez wzmacnianie: To druga czes¢ procesu RLHF, ktérej celem jest zwiekszenie zdolnosci
modelu jezykowego do generowania wysokiej jakosci odpowiedzi poprzez iteracyjne sprzezenie
zwrotne. Na tym ostatnim etapie model nagrody punktuje odpowiedzi generowane przez model SFT
dla wielu podpowiedzi. Punkty te sg wykorzystywane do dalszego trenowania modelu SFT, co
ostatecznie prowadzi do stworzenia modelu RLHF. Model RLHF dostosowuje modele LLM do ludzkich
preferencji lub oczekiwan dotyczgcych danego zadania lub dziedziny, takiej jak czat, kodowanie czy
pisanie kreatywne.

Bezposrednia optymalizacja polityki

Bezposrednia optymalizacja polityki (DPO) [6] to kolejna technika, bedaca nowym rodzajem
parametryzacji modelu nagrody w RLHF, wykorzystywana do precyzyjnego dostrajania modeli LLM w
celu dopasowania ich do naszych preferencji. Wykorzystuje ona zaleznos¢ miedzy funkcjami nagrody



a optymalnymi politykami. Pozwala nam poming¢ opisany wczes$niej etap modelowania nagrody, o ile
ludzkie sprzezenie zwrotne mozna wyrazi¢ w kategoriach binarnych — czyli dokona¢ wyboru miedzy
dwiema opcjami. DPO moze rozwigza¢ problem maksymalizacji nagrody z ograniczeniami w
pojedynczej fazie szkolenia polityki, traktujgc go zasadniczo jako problem klasyfikacji. PPO wymaga
modelu nagrody i ztozonego procesu optymalizacji opartego na RL; DPO pomija jednak etap
modelowania nagrody i bezposrednio optymalizuje model jezyka na podstawie danych o
preferencjach, co moze by¢ prostsze i bardziej wydajne. Poniewaz DPO eliminuje potrzebe trenowania
modelu nagrody zamiast trenowania modelu nagrody i optymalizacji polityki na podstawie tego
modelu, mozemy bezposrednio optymalizowac polityke. Ta cecha sprawia, ze podejscie to jest szybsze
i wymaga uzycia mniejszej ilosci zasobéw niz w przypadku RLHF z PPO.

Techniki adaptacji modelu

Istnieje kilka technik adaptacji modelu, z ktérych kazda zapewnia unikalne podejscie i jest odpowiednia
dla réznych scenariuszy, w zaleznosci od konkretnych wymagan (tj. rozmiaru modelu, dostepnych
zasobOw obliczeniowych i pozgdanego poziomu adaptacji). Jedng z gtéwnych technik powszechnie
stosowanych do adaptacji modeli LLM jest algorytm niskiego rankingu adaptacyjnego (LoRA), ktéry
zostanie omoéwiony bardziej szczegétowo w nastepnym rozdziale. W LoRA, zamiast aktualizowac
wszystkie wagi w modelu, modyfikowany jest tylko niewielki podzbiér parametréw, wprowadzany jako
macierze niskiego rzedu. Takie podejscie umozliwia efektywne trenowanie i adaptacje, przy
jednoczesnym zachowaniu wiekszosci struktury i wiedzy wstepnie wytrenowanego modelu. Efektywne
dostrajanie parametrow (PEFT) to koncepcja w uczeniu maszynowym, ktdra odnosi sie do metod
adaptacji i dostrajania duzych, wstepnie wytrenowanych modeli, takich jak GPT-3.5, w celu
zminimalizowania liczby parametréw wymagajgcych aktualizacji. To podejscie jest szczegdlnie cenne
w przypadku duzych modeli, poniewaz zmniejsza wymagania obliczeniowe i moze tagodzi¢ problemy,
takie jak nadmierne dopasowanie. Techniki PEFT majg na celu uczynienie dostrajania bardziej
dostepnym i wydajnym, zwtaszcza dla uzytkownikédw o ograniczonych zasobach obliczeniowych —
LoRA jest przyktadem metody PEFT. Katastroficzne zapominanie to zjawisko, w ktérym model traci
zdolnos¢ do dobrego wykonywania poprzednich zadan po dostrojeniu do nowych zadan. Moze sie to
zdarzy¢, gdy model nadpisuje swoje oryginalne parametry parametrami specyficznymi dla zadania,
zapominajac w ten sposéb ogdlng wiedze, ktérej nauczyt sie podczas wstepnego trenowania. Podczas
wdrazania PEFT w celu zapobiegania katastrofalnemu zapominaniu dostrajamy tylko maty podzbiér
parametréw, jednoczesnie utrzymujac wiekszosé wstepnie wytrenowanych parametréw na statym
poziomie. W ten sposéb model moze zachowaé swojg zdolnos¢ generalizacji i adaptacji do nowych
zadan bez utraty poprzedniej wydajnosci. Nadzorowane dostrajanie (SFT) to inny rodzaj techniki
adaptacji; Jest to specyficzny rodzaj dostrajania, w ktérym model jest dodatkowo trenowany na
oznaczonym zbiorze danych. Jest nadzorowany, poniewaz proces trenowania wykorzystuje zbiér
danych, ktéry paruje dane wejsciowe z odpowiednimi danymi wyjsciowymi (etykietami). SFT jest
szczegoblnie powszechne w zadaniach takich jak klasyfikacja, gdzie model musi nauczy¢ sie kojarzenia
okreslonych danych wejsciowych z oznaczonymi danymi wyjsciowymi. SFT jest podzbiorem szerszego
procesu dostrajania, specjalnie dostosowanym do sytuacji, w ktérych dostepne sg oznaczone dane.
Oczywiscie kazda technika ma swoje unikalne podejscie i jest odpowiednia dla réznych scenariuszy, w
zaleznosci od konkretnych wymagan, takich jak rozmiar modelu, dostepne zasoby obliczeniowe i
pozadany poziom adaptacji. Tabela 2 przedstawia niektére z wazniejszych, oprdcz LoRA.

Technika: Opis

Dostrajanie za pomocg komend: Dostrajanie za pomocg komend to technika dostosowywania LLMS do
roznych zadan poprzez dostarczanie okreslonych wskazéwek lub komend, ktére kierujg ich
generowaniem lub przewidywaniem. Nie wymaga ponownego trenowania modelu ani aktualizacji jego



wag, co czyni jg szybszg i taiszg niz dostrajanie precyzyjne. Jest szczegdlnie przydatna w zadaniach
wymagajacych jedynie niewielkiej adaptacji.

Moduty adaptera: Modele adaptera sg uzywane w dostrajaniu LLM do dodawania matych i
specyficznych dla danego zadania modutéw (matych sieci neuronowych) do wstepnie wytrenowanego
modelu i trenowania tylko tych modutéw na danych specyficznych dla danego zadania. Sg one réwniez
elastyczne i modutowe, poniewaz mozna je tatwo dodawac lub usuwaé dla réznych zadan bez wptywu
na wstepnie wytrenowany model.

Tylko odchylenie (BitFit): Tylko odchylenie (BitFit) to technika dostrajania LLM poprzez modyfikacje
tylko warunkéw odchylenia modelu lub ich podzbioru. Oferuje minimalistyczne podejscie do adaptacji,
wymagajac jeszcze mniej parametréw do trenowania niz LoRA. BitFit opiera sie na dostrajaniu, gtéwnie
eksponujac wiedze zdobytg podczas wstepnego treningu, a nie nabywajac nowej wiedzy specyficznej
dla danego zadania.

Zamrazanie warstw: Zamrazanie warstw to technika dostrajania, ktdra utrzymuje niektdre warstwy
modelu niezmienne, a aktualizuje tylko pozostate. Ta metoda pozwala na wiekszg kontrole nad tym,
ktdre aspekty modelu sg dostosowywane i moze skrdcié czas treningu.

Destylacja wiedzy: Polega na trenowaniu mniejszego, bardziej wydajnego modelu (ucznia), aby
nasladowat zachowanie wiekszego, wstepnie wytrenowanego modelu (nauczyciela). Ta metoda jest
przydatna do wdrazania LLM w $rodowiskach o ograniczonych zasobach.

Meta-uczenie: Koncentruje sie na trenowaniu modelu, aby szybko uczyt sie nowych zadan przy
minimalnej ilosci danych; czesto obejmuje trenowanie roznych zadan, aby model mégt efektywniej
dostosowywac sie do nowych, nieznanych zadan. Dostrajanie réznicowe prywatnosci: Wykorzystuje
techniki ochrony prywatnosci podczas dostrajania w celu ochrony poufnych danych. Jest to niezbedne
w aplikacjach, w ktérych prywatnos¢ i bezpieczenstwo danych majg kluczowe znaczenie. Uczenie sie
przez wzmacnianie na podstawie informacji zwrotnej od cztowieka (RLHF): Polega na dostrajaniu
modeli w oparciu o informacje zwrotne lub nagrody uzyskane w wyniku interakcji lub ocen z ludZzmi.
Jest przydatne w zadaniach, w ktérych osad cztowieka ma kluczowe znaczenie, takich jak moderacja
tresci.

Kazda technika wigze sie z kompromisem miedzy wymaganymi zasobami obliczeniowymi, osiggnietym
poziomem specjalizacji oraz zachowaniem pierwotnych mozliwosci modelu. Wybér techniki zalezy od
konkretnego zastosowania, ograniczen Srodowiska wdrozeniowego oraz celéw adaptacji modelu.
Teraz, gdy znasz juz rézne techniki, przyjrzyjmy sie blizej LoRA, gtéwnej technice dostrajania duzych
modeli, takich jak GPT.

Adaptacja niskiej rangi

LoRA, czyli adaptacja niskiej rangi , to metoda zaprojektowana specjalnie do adaptacji modeli LLM.
Stanowi ona efektywng alternatywe dla tradycyjnych metod dostrajania, co jest szczegdlnie przydatne
w scenariuszach, w ktdrych dostrajanie duzych modeli moze by¢ zasobochtonne i trudne. LoRA opiera
sie na wprowadzaniu minimalnych, ale strategicznych modyfikacji do wstepnie wytrenowanego
modelu bez zmiany jego catej architektury. Osigga to poprzez wprowadzenie koncepcji macierzy niskiej
rangi. Zamiast modyfikowaé cate macierze wag sieci neuronowej, LoRA wstawia do modelu mate
macierze niskiej rangi. Macierze te sg naktadane na warstwy modelu (uwagi i sprzezenia zwrotnego)
podczas przebiegdw w przdd i w tyt, jak pokazano na rysunku 14.
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Jak widzieliSmy, modele LLM sg zbudowane w oparciu o architektury gtebokiego uczenia sktadajgce sie
z wielu warstw zaprojektowanych do przetwarzania i rozumienia jezyka ludzkiego. Ponadto LoRA
ponownie trenuje selektywnie tylko te macierze niskiej rangi, podczas gdy oryginalne, wstepnie
wytrenowane wagi pozostajg zamrozone. To selektywne ponowne trenowanie znaczgco zmniejsza
zapotrzebowanie na zasoby obliczeniowe. Na rysunku 14, wejscie (X) na dole diagramu reprezentuje
dane wejsciowe wprowadzone do warstwy z wstepnie wytrenowanymi wagami. A i B to parametry
adaptacyjne, ktére zostang zaktualizowane podczas dostrajania, a W to oryginalna, wstepnie
wytrenowana waga, ktdora pozostaje zamrozona. Chcgc dostroi¢ zadanie, mozemy przechowywac i
tadowac tylko kilka parametrow specyficznych dla zadania wraz z wstepnie wytrenowanym modelem.
Takie podejscie pomaga poprawi¢ wydajnos¢ w czasie wykonywania dla réznych pdzniejszych
adaptacji. Daje to LoRA kilka korzysci, w tym:

* Efektywnos¢ zasobéw — LoRA wymaga znacznie mniejszej mocy obliczeniowej niz tradycyjne
dostrajanie petnego modelu, co czyni jg bardziej dostepna do adaptacji duzych modeli.

* Zachowanie generalizacji — LoRA zachowuje mozliwosci generalizacyjne bazowego modelu LLM, nie
zmieniajac oryginalnych, wstepnie wytrenowanych wag, jednoczesnie umozliwiajgc specjalizacje.

* Szybsza adaptacja — proces jest szybszy dzieki mniejszej liczbie zaktualizowanych parametréw, co
umozliwia szybkie wdrazanie zaadaptowanych modeli.

* Skalowalnos$¢ — LoRA jest szczegdlnie skuteczna w przypadku duzych modeli, w ktérych dostrajanie
catego modelu moze by¢ niepraktyczne ze wzgledu na ograniczenia zasobdéw.

LoRA to ekonomiczna i wydajna metoda dla modeli jezykowych, ktéra umozliwia szybkie przetaczanie
sie miedzy zadaniami. QLoRA to wariant LoRA, ktéry dodatkowo redukuje liczbe parametrow poprzez
kwantyzacje macierzy niskiego rzedu i moze osiggngé nawet 99% redukcje parametréw (poprzez
implementacje 8-bitowego optymalizatora do kwantyzacji), przy jednoczesnym zachowaniu lub
poprawie wydajnosci modelu.

KWANTYZACIJA

Kwantyzacja to kolejna technika, ktdra zmniejsza zapotrzebowanie modelu na pamie¢ i moc
obliczeniowg poprzez reprezentowanie parametrow za pomocg mniejszej liczby bitdw. Kwantyzacja
modelu oznacza zmniejszenie precyzji parametréw modelu, takich jak wagi i odchylenia, z liczb
zmiennoprzecinkowych o wysokiej precyzji (32- lub 16-bitowych) do liczb o niskiej precyzji (8- lub 4-
bitowych). Moze to zmniejszy¢ rozmiar modelu i przyspieszy¢ wnioskowanie, ale moze réwniez
wptynaé na doktadnosé modelu. Kwantowanie jest szczegdlnie przydatne w modelach LLM, ktére moga
miec¢ miliardy parametréw i wymagac duzej ilosci pamieci oraz obliczen. Kwantowanie modelu pozwala
na bardziej wydajne i skalowalne wdrazanie i wnioskowanie. Na przyktad DistilBERT to skwantowana



wersja BERT, modelu LLM dla przetwarzania jezyka naturalnego. Ma o 40% mniej parametréw niz
BERT, ale zachowuje 97% wydajnosci BERT. Na pierwszy rzut oka kwantyzacja jest podobna do LoRA,
poniewaz oba modele majg na celu poprawe wydajnosci i skalowalnosci modeli LLM. Jednak réznig sie
one znacznie pod wzgledem podejscia i kompromisow:

* LoRA zmniejsza liczbe parametrow mozliwych do trenowania poprzez zamrozenie wstepnie
wytrenowanych wag modelu i wstrzykniecie macierzy niskiego rzedu do kazdej warstwy. Pozwala to
na szybsze dostrajanie i adaptacje do nowych zadai. LoRA zachowuje réowniez petng precyzje wag
modelu, co oznacza, ze nie zmniejsza zuzycia pamieci ani opdznien wnioskowania.

* Kwantowanie zmniejsza zapotrzebowanie modelu na pamiec i obliczenia poprzez reprezentowanie
parametréw za pomocg mniejszej liczby bitdw, takich jak INT4. Ta cecha pozwala na mniejsze rozmiary
modelu i szybsze wnioskowanie, ale wprowadza rowniez btedy kwantyzacji i szum, ktdre mogg obnizy¢
wydajnos¢ modelu. Kwantowanie wymaga rowniez starannej kalibracji i optymalizacji w celu
zminimalizowania utraty doktadnos$ci i odpornosci.

* Kwantowane LoRA (QLoRA) to kolejna technika, ktorej celem jest poprawa wydajnosci parametrow
precyzyjnie dostrojonych modeli LLM. Rozszerza ona LoRA poprzez dodanie kwantyzacji do procesu.
Oznacza to, ze wagi adapteréw LoRA sg kwantyzowane z nizszg precyzja, np. 4 bitami, co znacznie
zmniejsza rozmiar pamieci modelu. Gtéwng zaletg QLoRA jest jej zdolnos¢ do réwnowazenia
wydajnosci i efektywnosci pamieci, co czyni jg odpowiednig opcjg w przypadku ograniczonych
zasobow. Pomimo nizszej precyzji, QLoRA, w rdézinych zadaniach, wykazuje podobny poziom
efektywnosci jak jej niekwantyzowana wersja, LoRA. To sprawia, ze QLoRA jest atrakcyjnym wyborem
dla uzytkownikéw, ktérzy chca korzysta¢ z wydajnych modeli jezykowych bez wysokich kosztéow
obliczeniowych.

Gtéwne kompromisy miedzy LoRA i QLoRA dotycza réwnowagi miedzy wydajnoscia, efektywnoscia
pamieci i zasobami obliczeniowymi. LoRA zapewnia dobrg réwnowage miedzy wydajnoscia a
efektywnoscig, podczas gdy QLoRA maksymalizuje oszczednos$é pamieci, co moze mieé kluczowe
znaczenie w niektdérych przypadkach uzycia. Wybdr miedzy nimi zalezy od specyficznych potrzeb
danego zadania i ograniczen Srodowiska wdrozenia. Eksperymentowanie jest wazne, aby okreslic,
ktdra metoda najlepiej odpowiada potrzebom. Jesli wysoka doktadnosc jest bardzo wazna, a zasoby
obliczeniowe sg wystarczajace, LORA moze by¢ najlepszym wyborem. Jesli wazniejsza jest efektywnosc¢
pamieci, QLoRA bedzie lepszym wyborem, zwtaszcza jesdli niewielki spadek wydajnosci jest
akceptowalny dla danej aplikacji.

Nauczanie nowej wiedzy za pomocg dostrajania

Czesto panuje btedne przekonanie, ze dostrajanie uczy model nowej wiedzy (lub informacji). To
nieprawda. SFT nie uczy modelu nowej wiedzy w tradycyjnym sensie. Wiedza dostrojonego modelu
ogranicza sie do tego, co byto obecne w danych przedtreningowych do ostatniej aktualizacji. Model
nie nabywa nowej wiedzy zewnetrznej podczas procesu dostrajania. Zamiast tego udoskonala i
dostosowuje istniejgcg wiedze i mozliwosci modelu, aby lepiej radzit sobie z okreslonymi zadaniami lub
w okreslonych domenach. SFT jedynie udoskonala istniejgcg wiedze, jak opisano tutaj:

* Wykorzystanie wiedzy wstepnie wytrenowanej — w SFT model zostat juz wytrenowany na duzym,
zréznicowanym zbiorze danych. To wstepne szkolenie zapewnia szerokg baze wiedzy ogdlnej i
rozumienia jezyka.

* Koncentracja na konkretnych zadaniach — podczas SFT istniejgca wiedza modelu jest udoskonalana,
aby byta bardziej efektywna w okreslonych zadaniach. Na przyktad, jesli dostosujesz model jezykowy



do tekstéw medycznych, model ten staje sie bardziej biegty w rozumieniu i generowaniu jezyka
zwigzanego z medycyng. Niekoniecznie jednak uczy on nowych faktéw na temat medycyny.

* Dostosowywanie wag pod katem trafnosci — dostrajanie skutecznie dostosowuje wewnetrzne
parametry (lub wagi) modelu, aby uwydatni¢ pewne cechy lub wzorce podczas formutowania prognoz
lub generowania tekstu. Ten proces sprawia, ze model jest bardziej wrazliwy na niuanse konkretnych
danych, na podstawie ktérych zostat dostrojony.

SFT dostosowuje istniejgcg wiedze i mozliwosci modelu, aby byty bardziej efektywne w okreslonych
zastosowaniach, zamiast uczy¢ go nowej, zewnetrznej wiedzy. Proces ten polega na dostosowaniu
wewnetrznego rozumienia modelu i mechanizmdéw generowania odpowiedzi, aby lepiej odpowiadaty
charakterystyce danych dostrajajgcych.

Przeglad RLHF

Uczenie sie przez wzmacnianie na podstawie informacji zwrotnej od cztowieka (RLHF) to
zaawansowane podejscie ML, ktére tgczy uczenie przez wzmacnianie (RL) i uczenie nadzorowane. W
przeciwienstwie do tradycyjnego RL, ktére opiera sie na predefiniowanych funkcjach nagrody, RLHF
integruje ludzki osad z uczeniem sie, proszac ludzi o ocene zachowania agenta i udzielenie informacji
zwrotnej, takiej jak oceny, preferencje lub sugestie. Ta informacja zwrotna pomaga agentowi poprawic
swojg wydajnos¢ i dostosowac sie do ludzkich wartosci lub preferencji. W szczegdlnosci zwieksza
pomocnos¢ i prawdomoéwnosé w generowaniu, jednoczes$nie minimalizujgc szkody i stronniczosé.
Modele Instruct firmy OpenAl, obecnie modele domysine, sg przyktadami modeli opartych na RLHF i
wdrazanych na duzg skale . Anthropic, kolejny startup z branzy Al zatozony przez bytych pracownikéw
OpenAl, dazy do zbudowania systemdéw LLMS, takich jak Claude, ktére sg niezawodne, interpretowalne
i sterowalne. Opublikowali oni swoje podejscie do RLHF, w tym powigzane dane dotyczgce preferencji
cztowieka . Metoda RLHF jest szczegdlnie cenna, gdy zdefiniowanie jednoznacznej funkcji nagrody jest
trudne lub gdy kluczowe sg ludzkie preferencje, subiektywne oceny i niuanse. Jest wykorzystywana w
zadaniach przetwarzania jezyka naturalnego, takich jak konwersacja i generowanie tresci, gdzie liczy
sie subiektywna jakos¢. RLHF wspomaga moderacje tresci w mediach spotecznosciowych poprzez
zrozumienie niuanséw kontekstowych. Spersonalizowane systemy rekomendacji pomagajg
dostosowac sugestie do indywidualnych upodoban. Jest cenna dla spotecznie akceptowalnej i
komfortowej robotyki oraz zachowan interakcji cztowiek-komputer. Etyczne podejmowanie decyzji
pomaga sztucznej inteligencji w dostosowaniu sie do ludzkich wartosci. RLHF poprawia wydajnos¢
sztucznej inteligencji w ztozonych grach, kreatywnych przedsiewzieciach, takich jak sztuka i muzyka,
oraz w opiece zdrowotnej, umozliwiajgc podejmowanie spersonalizowanych decyzji medycznych. Te
zastosowania podkreslajg role RLHF w dostosowaniu sztucznej inteligencji do ztozonej i subiektywne;j
natury ludzkich preferencji i ocen. RLHF moze poprawi¢ wydajno$é, spdjnosé i réznorodnosé
programow LLM w rdznych zadaniach, takich jak generowanie tekstu, streszczanie czy dialog. Modele
Instruct to podstawowe modele LLM, ktére zostaty dostrojone przy uzyciu podejscia RLHF i jak
pokazano na rysunku 15, znacznie przewyzszajg podstawowe modele LLM.
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UWAGA: Modele bazowe to oryginalne, wstepnie wytrenowane modele, ktére nie zostaty dopasowane
do konkretnych wartosci i generalnie nie nadajg sie do uzytku produkcyjnego.

Struktura RLHF uczy model wykonywania zadan w sposdb, w jaki chcieliby tego ludzie, wykorzystujac
ludzkie informacje zwrotne jako wskazéwke. Ta metoda jest szczegdlnie istotna w dziedzinach, w
ktérych pozadany wynik jest subiektywny lub silnie zalezny od kontekstu, takich jak przetwarzanie
jezyka naturalnego (NLP), generowanie tresci i systemy podejmowania decyzji. Kluczowe fazy
sktadajace sie na RLHF przedstawiono na rysunku 16.
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Komponenty te dziatajg w tandemie, tworzgc solidny system uczenia sie, w ktérym model moze uczy¢
sie ztozonych zadan zorientowanych na cztowieka, wykraczajgcych poza mozliwosci tradycyjnych
podejs¢ uczenia maszynowego. Integracja informacji zwrotnej od cztowieka jest kluczowa dla
zniwelowania luki miedzy algorytmicznym podejmowaniem decyzji a ludzkim osgdem. Przyjrzyjmy sie
blizej fazom RLHF:

* Dostrajanie nadzorowane — Ta faza obejmuje trenowanie modelu na zbiorze danych przyktadéw
generowanych przez cztowieka. Przyktady te demonstrujg pozgdane rezultaty lub zachowania,
stanowigc punkt odniesienia dla modelu, z ktérego moze sie uczyé. Pomaga to modelowi zrozumieé
kontekst i niuanse zadan interpretowane przez cztowieka.

* Modelowanie nagréd — Na tym etapie trenowany jest oddzielny model, znany jako model nagrdd,
w celu przewidywania jakosci wynikéw generowanych przez model gtéwny. Model nagrdd jest
trenowany z wykorzystaniem ludzkich osgdéw, czesto obejmujgcych oceny lub preferencje dotyczace
roznych wynikéw. Model ten skutecznie przektada subiektywne oceny ludzkie na ilosciowe informacje
zwrotne, ktére model gtdwny moze wykorzystaé do nauki.

* Optymalizacja polityki proksymalnej (PPO) — PPO to algorytm RL, ktéry iteracyjnie ulepsza polityke
modelu gtéwnego (proces decyzyjny). Algorytm aktualizuje polityke modelu, aby zmaksymalizowac
nagrody przewidywane przez model nagréd. PPO zostat wybrany ze wzgledu na stabilno$¢ i wydajnosé
w obstudze duzych i ztozonych modeli.

* Petla sprzezenia zwrotnego — ta petla obejmuje ciggty wktad ze strony ewaluatordow, ktérzy oceniajg
jakos¢ wynikdw modelu. Informacja zwrotna jest wykorzystywana do dalszego trenowania modelu
nagrod, tworzac dynamiczne srodowisko uczenia sie, w ktérym model dostosowuje sie do
zmieniajgcych sie ludzkich preferencji i standardéw. Petla zapewnia, ze model pozostaje zgodny z
ludzkimi oczekiwaniami i moze dostosowywac sie do zmian.

UWAGA: PPO-ptx to adaptacja algorytmu PPO dostosowana do precyzyjnego dostrajania RLHF.
Integruje ona odniesienie do oryginalnego modelu LLM, aby utrzymaé wydajnos$¢, jednoczesnie
dopasowujac wyniki modelu do ludzkich preferencji. Takie podejScie pomaga ztagodzi¢ podatek od
dopasowania, zapewniajac, ze LLM pozostaje efektywny i zréznicowany pod wzgledem wynikéw po
szkoleniu. Zasadniczo PPO-ptx réwnowazy wiedze modelu zdobytg przed szkoleniem z nowa
informacjg zwrotng, aby stworzyé wysoce wydajny model LLM, zgodny z ludzkimi wartosciami. RLHF
moze wydawac sie pod wieloma wzgledami idealnym rozwigzaniem, ale przedsiebiorstwa muszg by¢
Swiadome pewnych wyzwan. Przyjrzyjmy sie im.

Wyzwania zwigzane z RLHF

RLHF to potezna technika uczenia modeli ztozonych zadan, ale wigze sie z wieloma praktycznymi
wyzwaniami i ograniczeniami dla przedsiebiorstw. System RLHF wymaga duzej ilosci danych o ludzkich
preferencjach, ktdre sg trudne do uzyskania, poniewaz angazujg inne osoby, ktdre nie biorg udziatu w
procesie szkolenia. Skutecznos¢ RLHF zalezy od jakosci adnotacji ludzkich, ktdre ludzie potrafig napisac,
na przyktad gdy dostosowujg poczatkowy model LLM w InstructGPT lub oceniaja, jak bardzo podobajg
im sie rézne wyniki modelu. Niektore z tych wyzwan to:

* Ztozonos$é techniczna — wdrozenie RLHF wymaga zaawansowanych umiejetnosci i wiedzy z zakresu
uczenia maszynowego, przetwarzania jezyka naturalnego i przetwarzania jezyka naturalnego. Wiaze
sie to rowniez ze ztozonymi procesami konfiguracji i konserwacji, takimi jak konfiguracja architektury
modelu, systemow nagréd i mechanizmow sprzezenia zwrotnego.



* Intensywno$¢ obliczeniowa — modele RLHF wymagajg wielu zasobdw obliczeniowych, takich jak
procesory graficzne i serwery, co moze byc¢ kosztowne. Zalezg one réwniez od jakosci i ilosci informacji
zwrotnych od ludzi, ktére mogg by¢ trudne do uzyskania i przetworzenia. Z praktycznego punktu
widzenia, wiele informacji zwrotnych od ludzi pochodzi od pracownikéw kontraktowych (lub
dorywczych) na platformach crowdsourcingowych, gdzie znalezienie odpowiednio wykwalifikowanych
0s6b w okreslonych dziedzinach moze by¢ trudne. Ponadto zapewnienie zrdznicowanego i
obiektywnego zbioru danych do szkolenia moze by¢ trudne i wymagaé duzych naktadéw
obliczeniowych.

* Brak skalowalnosci — modele RLHF s3 trudne do skalowania w aplikacjach na duzg skale, wymagajac
ciggtego sprzezenia zwrotnego od cztowieka i rosngcych zasobdow obliczeniowych. Trudno je rowniez
dostosowac do réznych domen lub zmieniajgcych sie srodowisk danych, co skutkuje ograniczong
adaptowalnoscig i mozliwoscig personalizacji.

* Jako$¢ — modele RLHF sg podatne na stronniczo$¢, poniewaz odzwierciedlajg subiektywne opinie i
potencjalne uprzedzenia osdéb dostarczajgcych informacje zwrotne. Zapewnienie etycznego
uzytkowania i obiektywnych wynikéw jest priorytetem. Utrzymanie spdjnej jakosci informacji
zwrotnych od cztowieka moze by¢ trudne, poniewaz ludzka ocena moze sie zmienia¢ i wptywaé na
niezawodno$¢ i wydajnosé modelu. Prébujac zbudowaé pomocny model, ktéry unika szkdd, istnieje
nieodtgczne napiecie miedzy tymi dwoma wymiarami. Udzielanie zbyt wielu uprzejmych odpowiedzi,
takich jak ,Przepraszam, jestem modelem Al i nie moge panu w tym poméc” lub podobnych, ogranicza
uzyteczno$¢ modelu. Organizacje muszg zréwnowazy¢ i ztagodzié¢ ten problem, korzystajgc z
dodatkowych wskazowek, szkolen i innych technik uczenia maszynowego, aby tworzy¢ syntetyczne
dane, gdzie to mozliwe.

* Koszt — modele RLHF sg kosztowne we wdrozeniu i obstudze. Koszty obejmujg infrastrukture, zasoby
obliczeniowe, akwizycje danych i zatrudnienie wykwalifikowanych specjalistow. Istniejg rowniez state
koszty operacyjne zwigzane z zarzgdzaniem danymi, aktualizacjami modeli i ciggta integracjg informaciji
zwrotnych. Koszty te mogg byc¢ znaczne, szczegdlnie w przypadku wdrozen na duzg skale.

* Dane — trudno jest stworzy¢ dobry tekst napisany przez cztowieka, odpowiadajgcy na konkretne
pytania, poniewaz zazwyczaj oznacza to ptacenie pracownikom w niepetnym wymiarze godzin (zamiast
uzytkownikom produktu lub crowdsourcingowi). Na szczescie ilos¢ danych potrzebna do trenowania
modelu nagréd dla wiekszosci zastosowan RLHF (~50 tys. etykiet preferencji) nie jest az tak kosztowna.
Jest to jednak nadal wiecej, niz zazwyczaj mogg sobie pozwoli¢ laboratoria akademickie. Istnieje tylko
jeden duzy zbiér danych dla RLHF w ogdlnym modelu jezykowym (z Anthropic) i kilka mniejszych
zbioréw danych dla konkretnych zadan (takich jak dane podsumowujgce z OpenAl). Innym problemem
zwigzanym z danymi dla RLHF jest to, ze annotatorzy mogg sie znacznie réznié, co sprawia, ze dane
treningowe sg bardzo zaszumione bez prawdziwej odpowiedzi.

RLHF oferuje zaawansowane mozliwosci w nauczaniu modeli do wykonywania ztozonych zadan; jednak
jego wdrozenie w przedsiebiorstwach jest utrudnione ze wzgledu na ztozono$¢ techniczng,
zapotrzebowanie na zasoby, problemy ze skalowalnoscig, wzgledy etyczne i wysokie koszty. Z jednej
strony bariery te utrudniajg wielu organizacjom wdrazanie i utrzymywanie systeméw RLHF w praktyce.
Z drugiej strony, ci, ktérzy potrafig to wdrozy¢, zwtaszcza niektdre firmy techniczne, takie jak OpenAl i
Anthropic, mogg na tym skorzysta¢. Zobaczmy, jak mozna skalowa¢ wdrozenie RLHF.

Skalowanie wdrozenia RLHF

Skalowanie wdrozenia RLHF dla LLM wymaga wieloptaszczyznowego podejscia, ktdre rownowazy
wydajnosé, réznorodnosé i kontrole jakosci. Po pierwsze, automatyzacja gromadzenia danych i



wdrozenie efektywnych mechanizméw sprzezenia zwrotnego majg kluczowe znaczenie dla obstugi
duzych ilosci danych i informacji zwrotnych. Zautomatyzowane systemy mogg gromadzi¢ dane z
réznych zrédet lub za posrednictwem interfejsdw zaprojektowanych z myslg o efektywnej interakcji
miedzyludzkiej. Wykorzystanie duzej, zréinicowanej grupy ewaluatorow jest niezbedne do
uchwycenia szerokiego zakresu perspektyw, co pomaga modelowi by¢ bardziej stabilnym i mniej
stronniczym. Aby zapewnic¢ merytoryczng warto$¢ informacji zwrotnej, mozna zastosowad inteligentne
strategie doboru proby, takie jak aktywne uczenie sie, w celu identyfikacji i priorytetyzacji najbardziej
wartosciowych instancji do oceny. Paralelizacja i dystrybucja zadan pomiedzy wielu ewaluatoréw moze
znacznie przyspieszy¢ proces ewaluacji. System moze obstugiwaé przetwarzanie danych na duzg skale
i trenowanie modeli dzieki skalowalnej infrastrukturze. Wdrozenie srodkdw kontroli jakosci, takich jak
walidacja krzyzowa miedzy ewaluatorami i algorytmami, w celu wykrywania btedéw i utrzymania
jakosci oraz spdéjnosci informacji zwrotnej. Regularne monitorowanie i ocena dziatania modelu moze
pomadc w zrozumieniu skutkéw RLHF i ukierunkowaniu ciggtego doskonalenia. Wreszcie, kluczowe sg
wzgledy etyczne i ograniczanie bteddéw. Zapewnienie, Ze informacje zwrotne nie wzmacniajg
szkodliwych stereotypdw, oraz aktywne reagowanie na potencjalne btedy majg kluczowe znaczenie
dla tworzenia sprawiedliwych i odpowiedzialnych modeli. Ogdlnie rzecz biorgc, skalowanie RLHF dla
LLM wymaga kompleksowego podejscia, ktore integruje strategie techniczne, logistyczne i etyczne,
dazac do stworzenia systemu, ktory skutecznie uwzglednia opinie ludzi w procesie uczenia sie modelu.

Podsumowanie

* Adaptacja modelu powinna by¢ oparta na zestawie przypadkdw uzycia i powinna by¢ ostatecznoscia
dla przedsiebiorstw prébujgcych ulepszy¢ model w tych zadaniach.

* Szybkie prace inzynieryjne i RAG muszg wspotdziataé z dostrajaniem w sposéb ztozony.

* Prawidtowo przeprowadzone dostrajanie ma duzy potencjat wzrostu wydajnosci i potencjalnych
oszczednosci kosztow.

* Dostrajanie wigze sie z wysokimi kosztami i nalezy by¢ Swiadomym wyzwan, takich jak
zapotrzebowanie na dane specyficzne dla danego zadania, zasoby obliczeniowe, ocena wydajnosci i
kwestie etyczne.

* Dostrajanie powinno by¢ przeprowadzane w potaczeniu z ewaluacjg i czesto wymaga wielu iteracji,
aby uzyskaé model gotowy do wdrozenia produkcyjnego.

* Wybdr metryk do oceny dostrojonych modeli w duzej mierze zalezy od konkretnego zastosowania i
celédw modelu.

* Gtéwnymi technikami adaptacji modelu, ktore sg bardziej optacalne, sg dostrajanie nadzorowane
(SFT), dostrajanie efektywne parametrycznie (PEFT) i adaptacja niskiego rzedu (LoRA).



