Wprowadzenie do duzych modeli jezykowych

Duze modele jezykowe (LLM) to generatywne modele sztucznej inteligencji, ktére potrafig rozumiec i
generowac tekst przypominajgcy tekst ludzki na podstawie danych wejsciowych. LLM stanowig
podstawe wielu zadan przetwarzania jezyka naturalnego (NLP), takich jak wyszukiwanie, zamiana
mowy na tekst, analiza sentymentu, streszczanie tekstu i wiele innych. Ponadto sg to uniwersalne
modele jezykowe, ktére sg wstepnie wytrenowane i mogg by¢ precyzyjnie dostrajane do konkretnych
zadan i celow.

Tu zgtebiamy fascynujgcy sSwiat LLM i ich transformacyjny wptyw na sztuczng inteligencje (Al). Jako
znaczacy postep w dziedzinie Al, LLM wykazaty niezwykte mozliwosci w zakresie rozumienia i
generowania tekstu zblizonego do ludzkiego, umozliwiajgc tym samym liczne zastosowania w réznych
branzach. Zagtebiamy sie w krytyczne przypadki uzycia LLM, rdzne typy LLM oraz koncepcje modeli
fundamentalnych, ktdre zrewolucjonizowaty rozwdj Al. Sekcja omawia podstawowe koncepcje LLM,
takie jak prompty, inzynieria promptéw, osadzenia, tokeny, parametry modelu, okna kontekstowe,
architektura transformatoréw i zachowania emergentne. Na koniec poréwnujemy open source'owe i
komercyjne LLM, podkreslajgc ich zalety i wady. Pod koniec bedziesz mie¢ kompleksowe zrozumienie
LLM i ich wptywu na zastosowania i badania nad Al. LLM opierajg sie na modelach fundamentalnych,
dlatego zaczniemy od omodwienia, czym sg te modele, zanim przejdziemy do bardziej szczegdétowego
omowienia LLM.

Przeglad modeli fundamentalnych

Wprowadzone przez naukowcédw ze Stanford w 2021 roku, modele fundamentalne znaczgco zmienity
konstrukcje systeméw sztucznej inteligencji. Odchodzg one od modeli ukierunkowanych na konkretne
zadania, przechodzac w szersze, bardziej adaptacyjne modele trenowane na duzych wolumenach
danych. Modele te doskonale sprawdzajg sie w réznorodnych zadaniach zwigzanych z jezykiem
naturalnym, takich jak ttumaczenie maszynowe i odpowiadanie na pytania, poniewaz uczg sie ogdlnych
reprezentacji jezyka z rozlegtych zbioréw danych tekstowych i kodowych. Reprezentacje te mogg by¢
nastepnie wykorzystywane do wykonywania rdinych zadan, nawet tych, w ktérych nie byty
bezposrednio trenowane, jak pokazano na rysunku. Méwigc bardziej technicznie, modele
fundamentalne wykorzystujg sprawdzone techniki uczenia maszynowego, takie jak uczenie
samonadzorowane i uczenie transferowe, umozliwiajgc im zastosowanie zdobytej wiedzy w réznych
zadaniach. Opracowane za pomocg gtebokiego uczenia, modele te wykorzystujg wielowarstwowe
sztuczne sieci neuronowe do rozumienia ztozonych wzorcéw danych; stad ich biegtos¢ w pracy z
danymi nieustrukturyzowanymi, takimi jak obrazy, dzwiek i tekst. Dotyczy to rowniez sygnatéw 3D —
danych reprezentujacych atrybuty 3D, ktére rejestrujg wymiary przestrzenne i gtebie, takich jak
chmury punktéw 3D z czujnikdw LiDAR, obrazowanie medyczne 3D, takie jak tomografia
komputerowa, lub modele 3D wykorzystywane w grafice komputerowej i symulacjach. Mozna je
wykorzysta¢ do tworzenia prognoz w oparciu o dane 3D w takich zadaniach, jak rozpoznawanie
obiektéw, rozumienie scen i nawigacja w robotyce i pojazdach autonomicznych.

UWAGA: Transfer uczenia to technika uczenia maszynowego, w ktérej model opracowany dla jednego
zadania jest ponownie wykorzystywany jako punkt wyjscia dla podobnego zadania. Zamiast zaczynac
od zera, wykorzystujemy wiedze z poprzedniego zadania, aby lepiej wykonaé¢ nowe. To tak, jakby
wykorzysta¢ wiedze z poprzedniej pracy, aby osiggna¢ sukces w nowej, ale powigzanej pracy.

Generatywna sztuczna inteligencja i modele fundamentalne s3 ze sobg S$ciSle powigzane. Jak
wspomniano, modele fundamentalne, trenowane na ogromnych zbiorach danych, mozna dostosowac
do wykonywania réinych zadan; ta wtasciwos¢ sprawia, ze sg one szczegdlnie odpowiednie dla
generatywnej sztucznej inteligencji i umozliwia tworzenie nowych tresci. Szeroka baza wiedzy tych



modeli umozliwia efektywne uczenie transferowe, ktére moze by¢ wykorzystane do generowania
nowych, adekwatnych pod wzgledem tekstowym tresci w réznych dziedzinach. Reprezentujg one
ujednolicone podejscie, w ktérym pojedynczy model moze generowaé réznorodne wyniki, oferujgc
najnowoczesniejszg wydajnos¢ dzieki rozbudowanemu procesowi uczenia. Bez modeli
fundamentalnych, stanowigcych podstawe, nie bytoby generatywnych modeli sztucznej inteligencji.
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Oto kilka przyktadéw popularnych modeli bazowych:

* Rodzina GPT (Generative Pre-trained Transformer) to rodzina modeli NLP opracowana przez OpenAl.
Jest to obszerny model jezykowy trenowany na ogromnym zbiorze danych tekstowych i kodowych, co
umozliwia generowanie tekstu, ttumaczenie jezykdw, pisanie kreatywnych tresci i udzielanie
informacyjnych odpowiedzi na pytania. GPT-4, najnowsza wersja w momencie pisania tego tekstu, jest
rowniez modelem multimodalnym — moze zarzgdzac zaréwno jezykiem, jak i obrazami.

* Codex to obszerny model jezykowy trenowany specjalnie na kodzie, uzywany do wspomagania
generowania kodu. Obstuguje ponad tuzin jezykdw programowania, w tym niektore z
najpopularniejszych, takie jak C#, Java, Python, Java Script, SQL, Go, PHP i Shell.

* Claude to absolwent LLM stworzony przez startup Anthropic. Podobnie jak ChatGPT OpenAl,
przewiduje on kolejny token w sekwencji po otrzymaniu okreslonego monitu i moze generowac tekst,
pisac¢ kod, podsumowywac i wnioskowac.

* BERT (Bidirectional Encoder Representations from Transformers) to model przetwarzania jezyka
naturalnego opracowany przez Google. Jest to model dwukierunkowy, co oznacza, ze moze
przetwarzac tekst w obu kierunkach, od lewej do prawej i od prawej do lewej. Ta funkcja utatwia
zrozumienie kontekstu stéw i fraz.



* PaLM (Pathway Language Model) i jego nastepca PaLM2 to rozbudowane multimodalne modele
jezykowe opracowane przez Google. Model multimodalny moze przetwarzac tekst, kod i obrazy
jednoczesnie, co umozliwia wykonywanie szerszego zakresu zadan w tych modalnosciach w
poréwnaniu z tradycyjnymi modelami jezykowymi dziatajgcymi tylko w jednej modalnosci.

* Gemini to najnowszy model sztucznej inteligencji Google, zdolny do rozumienia tekstu, obrazow,
filméw i dzwieku. Jest to model multimodalny, ktdry opisuje sie jako zdolny do wykonywania ztozonych
zadan z matematyki, fizyki i innych dziedzin, a takze do rozumienia i generowania wysokie]j jako$ci kodu
w réznych jezykach programowania. Gemini zostat od podstaw zaprojektowany jako multimodalny, co
oznacza, ze moze generalizowac i ptynnie rozumieé, operowac na réznych typach informacji oraz tgczy¢
je. Jest to rowniez nowa nazwa zbiorcza wszystkich narzedzi sztucznej inteligencji firmy Google,
zastepujgca Google Bard i Duet Al, i jest uwazana za nastepce modelu PaLM.

Po wytrenowaniu modelu podstawowego mozna go dostosowaé do szerokiego zakresu zadan dalszych
poprzez precyzyjne dostrojenie jego parametrow. Dostrajanie polega na dostosowywaniu parametréw
modelu w celu optymalizacji go pod katem konkretnego zadania. Mozna to zrobi¢ przy uzyciu
niewielkiej ilo$ci oznaczonych danych. Dostrajajgc te modele pod katem konkretnych zadan lub
dziedzin, wykorzystujemy ich ogdlng wiedze o jezyku i uzupetniamy jg o wiedze specyficzng dla danego
zadania. Zalety tego podejscia obejmujg efektywnosé¢ czasowag i zasobowg, a takze niezwykig
wszechstronnos$¢. Model mozna réwniez dostosowaé za pomocg inzynierii Prompt, ktérg oméwimy w
dalszej czesci tego rozdziatu. Teraz, gdy wiemy wiecej o modelach podstawowych, przyjrzyjmy sie
modelom LLM.

Omowienie modeli LLM

Modele LLM stanowig znaczacy postep w dziedzinie sztucznej inteligencji. S3 one trenowane na
ogromnej ilosci danych tekstowych, takich jak ksigzki, artykuty i strony internetowe, aby uczy¢ sie
wzorcow w jezyku ludzkim. Sg réwniez trudne w opracowaniu i utrzymaniu, poniewaz wymagaja
duzych zasobéw danych, obliczeniowych i inzynieryjnych. ChatGPT firmy OpenAl jest przyktadem
modelu LLM — generuje on tekst imitujacy tekst ludzki, przewidujgc prawdopodobieristwo
wystgpienia stowa, biorgc pod uwage stowa juz uzyte w tekscie. Model uczy sie generowac spdjne i
kontekstowo istotne zdania, dostosowujgc swoje parametry wewnetrzne, aby zminimalizowad réznice
miedzy przewidywaniami a rzeczywistymi wynikami w danych treningowych. Podczas generowania
tekstu model wybiera stowo o najwyzszym prawdopodobienstwie jako kolejny wynik, a nastepnie
powtarza proces dla kolejnego stowa.

Modele LLM to fundamentalne modele dostosowane do zadan przetwarzania jezyka naturalnego i
generowania jezyka. Te modele LLM s3g uniwersalne i mogg obstugiwaé zadania bez danych
treningowych specyficznych dla danego zadania. Jak pokrdtce opisano w poprzednim rozdziale, po
otrzymaniu odpowiedniego polecenia mogg odpowiadac¢ na pytania, pisa¢ eseje, streszczac teksty,
ttumaczy¢ jezyki, a nawet generowac kod. Modele LLM mozna zastosowaé¢ w wielu aplikacjach w
réznych branzach - od podsumowan po klasyfikacje, chatboty pytan i odpowiedzi, generowanie tresci,
analize danych, ekstrakcje encji i wiele innych. Zanim przejdziemy do szczegétéw modeli LLM,
przyjrzyjmy sie architekturze Transformer, ktéra umozliwia powstanie tych podstawowych modeli.

Architektura transformatoréw

Transformatory stanowig fundament modeli fundamentalnych i odpowiadajg za ich niezwykte
mozliwosci rozumienia jezyka. Model transformatora zostat po raz pierwszy przedstawiony w artykule
,Attention Is All You Need” autorstwa Vaswaniego i in. w 2017 roku . Od tego czasu modele oparte na
transformatorach staty sie najnowoczesniejszym rozwigzaniem w wielu zadaniach. GPT i BERT s3



przyktadami modeli opartych na transformatorach, a ,7” w GPT oznacza , Transformers”. W swojej
istocie transformatory wykorzystujag mechanizm znany jako uwaga (a konkretnie samouwaga), ktéry
pozwala modelowi uwzgledniac caty kontekst zdania, uwzgledniajgc wszystkie stowa jednoczesnie,
zamiast przetwarzaé zdanie stowo po stowie. To podejscie jest bardziej wydajne i moze poprawic¢ wyniki
wielu zadan NLP. Zaletg tego podejscia jest to, ze uwzglednia zaleznosci niezaleznie od ich potozenia w
tekscie, co jest kluczowym czynnikiem w rozumieniu jezyka. Jest to kluczowe w przypadku zadan takich
jak ttumaczenie maszynowe i streszczanie tekstu, gdzie znaczenie zdania moze zaleze¢ od termindw
oddalonych od siebie o kilka stéw. Sieci transformatorowe mogg paralelizowaé swoje obliczenia, co
sprawia, ze sg znacznie szybsze w trenowaniu niz inne typy sieci neuronowych. Ten mechanizm
pozwala modelowi skupié sie na najistotniejszych czesciach danych wejsciowych zadania. W kontekscie
generatywnej sztucznej inteligencji, model transformatorowy pobieratby dane wejsciowe (takie jak
podpowiedz) i generowat dane wyjsciowe (takie jak nastepne stowo lub dokonczenie zdania), oceniajac
znaczenie kazdej czesci danych wejsciowych w generowaniu danych wyjsciowych. Na przyktad w
zdaniu ,,Kot usiadt na...” model transformatorowy prawdopodobnie nadatby duzg wage stowu , kot”
przy okreslaniu, ze prawdopodobnym nastepnym stowem moze byé ,mata”. Modele te wykazujg
wiasciwosci generatywne, przewidujac nastepny element w sekwencji — nastepne stowo w zdaniu lub
nastepng nute w melodii. Zbadamy to doktadniej w nastepnym rozdziale. Modele transformatorowe
sg zazwyczaj bardzo duze, wymagajac znacznych zasobdow obliczeniowych do trenowania i
uzytkowania. Uzywajac analogii do samochodu, wyobrazmy sobie modele transformatorowe jako
dotadowane silniki, ktére potrzebujg duzej mocy do pracy, ale potrafig zdumiewajgco wiele zdziatac.
Mozna je postrzegaé jako kolejny krok po modelach takich jak ResNET 50, ktéry stuzy do rozpoznawania
obrazéw. Podczas gdy ResNET 50 przypomina samochdd z 50 biegami, GPT-3 firmy OpenAl przypomina
megaciezarowke z 96 biegami i dodatkowymi funkcjami. Ze wzgledu na swoje zaawansowane
mozliwosci, modele te s najlepszym wyborem do tworzenia inteligentnych wynikéw Al. Modele LLM
wykorzystujg transformatory, ktére sktadajg sie z enkodera i dekodera. Koder przetwarza tekst
wejsciowy (tj. monit) i generuje sekwencje standow ukrytych, ktére reprezentujg znaczenie tekstu
wejsciowego. Dekoder wykorzystuje te stany ukryte do generowania tekstu wyjsciowego. Te enkodery
i dekodery tworzg jedng warstwe, podobng do mini-mdézgu. Wiele warstw mozna uktadac¢ jedna na
drugiej. Jak wspomniano wczesniej, GPT3 to model wytgcznie dekoderowy z 96 warstwami.

Punkt odciecia treningu

W kontekscie modeli fundamentalnych punkt odciecia treningu odnosi sie do punktu, w ktérym koriczy
sie trening modelu, czyli do momentu zebrania danych uzytych do trenowania modelu. W przypadku
modeli Al opracowanych przez OpenAl, takich jak GPT-3 lub GPT-4, punkt odciecia treningu przypada
na moment, w ktéorym model zostat ostatnio wytrenowany na nowych danych. Ten punkt odciecia jest
istotny, poniewaz po tym momencie model nie jest Swiadomy zadnych zdarzen, postepdw, nowych
koncepcji ani zmian w uzyciu jezyka. Na przyktad, punkt odciecia danych treningowych dla GPT-3.5
Turbo przypadat na wrzesien 2021 r., dla GPT-4 Turbo na kwiecien 2023 r., a dla GPT-40 na pazdziernik
2023 r., co oznacza, ze model nie jest Swiadomy rzeczywistych wydarzen ani postepéw w réznych
dziedzinach po tym punkcie. Kluczowe jest to, ze chociaz modele te mogg generowaé tekst na
podstawie danych, na ktdrych zostaty wytrenowane, nie uczg sie ani nie aktualizujg swojej wiedzy po
osiggnieciu punktu odciecia treningu. Nie mogg uzyskiwac dostepu ani pobieraé informacji w czasie
rzeczywistym z Internetu ani zadnej zewnetrznej bazy danych. Ich odpowiedzi s3 generowane
wyltgcznie na podstawie wzorcdw, ktdrych nauczyli sie podczas szkolenia.

UWAGA: Niedawna zapowiedz, ze wersje premium ChatGPT beda miaty dostep do internetu za
posrednictwem wtyczki Bing, nie oznacza, ze model dysponuje bardziej aktualnymi informacjami.



Wykorzystuje to wzorzec zwany RAG (generacja rozszerzona o pobieranie), ktéry zostanie oméwiony
w dalszej czesci.

Rodzaje LLM

Jak pokazano w tabeli, istniejg trzy kategorie LLM. Médwigc o LLM, kluczowy jest kontekst, ktéry w
niektérych przypadkach moze byé nieoczywisty. Ma to ogromne znaczenie, poniewaz sciezki, ktdrymi
mozemy podazaé, korzystajgc z modeli, nie s3 wymienne, a wybdr odpowiedniego typu zalezy od
przypadku uzycia, ktéry préobujemy rozwigzaé. Ponadto istnieje rédwniez zaleznos¢ od tego, jak
skutecznie mozna dostosowa¢ modele do konkretnych przypadkéw uzycia.

Typ LLM: Opis

Bazowy LLM: S3 to oryginalne modele, wstepnie wytrenowane na ogromnym korpusie danych
tekstowych, ktdre mogg generowac tekst w oparciu o wzorce poznane podczas tego szkolenia.
Niektdérzy nazywaijg je réwniez surowymi modelami jezykowymi, a nawet modelami fundamentalnymi;
mozna ich uzywac od razu do generowania tekstu. Uczg sie zaawansowanych i ogdlnych reprezentacji,
ale brakuje im specjalistycznej wiedzy w danym zadaniu. Model DaVinci GPT-3 jest przyktadem
bazowego LLM.

LLM oparty na instrukcjach: Polega na uzyciu bazowego LLM i podaniu wyraznych instrukcji w
natychmiastowym wprowadzeniu. W wielu przyktadach, ktére widzielismy w poprzednim rozdziale,
instruowaliSmy model, aby wykonywat instrukcje, takie jak ,Przettumacz ponizszy tekst na francuski:”
lub ,,Podsumuj ten artykut:”. Czasami te modele sg réwniez nazywane modelami LLM dostrojonymi do
instrukcji.

Dostrojony LLM: Dostrojenie polega na wykorzystaniu bazowego LLM i dalszym trenowaniu go w
zadaniu, w ktérym moze sobie stabo radzié, czesto w okreslonej domenie. Przyktadem moze by¢
trenowanie modelu w oparciu o literature medyczng, jesli chcemy, aby rozumiat on zagadnienia
medyczne, lub trenowanie go w oparciu o interakcje z obstugg klienta, jesli chcemy, aby odpowiadat
na zapytania klientéw z konkretnej branzy. Dostrajanie moze pomdc w zwiekszeniu doktadnosci
modelu lub jego przydatnosci w okreslonych zadaniach lub domenach, ale wymaga dodatkowych
danych i czasu na trenowanie.

Warto zauwazy¢, ze wszystkie te metody majg swoje wady i zalety:

* Podstawowe modele LLM s3 wszechstronne i mogg obstugiwac¢ wiele zadan bez dodatkowego
szkolenia. Mogg jednak nie by¢ tak doktadne i niezawodne, jak bysmy tego oczekiwali w przypadku
konkretnych zadan lub dziedzin, zwtaszcza w Srodowisku korporacyjnym.

* Wykorzystanie oparte na instrukcjach moze by¢ bardzo skuteczne w przypadku niektérych zadan, ale
wymaga starannego, szybkiego tworzenia i nie zmienia zasadniczo mozliwosci modelu. To wtasnie tutaj
stosuje sie wiele technik szybkiego projektowania i najlepszych praktyk.

* Dostrajanie moze przynie$¢ doskonate rezultaty w przypadku konkretnych zadan lub dziedzin.
Wymaga jednak dodatkowych zasobdw i wigze sie z ryzykiem przeuczenia danych treningowych, co
moze ograniczy¢ zdolno$¢ modelu do generalizacji na nowe przyktady.

Ponadto, mozna zastosowac podejscia (bez préb, z matg liczbg préb i transfer learning), aby dodatkowo
dostosowa¢ model LLM do konkretnego zadania, aby poprawié¢ jego wydajnos¢ i zwiekszyc
niezawodnos¢ w tych konkretnych dziedzinach. Do pewnego stopnia rodzaj wdrozonego modelu LLM
rowniez determinuje, ktére podejscie jest lepiej dopasowane do potrzeb. Kazde podejscie ma swoje



mocne i stabe strony, a wybér najlepszego zalezy od konkretnego zadania, dostepnych danych i
dostepnych zasobdéw:

* Uczenie sie bez prob — model moze generalizowac na zadanie, nie widzac przyktadéw tego zadania
podczas treningu. Na przyktad, moglibySmy poprosi¢ model wyszkolony tylko w jezyku angielskim o
przettumaczenie z angielskiego na niemiecki, nawet jesli nie widziat zadnych konkretnych przyktadéw
jezyka niemieckiego podczas treningu. Moze on wykonaé to ttumaczenie bez préb, wykorzystujac
podobienstwo semantyczne, osadzanie stdw i uczenie maszynowe. Korzystajac z tych technik, mozemy
zmierzy¢, jak podobne sg dwa stowa nawet w réznych jezykach.

* Uczenie sie bez prob — polega ono na pokazaniu modelowi przyktadow zadania, ktére chcemy
wykonaé, a nastepnie poproszeniu modelu o wykonanie tego samego zadania z nowym przyktadem.
Zatem, jesli chcemy, aby model zidentyfikowat nastréj tweeta, mozemy pokaza¢ mu kilka przyktadéw
tweetdw i powigzanego nastroju, a nastepnie poprosic¢ go o przewidzenie nastroju nowego tweeta.

* Uczenie transferowe — polega na wytrenowaniu modelu na jednym zadaniu, a nastepnie
wykorzystaniu zdobytej wiedzy do innego, ale powigzanego zadania. Na przyktad, chociaz LLM-y
zostaty przeszkolone w zakresie obstugi jezyka, a nie konkretnych zgtoszen klienta, mogg byc
wykorzystywane do kategoryzowania zgtoszen klienta do réznych kategorii, takich jak rozliczenia,
problemy techniczne lub zapytania ogdlne. Moze to usprawnié¢ proces obstugi klienta i zapewnié
szybkie rozwigzanie problemu, a co za tym idzie — wyzszy poziom satysfakcji klienta.

Mate modele jezykowe

Mate modele jezykowe (SLM) to nowy trend, ktdry wzbudzit zainteresowanie wielu przedsiebiorstw.
Sg to pomniejszone wersje wiekszych modeli jezykowych, zaprojektowane tak, aby zapewnic¢ wiele
korzysci ich wiekszych odpowiednikéw, a jednoczesnie by¢ bardziej wydajne pod wzgledem zasobow i
dostepne. RAznig sie one od modeli LLM (np. GPT-4) pod kilkoma wzgledami, przede wszystkim pod
wzgledem rozmiaru i ztozonosci, zasobdw obliczeniowych, kosztéw szkolenia i operacyjnych oraz
jakosci dziatania. Techniki takie jak destylacja wiedzy i transfer uczenia sie pozwalaja mniejszym
modelom osigga¢ doskonate wyniki w analizie, ttumaczeniu i podsumowywaniu dzieki szybszemu
szkoleniu. W niektérych przypadkach mogg one rowniez dorownywac wiekszym modelom LLM lub je
przewyzszaé, co czyni je przetomowymi. Jesli chodzi o rozmiar i ztozono$é, modele SLM sg zauwazalnie
mniejsze i majg mniej parametrow niz duze modele, takie jak GPT-4. Ta réznica w skali jest znaczaca:
maty model moze miec od milionédw do kilku miliardéw parametréw, w przeciwiestwie do dziesigtek
lub setek miliardéw parametréow w duzych modelach. To zmniejszenie rozmiaru i ztozonosci sprawia,
ze modele SLM zasadniczo réznig sie pod wzgledem sposobu przetwarzania i generowania jezyka. Z
perspektywy zasobdw obliczeniowych, mniejsze rozmiary SLM wymagajg mniejszej mocy
obliczeniowej. To mniejsze zapotrzebowanie sprawia, ze SLM-y sg bardziej odpowiednie dla aplikacji o
ograniczonych mozliwosciach przetwarzania lub sytuacji, w ktérych kluczowe znaczenie majg
odpowiedzi w czasie rzeczywistym. Mniejsze zapotrzebowanie na zasoby obliczeniowe oznacza
rowniez, ze SLM-y mozna wdrazac¢ w szerszym zakresie srodowisk, w tym na urzgdzeniach brzegowych
lub w systemach o nizszej mocy obliczeniowej. Jesli chodzi o koszty szkolenia i eksploatacji, SLM-y sg
generalnie taisze w szkoleniu i obstudze. Ta opfacalnos¢ wynika z ich mniejszej ztozonosci i mniejszej
ilosci danych potrzebnych do ich szkolenia. W rezultacie SLM-y stajg sie bardziej dostepne dla 0séb i
organizacji o ograniczonych budzetach, demokratyzujac dostep do zaawansowanych technologii
przetwarzania jezyka. Jednak pod wzgledem wydajnosci i jakosci, chociaz SLM-y sg w stanie efektywnie
obstugiwaé szeroki zakres zadan jezykowych, zazwyczaj nie doréwnujg poziomem wydajnosci
wiekszym modelom. Jest to szczegdlnie widoczne w przypadku bardziej ztozonych zadan, ktére
wymagajg szerokiego zrozumienia kontekstu lub specjalistycznej wiedzy. Duze modele, z wiekszg



gtebig i zakresem danych oraz zrozumieniem, sg lepiej przygotowane do radzenia sobie z takg
ztozonoscia. Z kolei SLM-y mogg miec¢ trudnosci z pokonaniem tych wyzwan ze wzgledu na swoje
ograniczenia w zakresie rozmiaru i szkolenia.

Strategiczny dobdr danych i nowe, innowacyjne podejscie do szkolenia to dwa gtdwne powody, dla
ktérych modele SLM, takie jak seria Phi, odniosty tak wielki sukces. Strategiczny dobér danych stawia
wysoka jakos¢ ponad ilos¢ i polega na wykorzystaniu danych o jakosci podrecznikowej, w tym
syntetycznych zestawdw danych i skrupulatnie wyselekcjonowanych danych internetowych. Dane s3
dobierane tak, aby zapewnic solidny fundament rozumowania opartego na zdrowym rozsgdku i wiedzy
ogéblnej. To strategiczne podejscie do doboru danych ma kluczowe znaczenie dla wyjatkowe;j
wydajnosci modelu w catym spektrum zadan. Z kolei innowacyjne podejscie do szkolenia obejmuje
skalowanie w gére z mniejszych modeli, takich jak Phi-1.5, i osadzanie wiedzy w Phi-2 [3]. Ta metoda
przyspiesza konwergencje szkolenia i poprawia wyniki testow pordéwnawczych, podwazajac
konwencjonalne prawa skalowania i pokazujgc, ze mozna osiggnac niezwykte mozliwosci nawet w
przypadku modeli jezykowych o mniejszej skali. Modele SLM sg wcigz na wczesnym etapie cyklu zycia,
ale sg coraz czesciej brane pod uwage do uzytku produkcyjnego w przedsiebiorstwach. Jednak ich
gotowosé w duzej mierze zalezy od konkretnych wymagan i kontekstu aplikacji. Oto kilka czynnikow,
ktdre nalezy wzigé pod uwage:

* Ztozonos$¢ zadan — SLM-y nadajg sie do prostszych, bardziej zdefiniowanych zadan. Jednak wiekszy
model moze by¢ niezbedny dla optymalnej wydajnosci, jesli aplikacja przedsiebiorstwa wymaga
zrozumienia lub generowania ztozonego jezyka.

* QOgraniczenia zasobow — SLM-y stanowig doskonaty wybér dla firm o ograniczonych zasobach
obliczeniowych lub tych, ktére musza wdraza¢ modele na urzadzeniach brzegowych ze wzgledu na
nizsze wymagania dotyczace zasobow.

* Efektywnos¢ kosztowa — Korzystanie z SLM-Ow jest zazwyczaj bardziej optacalne niz korzystanie z
wiekszych modeli pod wzgledem zasobdw obliczeniowych i zuzycia energii. Moze to stanowi¢ znaczaca
zalete dla przedsiebiorstw, ktdre chcg zminimalizowac¢ koszty operacyjne.

* Szybkos¢ i responsywnosé — SLM-y mogg oferowac krétszy czas reakcji, co jest korzystne w
przypadku aplikacji, w ktérych interakcja w czasie rzeczywistym ma kluczowe znaczenie, takich jak
chatboty obstugi klienta.

* Lokalnie — W przypadku aplikacji, ktérych nie mozna wdrozy¢ ani potgczy¢ z chmurg ze wzgledu na
przepisy lub regulacje, SLM-y mogg by¢ opcja, poniewaz mozna je tatwiej wdrozy¢ lokalnie lub w
chmurze prywatnej. Oto kilka przyktadéw dostepnych obecnie modeli SLM:

* Phi-3 — rodzina matych modeli jezykowych, nastepca Phi-2, niedawno wprowadzonych przez
Microsoft. Znane sg z przewyzszania innych modeli o podobnej lub nawet wiekszej wielkosci w réznych
testach poréwnawczych i wystepujg w trzech rozmiarach: mini (3,8 mld), matym (7 mld) i Srednim (14
mld).

* Phi-2 — 2,7-miliardowy model Microsoftu, ktory demonstruje najnowoczesniejszg wydajnosé w
zadaniach zwigzanych z rozumowaniem i rozumieniem jezyka, przewyziszajagc modele 25-krotnie
wieksze.

* Orca 2 — 7- lub 13-miliardowy model Microsoftu, ktéry uczy sie réznych technik rozumowania i
strategii rozwigzywania od bardziej zaawansowanego modelu nauczyciela 5.



* Gemini Nano —model Google 0 122 milionach parametréw, nalezacy do serii Gemini, zaprojektowany
z mysla o efektywnym wnioskowaniu i wdrazaniu na urzgdzeniach brzegowych.

* DistilBERT — mniejsza wersja BERT, ktéra zachowuje 97% swoich mozliwosci rozumienia jezyka, bedac
jednoczesnie o 40% mniejsza i 0 60% szybsza.

* GPT-Neo — mniejsza wersja architektury GPT (125 MB i 1,3 B), nalezgca do serii GPT-Neo stworzonej
przez EleutherAl.

Modele SLM s3 szczegdlnie przydatne, gdy wdrozenie duzego modelu jest niewykonalne ze wzgledu
na koszty, szybkos¢ lub wymagania obliczeniowe. Zapewniajg one rownowage miedzy wydajnoscig a
efektywnos$cig, utatwiajgc dostep do zaawansowanych funkcji przetwarzania jezyka naturalnego.
Chociaz modele SLM mogg nie by¢ odpowiednie dla kazdej aplikacji korporacyjnej, zwtaszcza tych
wymagajgcych gtebokiego zrozumienia lub generowania ztozonego jezyka, s3 gotowe do wdrozenia w
wielu scenariuszach, szczegélnie tam, gdzie wydajnos¢, szybkosé i koszt sg kluczowymi czynnikami.
Przedsiebiorstwa powinny oceni¢ swoje specyficzne potrzeby i ograniczenia, aby ustali¢, czy model
SLM jest wtasciwym wyborem dla ich aplikacji.

Modele open source a komercyjne modele LLM

Obecne modele komercyjne zapewniajg najwyzszg wydajnos¢ pod wzgledem jakosci sztucznej
inteligencji i szerokiego zakresu mozliwosci. Jednak od czasu wydania ChatGPT nastgpit znaczacy zwrot
w kierunku modeli open source. Wiele z tych inicjatyw open source koncentruje sie na opracowywaniu
mniejszych modeli fundamentalnych, twierdzac, ze mogg one osiggna¢ niemal ten sam poziom jakosci
bez znaczacych strat. Rysunek 2 ilustruje te linie rozwoju i ich szybki rozwdj.
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Komercyjne studia LLM

Obecnie istnieje kilka komercyjnych studiéw LLM, ktére zostang opublikowane i zyskujg na
popularnosci. Prawie wszystkie z nich sg zgodne z paradygmatem OpenAl i sg udostepniane za
posrednictwem interfejsu API, z ktdrego korzystamy. Chociaz wcigz sg to startupy, wiele z nich
dysponuje powaznym finansowaniem, a ich zatozyciele majg bogate doswiadczenie badawcze:

* OpenAl to laboratorium badawcze zajmujace sie sztuczng inteligencja, ktére opracowuje i publikuje
najnowoczesniejsze modele Al, takie jak seria GPT. Z pewnoscig cieszy sie obecnie najwiekszym



zainteresowaniem. Opiera sie na kilku podstawowych modelach, takich jak GPT-4, DALL.E i ChatGPT, i
jest najbardziej dojrzate w tej grupie, z powaznym wsparciem i wtasnoscig firmy Microsoft.

* Azure OpenAl i OpenAl oferujg dostep do zaawansowanych modeli jezykowych, ale rdéznig sie
charakterem i implementacjg. Gtdwna rdznicg jest to, ze Azure OpenAl jest ustugg zarzadzang, podczas
gdy OpenAl nig nie jest. Microsoft zajmuje sie podstawowg infrastrukturg i konserwacjg Azure OpenAl,
co czyni jg cenng opcja dla firm, ktdre nie majg wystarczajacych zasobéw, aby zarzadza¢ wdrozeniem
OpenAl. Co wiecej, Azure OpenAl pakuje surowe modele OpenAl w przyjazne dla deweloperdw ustugi,
ktére deweloperzy moga bezproblemowo integrowac ze swoimi aplikacjami. Ustugi te dziatajg na
platformie Azure, zapewniajgc wysoka skalowalnosé, niezawodnosc i globalng dostepnosé.

* Anthropic to startup zatozony przez bytych inzynieréw OpenAl, ktéry wydat Claude, model LLM, ktory
umozliwia generowanie tekstu i kodu. Ich kluczowym wyrdznikiem jest implementacja LLM z
wykorzystaniem konstytucyjnej sztucznej inteligencji [5]. Konstytucyjna sztuczna inteligencja
wykorzystuje uczenie przez wzmacnianie (RL) i tradycyjne uczenie nadzorowane i twierdzi, ze generuje
mniej szkodliwe wyniki. W chwili publikacji Anthropic byt wspierany zaréwno przez Google, jak i
Amazon. Claude 3, najnowsza rodzina modeli, ma trzy wersje: Haiku (mata), Sonnet (Srednia) i Opus
(duza).

* Gemini to najnowszy model GenAl firmy Google, dostepny w ramach oferty Google Cloud w
niedawno uruchomionym produkcie Google Al Studio. W momencie pisania tego tekstu Google
udostepnia dostep do modeli za posrednictwem APl w ramach prywatnej wersji zapoznawczej.

* Cohere Al, startup wywodzacy sie z publikacji Transformer (,Attention is all you need”), oferuje
program LLM oraz inne produkty, takie jak Neural Search i Embed.

Programy LLM oparte na oprogramowaniu open source

Pojawia sie nowa generacja programéw LLM opartych na oprogramowaniu OSS, a niektére z nich bedga
konkurowac¢ z ChatGPT. Jak pokazuje rysunek 2.1, jest ich zbyt wiele, aby je wszystkie wymienié, ale
kilka godnych uwagi zostato wymienionych w tabeli 2.

Firma: Open Source LLM: Rozmiar parametru

Meta: Llama LLM to jeden z modeli, ktéry zainspirowat wiele innych modeli OSS. Wystepuje w wielu
rozmiarach (7B, 13B, 33B i 65B) i cho¢ jest mniejszy niz GPT-3, mozna go dopasowac¢ do wielu zadan.
Meta udostepnita modele badaczom (i zostaty one rdwniez osobno ujawnione w internecie), inspirujgc
wielu innych do wykorzystania ich jako punktu wyjscia. Rdzne (7B—65B)

Databricks: Databricks niedawno wydato wersje 2 Dolly, ktorg okreslajg mianem ,pierwszego na
Swiecie prawdziwie otwartego, dostrojonego do instrukcji LLM”. Jest on udostepniany na licencji CCA
3.0, co pozwala kazdemu na jego uzywanie, rozszerzanie i modyfikowanie, w tym w celach
komercyjnych. Alpaca: Alpaca Uniwersytetu Stanforda, model instrukcji oparty na Llama, twierdzi, ze
w niektdérych zadaniach doréwnuje wydajnosci GPT-3.5 Turbo. : 7B

FreedomGPT: To agent konwersacyjny OSS oparty na bibliotece Alpaca. Firma twierdzi, ze oferuje w
100% nieocenzurowane i prywatne rozmowy.:

Nieujawnione

Vicuna: Naukowcy z wielu instytucji (UC Berkeley, CMU, Stanford, UC San Diego i MBZUAI) wydali
Vicune, udoskonalong wersje Llamy, ktdra dordwnuje wydajnoscig GPT4 w wielu zadaniach.: 13B



Koala: Berkley Al Research wydato Koale, udoskonalong wersje Llamy wykorzystujgcg dialogi
internetowe.: 13B

ChatLLaMa: Technicznie rzecz biorac, nie jest to model, lecz narzedzie do tworzenia modeli. Nebuly Al
wydato ChatlLLaMa, biblioteke, ktéra moze tworzyé pomoce konwersacyjne na wzér ChatGPT,
wykorzystujgc Twoje dane. : 7B

Colossal-Chat: Projekt ColossalAl Uniwersytetu Kalifornijskiego w Berkeley wydat ColossalChat, model
podobny do ChatGPT, ktéry zawiera kompletne potoki RLHF oparte na Llama. : 7B

Falcon: Instytut Innowacji Technologicznych (TII) w Zjednoczonych Emiratach Arabskich wydat rodzine
modeli LLM zwang modelem Falcon LLM. W tamtym czasie Falcon byt najwiekszym modelem OSS LLM,
jaki kiedykolwiek wydano, i znajdowat sie na szczycie rankingu OSS LLM. Niedawno na szczycie rankingu
ponownie znalazt sie bardziej zaawansowany model o parametrach 180B. : Rézne (1B—180B)

Mistral: Mistral Al, francuski startup, opracowat szereg modeli. Niektére z nich to modele open source
licencjonowane na podstawie Apache 2.0, licencji zezwalajgcej na nieograniczone uzytkowanie w
dowolnym kontekscie. Jak wspomniano w poprzednim rozdziale, istniejg rowniez modele komercyjne.
: R6zne (7B—141B)

OpenAl kontra Azure OpenAl

Azure OpenAl i OpenAl to ustugi zapewniajgce dostep do zaawansowanych modeli jezykowych OpenAl,
ale istniejg miedzy nimi pewne kluczowe rdznice. OpenAl jest bardziej skierowany do matych i Srednich
firm, indywidualnych deweloperdw oraz startupow. Natomiast Azure OpenAl jest przeznaczony dla
przedsiebiorstw, ktdre potrzebujg dodatkowego bezpieczenstwa i dostepnosci w réznych czesciach
$wiata i majg wymagania regulacyjne. Azure OpenAl oferuje dodatkowe funkcje gotowe do wdrozenia
w przedsiebiorstwach, takie jak prywatnos¢ danych, klucze zarzadzane przez klienta, szyfrowanie w
stanie spoczynku, sie¢ prywatna, dostepnosc regionalna i odpowiedzialne filtrowanie tresci Al. Funkcje
te moga by¢ istotne dla firm, ktére muszg spetnia¢ okreslone wymogi bezpieczeristwa lub regulacyjne.
W zwigzku z tym interfejsy APl obu platform sg podobne, ale nie takie same. Jednak modele bazowe
sg takie same, a wdrozenie Azure OpenAl obejmuje te dodatkowe funkcje, ktérych potrzebuje
wiekszos¢ przedsiebiorstw.

Kluczowe koncepcje LLM

W tej sekcji opisano architekture typowej implementacji LLM. Rysunek 3 przedstawia abstrakcyjng
strukture typowej implementacji LLM na wysokim poziomie; proces ten jest powtarzany za kazdym
razem, gdy uzywamy LLM, takiego jak GPT OpenAl.



Wprowadz tekst

(monit)

Csadzanie

Koder, Wygenerowany .‘.l.-ks‘.
{uzupetnienie)

LLM

Reprezentacja numeryczna

Potrzebne w sytuacjach, wkbdrpch koneczne

jest uzycie wtasnych danych,
wyszukiwanie itp.

Model zaczyna sie od tekstu wejsciowego — monitu. Najpierw jest on konwertowany na sekwencje
tokenéw za pomocgy tokenizacji. Nastepnie kazdy token jest konwertowany na wektor numeryczny w
procesie zwanym osadzaniem, ktéry dziata jako dane wejsciowe kodera. Koder przetwarza sekwencje
wejsciowq i generuje sekwencje standw ukrytych. Te stany ukryte sg nastepnie wprowadzane do
dekodera z tokenem startowym. Dekoder generuje sekwencje wyjsciowa po jednym tokenie na raz,
przewidujgc kolejny token na podstawie poprzednich tokendw i standéw ukrytych. Gdy wszystkie
warstwy przetworzg informacje, model przewiduje kolejny token w wyuczonej sekwencji. Wynik jest
konwertowany z powrotem na tekst, a my widzimy odpowiedz. Proces ten przebiega w petli iteracyjnej
i wystepuje dla kazdego nowego wygenerowanego tokena, tworzagc w ten sposdb spdjny tekst
wyjsciowy. Ostateczny tekst generowany przez model jest wiasciwoscia emergentng tego
warstwowego, iteracyjnego procesu. Ostateczna sekwencja wyjsciowa jest rédwniez nazywana
uzupetnieniem. Przyjrzyjmy sie kazdemu z tych aspektéw LLM bardziej szczegétowo.

Podpowiedzi

PodpowiedZ to sposdb, w jaki ,rozmawiamy” z tymi modelami. PodpowiedZ to po prostu tekst
opisujacy zadanie, ktdre prébujemy osiggnac, uzywajac jezyka naturalnego. Dane wyjsciowe tych
modeli to réwniez tekst. Mozliwos¢ wyrazenia naszych intencji w ten sposdb (jezyk naturalny), zamiast
dostosowywania sie do ograniczen maszyny, sprawia, ze podpowiedzi sg potezne. Tworzenie lub
projektowanie tekstu w podpowiedzi jest podobne do programowania modelu i tworzenia nowego
paradygmatu zwanego inzynierig podpowiedzi, ktéry zostanie omdéwiony w dalszej czesci ksigzki.
Podpowiedzi pozwalaja nam uchwyci¢ szerszy zestaw intencji i emocji, uzywajac tego samego



paradygmatu. W ponizszych dwodch przyktadach (wygenerowanych przez sztuczng inteligencje)
podpowiedz prosi o haiku opisujgce, jak wspaniate sg LLM: jedno haiku jest radosne, a drugie smutne.
Osiggniecie takiego poziomu emocji i ekspresji w tym samym zadaniu byto niemozliwe.

Napisz radosne haiku o tym, jak wspaniali sg absolwenci studiéw prawniczych (LLM).
Odpowiedz generowana przez sztuczng inteligencje

LLM s3 swietni

Potrafig rozmawiaé i generowac

Kreatywni i inteligentni

Napisz smutne haiku o tym, jak wspaniali sg absolwenci studiéw prawniczych (LLM).
Odpowiedz generowana przez sztuczng inteligencje

LLM s3 swietni

Ale nie potrafig czu¢ ani kocha¢

Tylko symulowac

UWAGA: Modele LLM nie rozumiejg tekstu tak jak ludzie. Sg to modele statystyczne, ktdre uczg sie
wzorcow w danych i wykorzystuja je do generowania wynikéw. Pomimo imponujacych wynikéw,
modele te nie rozumiejg generowanej tresci w takim samym sensie jak my — w tym przekonan,
pragnien, swiadomosci oraz dobra i zta. Sg po prostu niezwykle skuteczne w przewidywaniu kolejnego
stowa w sekwencji tekstu na podstawie wzorcéw, ktdre widziaty miliony razy.

Tokeny

Tokeny to podstawowe jednostki tekstu, ktérych LLM uzywa do przetwarzania zaréwno zadania, jak i
odpowiedzi, czyli do rozumienia i generowania tekstu. Tokenizacja to proces konwersji tekstu na
sekwencje mniejszych jednostek zwanych tokenami. Uzywajac LLM, uzywamy tokenédw do komunikacji
z tymi modelami, co jest jednym z najwazniejszych elementow zrozumienia LLM. Tokeny to nowa
waluta przy wdrazaniu LLM do aplikacji lub rozwigzan. Sg one bezposrednio powigzane z kosztami
uruchomienia modeli, zaréwno pod wzgledem finansowym, jak i doswiadczenia zwigzanego z
opo6znieniami i przepustowoscig. Im wiecej tokendw, tym wiecej przetwarzania musi wykonaé model.
Oznacza to, ze model wymaga wiecej zasobéw obliczeniowych, co przekfada sie na nizszg wydajnosé i
wieksze opdznienia. LLM konwertuje tekst na tokeny przed przetworzeniem. W zaleznosci od
algorytmu tokenizacji, moga to by¢ pojedyncze znaki, stowa, podstowa, a nawet wieksze jednostki
jezykowe. Zasadniczo jeden token to okoto cztery znaki lub 0,75 stowa w przypadku tekstu w jezyku
angielskim. W przypadku wiekszosci wspotczesnych systemow LLM obstugiwany rozmiar tokena
obejmuje zaréwno monit wejsciowy, jak i odpowiedz. Zilustrujmy to przyktadem. Rysunek 4 pokazuje,
jak zdanie ,| have a white dog named Champ” jest tokenizowane (w tym przypadku za pomocga
tokenizatora OpenAl). Kazdy blok reprezentuje inny token. W tym przyktadzie uzywamy osmiu
tokendw.



I have a white dog named Champ.
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LLM-y generujg tekst, przewidujac kolejne stowo lub symbol (token), ktdre najprawdopodobniej
nastgpi po danej sekwencji stéw lub symboli (tokendw) uzytej jako dane wejsciowe, czyli po monicie.
Wizualng reprezentacje tego zjawiska przedstawiamy na rysunku 5, gdzie lista tokenéw po prawej
stronie pokazuje najwyzsze prawdopodobieristwo wystgpienia tokendw po monicie ,,Pies usiadt na”.

[ I | [ Next word

| I
| | Highest
I . Input token -— probability
| | vector
| | Second highest
I I —-— s
L___I ________ { _______ _l ________ I o probability
LLM I
Vector representation _ll_ess
of next output token likely

Mozemy wptyngé na cze$¢ tego prawdopodobiedstwa wystgpienia tokendw za pomocg kilku
parametréw, ktdre omoéwimy podzniej. Zatéimy, ze mamy sekwencje tokendw o dtugosci n.
Wykorzystujac te n tokendw jako kontekst, generujemy kolejny token, n + 1. Ten nowo przewidziany
token jest nastepnie dotgczany do pierwotnej sekwencji tokendw, rozszerzajac w ten sposéb kontekst.
W konsekwencji rozszerzone okno kontekstowe dla generowania tokenu n + 2 staje sie n + (n + 1).
Proces ten powtarza sie w petli, az do osiggniecia z géry okreslonego warunku zatrzymania, takiego jak
okreslona sekwencja lub limit rozmiaru tokendéw. Na przyktad, jesli mamy zdanie ,Hawajska pizza to
moja ulubiona”, rozktad prawdopodobienstwa kolejnego stowa, ktére zobaczymy, pokazano na
rysunku 6. Najbardziej prawdopodobnym stowem jest ,type”, koiczac zdanie ,Hawajska pizza to méj
ulubiony rodzaj”.



Hawaiian pizza is my favorite type 41.65%
pizza 18.71%
0.74%
\n 1017%
- i J

Ponowne uruchomienie tego przyktadu spowoduje otrzymanie prawdopodobienstwa innego niz
przedstawione tutaj. Wynika to z faktu, ze wiekszo$¢ sztucznej inteligencji (Al) jest
niedeterministyczna, szczegdlnie w przypadku modeli LLM. Jednoczesnie model moze przewidywac
jeden token i prawdopodobnie jest on analizowany w odniesieniu do wszystkich mozliwych tokendéw,
ktérych model nauczyt sie w fazie uczenia. Uzywamy réwniez dwéch przyktaddw, ktére pokazujg, jak
jeden token drastycznie zmienia rozktad (zmieniajac jedno stowo z ,the” na ,a”). Rysunek 7 pokazuje,
Ze najbardziej prawdopodobnym kolejnym tokenem jest ,mat” z prawdopodobieiAstwem 41%.
Widzimy réwniez liste pozostatych tokendw i ich rozktadéw probabilistycznych.

[ The dog sat on the [ mat (1.42%
\n 27.87%
floor B.16%
couch 5.03%

Jednak zmiana jednego zetonu z ,the” na ,a” drastycznie zmienia kolejny zestaw dystrybucji, a mata
podnosi sie 0 30 punktéw do prawdopodobieristwa wynoszacego prawie 75%, jak pokazano na rysunku
8.

s ~
The dog saton g mat 74.43%
\n 413%
chair 3.94%
log 3.79%
L B 7

Niektére ustawienia zwigzane z modelami LLM sg istotne i mogg zmieniac sposdb dziatania modelu
oraz generowania tekstu. Ustawienia te to konfiguracje modelu, ktére mozna zmienié¢ za pomoca
interfejsu API, interfejsu graficznego lub obu tych metod. Konfiguracje modeli oméwimy bardziej
szczegdtowo w dalszej czesci rozdziatu.

Liczenie tokenow



Wielu programistow prawdopodobnie nie bedzie miato doswiadczenia ze $ledzeniem tokendw
podczas korzystania z LLM, zwtaszcza w $Srodowisku korporacyjnym. Liczenie tokendw jest jednak
wazne z kilku powoddéw:

* QOgraniczenia pamieci — modele LLM mogg przetwarza¢ maksymalng liczbe tokendw w jednym
przebiegu. Wynika to z ograniczen pamieci ich architektury, czesto definiowanych przez okno
kontekstowe (kolejna koncepcja, ktérg oméwimy w dalszej czesci tego rozdziatu). Na przyktad,
najnowszy model GPT-4o firmy OpenAl ma okno tresci o rozmiarze 128 KB, a najnowszy model Gemini
1.5 Pro firmy Google ma okno kontekstowe o rozmiarze 1 min tokenéw. GPT3.5-Turbo, kolejny model
OpenAl, ma dwa modele obstugujgce tokeny o dtugosci 8 KB i 16 KB. Trwajg badania nad rozwigzaniem
tego problemu, na przyktad LongNet firmy Microsoft Research, ktory pokazuje, jak skalowaé do 1B
okien kontekstowych. Nalezy podkresli¢, ze jest to wcigz aktywny obszar badan i nie zostat jeszcze
wprowadzony na rynek.

* Koszt — Myslac o kosztach, nalezy wzigé pod uwage dwa wymiary: koszty obliczeniowe w odniesieniu
do opdinien, pamieci i ogdlnego doswiadczenia oraz rzeczywisty koszt w ujeciu pienieznym. Dla
kazdego wywotania zasoby obliczeniowe wymagane do przetwarzania tokendw sg bezposrednio
skorelowane z dtugoscig tokendw. Wraz ze wzrostem dtugosci tokenu, wymaga on dtuzszego czasu
przetwarzania, co prowadzi do wiekszych wymagan obliczeniowych (w szczegdlnosci dotyczgcych
pamieci i procesorow graficznych) oraz wyzszych opdznien. Oznacza to réwniez wzrost kosztéow
korzystania z modeli LLM.

* Jakos¢ sztucznej inteligencji — Jakos¢ wynikdow modelu zalezy od liczby tokendw, ktére ma on
wygenerowac lub przetworzyé. Jesli tekst jest zbyt krétki, model moze nie mie¢ wystarczajgcego
kontekstu, aby udzieli¢ dobrej odpowiedzi. | odwrotnie, jesli tekst jest zbyt dtugi, model moze straci¢
spojnos¢ w swojej odpowiedzi. Do kwestii dobra i zta wrdocimy pézniej w rozdziale 6, jako do czesci
poswieconej inzynierii natychmiastowe;.

Dla wielu przedsiebiorstw koszt i wydajnosé¢ sg kluczowymi czynnikami decydujgcymi o uzyciu
tokendw. Ogdlnie rzecz biorgc, mniejsze modele sg bardziej optacalne i wydajne niz wieksze. Listing 1
przedstawia prosty sposéb obliczenia liczby tokendw. W tym przyktadzie uzywamy biblioteki open
source o nazwie tiktoken, wydanej przez OpenAl. Ta biblioteka tokenizera implementuje algorytm
kodowania par bajtéw (BPE). Te tokenizery sg projektowane z wykorzystaniem odpowiednich modeli
LLM, co zapewnia wydajng tokenizacje i optymalng wydajnos¢ podczas proceséw wstepnego
trenowania i dostrajania. Jesli korzystasz z jednego z modeli OpenAl, musisz uzyc¢ tego tokenizera; wiele
innych modeli transformeréow réwniez go uzywa. W razie potrzeby mozesz zainstalowac biblioteke
tiktoken za pomocg polecenia pip install tiktoken.

Listing 1 : Zliczanie tokenéw dla GPT



import tiktoken as tk

def count tokens(string: str, encoding name: str) -»= int:
# Get the encoding

encoding = tk.get_encoding(encoding name) TheencodMgspedﬁeshuw:he

. text is converted into tokens.
# Encode the string
encoded string = encoding.encode (string)
# Count the number of tokens
num_tokens = len(encoded string)
return num_tokens
# Define the input string
prompt = *I have a white dog named Champ®

# Display the number of tckens in the sString
print {"Number of tokens:” , count_tokens (prompt, =cliook_base”))

Uruchomienie tego kodu, zgodnie z oczekiwaniami, daje nam nastepujacy wynik:

S python countingtokens.py
Humber of tokens: 7

UWAGA: Kodowanie par bajtéw (BPE) to algorytm kompresji szeroko stosowany w zadaniach
przetwarzania jezyka naturalnego (NLP), takich jak klasyfikacja tekstu, generowanie tekstu i
ttumaczenie maszynowe. Jedng z zalet BPE jest jego odwracalnos¢ i bezstratnosé, dzieki czemu
mozemy uzyskac¢ tekst oryginalny. BPE dziata na dowolnym tekscie, ktérego dane treningowe
tokenizatora nie rozpoznaty, i kompresuje tekst, co skutkuje krotszymi sekwencjami tokendw niz tekst
oryginalny. BPE pomaga réwniez uogdlnia¢ powtarzajace sie wzorce w jezyku i zapewnia lepsze
zrozumienie gramatyki. Na przyktad forma gerundium -ing jest dosé¢ powszechna w jezyku angielskim
(swimming, running, debugging itp.). BPE podzieli jg na rézne tokeny, wiec ,,swim” i ,,-ing” w swimming
stang sie dwoma tokenami i bedg lepiej generalizowad.

Jesli nie jesteSmy pewni nazwy kodowania, zamiast funkcji get_encoding() mozemy uzy¢ funkgcji
encoding_for_model(). Przyjmuje ona nazwe modelu, ktérego chcemy uzyé, i wykorzystuje
odpowiednie kodowanie, na przyktad encoding = tiktoken.encoding_for_model('gpt-4'). W przypadku
OpenAl tabela 2.3 przedstawia rézne obstugiwane kodowania.

Kodowanie: model OpenAl

cl100k_base: gpt-4, gpt-3.5-turbo, gpt-35-turbo, text-embedding-ada-002
p50k_base: modele Codex, text-davinci-002, text-davinci-003

r50k_base: modele GPT-3 (davinci, curie, babage, ada)

Listing 2 pokazuje, jak uzywac réznych kodowan i jak uzyskac oryginalny tekst z tokendw. Na razie
powinnismy rozumieé¢ to jako konstrukcje podstawowg, ale jest ona przydatna w bardziej
zaawansowanych przypadkach uzycia, takich jak buforowanie i dzielenie tekstu na fragmenty —
aspekty, ktére omowimy w dalszej czesci ksigzki.

Listing 2 : Tokeny

import tiktoken as tk



def get_tokens(string: str, encoding_name: str) -> str:

# Get the encoding

encoding = tk.get_encoding(encoding_name)

# Encode the string

return encoding.encode(string)

def get_string(tokens: str, encoding_name: str) -> str:

# Get the encoding

encoding = tk.get_encoding(encoding_name)

# Decode the tokens

return encoding.decode(tokens)

# Define the input string

prompt = “I have a white dog named Champ.”

# Display the tokens

print(“cl100k_base Tokens:” , get_tokens(prompt, “cl100k_base”))
print(“ p50k_base Tokens:” , get_tokens(prompt, “p50k_base”))
print(“ r50k_base Tokens:” , get_tokens(prompt, “r50k_base”))
print(“Original String:” , get_string([40, 617, 264, 4251, 5679, 7086, 56690,
13], “cl100k_base”))

S python encodings.py

cl100k_base Tokens: [40, 617, 264, 4251, 5679, 7086, 56690, 13]
p50k_base Tokens: [40, 423, 257, 2330, 3290, 3706, 29260, 13]
r50k_base Tokens: [40, 423, 257, 2330, 3290, 3706, 29260, 13]
Original String: | have a white dog named Champ.

Oprocz biblioteki tiktoken, ktorej uzywalismy w przyktadach, istnieje kilka innych popularnych
tokenizerédw. Nalezy pamietac, ze kazdy tokenizer jest przeznaczony dla odpowiedniego LLM i nie
mozna go stosowac zamiennie:

* WordPiece — uzywany przez model BERT firmy Google, dzieli tekst na mniejsze jednostki na
podstawie najczeSciej wystepujgcych fragmentéw stéw, umozliwiajgc efektywng reprezentacje
rzadkich lub nieistniejgcych stéw.

* SentencePiece — model RoBERTa (Robustly Optimized BERT) firmy Meta wykorzystuje ten model.
taczy on podejscia WordPiece i BPE w jeden niezalezny od jezyka framework, zapewniajac wiekszg
elastycznosé.

* Tokenizer T5 — oparty na SentencePiece, jest uzywany przez model T5 firmy Google (Text-to-Text
Transfer Transformer).



* Tokenizer XLM — jest uzywany w modelu XLM (Cross-lingual Language Model) firmy Meta i
implementuje metode BPE z nauczonymi osadzeniami (BPEmb). Jest przeznaczony do obstugi tekstéw
wielojezycznych i wspierania transferu miedzyjezykowego.

Osadzenia

Osadzenia to poteine narzedzia uczenia maszynowego dla duzych danych wejsciowych
reprezentujgcych stowa. Wychwytujg one podobienstwa semantyczne w przestrzeni wektorowej (tj.
zbiorze wektoréw, jak pokazano na rysunku 9), pozwalajgc nam okresli¢, czy dwa fragmenty tekstu
reprezentujg to samo znaczenie.

Mam biatego psa. | — s /— »| 0.00808 || 0.01417 o || 002123

osadzania

Padpaw iedi J Monituj jaks wektor

Dostarczajgc wskaznik podobienstwa, osadzenia mogg poméc nam lepiej zrozumiec relacje miedzy
réoznymi fragmentami tekstu. ldea osadzania polega na tym, ze stowa o podobnym znaczeniu powinny
mie¢ podobne reprezentacje wektorowe, mierzone odlegtosciami miedzy nimi. Wektory o mniejszych
odlegtosciach miedzy nimi sugerujg silne pokrewienstwo, a te o wiekszych odlegtosciach sugeruja
niskie pokrewienstwo. Istnieje kilka sposobdw pomiaru podobienstw; omdéwimy je pdzniej w rozdziale
7. Wektory te sg uczone podczas uczenia i stuzg do wychwytywania znaczenia stéw lub fraz. Algorytmy
sztucznej inteligencji mogg z tatwoscia wykorzystaé te wektory liczb zmiennoprzecinkowych. Na
przyktad stowo ,cat” moze byc¢ reprezentowane przez wektor jako [0,2, 0,3, -0,1], a stowo ,,dog” jako
[0,4, 0,1, 0,2]. Wektory te mogg nastepnie stuzy¢ jako dane wejsciowe dla modeli uczenia
maszynowego w zadaniach takich jak klasyfikacja tekstu, analiza sentymentu i ttumaczenie
maszynowe. Osadzenia sg uczone, gdy model jest trenowany na duzym korpusie danych tekstowych.
Ideg jest uchwycenie znaczenia stéw lub fraz na podstawie ich kontekstu w danych treningowych.

W zaleznosci od zadania istnieje kilka algorytméw tworzenia osadzen:

* Osadzenia podobienstwa sg skuteczne w wychwytywaniu podobieristwa semantycznego miedzy
dwoma lub wiecej fragmentami tekstu.

* Osadzenia wyszukiwania tekstowego mierzg, czy dtugie dokumenty sg istotne dla krétkiego
zapytania.

* Osadzenia wyszukiwania kodu sg przydatne do osadzania fragmentéw kodu i zapytan wyszukiwania
w jezyku naturalnym.

UWAGA: Osadzenia utworzone jedng metodg nie mogg by¢ zrozumiane przez inng. Innymi stowy, jesli
utworzysz osadzenie za pomocg APl OpenAl, osadzania innego dostawcy nie bedg rozpoznawaé
utworzonych wektoréw i odwrotnie.

Listing 3 pokazuje, jak uzyska¢ osadzenie (w tym przyktadzie z OpenAl). Definiujemy funkcje o nazwie
get_embedding(), ktéra przyjmuje jako parametr cigg znakéw, dla ktorego chcemy utworzyc
osadzenia. Funkcja ta wykorzystuje APl OpenAl do generowania osadzenia dla tekstu wejsciowego,
korzystajac z modelu text-embedding-ada-002. Osadzanie jest zwracane jako lista liczb
zmiennoprzecinkowych.

Listing 3 : Pobieranie osadzenia w OpenAl

import os



from openai import OpenAl

client = OpenAl(api_key="your-API-key’)

def get_embedding(text):

response = client.embeddings.create(
model="text-embedding-ada-002",

input=text)

return response.data[0].embedding

embeddings = get_embedding("l have a white dog named Champ.")
print("Embedding Length:", len(embeddings))

print("Embedding:", embeddings[:5])

Przestrzen wektorowa powstata w wyniku osadzenia nie jest odwzorowaniem jednoznacznym na
tokeny, ale moze by¢ czyms$ znacznie wiekszym. Ponizej przedstawiono wynik z poprzednich
przyktadéw. Dla zwieztosci pokazujemy tylko pierwsze pie¢ elementdw na liscie:

print ("Embedding Length:", len({embeddings))
print ("Embedding:", embeddings[:5])
Konfiguracja modelu

Wiekszos$¢ modeli LLM udostepnia uzytkownikowi pewne ustawienia konfiguracyjne, umozliwiajagc mu
w pewnym stopniu modyfikowanie sposobu dziatania modelu i jego zachowania. Chociaz kilka
parametréw zmienia sie w zaleznos$ci od implementacji modelu, trzy kluczowe konfiguracje to
temperatura, prawdopodobienstwo maksymalne (top_p) i maksymalna odpowiedz. Nalezy pamietad,
ze niektére implementacje mogg miec inng nazwe, ale oznaczajg to samo. Implementacja GPT w
OpenAl nazywa maksymalng odpowiedz maksymalng liczbg tokendw. Przyjrzyjmy sie temu blizej.

MAKSYMALNA ODPOWIEDZ

Parametr znany jako maksymalna odpowiedz zasadniczo definiuje goérny limit dtugosci tekstu
generowanego przez model. Oznacza to, ze gdy model osiggnie te z gory okreslong dtugos¢, zatrzymuje
generowanie tekstu, niezaleznie od tego, czy jest to srodek stowa, czy zdanie. Zrozumienie tej
konfiguracji jest kluczowe, poniewaz istnieje limit rozmiaru tokenow, ktére wiekszo$sé¢ modeli moze
przetworzyc. Zwiekszenie tego rozmiaru wigze sie ze zwiekszonymi wymaganiami obliczeniowymi, co
prowadzi do wzrostu opdznien i kosztow.

TEMPERATURA

Podczas generowania tekstu, podobnie jak w przypadku kazdego modelu podstawowego, naturalna
losowos¢ generuje inny wynik przy kazdym wywofaniu modelu. Temperatura jest jednym z
najwazniejszych ustawien kontrolujgcych stopien losowosci modelu. Zazwyczaj jest to wartosé z
zakresu od 0 do 1, przy czym 0 oznacza doktadniejszy i bardziej przewidywalny wynik. Natomiast
ustawienie 1 sprawia, ze wynik jest bardziej zréznicowany i losowy, jak pokazano na rysunku 10.
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PRAWDOPODOBIENSTWO NAJWYZSZE (TOP_P)

Parametr prawdopodobienstwa najwyzszego (top_p) (znany réwniez jako prdobkowanie jadra) to
ustawienie w interfejsach APl modeli jezykowych, ktére steruje losowoscig procesu generowania
tekstu. Ten parametr pozwala precyzyjnie dostroi¢ réwnowage miedzy kreatywnoscia a
wiarygodnoscig w tekscie generowanym przez model. Definiuje on prawdopodobieristwo progowe;
tylko stowa z prawdopodobiefistwami powyzej tego progu sg brane pod uwage podczas generowania
tekstu przez model. Podczas generowania tekstu model jezykowy przewiduje prawdopodobienstwo,
ze kazde stowo bedzie kolejnym w sekwencji. Parametr top_p pomaga skrdci¢ ten rozktad
prawdopodobienistwa, aby poprawic jako$¢ generowanego tekstu. Na przyktad, w celu generowania
wynikéw, ustawienie parametru top_p na nizszg wartos¢ (np. 0,3) spowoduje, ze model uwzgledni
tylko 30% najbardziej prawdopodobnych stéw dla nastepnego stowa w sekwencji, jak pokazano na
rysunku 11.
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Dzieki temu tekst bedzie bardziej przewidywalny i mniej zréznicowany. Jesli jednak ustawimy parametr
top_p na wyzszg wartosc (np. 0,9), model uwzgledni znacznie szerszy zakres stow, w tym te mniej
prawdopodobne. Moze to prowadzi¢ do bardziej zréznicowanego i potencjalnie interesujgcego
generowania wynikow.



PRZYKtAD

Pokazmy, jak mozina programowo wykorzystaé te ustawienia. Ponizszy fragment kodu pokazuje
przyktad, jak skonfigurowac te ustawienia za pomocg OpenAl. Wiekszo$¢ z tych ustawien jest uzywana
oszczednie, jest opcjonalna i powrdci do wartosci domysinych. Tylko niektére opcje, takie jak
max_tokens i temperature, sg uzywane w niemal kazdym przypadku uzycia:

client = OpenAl(api_key="your-APIl-key’)
response = client.completions.create(
model="text-davinci-003",
prompt="...",

temperature=1,

max_tokens=256,

top_p=1,

frequency_penalty=0,

presence_penalty=0

)

Poniewaz APl jest bezstanowe, ustawienia te moga sie rdézni¢ miedzy réznymi instancjami i
wywotaniami API tej samej instancji, w zaleznosci od scenariusza biznesowego, ktéry chcemy osiggna¢.
Co wiecej, nie ma globalnie optymalnych wartosci dla tych ustawien, ktére zalezg od zadania. Ogdlnie
rzecz biorac, aby uzyskac zbalansowane dane wyjsciowe i unikngé halucynacji modelu, ustawienie
temperatury na poziomie 0,7 lub 0,8 jest odpowiednie. Tabela 4 przedstawia ustawienia
konfiguracyjne kontrolujace zachowanie.

Konfiguracja: Opis

Maksymalna liczba tokendw: Ustawia limit liczby tokendw na odpowiedZ modelu. W zaleznosci od
modelu, maksymalny limit jest dzielony miedzy monit (w tym komunikat systemowy, przyktady,
historie wiadomosci i zapytanie uzytkownika) a odpowiedz modelu.

Temperatura: Kontroluje losowo$¢. Obnizenie temperatury oznacza, ze model generuje bardziej
powtarzalne i deterministyczne odpowiedzi. Podniesienie temperatury skutkuje bardziej
nieoczekiwanymi lub kreatywnymi odpowiedziami. Sprébuj dostosowa¢ temperature lub top_p, ale
nie oba. Zazwyczaj, wraz ze wzrostem dtugosci sekwencji, model naturalnie staje sie bardziej pewny
swoich przewidywan i mozna uzyc¢ znacznie wyzszej temperatury dla dtugich monitéw, nie odchodzac
od tematu. Z drugiej strony, uzycie ustawienia wysokiej temperatury dla krétkich monitéw moze
prowadzi¢ do niestabilnych wynikéw.

Prawdopodobienstwo najwyzsze (top_p): Jest to prég prawdopodobieristwa, ktdry, podobnie jak
temperatura, kontroluje losowos$¢, ale wykorzystuje inng metode. Obnizenie top_p zaweza wybodr
tokenéw modelu do tokendw najbardziej prawdopodobnych i ignoruje dtugi ogon tokendw mniej
prawdopodobnych. Zwiekszenie wartosci top_p umozliwi modelowi wybdr tokendw o wysokim i
niskim prawdopodobienstwie wystgpienia. Spréobuj dostosowaé wartos¢ temperature lub top_p, ale
nie obie.



Sekwencje stop: Powoduje to, ze model koriczy swojg odpowiedZz w zgdanym punkcie. Odpowiedz
modelu zakonczy sie przed okreslong sekwencja, dzieki czemu nie bedzie zawierac¢ tekstu sekwencji
stop.

Kara czestotliwosci: Zmniejsza to prawdopodobienstwo powtdrzenia tokena proporcjonalnie do
czestotliwosci jego wystepowania w tekscie. Zmniejsza to prawdopodobienistwo powtdrzenia tego
samego tekstu w odpowiedzi.

Kara obecnosci: Zmniejsza to prawdopodobienistwo powtdrzenia dowolnego tokena, ktéry do tej pory
pojawit sie w tekscie. Zwieksza to prawdopodobienstwo wprowadzenia nowych tematéow w
odpowiedzi.

Okno kontekstowe

Okno kontekstowe to stosunkowo nowa i bardzo wazna koncepcja. Odnosi sie ono do zakresu tokendw
lub stéw otaczajgcych dane stowo lub token, ktére model LLM uwzglednia podczas tworzenia prognoz.
Okno kontekstowe pomaga modelowi zrozumie¢ zaleznosci i relacje miedzy stowami, umozliwiajgc
generowanie doktadniejszych i spdjniejszych prognoz. Na przyktad, podczas przewidywania
nastepnego stowa w zdaniu, okno kontekstowe moze zawieraé kilka stéw poprzedzajacych stowo
docelowe. Rozmiar okna kontekstowego moze sie rézni¢ w zaleznosci od modelu i jego architektury.
W modelach LLM okna kontekstowe mogg by¢ dos¢ duze, co pozwala modelowi uchwyci¢ zaleznosci
dalekiego zasiegu i ztozone relacje semantyczne miedzy stowami. Te okna o dtuzszym konteks$cie moga
pomdc w uzyskaniu lepszych wynikow dla zadan takich jak generowanie tekstu, ttumaczenie i
podsumowywanie. Obecna architektura LLM ogranicza rozmiar okna kontekstowego do kilku tysiecy
tokendéw. Chociaz niektére nowsze modele obstuguja do miliona tokendw, okno kontekstowe nadal
pozostaje kluczowym punktem centralnym, gtéwnie dlatego, ze globalny charakter mechanizmu uwagi
generuje koszty obliczeniowe, ktére sg kwadratowe w stosunku do dfugosci kontekstu. Innymi stowy,
im wieksze okna kontekstowe, tym bardziej koszt obliczen jest proporcjonalny do kwadratu rozmiaru
danych wejsciowych. Chociaz posiadanie wiekszego okna kontekstowego moze wydawaé sie
korzystne, wazne jest, aby zrozumie¢, ze ma to zaréwno pozytywne, jak i negatywne implikacje. Przy
wiekszych oknach kontekstowych wydajno$¢ modelu jest znacznie nizsza zaréwno pod wzgledem
zrozumienia zadania, jak i jego generowania, a takze wystepuje wieksze opdznienie. Chociaz mozemy
uwazac, ze dtuzszy kontekst bytby lepszy, generalnie nalezy uzywaé mniejszego okna, jesli to wystarczy
do danego zadania — zapewnitoby to lepszg wydajnos¢ niz wieksze. Niektére z zalet to:

* Lepsze zrozumienie kontekstu — dtuzsze okno kontekstowe pozwala modelowi uchwycié¢ zaleznosci
dalekiego zasiegu i ztozone relacje semantyczne miedzy stowami, co przektada sie na lepsze
przewidywania i bardziej spdjny generowanie tekstu. Wigze sie to jednak ze znacznymi kosztami i
nalezy je stosowac rozwaznie.

* Lepsza wydajnos¢ w ztozonych zadaniach — dzieki szerszemu oknu kontekstowemu modele
jezykowe mogg lepiej radzi¢ sobie z zadaniami wymagajgcymi lepszego zrozumienia szerszego
kontekstu, takimi jak ttumaczenie maszynowe, podsumowywanie i analiza sentymentu.

Oto wady:

* Wieksze wymagania obliczeniowe — dfuzsze okno kontekstowe wymaga wiecej pamieci i mocy
obliczeniowej do przetwarzania i przechowywania dodatkowych informacji, co moze skutkowac
dtuzszym czasem szkolenia i wnioskowania oraz wymagaé bardziej wydajnego sprzetu lub
rozproszonych rozwigzan obliczeniowych.



* Potencjat nadmiernego dopasowania — wraz ze wzrostem okna kontekstowego model staje sie
bardziej ztozony i podatny na nadmierne dopasowanie, zwtfaszcza jesli dane treningowe s3
ograniczone. Nadmierne dopasowanie wystepuje, gdy model uczy sie wyjatkowo dobrze dziata¢ na
danych treningowych, ale ma trudnosci z generalizacjg nowych i niewidocznych danych.

* Trudnosci z obstugg bardzo dtugich sekwencji — chociaz dtuzsze okna kontekstowe mogg poprawic
wydajnos¢, mogg rowniez stwarzac problemy podczas przetwarzania ekstremalnie dtugich sekwencji.
Niektédre modele mogg mie¢ trudnosci z utrzymaniem niezbednych informacji na tak duzych
odlegtosciach, co prowadzi do pogorszenia wydajnosci.

* Malejgce korzysci — chociaz zwiekszanie rozmiaru okna kontekstowego moze poprawié¢ wydajnosé,
moze istnie¢ punkt malejgcych korzysci, w ktérym dalsze zwiekszanie rozmiaru okna kontekstowego
przyniesie jedynie marginalng poprawe. Aby osiggngé optymalng wydajnos¢, kluczowe jest
zrownowazenie rozmiaru okna kontekstowego z kosztem obliczeniowym i ztozonosciag modelu.

Koncepcja okna kontekstowego jest niezwykle wazna z kilku powoddw:

* Rejestruje zaleznosci — okno kontekstowe pozwala modelowi zrozumie¢ relacje miedzy stowami,
frazami lub zdaniami w tekscie. Pomaga to modelowi uchwyci¢ ogdlne znaczenie i kontekst danych
wejsciowych.

* Ulepszone przewidywania — to prawdopodobnie to, co wiekszo$¢ z nas widzi podczas korzystania z
modeli LLM, gdzie okno kontekstowe umozliwia modelowi generowanie dokfadniejszych i
spojniejszych sugestii na podstawie poprzedniego tekstu.

* Zapewnia kontekst dla lepszego zrozumienia — dzieki uwzglednieniu okna kontekstowego modele
LLM moga lepiej zrozumie¢ kontekst, a w rezultacie strukture sktadniowa i relacje semantyczne w
tekscie; pozwala to na dokfadniejsze zrozumienie i generowanie jezyka.

Inzynieria btyskawiczna

Inzynieria btyskawiczna to stosunkowo nowa dziedzina, ktdra polega na tworzeniu lub projektowaniu
komend w celu wywotania pozadanych odpowiedzi lub zachowan z modelu uczenia maszynowego, w
szczegdlnosci LLM. Jest to potezna technika, ktéra moze poprawi¢ wydajnos¢ modeli jezykowych w
réznych zadaniach. Inzynieria btyskawiczna to rozwijajaca sie dziedzina, ktdra wymaga kreatywnosci i
dbatosci o szczegdty. Inzynierie btyskawiczng mozna postrzegac¢ zaréwno jako sztuke, jak i nauke.
Polega ona na starannym doborze i sformutowaniu polecenn wejsciowych, aby pomdc sztucznej
inteligencji w generowaniu pozadanych wynikéw. Te polecenia wejsciowe moga polegac po prostu na
doborze odpowiednich stéw, fraz i formatdéw, aby pomdc modelowi w generowaniu wysokiej jakosci i
trafnych tekstéw dla okreslonego zadania. Na przyktad, aby uzyskac szczegétowa odpowiedz, mozesz
uzy¢ polecenia takiego jak ,,Wyjasnij szczegdtowo...”, lub aby uzyskaé szybkie podsumowanie, mozesz
uzy¢ polecenia ,,Podsumuj w kilku punktach...”. Podobnie, aby sztuczna inteligencja pisata w stylu
konkretnego autora, mozesz uzy¢ polecenia takiego jak ,Napisz fragment tak, jakby$ byt P. G.
Wodehouse’em”. Inzynieria podpowiedzi wymaga zrozumienia mozliwosci modelu sztucznej
inteligencji, danych treningowych i sposobu, w jaki reaguje on na rézne rodzaje danych wejsciowych.
Skuteczna inzynieria podpowiedzi moze znaczaco poprawié uzytecznos¢ modeli sztucznej inteligencji
w roéznych zadaniach. Nalezy pamietaé, ze ta sekcja jest jedynie wprowadzeniem do inzynierii
podpowiedzi jako podstawowej koncepcji.

Adaptacja modelu



Modele LLM sg wstepnie wytrenowane i ogdlnego przeznaczenia, a czasami wymagajg dostrojenia. Sg
trenowane na duzym korpusie danych tekstowych i mogg by¢ uzywane jako punkt wyjscia do
trenowania na mniejszym zbiorze danych dla konkretnego zadania. Dostrojenie bazowego modelu LLM
na mniejszym zbiorze danych moze poprawié¢ jego wydajnos¢ dla tego konkretnego zadania.
Dostrajanie polega na przetrenowaniu wstepnie wytrenowanego modelu i dalszym trenowaniu go na
nowym zadaniu lub zbiorze danych. Wstepnie wytrenowany model stuzy jako punkt wyjscia, a wagi
modelu sg dostosowywane podczas treningu w celu poprawy jego wydajnosci dla nowego zadania.
Dostrajanie jest czesto stosowane w transferze uczenia, gdzie model wytrenowany na jednym zadaniu
jest adaptowany do innego, pokrewnego zadania. Oto kilka przyktadéw dostrajania LLM:

* Klasyfikacja tekstu — dostrajanie LLM do konkretnego zadania klasyfikacji tekstu, takiego jak analiza
sentymentu lub wykrywanie spamu

* Odpowiadanie na pytania — dostrajanie LLM do konkretnego zadania zwigzanego z odpowiadaniem
na pytania, takiego jak odpowiadanie na pytania dotyczace konkretnego tematu

* Generowanie jezyka — dostrajanie LLM do konkretnego zadania generowania jezyka, takiego jak
generowanie streszczen lub ttumaczen

Dostrajanie LLM, takiego jak GPT-3.5 Turbo, moze by¢ skutecznym sposobem na dostosowanie modelu
do konkretnych zadan, ale moze by¢ réwniez bardzo kosztowne i powinno by¢ jedng z ostatnich opcji.
W niektérych przypadkach dostrajanie moze réwniez prowadzi¢ do katastrofalnego zapomnienia.
Dzieje sie tak, gdy model jest dostrajany do nowego zbioru danych, powodujgc zapomnienie wiedzy
zdobytej z oryginalnych danych treningowych, co skutkuje utratg zdolnosci rozumowania przez
dostrojony model. Adaptacje modelu oméwimy bardziej szczegétowo w rozdziale 9, w tym wszelkie
putapki zwigzane z dostrajaniem.

Zachowania emergentne

Koncepcja zachowan emergentnych definiuje znaczenie modeli podstawowych i modeli LLM.
Zachowania emergentne oznaczajg nieoczekiwane zachowania modeli LLM podczas interakcji ze
Srodowiskiem, zwtaszcza gdy sg trenowane na duzych ilosciach danych. Modele LLM nie sg wprost
trenowane w zakresie tych umiejetnosci, lecz uczg sie ich poprzez obserwacje jezyka naturalnego.
Pojawienie sie tych zachowan jest indukowane niejawnie, a nie jawnie konstruowane; jest to zaréwno
zrédtem naukowego entuzjazmu, jak i obaw o nieprzewidziane konsekwencje. Jak pokazuje rysunek
12, wydajnos¢ modelu w wielu testach poréwnawczych jezyka naturalnego (np. w odpowiadaniu na
pytania) nie jest lepsza niz losowos$é, dopdki nie osiggng one okreslonej skali, mierzonej w tym
przyktadzie obliczeniami treningowymi w FLOP-ach.
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Model scale (training FLOPs)

Wydajnos$¢ modelu gwattownie rosnie w tym momencie, co jest przyktadem zdolnosci emergentnych.
Pomaga nam to zrozumie¢, ze emergentne wtasciwosci modeli LLM nie wystepuja w mniejszych
modelach. Co wiecej, zdolnosci te pojawiajg sie dopiero w pewnej skali, gdy rozmiar modelu osiggnie
okreslony prég. Wtasciwosci emergentnych nie da sie przewidzie¢ poprzez ekstrapolacje wynikéw
mniejszych modeli. Przyjrzyjmy sie przyktadowi z wykorzystaniem kodu, poniewaz doktadna logika i
natura dziatania fragmentu kodu nie mogg by¢ z géry okreslone ani zaprogramowane na potrzeby LLM.
Aby zrozumieé, przeanalizowaé¢ i zrozumie¢ kod, nalezy wykorzysta¢c emergentne wtasciwosci
behawioralne modeli fundamentalnych. Zatézmy, ze mamy kod w C, ktéry odwraca cigg znakdéw, jak
pokazano na ponizszym listingu. Wykorzystuje on niektére z bardziej zaawansowanych funkcji jezyka
C, takich jak wskazniki, operatory XOR i makra. W naszym przykfadzie uzywamy GPT-4 do konwers;ji tej
funkcji C na Pythona. Pierwszym krokiem bytoby poproszenie naszego LLM o przekonwertowanie tego
kodu na Pythona za pomocg wiersza polecen podobnego do nastepnego. Ponownie pomijamy funkcje
C (listing 4) dla zwieztosci. Kod jest czescig wiersza polecen.

Listing 4 : Funkcja napisana w jezyku C, ktéra odwraca cigg znakéw
#include <String.h> // for strlen()

// reverse the given null-terminated String in place

void inplace_reverse(char * str)

{

if (str)

{



char * end = str + strlen(str) - 1;
// swap the values in the two given variables
// XXX: fails when a and b refer to same memory location
# define XOR_SWAP(a,b) do\
{\
ar=b)\
= a)\
a=b;\
} while (0)
// walk inwards from both ends of the String,
// swapping until we get to the middle
while (str < end)
{
XOR_SWAP(*str, *end);
str++;
end--;
}
# undef XOR_SWAP
}
}

Konwertuj te funkcje C na Pythona:
#include <string.h> // dla strlen()
// odwréé podany cigg znakdéw zakoriczony znakiem null w odpowiednim miejscu

void inplace_reverse(char * str)

{

}

Listing 5 przedstawia wynik naszego modelu z kodem przekonwertowanym na Pythona. Dobrze
rozumie on dziatanie funkcji Ci opisuje rézne ograniczenia i wtasciwosci Pythona w odpowiedzi. Nalezy
zauwazy¢, ze nie podalismy zadnych wskazéwek co do dziatania funkcji. Rozszyfrowat on samga petle
while, pokazujgc przyktad zachowania emergentnego.



Ta funkcja zwrdci odwrdcony cigg znakdw zamiast modyfikowaé oryginalny cigg znakdw, poniewaz
ciggi znakdw w Pythonie sg niezmienne. Innymi stowy, raz utworzonego ciggu znakéw w Pythonie nie
mozna zmieni¢. W zwigzku z tym funkcja inplace_reverse jest nieco mylagca w kontekscie Pythona.
Mozesz rozwazy¢ zmiane jej nazwy na cos w rodzaju reverse_string.

Listing 5 : Przekonwertowana funkcja Pythona do odwracania ciggu znakéw
def inplace_reverse(str):

if str:

# Convert the String to a list since strings are immutable in Python

Ist = list(str)

# Initialize two pointers at the start and end of the list

start=0

end =len(Ist) - 1

# Reverse the list in place

while start < end:

# XOR_SWAP equivalent in Python

Ist[start], Ist[end] = Ist[end], Ist[start]

# Move the pointers towards the center of the list

start+=1

end-=1

# Convert the list back into a string

return ".join(Ist)

return str

Mozemy to jeszcze bardziej uprosci¢, zadajagc modelowi nastepujgce pytanie:
Czy mozesz jeszcze bardziej uproscié i zoptymalizowac kod Pythona?

Jasne! Jednym z najprostszych sposobéw odwrdcenia ciggu znakdw w Pythonie jest wycinanie. Oto
funkcja, ktora zwrdci odwrotng strone ciggu znakow:

def reverse_string(s):
return s[::-1]
[::-1] to wycinek, ktéry zaczyna sie od korica ciggu znakéw i przesuwa sie do tytu.

Jesli jednak chcesz emulowac te samg logike, co program w C, czyli odwrdci¢ cigg znakéw w miejscu za
pomocg dwéch wskaznikdéw, oto bardziej pythonowy sposdb osiggniecia tego:

def reverse_string(s):

Ist = list(s)



Ist.reverse()
return ".join(Ist)

W tej wersji konwertujemy cigg znakéw na liste, odwracamy liste w miejscu za pomocg wbudowane;j
funkcji reverse, a nastepnie tgczymy liste z powrotem w cigg znakdw. Funkcja reverse w Pythonie
wykorzystuje podobne podejscie dwuwskaznikowe, ale wszystko odbywa sie ,,pod maska”, wiec kod
wyglada znacznie prostiej. Punkt, w ktéorym odpowiedz odwotuje sie do podobnego podejscia
dwuwskaznikowego, demonstruje moc wilasciwosci emergentnej. Nigdzie w rozmowie nie
wspomnieliSmy o tym wprost. W tym rozdziale przyjrzeliSmy sie podstawowym koncepcjom, ktére
sprawiajg, ze modele LLM dziatajg, i na co nalezy zwrdci¢ uwage, wdrazajgc te nowe generatywne
techniki sztucznej inteligencji w przedsiebiorstwie. Omawiamy nowe koncepcje, takie jak monity,
inzynieria promptéw, osadzenia, tokeny, parametry modelu, okna kontekstowe, architektura
transformatoréw i zachowania emergentne. Teraz, gdy w nastepnym rozdziale mamy juz szerokie
zrozumienie LLM i ich implikacji, przenieSmy to na grunt praktyczny i wykorzystajmy APl do
generowania tekstu, zaréwno w formie uzupetnien, gdzie podajemy instrukcje za pomoca
podpowiedzi, jak i czatu, gdzie mozemy prowadzi¢ dialog, generujgc w ten sposdb tekst w kontekscie
rozmowy.

Podsumowanie

* Duze modele jezykowe (LLM) stanowig znaczacy postep w dziedzinie sztucznej inteligencji. Sg one
trenowane na ogromnych ilosciach danych tekstowych, aby uczy¢ sie wzorcow w jezyku ludzkim.

* Modele LLM sg uniwersalne i mogg obstugiwac zadania bez danych treningowych specyficznych dla
danego zadania, takie jak odpowiadanie na pytania, pisanie esejéw, streszczanie tekstéw, ttumaczenie
jezykow i generowanie kodu.

*  Kluczowe przypadki wuzycia LLM obejmuja podsumowania, klasyfikacje, pytania i
odpowiedzi/chatboty, generowanie tresci, analize danych, ttumaczenie i lokalizacje, automatyzacje
procesow, badania i rozwdj, analize sentymentéw i ekstrakcje encji.

* Typy LLM obejmujg modele bazowe, oparte na instrukcjach i dostrojone LLM. Kazdy z nich ma swoje
zalety i wady i jest oparty na modelach fundamentalnych. * Modele fundamentalne to duze modele Al
trenowane na ogromnych ilosciach danych na ogromng skale, co skutkuje modelami, ktére mozna
dostosowac do szerokiego zakresu zadan downstream.

* Niektére kluczowe koncepcje LLM obejmujg monity, inzynierie monitdw, osadzenia, tokeny,
parametry modelu, okna kontekstowe, architekture transformatoréw i zachowania emergentne.

* Modele LLM o otwartym kodzie zrédtowym i komercyjne majg swoje zalety i wady, przy czym modele
komercyjne zazwyczaj oferujg najnowoczesniejszg wydajnosé, a modele o otwartym kodzie Zrodtowym
zapewniajg wiekszg elastycznos¢ w zakresie dostosowywania i integracji.

* Modele matych jezykdéw (SLM) to nowy, pojawiajgcy sie trend w zakresie lekkich, generatywnych
modeli Al, ktdre generujg tekst, podsumowujg dokumenty, ttumaczga jezyki i odpowiadajg na pytania.
W niektérych przypadkach oferujg one mozliwosci podobne do tych oferowanych przez wieksze
modele.



