Generatywna sztuczna inteligencja i studia LLM: Studium przypadku w finansach
Streszczenie

Generatywna sztuczna inteligencja (GenAl) i duze modele jezykowe (LLM) wywotujg rewolucje w
réoznych branzach, a sektor finansowy jest jednym z obszaréw silnie dotknietych. Tu analizuje sie
zréznicowany wptyw GenAl i LLM na sektor finansowy, ze szczegdlnym uwzglednieniem tego, w jaki
sposéb technologie te umozliwiajg tworzenie nowych tresci danych z istniejacych zestawdw danych w
celu usprawnienia procesu decyzyjnego, oceny ryzyka, spersonalizowanych ustug bankowych i
zaangazowania klientéw. Instytucja finansowa, taka jak bank, moze wykorzysta¢ te rozwijajgce sie
technologie do lepszej analizy predykcyjnej i $wiadczenia ustug doradztwa finansowego. W niniejszym
rozdziale analizuje sie niedawng ewolucje GenAl i LLM w sektorze finansowym i jej implikacje. Oprocz
ram wykorzystania tych technologii w celu uzyskania przewagi konkurencyjnej, oméwiono réwniez ich
zastosowania, perspektywy i wyzwania. Stowa kluczowe: sztuczna inteligencja, generatywna sztuczna
inteligencja, duze modele jezykowe, finanse, transformer

Wprowadzenie

Systemy komputerowe oparte na sztucznej inteligencji (Al) potrafig sie uczy¢ i dokonywac wyboréw,
podobnie jak ludzie. Wykorzystujgc metody uczenia maszynowego (ML), komputery uczg sie z
okreslonego zestawu danych, analizujgc je bez koniecznosci stosowania jawnych procedur krok po
kroku. Metody te wyszukujg wzorce w danym zbiorze danych. Niedawno wprowadzone modele
generatywnej Al, znane réwniez jako GenAl, oparte na technikach ML, mogg generowaé nowe teksty,
obrazy, muzyke, a nawet filmy z komunikatéw tekstowych. Generatywne, wstepnie wytrenowane
modele duzego jezyka (LLM) oparte na transformatorach (GPT) majg zdolno$¢ rozumienia i
generowania jezyka ludzkiego. Od ogdlnych idei po konkretne zastosowania, najnowsze modele GenAl
wykazaty, ze mogg nasladowac i wzmacniac¢ ludzka inteligencje, zaréwno pod wzgledem dtugosci, jak i
szerokosci. W przesztosci nastgpity drastyczne zmiany w sposobie, w jaki instytucje finansowe
przetwarzajg dane, uzyskujg wglad i podejmujg decyzje. Przetlomowy rozwdj GenAl i LLM jest gtéwnym
czynnikiem dramatycznych zmian w sektorze finansowym. W tym rozdziale omawiamy, jak GenAl i LLM
zrewolucjonizowaty globalny sektor finansowy. Specyficzne potaczenie tych dwdéch technologii zmienia
oblicze sektora finansowego dzieki unikalnej zdolnosci do analizy danych i podejmowania trafnych
decyzji strategicznych dla organizacji. GenAl wzbudzito duze zainteresowanie w wielu dziedzinach, w
tym w finansach, od czasu wprowadzenia sztucznej inteligencji. Istnieje wiele obszaréow sektora
finansowego, w ktérych zastosowanie GenAl pomogtoby w efektywniejszej analizie danych
finansowych, uzyskaniu wgladu w rynek i uproszczeniu ztozonej dynamiki zachowan rynkowych.
Modele GenAl sg w stanie generowac tresci, ktore wygladajg podobnie do tych tworzonych przez ludzi,
pokazujgcich kreatywne i poznawcze zdolnosci. Godng uwagi zaletg LLM jest jego zdolno$¢ do czytania
i pisania zdan tak jak ludzie, z zadziwiajgcg doktadnoscig. Z drugiej strony, wtgczenie GenAl do LLM w
subdomenie finanséw w obliczu tych ztozonych krajobrazéw, w ktérych dziatajg wszystkie branze,
bedzie kluczowe dla profesjonalistéw, ktérzy majg do czynienia z ogromng iloscig informacji i
komplikacjami w podejmowaniu decyzji, takich jak zarzadzajgcy aktywami z sektora ustug finansowych.
Wtaczenie GenAl, wraz z LLM, do sektora finansowego bedzie kluczowe dla zarzadzajgcych aktywami
w branzy ustug finansowych, ktdrzy przetwarzajg duze ilosci informacji i realizujg ztozone procesy
decyzyjne, na przyktad dla zarzadzajgcych aktywami. W tym rozdziale analizujemy, co wspiera GenAl,
jak dziatajg LLM i jakie sg ich mozliwe zastosowania, wykorzystujgc szczegdtowe studium przypadku z
perspektywy finansowe]. Dlatego tez dogtebnie analizujemy GenAl, ztozonos$¢ LLM i wykorzystujemy
je jako studium przypadku zastosowania w sektorze finansowym. GenAl, szeroka kategoria obejmujaca
modele tworzace nowe tresci, takie jak tekst, dzwiek lub obrazy, wykorzystuje duze modele jezykowe
jako kluczowe narzedzie. LLM, trenowane na ogromnych ilosciach danych tekstowych, doskonale



rozumiejg wzorce jezykowe i generujg tekst o jakosci ludzkiej, oparty na podpowiedziach lub
kontynuacji istniejgcych sekwencji. Rysunek przedstawia hierarchiczny widok Al, ML, gtebokiego
uczenia (DL), Gen Al i LLM.
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Zrozumienie generatywnej sztucznej inteligencji (Al) i duzych modeli jezykowych (LLM)

Systemy Al to programy komputerowe, ktdre mogg tworzy¢ prognozy, sugestie lub dokonywac
wybordw w oparciu o cele wyznaczone przez ludzi. Trendy digitalizacji obserwowane od dawna, w tym
te oparte na sztucznej inteligencji (Al), ulegty przyspieszeniu i nasileniu w okresie pandemii. Tradycyjna
Al, czyli ML, koncentruje sie na zadaniach analitycznych, podczas gdy GenAl zostata stworzona w celu
generowania whasnych tresci. Ten wynalazek moze zrewolucjonizowac kazdg branze, zwiekszyc¢ ludzka
kreatywnos¢ i rozszerzy¢ mozliwosci maszyn. Rozwdj GenAl byt ekscytujacy, a na przestrzeni lat
osiggnieto wiele godnych uwagi kamieni milowych. Podobnie jak wczesniejsze generacje Al, GenAl
wykorzystuje ztozone modele matematyczne, ogromne zasoby obliczeniowe i ogromny wkfad pracy
ludzkiej w szkolenia/rozwdj/wdrozenie . GenAl to termin uzywany do opisania technik obliczeniowych
zdolnych do generowania nowego tekstu, obrazéw lub materiatdw audiowizualnych z danych
treningowych . GenAl wykorzystuje modele bazowe (duze modele Al), ktére mogg wykonywac wiele
zadan jednoczesnie i wykonywac rézne zadania, takie jak sumowanie, pytania i odpowiedzi oraz
klasyfikacja, miedzy innymi. Modele podstawowe mogg by¢ dostosowane do konkretnych przypadkéw
uzycia z minimalng iloscig informacji o prébce i niskim poziomem szkolenia. Gtdwnym celem GenAl jest



symulacja interakcji miedzyludzkiej. tgczy uczenie nadzorowane (przewidywanie nastepnego stowa w
zdaniu na podstawie poprzednich) i uczenie nienadzorowane (odszyfrowywanie struktury jezyka bez
etykiet) . Gtdwna cze$¢ GenAl jest trenowana na rozlegtych zestawach danych, a takze na istniejgcych
juz materiatach. GenAl to ogdlny termin obejmujacy wiele metod i modeli, ktére moga generowac
nowe instancje danych, przypominajace przyktady szkoleniowe pod wzgledem swoich wtasciwosci.
Generatywne sieci przeciwstawne (GAN), modele autoregresyjne lub autokodery wariacyjne to
niektére z technik zaliczanych do tej kategorii. Na przyktad w finansach, tam gdzie istniejg, GenAl
zapewnia mozliwosci generowania syntetycznych zestawdw danych finansowych, ulepszania
istniejgcych zestawdw danych i symulowania warunkéw rynkowych. GPT-3.5 to przyktad nowatorskiej
GenAl zbudowanej na LLM. Ta wersja ChatGPT jest darmowa. Od listopada 2022 roku, kiedy OpenAl
uruchomito ChatGPT, chatbota opartego na generatywnej sztucznej inteligencji, obserwuje sie
gwattowny wzrost aktywnosci. Wykorzystanie atakdw, testy kryminalistyczne i kreatywne odkrywanie
zyskaty popularnos¢ dzieki systemowi i jego zasadom . Jezyk jest prawdopodobnie najpotezniejszym
narzedziem, ktérego ludzkos¢ uzywa do wyrazania idei, mysli i uczu¢ . Bez zaawansowanych
algorytmow sztucznej inteligencji maszyny nie sg w stanie rozumie¢ ani mowic jezykiem ludzkim.
Docelowo badania nad sztuczng inteligencjg majg na celu stworzenie maszyn, ktdre potrafig czytac jak
ludzie, a takze pisa¢ i mowic jak oni. Przetwarzanie jezyka naturalnego (NLP) to gataz sztucznej
inteligencji dedykowana temu celowi. W NLP modele jezykowe stuzg do przewidywania lub
sugerowania stow i fraz, zdann, w oparciu o kontekstowo prawdopodobne lub prawdopodobne, ze
mowigcy zamierza ich uzyé. Ewolucja od statystycznych modeli jezyka (SLM) rozpoczyna sie od
przejscia do neuronowych modeli jezyka (NLM), wstepnie wytrenowanych modeli jezyka (PLM) i
duzych modeli jezyka (LLM). Modele SLM reprezentujg sekwencje stéw za pomocg prostych rozktadow
prawdopodobienstwa, podczas gdy neuronowe analizujg ztozone wzorce jezykowe, wykorzystujgc
swoje sieci obliczeniowe. Modele PLM wykorzystuja ogromne korpusy i uczenie maszynowe do
gromadzenia ogdlnych informacji jezykowych, podczas gdy modele LLM dodajg wiecej danych, mocy
obliczeniowej i algorytmdéw, aby tworzy¢ rozbudowane, ekspresywne i elastyczne jezyki.
Zaawansowane systemy sztucznej inteligencji, znane jako duze modele jezyka (LLM), potrafig rozumieé
ludzi. Studenci, ktérzy ukonczg program LLM, s3 szkoleni na jednych z najwiekszych na $wiecie zbioréw
danych, czesto mierzonych w petabajtach (1 milion GB). Zrédtami danych szkoleniowych sg ksigzki,
czasopisma, strony internetowe, a takze inne teksty dostepne w domenach publicznych. Modele te
wykorzystujg DL do rozumienia i generowania jezyka zblizonego do ludzkiego. Nowoczesne aplikacje,
takie jak generowanie tresci, ttumaczenie jezykdw, chatboty obstugi klienta, analiza finansowa,
badania naukowe i zaawansowane wyszukiwanie w internecie, opierajg sie na modelach LLM. W
sztucznej inteligencji modele jezykowe to systemy programowe, ktore pozwalajg ludziom rozumieg,
tworzy¢ lub manipulowad jezykiem. Niektére modele taczg obrazy z tekstami i innymi rodzajami
mediéw. Transformatory, zapoczatkowane przez Vaswaniego i innych , sg prekursorami obecnych
modeli uczenia sie jezyka (LLM). Transformator wykorzystuje ,,mechanizm uwagi” do przypisywania
wag stowom w zdaniu, dzieki czemu model jest bardziej zdolny do rozumienia ztozonych wzorcéw i
zaleznosci. Model transformatora sktada sie z kodera i dekodera, przy czym oba posiadajg wiele warstw
samouwagi i sieci neuronowych z sprzezeniem zwrotnym, ktére stanowig jego komponenty. Zaleznosci
odlegtosciowe w sekwencjach mogg by¢ skutecznie obstugiwane za pomoca tej architektury. W
zwigzku z tym metoda ta znaczgco poprawia wydajnos¢ modelu jezyka i interpretacje tekstu .

Modele jezykowe w finansach

Od ponad dziesieciu lat uczenie maszynowe (ML) i sztuczna inteligencja (Al) wywierajg ogromny wptyw
na sektor ustug finansowych. Niektére z niezwyktych postepdw, jakie osiggnieto dzieki tym
technologiom, obejmujg ulepszone wyceny i lepsze podstawowe wskazniki oszustw. Obecnie GenAl
zwiastuje nowg ere dla sektora bankowego. Dlatego w sektorze ustug finansowych GenAl jest coraz



czesciej wykorzystywane do zwiekszenia efektywnosci operacyjnej, na przyktad w wykrywaniu
oszustw, ocenie ryzyka, prognozowaniu inwestycji i obstudze klienta. GenAl ma przewage nad
obserwacjg ludzka, poniewaz umozliwia ocene ztozonych informacji w celu ujawnienia niejasnych
wzorcow. W rezultacie instytucje finansowe sg w stanie podejmowac bardziej Swiadome decyzje, co
prowadzi do rozsgdnego ograniczania ryzyka. Réznorodnos¢ zastosowan tego typu Al oraz rosngce
zapotrzebowanie na doktadne i niezawodne rozwigzania finansowe doprowadzity do gwattownego
rozwoju GenAl w sektorze finansowym. Duzi gracze na tym rynku, w tym Amazon Web Services,
Microsoft Corporation i IBM Corporation, intensywnie inwestujg w badania i rozwdéj (R&D), aby
rozszerzy¢ swoje mozliwosci GenAl na nowe rynki. Wykorzystanie danych w modelach LLM moze
przyniesé znaczne oszczednosci bankom, a takze innym dostawcom ustug finansowych, miedzy innymi
dzieki lepszej automatyzacji i wzrostowi efektywnosci. Wedtug szacunkéw McKinsey, wdrozenie GenAl
moze prowadzi¢ do wzrostu przychodéw w sektorze bankowym nawet o0 3—5% rocznie pod wzgledem
produktywnosci. Oznacza to dodatkowe roczne zyski, siegajgce od 200 do 340 miliardow dolaréw.
Architektura modeli jezyka ekonomicznego (LLM) sktada sie z frameworka i algorytmow
zaprojektowanych specjalnie do przetwarzania danych i informacji ekonomicznych. Rysunek 2
przedstawia te frameworki.
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W latach 2017-2024 ewolucja finansowych LLM (FinLLM) przesuneta sie od poczatkowej eksploracji w
strone zaawansowanych narzedzi branzowych, ktére zostaty wigczone do systemdéw finansowych.
Wtasnie z takim postepem o$ czasu na ->rysunku 12.3 rozpoczyna sie od wynalezienia architektury
transformatorowej w 2017 r., ktéra stanowi podstawe dla wszystkich innych LLM.
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Rok 2018 byt waznym kamieniem milowym, poniewaz powstat BERT [->13]; byt to poczatek nowej ery
wstepnie wytrenowanych modeli i doprowadzit do drastycznych zmian w NLP. Osiggniecie zespotu



OpenAl w 2019 r. z GPT-2 pokazato liczne mozliwosci wykorzystania modeli na duzg skale w szerokim
zakresie zadan. Doprowadzito to do powstania modeli specjalistycznych, takich jak te ukierunkowane
na finanse. Istniejg dwa gtéwne typy modeli jezyka finansowego, takie jak wstepnie wytrenowane
modele jezyka finansowego (FinPLM) i FinLLM. Zazwyczaj FinPLM-y to dopracowane wersje
pochodzace z istniejgcych modeli ogdlnego przeznaczenia, takich jak BERT. Modele te sg nastepnie
specjalnie dostosowywane do celéw finansowych — FinBERT-19, FinBERT-20 i FinBert-21 . Warto
zauwazy¢, ze w roku 2022 modele LJ przeznaczone dla sektora finansowego odnotowaty duzy postep
dzieki wydaniu ChatGPT i FLANG. Wykorzystujgc architekture GPT, ChatGPT osiggnat znaczacy postep
w dziedzinie konwersacyjnej sztucznej inteligencji, co podniosto poprzeczke standarddéw interakgcji z
klientami w sektorze finansowym. Ponadto, dzieki metodzie wstepnego trenowania ELECTRA, FLANG
autorstwa Shaha i inni stat sie silniejszym modelem jezyka finansowego pod wzgledem doktadnosci niz
jego poprzednicy. Uwydatnia to, jak wyspecjalizowane Al mogg by¢ wykorzystywane do poprawy
zaangazowania klientéw i pogtebiania zrozumienia ztozonych koncepcji finansowych stosowanych w
branzy. Bardziej ztozony i autonomiczny trend w dziedzinie technologii finansowych jest widoczny w
postepie narzedzi sztucznej inteligencji finansowej w latach 2023-2024, w tym FinBen i Fin-LLM. W tym
okresie pojawit sie FinLLM jako zaawansowany model jezyka finansowego nowej generacji, ktory
usprawnit miedzy innymi ocene ryzyka, przetwarzanie danych finansowych i badania inwestycyjne.
Ponadto inne modele, takie jak BloombergGPT, FinMA, InvestLM i FinGPT, zostaty wprowadzone jako
specjalistyczne modele finansowe GenAl, zapewniajgce sektorowi finansowemu specjalistyczng
wiedze z zakresu FinLLM . W 2024 roku bedziemy swiadkami wprowadzenia FinBen . Celem FinBen jest
ciggta ocena programéw LLM w finansach i wspieranie rozwoju sztucznej inteligencji poprzez regularng
aktualizacje zadan i modeli.

Zastosowania modeli jezykowych w finansach

Wykorzystanie GenAl w biznesie i finansach moze przynies¢ liczne korzysci, takie jak zwiekszona
efektywnos¢, redukcja kosztéw i uproszczona dostepnosé. Przewiduje sie, ze wykorzystanie Al
wzro$nie w nadchodzacych latach. GenAl, a zwtaszcza modele jezykowe, takie jak GPT, mogg by¢
wykorzystywane na wiele sposobow w finansach. Mogg one pomdc w analizie finansowej, ocenie
ryzyka, wykrywaniu oszustw, a nawet w raportach finansowych lub prognozach rynkowych. W tym
artykule przyjrzymy sie kilku przyktadom analiz wykorzystujgcych najnowsze narzedzia GenAl, takie jak
ChatGPT 3.5, ChatGPT 4 i Gemini. Wdrozenie tej technologii prowadzi do transformacji relacji z
klientami, uproszczenia operacji i rozwoju zwinnych branz opartych na danych. Opisujemy réwniez
kilka istotnych najnowszych prac z zakresu ekonomii i finansdw. Ponizej znajduje sie przyktad
zastosowania finansowego z wykorzystaniem LLM.

Zarzadzanie ryzykiem

Zarzadzanie ryzykiem finansowym jest gtéwnym zastosowaniem sztucznej inteligencji w sektorze
finansowym. Zastosowanie technologii GAN daje nadzieje na ztagodzenie pewnych
charakterystycznych przeszkdd napotykanych w sektorze finansowym, szczegdlnie w zakresie
dostepnosci i analizy danych. Generujac syntetyczne dane finansowe o najwyzszej jakosci, sieci GAN
stanowig potencjalnie korzystne narzedzie do wzbogacania analizy ryzyka, gwarantujgc przestrzeganie
standarddéw regulacyjnych i wspierajgc innowacje w obszarze ustug finansowych. Pomimo pewnych
ograniczen zwigzanych z sieciami GAN, takich jak niestabilnos¢ modeli, ztozonos¢ rynkéw finansowych
i mozliwos¢ generowania mylgcych danych, sieci te dajg nadzieje na zrewolucjonizowanie
modelowania finansowego, zarzgdzania ryzykiem i innych ustug finansowych w nadchodzacych latach
Sieci GAN sg umieszczane w nadzorowanym srodowisku uczenia sie i sg bardziej odpowiednie do zadan
klasyfikacyjnych dzieki nowo zaprojektowanej funkcji straty. Generujg one réwniez petne rozktady
prawdopodobienstwa warunkowego zwrotéw cenowych na podstawie historycznych wartosci. Rdézne



atrybuty kredytobiorcédw i pozyczek, oceniane za pomocg modeli uczenia maszynowego i uczenia
maszynowego (ML) dostarczajg cennych informacji na temat czynnikdéw determinujgcych ryzyko
kredytowe. Z drugiej strony, niektére z bardziej zaawansowanych podejs¢, ktére mozna tu uwzglednié,
to sieci neuronowe, maszyny wektorow nosnych i drzewa decyzyjne, w przeciwienstwie do regresji
logistycznej . GenAl jest uzyteczna w zrozumieniu potencjalnych podatnosci zwigzanych z ryzykiem
operacyjnym poprzez symulowanie scenariuszy awarii lub zaktécen operacyjnych. Podobnie, pomaga
bankom lepiej zrozumie¢ swoje portfele kredytowe, co przektada sie na lepsze zarzagdzanie portfelem
poprzez identyfikacje potencjalnych mozliwosci i ryzyk dywersyfikacji. Ponadto Al oferuje przydatne
informacje, ktére pomagajg bankom zapewni¢ lepszg obstuge klienta i lepsze dostosowanie swoich
produktédw. Al wnosi istotny wkfad w testy warunkéw skrajnych i analize scenariuszy, gdzie imituje
szereg warunkéw ekonomicznych w celu oceny ich wptywu na portfele kredytowe. Wspiera
strategiczne zarzadzanie ryzykiem .

Wykrywanie oszustw

Digitalizacja zmienia globalne systemy ptatnosci w sektorze finansowym. W nastepstwie pandemii
zaréwno klienci, jak i firmy przesuneli swojg uwage w strone bardziej innowacyjnych platform
cyfrowych. Ta rewolucja zwiekszyta wydajnos¢ i zmniejszyta tarcia dla klientow, bankow i
sprzedawcéw, ale jednoczesnie wyktadniczo zwiekszyta liczbe oszustw w ustugach finansowych na
Swiatowym rynku ptatnosci cyfrowych. Dzieki trenowaniu na historycznych danych o oszustwach,
systemy sztucznej inteligencji (Al) mogg identyfikowad subtelne korelacje i wzorce, ktére ludzie lub
tradycyjne systemy mogtyby przeoczyé, a tym samym wykrywac oszustwa finansowe. Podejscie oparte
na GenAl moze znacznie usprawni¢ wykrywanie oszustw finansowych. Wraz z postepem
technologicznym oszustwa finansowe stang sie bardziej ztozone i zwodnicze. Algorytmy
wykorzystujgce GenAl moga umozliwi¢ oszustom przeprowadzanie bardziej wyrafinowanych i
ukierunkowanych atakéw, utrudniajgc wykrywanie oszustw. GenAl automatycznie trenuje algorytm
wykrywania oszustw i znajduje wzorce i anomalie oszustw, wykorzystujgc ogromne syntetyczne zbiory
danych . Eksperci mogg ocenia¢ wyniki identyfikacji i zwieksza¢ jej doktadnosé. Informacje zwrotne od
ludzi trenuja model wykrywania poprzez uczenie wzmacniajgce. Modele oparte na GenAl mog3
wykrywac oszustwa szybciej i skuteczniej, poniewaz uczg sie i doskonalg . Wykorzystanie modeli LLM,
najszerzej stosowanej metody GenAl, umozliwia analize trendéw transakcyjnych i wykrywanie oszustw
w czasie rzeczywistym. W rezultacie klienci mogg by¢ chronieni, a potencjalne straty finansowe mogg
zostac¢ zapobiegniete.

Symulacja rynku i prognozowanie

Aby ocenié i udoskonali¢ strategie handlowe, modele generatywne umozliwiajg symulacje szerokiego
zakresu okolicznosci rynkowych. Pozwala to traderom dostosowywac sie do stale zmieniajgcej sie
dynamiki rynku. Potencjalnie, dzieki tej optymalizacji, strategie mogg by¢ bardziej odporne na wahania
i zmiennosc¢ rynku. Ta mozliwo$é umozliwia traderom dokonywanie terminowych i efektywnych ocen
dzieki wykorzystaniu najnowszych danych rynkowych. Prognozowanie finansowe i ekonomiczne jest
czestym zastosowaniem tej strategii badawczej. Symulacje rynku finansowego z wykorzystaniem
GenAl mogg dostarczy¢ syntetycznych danych, ktére sg uderzajgco podobne do rzeczywistych sytuacji
rynkowych. Prognozowanie trendéw rynkowych, wycena aktywow i ocena ryzyka mogg byé
realizowane za pomocg tych sztucznych zbiorow danych. Umozliwiajac zarzadzajgcym portfelami
symulowanie rdznorodnych scenariuszy rynkowych w celu oceny strategii, funkcjonalnos¢ ta
wspomaga budowe portfeli inwestycyjnych o wiekszej odpornosci . ChatGPTiinne narzedzia LLM moga
przewidywac¢ zwroty z rynku akcji za pomoca analizy sentymentu na podstawie nagtéwkow
wiadomosci. W analizie sentymentu ChatGPT przewyzsza standardowe podejscia.



Handel algorytmiczny

Handel algorytmiczny, czesto nazywany handlem programowym, to podejscie inwestycyjne
wykorzystywane przez duzych inwestoréw instytucjonalnych do szybkiej realizacji duzej liczby zlecen .
Ten styl handlu wykorzystuje szybkos¢ i moc obliczeniowg komputeréw do wykorzystywania okazji
handlowych wykraczajgcych poza mozliwosci cztowieka, czesto dziatajgc w utamkach sekundy. Handel
algorytmiczny jest powszechnie stosowany na rynkach finansowych do realizacji transakcji blokowych
poprzez rozbicie ich na mniejsze zlecenia, co pozwala na zarzadzanie kosztami i ryzykiem zwigzanym z
wptywem na rynek. Obejmuje strategie, ktdre mogg by¢ proste, takie jak realizacja zlecen w
okreslonym czasie, lub trudne, wymagajgce szczegétowej wiedzy o mikrostrukturze rynku, a takze
zaawansowanych modeli matematycznych do przewidywania cen. Interdyscyplinarny charakter
tworzenia i wdrazania algorytmicznych strategii handlowych przejawia sie w potgczeniu finanséw,
matematyki, informatyki i analizy danych. Handel algorytmiczny ma te zalete, ze obniza koszty
transakcyjne dzieki najlepszym cenom realizacji, ktére zmniejszajg wptyw rynku na ceny aktywéw
bedacych przedmiotem obrotu. Pozwala réwniez unikngé sytuacji, w ktérych reczne zawieranie
transakcji mogtoby przynies¢ btedne rezultaty; daje traderom mozliwo$é przetestowania swoich
koncepcji na danych historycznych, zanim zostang one zaimplementowane w postaci kodu
programistycznego.

E-commerce i obstuga klienta

Branza handlu detalicznego przeszta znaczacg transformacje dzieki e-commerce, czyli kupowaniu i
sprzedawaniu towaréw i ustug online. Jest on niezwykle prosty, oferuje wiekszy wybér, a takze prostsze
sposoby poréwnywania produktéw lub cen. Obstuga klienta w e-commerce ma obecnie kluczowe
znaczenie, bioragc pod uwage, ze moze ona albo budowaé, albo niszczy¢ firmy, prowadzac do znacznych
wahan w lojalnosci klientéw, poziomie satysfakcji i postrzeganiu marki. Zasadniczo obstuga klienta w
e-commerce musi coraz czesciej obejmowac rdzne aspekty, takie jak natychmiastowe odpowiedzi e-
mail i czat, szybkie zwroty i wymiany, spersonalizowane porady zakupowe oraz proaktywne
rozwigzywanie probleméw. Ponadto nie mozna pomingé¢ chatbotdw z obstugg sztucznej inteligenc;ji,
ktére wykorzystujg algorytmy NLP do tworzenia spersonalizowanych rekomendacji opartych na
uczeniu maszynowym i automatycznej pomocy po zakupie. Te usprawnienia podkreslajg réwniez
znaczenie obstugi klienta w zapewnieniu ptynnego doswiadczenia zakupowego . W zwigzku z tym nie
mozna przeceni¢ znaczenia dziatu obstugi klienta w e-commerce, poniewaz wptywa on na to, czy klienci
pozostang z nimi, czy tez przeniosg swojg lojalno$¢ do innych firm. Zadowoleni klienci, ktorzy sg
zadowoleni z jakosci ustug swiadczonych przez platforme e-commerce, prawdopodobnie powrdca po
kolejne zakupy lub polecg te strone innym, utatwiajgc w ten sposdb organiczny rozwdj poprzez
marketing szeptany. Z drugiej strony, niewystarczajgca obstuga klienta moze skutkowac negatywnymi
opiniami w mediach spotecznosciowych, co moze zaszkodzi¢ reputacji firmy i utrudnic jej pozyskiwanie
nowych klientow poprzez rekomendacje. Chatboty i wirtualni asystenci wspierani przez LLM znaczgco
przeksztafcili obstuge klienta w branzy e-commerce. Sg w stanie pomdc w rekomendacjach produktéw,
odpowiada¢ na pytania konsumentdéw oraz zarzadzac zwrotami i reklamacjami. Gigant e-commerce,
Amazon, wykorzystuje LLM do usprawnienia interakcji z klientami i optymalizacji proceséw wsparcia.
Banki moga zapewni¢ swoim klientom bardziej spersonalizowane i istotne doswiadczenie bankowe,
korzystajgc z GenAl. GenAl moze ocenic sytuacje finansowg danej osoby, analizujgc dochody, wydatki
i cele oszczednosciowe. Na podstawie tych informacji GenAl rekomenduje spersonalizowane produkty
i ustugi finansowe.

Analiza sentymentu



Analiza sentymentu kwantyfikuje opinie w nieoznaczonych danych tekstowych, klasyfikujac je jako
pozytywne, negatywne lub neutralne. Moze to ujawni¢ kierunek makroskopowych wzorcow w
zrodtach informacji na duzg skale, co jest trudnym i czasochtonnym procesem dla analitykéw. Co
wazne, internetowe zrédta tekstowe mogg napedzac ruchy rynkowe i dawac przewage konkurencyjna
tym, ktérzy potrafig je wykorzystaé. Wiele dostepnych narzedzi i podejsé¢ do analizy sentymentu
finansowego jest niezréwnanych pod wzgledem mozliwosci radzenia sobie z wysoce skomplikowanym
dyskursem finansowym. FinBERT wykorzystuje wariant BERT, zaprojektowany do interpretacji tekstéw
finansowych . Model jest wstepnie trenowany z wykorzystaniem ogromnego korpusu, ktéry z czasem
budowano, przeszukujac literature branzowa. Financial PhraseBank dziata jako zbiér danych bazowych,
wykorzystywany do trenowania wielu modeli w zakresie kategoryzowania i rozumienia unikalnych
sentymentéw obecnych w zdaniach dotyczacych wiadomosci finansowych. Z drugiej strony, VADER,
wraz z towarzyszagcg mu listg stéw sentymentalnych Loughran-McDonald, zostat stworzony i
zoptymalizowany z myslg o dyskusjach w mediach spotecznosciowych i formalnych raportach [->30].
Rdzne narzedzia do réznych celdw! FinLlama idzie o krok dalej, wplatajac dogtebng analize sentymentu
finansowego w zaawansowang architekture LLaMA. Jesli jednak szukasz czegos prostszego, TextBlob
moze byé tym, czego potrzebujesz; jest tatwy w uzyciu, ale oferuje ograniczong funkcjonalnos$é . LLM
sg wykorzystywane przez firmy finansowe do analizy nastrojow w mediach spotecznos$ciowych i
wiadomosciach rynkowych oraz do udzielania wskazéwek dotyczacych strategii handlowych. Istniejg
przyktady funduszy hedgingowych i firm inwestycyjnych, ktére z powodzeniem wykorzystaty LLM, aby
dowiedziec sie wiecej o nastrojach rynku i podejmowacé decyzje inwestycyjne w oparciu o rzeczywiste
dane . FinLlama to system, ktéry dostraja wstepnie wytrenowany LLM przy uzyciu specjalistycznych,
oznaczonych i publicznie dostepnych zestawéw danych dotyczacych wiadomosci finansowych.
FinLlama ma na celu usprawnienie analizy sentymentu finansowego przy jednoczesnej minimalizacji
zuzycia zasobow dzieki precyzyjnemu dostrajaniu parametryzowanemu (PEFT) i 8-bitowej kwantyzacji
z LoRA.. Wykazano, ze ChatGPT przewyzsza tradycyjne metody analizy sentymentu. Wreszcie, T5
pokazuje, jak wszechstronne moze by¢ oprogramowanie NLP ogdlnego przeznaczenia, dostosowane
do bankowosci. Te udoskonalenia dowodzg dynamicznego charakteru NLP, czynigc je uzytecznym
narzedziem do prognozowania rynku i strategii inwestycyjnych.

Wyzwania i rozwazania etyczne dotyczace modeli jezykowych w finansach

Kwestia wrazliwosci danych ekonomicznych i potencjalnego wptywu na dziatania wynikajgcego z ich
wynikéw rodzi szereg problemdw etycznych i rozwazan w odniesieniu do modeli jezykowych w
finansach. Oto niektdre z najwazniejszych kwestii i watpliwosci etycznych:

Dezinformacja i fatszywe wiadomosci

Dezinformacja, fikcyjne firmy i fatszywe wiadomosci finansowe rozprzestrzeniajg sie lotem btyskawicy
i majg dalekosiezne skutki dla catej swiatowej gospodarki. Absolwenci studiéw prawniczych (LLM)
przechodzg szkolenia z wykorzystaniem obszernych zbioréw danych; jednak zbiory te mogg zawieraé
btedy lub niescistosci. Absolwent studidw prawniczych (LLM) udzielajgcy porad finansowych moze
wzmacniac te uprzedzenia i wprowadzac inwestorow w btad. Absolwenci studiéw prawniczych (LLM)
moga miec trudnosci ze zrozumieniem subtelnosci terminologii finansowej, a takze zawitych relacji
miedzy réznymi czynnikami wptywajgcymi na rynek. Moze to prowadzi¢ do tworzenia nadmiernie
uproszczonych lub wprowadzajgcych w btagd danych finansowych. Chociaz ChatGPT zostat specjalnie
zaprojektowany do wykrywania i eliminowania fatszywych informacji , wcigz istniejg watpliwosci co do
jego zdolnosci do zagwarantowania wiarygodnosci przetwarzanych informacji. Nawet po przejsciu
wielu szkolen z zakresu danych, ChatGPT moze nadal popetnia¢ btedy w analizie nastrojéw rynkowych
i prognozach finansowych, jesli przypadkowo ujawni fatszywe informacje. Co wiecej, stale zmieniajaca



sie charakterystyka fatszywych informacji wymaga ciggtego szkolenia, aby ChatGPT mégt rozpoznawadé
i eliminowac nowe zrddta dezinformacji .

Prywatnosc i bezpieczenstwo danych

Wdrazajagc GenAl i rozbudowane modele jezykowe w sektorze finansowym, prywatnos$é i
bezpieczenstwo danych majg kluczowe znaczenie. Ich zdolnos¢ do przetwarzania ogromnych ilosci
informacji jest imponujgca, ale oznacza to réwniez konieczno$¢ zachowania scistej poufnosci,
integralnosci i kontroli dostepu. Wiemy to juz jednak; wszystko to jest cze$cig zgodnosci z przepisami.
Europejskie Ogoélne Rozporzadzenie o Ochronie Danych (RODO) chroni dane osobowe, podczas gdy na
poziomie stanowym w Stanach Zjednoczonych réwniez obowigzujg przepisy, ktore priorytetowo
traktujg ochrone prywatnosci. Szyfrowanie zawsze bedzie miato swoje miejsce w stonicu, jesli chodzi o
Srodki bezpieczenstwa — szyfrowanie, a takze bezpieczne rozwigzania do przechowywania danych i
solidne zarzadzanie dostepem. Kwestie etyczne powinny by¢ priorytetem przy ocenie danych
finansowych. Kazdy kraj ma odrebne przepisy i polityki, co uniemozliwia opracowanie planu
cyberataku w nieskoordynowanym $rodowisku [»39]. Poniewaz modele uczenia maszynowego mogg
siac spustoszenie, rozpowszechniajgc stronnicze lub nieprawdziwe informacje w branzy, na ktdrej tak
bardzo polegamy, dalsze badania nad tymi protokotami sg niezbedne, aby technologie Al mogty sie
rozwijac.

Jako$¢ danych i stronniczos¢

Do uczenia maszynowego niezbedne sg dane wysokiej jakosci. Do celdw szkoleniowych i walidacyjnych
instytucje finansowe potrzebujg ustrukturyzowanych, wysokiej jakosci informacji, zanim bedg mogty
wdrozy¢ rozwigzania bankowe oparte na sztucznej inteligencji. Jakos¢ i kompletno$¢ danych
dostarczanych sztucznej inteligencji decyduje o jej zdolnosci do prognozowania i dostarczania analiz.
Rynki finansowe zmieniajg sie szybko, dlatego dane majg kluczowe znaczenie. Rozwdj rynku moze nie
by¢ odzwierciedlony w szacunkach sztucznej inteligencji opartych na nieaktualnych danych. Kolejnym
kluczowym problemem jest stronniczos¢ danych. Dane wykorzystywane do szkolenia sztucznej
inteligencji moga odzwierciedla¢ przeszte niesprawiedliwosci. Modele sztucznej inteligencji obarczone
stronniczoscia mogg nasila¢ dyskryminacje. System sztucznej inteligencji (Al) do oceny zdolnosci
kredytowe]j z wykorzystaniem stronniczych danych szkoleniowych moze niesprawiedliwie nasladowa¢d
pozyczki udzielane pewnym grupom. Wiele czynnikdw powoduje, ze statystyki finansowe s3
niezrownowazone; mogg to by¢ dynamika rynku, uprzedzenia ludzkie, historyczne nieréwnosci i inne
zrdznicowane przyczyny]. Modele Al generowane na podstawie takich danych mogg zatem wzmacniac
te uprzedzenia. Pierwszym z nich jest btad fazy uczenia ucielesniony w modelu z powodu skosnych
zestawow danych, co prowadzi do stronniczych wynikéw . Po drugie, istnieje btad algorytmu, ktéry
wystepuje podczas wnioskowania, niezaleznie od zestawu danych szkoleniowych uzywanego przez
model . Wykorzystanie btednych, niekompletnych lub stronniczych danych do trenowania i napedzania
modeli Al moze znaczgco wptynac na doktadnosé i niezawodnosé ich analiz i prognoz.

Zarzadzanie ryzykiem

Wykorzystanie modeli sztucznej inteligencji (Al) w finansach zwiekszy efektywnos¢ i umozliwi
podejmowanie lepszych decyzji. Poniewaz automatyzacja przejmuje prace ludzi, ta zmiana moze
znacznie zaoszczedzi¢ pienigdze i zwiekszy¢ produktywnosé. Problem w tym, ze obecnie grozi nam
nadmierne poleganie na Al. Bez dobrego zarzadzania organizacje mogg popas¢ w nieprzewidziane
problemy finansowe, a nawet doprowadzi¢ do krachu na rynkach. Od dtuzszego czasu modelowanie
ryzyka finansowego wykorzystuje zaawansowane techniki uczenia maszynowego (ML) do identyfikacji
oszustw, analizy wiarygodnosci kredytowej i przewidywania potencjalnych strat. Przyktadem takiego
modelu jest model opracowany przez McKinsey & Company, ktéry wykorzystuje wiele warstw



sztucznych sieci neuronowych do wykrywania przypadkdw oszustw finansowych, gdzie inne tradycyjne
metody mogtyby nie by¢ skuteczne , na przyktad gdy czyjes dane dotyczace bezpieczenstwa konta
zostaty skradzione i s3 wykorzystywane do dokonywania niechcianych transakcji. Poniewaz banki
potrzebujg wiarygodnych danych o tym, kto jest godny zaufania w kwestiach finansowych, modele
uczenia maszynowego przeszukujg je wszystkie w poszukiwaniu oznak, ktére mogtyby podnies¢ lub
obnizy¢ ich ocene kredytowg . Korzystanie z tych modeli daje znacznie doktadniejsze wyniki niz
tradycyjne systemy scoringowe, poniewaz nie ograniczajg sie one tylko do okreslonych cech, takich jak
wiek. Innym sposobem, w jaki modele uczenia maszynowego pomagajg bankom, jest prognozowanie
bankructwa lub niewyptacalnosci firm [-51]. Pordwnujac biezgce sprawozdania z danymi z przesztosci
i trendami, obliczajg one prawdopodobienstwo rychtego bankructwa firmy. Tego rodzaju prognozy
pomagajg inwestorom wycofac sie, gdy widzg nadchodzace problemy, zanim bedzie za pdzno.

Brak wiedzy dziedzinowej

Zarzadzanie przedsiebiorstwem obejmuje réine branze, z rdéinorodng terminologig, normami
operacyjnymi i wyzwaniami. Ogdélne modele sztucznej inteligencji, takie jak LLM, doskonale radzg sobie
z jezykami obcymi i tatwo im przetwarzaé lub generowac prace pisemne w réznych dziedzinach; majg
jednak trudnosci z radzeniem sobie z problemami specyficznymi dla danej branzy na rynkach
finansowych. Hadi i inni oraz Gu i inni zwrdcili uwage na trudnosci, jakie te modele majg ze
zrozumieniem problemdéw na rynkach finansowych i zastosowaniem rozumowania opartego na
zdrowym rozsgdku w procesach decyzyjnych. Ograniczenia te ujawniajg sie z powodu tego, jak bardzo
ogodlne sg te modele trenowane na duzych zbiorach danych, co sprawia, ze nie posiadajg one wiedzy
na poziomie eksperckim w okreslonych branzach. Tak naprawde nie do tego stworzono LLM, wiec nie
mozemy ich zbytnio wini¢. Ich dane treningowe s3 tak obszerne, ze mozna je zastosowaé niemal
wszedzie; oczywiscie, pomaga im to udziela¢ spéjnych odpowiedzi, ktére pasujg do kazdej sytuacji, ale
nie siegajg wystarczajgco gteboko, aby mogty by¢ wykorzystywane jako eksperckie narzedzie do
podejmowania decyzji. Sytuacje wymagajgce specjalistycznej wiedzy branzowej mogg prowadzi¢ do
btednych decyzji, jesli jedynym branym pod uwage kryterium sg studia magisterskie (LLM) .

Ograniczone mozliwosci wielojezyczne

System globalnych finanséw jest silnie powigzany z réznymi grupami demograficznymi. Dlatego
komunikacja i analiza informacji w wielu jezykach jest korzystna i niezbedna. Rynki finansowe maja
charakter miedzynarodowy, a interesariusze i Zrodta danych sg rozproszone w réznych krajach. Aby
wspotdziata¢ miedzy globalnymi rynkami finansowymi, z ktérych kazdy komunikuje sie w swoim
wtlasnym jezyku, konieczne jest posiadanie umiejetnosci komunikacji wielojezycznej, aby utatwic
bezproblemowg interakcje i zapewnic¢ doktadne analizy danych finansowych, raporty i wiadomosci z
roznych $rodowisk jezykowych. Jednakze, jak zauwazono, modele sztucznej inteligencji o
ograniczonych mozliwosciach wielojezycznych stojg przed powaznymi wyzwaniami w przetwarzaniu i
generowaniu tresci w réznych jezykach.

Halucynacje

Gtéwna cechg LLM jest ich zdolnos¢ do generowania kontekstowo istotnych tekstéw na szeroki zakres
tematéw. Pomimo imponujgcych mozliwosci, LLM nie sg pozbawione wad; Jednym z istotnych
probleméw jest zjawisko ,,halucynacji”, w ktérym modele generujg fatszywe lub wprowadzajgce w btad
informacje. W literaturze zidentyfikowano rézne czynniki moggce powodowacé ten problem. Jedng z
gtéwnych przyczyn halucynacji sg niedoktadne lub fatszywe informacje zawarte w zestawach danych
treningowych. Modele LLM s3 zazwyczaj trenowane z wykorzystaniem ogromnych ilosci danych
pochodzacych z internetu, ktdre mogg zawieraé informacje niewiarygodne. Halucynacja oparta na
danych jest istotna w finansach, poniewaz modele finansowe sg trenowane z wykorzystaniem danych



z réznych Zrodet, w tym internetu. W zwigzku z tym do zestawdéw danych moga przedostac sie
niescistosci. Nawet w przypadku idealnych zestawéw danych, trening modelu moze réwniez
powodowac halucynacje, poniewaz model prébuje dopasowaé dane, optymalizujgc ztozone interakcje
miedzy réznymi ukrytymi warstwami modelu podczas procesu trenowania. Zlokalizowanie tego typu
btedéw jest trudne ze wzgledu na ,czarng skrzynke” modeli DL. Innym Zrdédtem problemu sg
komunikaty wysytane przez uzytkownika podczas korzystania z modelu. Stabe, niespdjne lub sprzeczne
dane wejsciowe mogq wprowadzaé zamieszanie w modelu, co z kolei moze generowac niedokfadne
odpowiedzi .

Niewystarczajaca wiedza o zachowaniach cztowieka

Duzym problemem dla zastosowan sztucznej inteligencji (Al) na rynkach finansowych jest brak wiedzy
o zachowaniach cztowieka. Przewidywanie alokacji zasobdéw przez osoby fizyczne lub przedsiebiorstwa
nie jest fatwe. Oprdocz czynnikdw ekonomicznych, na ludzi wptywajg uprzedzenia psychologiczne i
emocje, a takze szersze trendy spoteczne. Model Al, ktéry zostat wytrenowany na historycznych
zbiorach danych, ma trudnosci z rozpoznaniem tych problemoéw. Alokacja srodkdéw finansowych przez
osoby fizyczne i firmy moze by¢ naprawde trudna. Czynniki ekonomiczne odgrywaja role, ale istniejg
rowniez uprzedzenia psychologiczne, emocje i szersze trendy spoteczne, ktére wptywajg na ludzkie
decyzje. Takie ztozonosci mogg by¢ nieuchwytne dla modeli Al, ktére zostaty wytrenowane na
rozlegtych zbiorach danych reprezentujgcych wieloletnig historie finansowg. Na przyktad, moze sie
zdarzy¢, ze nikt nie zwrdci uwagi na podstawy ekonomiczne, gdy znany influencer w mediach
spotecznos$ciowych zarekomenduje okazje inwestycyjng za posrednictwem swojej platformy. Dzieje sie
tak, poniewaz rynek reaguje bardziej na nastroje ludzkie niz na dane ekonomiczne, co stanowi
wyzwanie dla modeli opartych na danych. Innym przyktadem jest wystgpienie nieoczekiwanych
wydarzen globalnych, takich jak pandemia COVID-19, ktéra catkowicie zmienita nawyki zakupowe. W
okresie pandemii COVID-19 wprowadzono wiele lockdowndw i panowata niepewnos¢ gospodarcza.
Spowodowato to znaczace zmiany w zachowaniach konsumentéw. Zmiany te nie bytyby
przewidywalne przez tradycyjne modele danych oparte na wczesniejszej aktywnosci. To wyzwanie
wymaga, aby modele sztucznej inteligencji (Al) w finansach uwzgledniaty dane z psychologii i socjologii.
Dzieki temu sztuczna inteligencja bedzie mogta lepiej zrozumieé, co napedza ludzkie decyzje
finansowe, poniewaz bedzie uwzgledniac takie czynniki, jak modelowanie strachu kontra awersja do
ryzyka lub mentalnosc¢ stadna, a takze to, jak wptywaja na nie emocje, takie jak chciwos¢ czy strach

Kwestie etyczne

Wykorzystanie GenAl w finansach wigze sie z zagadnieniami etycznymi, ktére wynikajg z jego
potencjalnego wptywu na stabilno$¢ rynku, uczciwe traktowanie klientow i kwestie prywatnosci.
Wazne jest, aby zapewni¢, ze nie wystgpig niezamierzone konsekwencje, takie jak utatwianie
nielegalnych dziatan lub pogtebianie sie nierdwnosci finansowych, poprzez wprowadzenie
odpowiednich zabezpieczen. Instytucje finansowe muszg zmagac sie z dylematami etycznymi, od
stronniczosci algorytmicznej, przez naruszenie prywatnosci, po reperkusje dla grup wrazliwych
wynikajgce z decyzji podejmowanych przez sztuczng inteligencje . Instytucje finansowe potrzebuja
kompleksowych zasad etycznych dotyczgcych sztucznej inteligencji. Wytyczne te powinny regulowaé
produkcje, dyspersje i wykorzystanie LLM w sposdb uczciwy, przejrzysty i odpowiedzialny.

Ciagty monitoring i doskonalenie

Ciggte dazenie do jakosci danych jest niezbedne, aby modele Al w finansach byty produktywne. Jest to
ciggty proces majacy na celu zapewnienie jakosci danych finansowych. Istnieje wiele powoddw, dla
ktorych nalezy stale monitorowaé jakos$¢ danych finansowych. Jest to kluczowe dla utrzymania
produktywnosci modeli Al w czasie z nastepujgcych powoddéw. Dane finansowe podlegajg ciggtym



zmianom. Gtéwnym czynnikiem, ktéry modele Al generowatyby wiarygodne wyniki, jest jakos¢ danych
wejsciowych. Niska jakos¢ danych moze spowodowac, ze model Al generowatby niewiarygodne lub
potencjalnie szkodliwe wyniki. Dlatego niezbedna jest regularna ocena danych, aby modele Al
pozostaty produktywne i wiarygodne. Nalezy zauwazyé¢, ze sytuacja finansowa zmienia sie drastycznie
w czasie, a zatem dane zebrane w przesztosci mogg nie odzwierciedla¢ obecnej rzeczywistosci. Na
sektor finansowy wptywa wiele czynnikdéw, takich jak wprowadzanie nowych przepiséw, trendy
rynkowe i zachowania klientéw. Kazda zmiana tych cech moze wprowadzi¢ niespdjnosci lub
stronniczo$¢ do danych. Zaufanie odgrywa kluczowg role w podejmowaniu decyzji finansowych.
Dlatego instytucje finansowe muszg to uwzglednié, wdrazajgc technologie Al. Jednym z gtdwnych
czynnikéw jest odpowiedzialne zarzgdzanie danymi. Istnieje rdwniez wiele innych czynnikdw. Sposdb,
w jaki model Al podejmuje decyzje, jest rdwniez wazny dla interesariuszy, aby zrozumie¢ te procesy.
Dlatego pozadane jest inwestowanie w budowanie modeli, ktére mozna interpretowad. Takie modele
pomogg interesariuszom zrozumieé¢ powody podejmowania decyzji. Wzmocnitoby to zaufanie do
modeli Al. Innymi czynnikami utrudniajgcymi zaufanie do modeli Al sg prywatnos¢ danych i
stronniczos¢ modeli, ktdrymi nalezy sie proaktywnie zajgé. Dane finansowe sg wrazliwe. Dlatego nalezy
nada¢ najwyzszy priorytet solidnym érodkom bezpieczeristwa. Srodki te muszg chroni¢ dane przed
nieautoryzowanym dostepem i manipulacjg. Sg one niezbedne do budowania zaufania do technologii
Al. Instytucje finansowe muszg zapewnié, ze ich modele Al pozostang niezawodne, produktywne i
godne zaufania. Takie niezawodne i godne zaufania systemy ostatecznie przyczynig sie do powstania
bardziej solidnego i odpowiedzialnego ekosystemu finansowego.

Gtéwne modele FinTech
BloombergGPT

BloombergGPT, zawierajgcy 50 miliardéw parametrow, zostat stworzony z myslg o okreslonym
zestawie celédw i mozliwosci. Nie jest jednak pozbawiony wad. Zostat zbudowany w oparciu o obszerng
baze danych finansowych Bloomberga. Model koncentruje sie na podejmowaniu decyzji finansowych.
Zamiast modeli LLM ogdlnego przeznaczenia, BloombergGPT zostat stworzony z myslg o modelu LLM,
ktéry ma rozwigzywac problemy specyficzne dla sektora finansowego, oferujac doskonatg wydajnosé
w takich zadaniach, jak analiza sentymentu, rozpoznawanie jednostek nazwanych i prognozowanie
finansowe . BloombergGPT jest w stanie sprostaé¢ tym wymaganiom, poniewaz przeszedt niezwykty
harmonogram szkolen w potgczeniu z mieszanymi zbiorami danych. Najpierw zostat przeszkolony na
363 miliardach tokenow z , FinPile”, czyli duzej stercie dokumentéw finansowych o wartosci ponad
trzystu miliardéow tokendéw zebranych z archiwéw Bloomberga. Przeszedt kolejng runde szkolen po
dodaniu do swojego systemu kolejnych 345 miliardéw tokendw z publicznych zbioréw danych. Dzieki
temu BloombergGPT nie tylko posiada doskonatg wiedze na temat finanséw, ale takze utrzymuje
konkurencyjng wydajnos¢ w ogélnych testach poréwnawczych NLP. Jak widaé po 50 miliardach
parametréw, ten finansowy gigant znacznie poprawit sie w analizie liczb i trendéw ekonomicznych.
Pomimo postepdw, ograniczenia BloombergGPT sg odnotowane w dokumentacji. Zgodnie z
dokumentacjg, uczenie i wydajnos¢ modelu w duzej mierze zalezg od jakosci zbioréw danych
finansowych uzytych do jego zbudowania. To duzy krok naprzéd w dziedzinie sztucznej inteligencji w
danej dziedzinie, ale jesli podczas uczenia pominieto zbyt wiele waznych szczegétdw, mozliwosci sg
ograniczone. Co wiecej, podobnie jak inne modele LLM, BloombergGPT nie jest idealny pod wzgledem
stronniczosci i uczciwosci. Oznacza to, ze musimy stale dazy¢ do tego, aby nasze modele byly jak
najbardziej obiektywne podczas ich trenowania i testowania w praktyce.

FinGPT-HPC



Wprowadzenie FinGPT-HPC w 2024 roku byto przetomem w dziedzinie finanséw dla LLM [-61]. W
przeciwienstwie do swoich poprzednikéw, ktédrych wymagania dotyczace zasobdéw obliczeniowych
wymagaty catkowitej powierzchni w metrach kwadratowych, FinGPT-HPC bedzie uosobieniem
wydajnosci. Model osigga to poprzez inteligentne zastepowanie tradycyjnych, wymagajacych duzej
mocy obliczeniowej warstw ich smuktymi wersjami. Rezultat? Znacznie szybszy i bardziej wydajny pod
wzgledem pamieci model LLM, dostosowany do zadan finansowych. Ma to bezposredni wptyw na
koszty i oszczednosci, umozliwiajgc nawet systemom o ograniczonych zasobach wykonywanie FinGPT-
HPC i zwiekszajgc jego dostepnosé we wdrozeniu. Co wiecej, model ten bardzo dobrze sprawdza sie w
zadaniach finansowych, charakteryzuje sie stosunkowo wysokg dokfadnoscig i wydajnoscig. To
nowoczesne podejscie ma na celu umozliwienie w przysztosci zastosowania zaawansowanej sztucznej
inteligencji w sektorze finansowym bez wiekszych probleméw.

FinBERT

FINBERT to specjalna adaptacja modelu BERT do jezyka uzywanego w dziedzinie finansow.
Dopracowanie modelu BERT z dokumentami finansowymi pozwala na zrozumienie subtelnosci w
Swiecie finanséw, takich jak sentyment i kontekst, co bytoby niemozliwe w przypadku modeli jezyka
ogblnego. To dopracowanie pomoze im wykonywaé rdzine zadania z wiekszg doktadnoscia w
poréwnaniu z modelami jezyka ogélnego przeznaczenia. FinBERT znalazt zastosowanie miedzy innymi
w analizie sentymentu tekstéw finansowych, monitorowaniu zgodnosci z ryzykiem, prognozowaniu
finansowym, automatyzacji obstugi klienta oraz ekstrakcji informacji finansowych z
nieustrukturyzowanych danych. Skupienie sie modelu na konkretnej dziedzinie zapewnia nastepujgce
dodatkowe korzysci: lepsze zrozumienie pojec finansowych zwigzanych z dang dziedzing oraz wiekszg
doktadno$¢ w wielu zadaniach waznych dla podejmowania decyzji finansowych, takich jak
automatyzacja ztozonych analiz finansowych. FinBERT zostat opracowany poprzez wstepne trenowanie
na ogromnym korpusie dokumentow finansowych w celu dopracowania zdolnosci modelu do
rozpoznawania i interpretowania specyficznych wzorcéw jezyka uzywanego w finansach. Méwigc w
uproszczeniu, FInBERT stanowi postep w dziedzinie zastosowan NLP w finansach —doskonate narzedzie
do eksperymentdéw, poniewaz jest bardzo poteznym narzedziem do analizy, zapewniania zgodnosci i
obstugi klienta w branzy.

T5: Transformator transferu tekstu do tekstu

Ponadto, jego najnowoczesniejsze mozliwosci NLP, w ktdre wyposazony jest model T5 (Transformator
transferu tekstu do tekstu), znalazty zastosowanie w bardzo wielu obszarach sektora finansowego — od
efektywnosci operacyjnej, przez jakos¢ podejmowania decyzji, a nawet interakcje z klientami [-62].
Dzieki generowaniu tekstu i zrozumieniu informacji, TS pomoze w automatycznym raportowaniu
finansowym, realizowanym przez robo-doradcéw, a takze w niuansowej analizie sentymentow i
monitorowaniu zgodnosci z przepisami. To samo w duzym stopniu przyczynia sie do testowania
elastycznosci T5 w réznych innych zastosowaniach, od wykrywania oszustw, przez chatboty oferujace
doskonaty obstuge klienta, az po strategie handlowe dla celéw algorytmicznych. Kolejng rolg jest
zarzadzanie ryzykiem, zarzadzanie finansami osobistymi oraz analiza i zarzadzanie kontraktami
finansowymi. Zdolnos$¢ T5 do syntezy i analizy ogromnych wolumenéw danych finansowych i tekstéw
pozwala instytucjom finansowym na uzyskanie gtebszego wgladu, automatyzacje najbardziej
wymagajgcych procesdow i oferowanie spersonalizowanych porad, co wyraznie sygnalizuje
transformacyjny efekt, jaki zwiastuje ta technologia. Oprdcz tych modeli, w finansach istnieje kilka
modeli, takich jak FinAraT5 i FinSQL. Poréwnanie omdwionych powyzej modeli przedstawiono w Tabeli



Feature BloombergGPT  FinGPT-HPC FinBERT 75
Primary focus Financial news Financial Financial General-
and data applications sentiment purpose text
analysis - with high- analysis tasks
sentiment performance
analysis, computing
named entity
recagnition,
News
classification,
and question
answering
Training data Financial news,  Large-scale Financial C4 (Colossal
reports, and financial forums and Clean Crawled
market data datasets News Corpus),
including
diverse text
Model GFT-based GPT-based, BERT-based Encoder-
architecture with decoder
optimizations architecture
for HPC
Key Real-time Risk Sentiment Text
applications market analysis  assessment analysis in summarization,
and automated  and finance translation,
reporting algorithmic and guestion
trading answering
Performance Optimized for Designed for Fine-tuned for  Highly versatile
speed and computational  understanding  across many
accuracy in efficiency at financial MLP tasks
financial srale sentiment
contexts
Availability Proprietary Open source, Open source Open source
offers a cost- [variants)
effective
solution for
training
Pretrained/fine-  Pretrained on Pretrained for  Pretrained, Pretrained,
tuning financial data; financial with options highly
may require applications; for further adaptable for
fine-tuning for  customizable fine-tuning fine-tuning

specific tasks

Whioski i przyszte kierunki rozwoju

Podsumowujac, rozwdj GenAl, wraz z LLM, to prawdziwy przetom dla branzy finansowej. Pojawiajg sie
w zwigzku z tym ogromne mozliwosci uproszczenia ztozonych proceséw, podejmowania strategicznych
decyzji i pogtebiania analiz marketingowych poprzez zaawansowang analize danych. W rzeczywistosci,
w obliczu wyzwan zwigzanych z finansami, duzymi zbiorami danych i ztozonymi, stale zmieniajgcymi
sie alternatywami, nie sposdb przeceni¢ znaczenia tej technologii w usprawnianiu operacji i
symulowaniu ludzkich osadéw. S3 to cenne narzedzia, ktére prawdopodobnie odegrajg nieoceniong
role, szczegdlnie dla zarzadzajgcych aktywami, ktérzy chcg zrozumiec ztozonos$¢ duzych zbioréw
danych i podejmowacé swiadome decyzje oraz planowac strategicznie. Modele omdéwione w tym
rozdziale podkreslajg transformacyjng moc GenAl, w szczegdlnosci LLM, dla finanséw, wysuwajac na
pierwszy plan site, ktéra moze napedzad innowacje i tworzy¢ wartosé. W przysztosci jednak wskazane
bytoby rozpoczecie oceny i wykorzystania szerokiego zakresu zastosowan, ktore potencjalnie mozna
wykorzysta¢ w branzy ustug finansowych dzieki tym technologiom. Moze to obejmowac niezwykle
krytyczng analize kwestii etycznych dotyczacych odpowiedzialnego wdrazania, zapobiegania



naduzyciom oraz zagwarantowania przejrzystosci i uczciwosci zautomatyzowanych proceséw
decyzyjnych. Co wiecej, te modele predykcyjne s3 stale rozwijane i udoskonalane; dlatego wymagaja
one ukierunkowanej pracy, zarowno w celu zwiekszenia doktadnosci, jak i badania nowych zastosowan
oraz dostosowania sie do zmieniajgcego sie otoczenia finansowego. Oznacza to, ze ciggte badania i
wspotpraca réznych mysli i umystéw moga jedynie dodatkowo pogtebi¢ zrozumienie nowych metod
modelowania ekonomicznego, wstepnego przetwarzania danych i optymalizacji modeli. To z kolei
uwalnia dalszy potencjat analityki predykcyjnej w s$wiecie finanséw, umozliwiajgc zwiekszenie
efektywnosci, innowacji i strategicznego wgladu. To witasnie na tym zatozeniu dalsza droga
charakteryzuje sie eksploracjg, wyzwaniamii szansami, a takze silnym zaangazowaniem w innowacyjne
kwestie etyczne i wspdlne badania, co wzmacnia site GenAl i LLM w dazeniu do przeksztatcen
niezbednych w branzy ustug finansowych.



