Uczenie sie przez wzmacnianie na podstawie informacji zwrotnej od cztowieka (RLHF)
Streszczenie

Niniejszy rozdziat koncentruje sie przede wszystkim na wprowadzeniu uczenia sie przez wzmacnianie
na podstawie informacji zwrotnej od cztowieka (RLHF), podejscia, w ktérym modele sztucznej
inteligencji (Al) uczg sie na podstawie informacji zwrotnej od cztowieka, w obszarze generatywnej Al i
duzych modeli jezykowych (LLM). Omdwiono podstawowe zasady RLHF, podkreslajgc jego kluczowg
role we wdrazaniu RLHF w specjalistycznych zastosowaniach. Omdwiono zwigzane z tym wyzwania i
mozliwe rozwigzania, zapewniajgce efektywng integracje RLHF z modelami LLM. Wyjasniono
metodologie wdrazania modeli LLM z wykorzystaniem informacji zwrotnej od cztowieka, takie jak
zaawansowane projektowanie nagréd i iteracyjne udoskonalanie modeli, wraz z szeregiem
przypadkéw uzycia. Omowiono réwniez kwestie etyczne zwigzane z projektowaniem takich modeli Al,
w tym uprzedzenia i wyzwania zwigzane z uzyskiwaniem informacji zwrotnej w danej dziedzinie.
Rozdziat koniczy sie omdéwieniem najnowszych modeli wywodzgcych sie z RLHF. W ten sposdb rozdziat
pogtebia zrozumienie koncepc;ji, dziatania, korzysci, wyzwan i kwestii etycznych zwigzanych z RLHF oraz
dostrajanie modeli LLM do istotnych i specyficznych dla danej dziedziny przypadkéw uzycia.
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Wprowadzenie

Zatézmy, ze gotujesz danie po raz pierwszy. Zaczynasz od przepisu, ale w miare postepow, zwracasz sie
o porade do doswiadczonego szefa kuchni. Nie tylko poprowadzi Cie on przez przepis, ale takze udzieli
Ci na biezgco wskazéwek dostosowanych do Twoich dziatan, takich jak sugestia dodania szczypty soli
lub nieco mniejszego ptomienia. Pomoze Ci to w uzyskaniu idealnego dania. Ten podobny, iteracyjny
proces dziatania, informacji zwrotnej i adaptacji, w ktédrym prébujemy, ponosimy porazki, uczymy sie i
prébujemy ponownie, stanowi podstawowg idee stojgcg za uczeniem sie przez wzmacnianie (RL) z
ludzkiego sprzezenia zwrotnego (RLHF). W konwencjonalnym RL, uczacy sie (agent) wchodzi w
interakcje z otoczeniem i zmienia swoje dziatania w zaleznosci od pozytywnych lub negatywnych
reakcji. RLHF wykorzystuje ludzkie sprzezenie zwrotne do wzmocnienia tego uczenia sie, uwzgledniajac
ludzkie osady, preferencje i korekty w modelu, zapewniajgc w ten sposdb zgodnos¢ catego procesu z
ludzkimi oczekiwaniami. Informacja zwrotna przybiera zatem rdéine formy, oferujgc bezposrednie
nagrody lub kary, wybierajgc preferowany wynik z zestawu lub oferujgc wskazéwki korygujgce. RLHF
umozliwia modelom sztucznej inteligencji (Al) uczenie sie zachowan, ktére sg trudne do okreslenia. Na
przyktad, trudno bedzie wyrazi¢ ,humor” matematycznie, ale ludzie mogliby rozpozna¢ zart w tekscie
wygenerowanym przez model podczas czytania tekstu. Dlatego ta funkcja nagrody za wkfad ludzki
moze by¢ iteracyjnie aktualizowana, aby model médgt uzyskaé zdolnos¢ generowania tekstow
humorystycznych. Te zalety zostaty opisane przez badaczy OpenAl, umozliwiajgc RLHF wykonywanie
szerszego zakresu ztozonych zadan gier robotycznych, wykorzystujagc model Al do automatycznego
dostrajania wag modelu w koordynacji z wktadem cztowieka. Utorowato to droge do wykorzystania
RLHF w zastosowaniach przetwarzania jezyka naturalnego (NLP) i rozwoju potokéw duzego modelu
jezyka (LLM), a tym samym do poprawy ptynnosci, trafnosci i wrazliwosci etycznej jego wynikow.
Organizacja OpenAl udostepnita publicznie kod aplikacji RLHF dla modeli jezykowych w 2019 r., a do
2022 r. organizacja ogtosita swoj LLM przeszkolony w RLHF pod nazwg InstructGPT. Teraz mamy
popularne modele jezyka konwersacyjnego, ChatGPT od OpenAl i Gemini od Google . RLHF znajduje
wiele zastosowan. Na przyktad lekarze mogliby udzielaé porad na temat spersonalizowanych
programow leczenia i terapii z wykorzystaniem systemu Al, ktéry zostat przeszkolony na podstawie
opinii pacjentow. Ta technika, z takimi systemami, mogtaby zagwarantowac lepsze wyniki leczenia



pacjentéw i zwiekszong wydajnos¢ , a tym samym zbudowac zaufanie u pacjentéw z nich
korzystajacych. Jako inny przyktad, protokoty jazdy bezpieczniejszych pojazdéw zautomatyzowanych
mogtyby zosta¢ opracowane z wykorzystaniem opinii kierowcéw, szczegdlnie podczas jazdy w trudnych
warunkach. Co wiecej, modele wytrenowane metodg RLHF mogg by¢ stosowane w edukacji do
tworzenia materiatéw dydaktycznych dostosowanych do indywidualnych mocnych i stabych stron,
zainteresowan i styldw uczenia sie ucznidéw, a tym samym do poprawy wynikdéw nauczania [-8].
Modele RLHF moga by¢ réwniez rozwijane z naciskiem na wartosci ludzkie — pomocnos¢, uczciwosé i
nieszkodliwos¢. Pozwala to modelom dostarczac etycznie poprawne wyniki, ktére réwniez rozumiejq i
przetwarzajg ludzkg swiadomos¢ i potrzeby. Przyjrzyjmy sie teraz podstawom RL i poznajmy kluczowe
koncepcje i strategie.

Podstawy uczenia maszynowego (RL)

Celem RL, czyli metody uczenia maszynowego, jest automatyzacja podejmowania decyzji w
dynamicznym sSrodowisku bez ingerencji cztowieka. Odbywa sie to poprzez interakcje modelu z
otoczeniem metodg prob i bteddw, a nie poprzez uczenie sie z wytrenowanych danych, jak w uczeniu
nadzorowanym, lub poprzez identyfikacje wzorcow z nieoznakowanych danych, jak w uczeniu
nienadzorowanym. W RL agent dziata w niepewnym i ztozonym srodowisku i osigga elementarny stan
zatozenia lub wiedzy poprzez uczenie sie i analizowanie wynikdw swoich dziatan za pomoca skalarnego
sygnatu nagrody. Sygnat nagrody odzwierciedla cel zadania uczenia sie, przy czym wartos¢ jest
dodatnia w przypadku zblizania sie do celu, a ujemna w przeciwnym razie. Nastepnie agent dazy do
maksymalizacji wartosci nagrody w dtuzszej perspektywie, modyfikujgc strategie w kazdym kroku
czasowym wykonania. Maksymalna wartos¢ oczekiwanej skumulowanej nagrody reprezentuje caty cel
systemu, ktéry jest okreslany jako hipoteza nagrody (Sutton).

Kluczowe komponenty systemu RL

W RL kilka kluczowych komponentéw wspodtdziata ze sobg, umozliwiajgc uczenie sie i podejmowanie
decyzji, takich jak:

Agent: Uczacy sie lub decydent

Srodowisko: System, z ktérym agent wchodzi w interakcje
Akcja (A): Zmiany wprowadzane przez agenta

Stan (S): Warunki, w ktdrych znajduje sie agent

Nagroda (R): Wartos$¢ punktowa przyznana dziataniu agenta, przekazywana agentowi jako informacja
zwrotna z otoczenia

Polityka (m): Strategia stosowana przez agenta do okreslenia kolejnego dziatania na podstawie
biezgcego stanu

Typowy model RL przedstawiono na rysunku.
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Przeptyw pracy RL



Przeptyw pracy RL jest opisany w nastepujacych krokach:
Ponizej wyjasniono kazdy krok:
Krok I: Definicja Srodowiska

Pierwszym krokiem jest zdefiniowanie érodowiska, w ktérym odbywa sie proces RL. Srodowisko moze
by¢ fizyczne lub symulowane.

Krok II: Definicja agenta

Po zdefiniowaniu srodowiska tworzony jest agent. Agent okresla algorytm uczenia w odniesieniu do
stosowanych polityk i typow uzywanych sieci neuronowych.

Krok Ill: Wyznaczenie nagréd

Nastepnym krokiem bedzie wyznaczenie nagrody dla agenta. Jest to prosta wartos¢ liczbowa,
reprezentujgca wskaznik wydajnosci agenta w zakresie osiggniecia celu procesu. Wtasciwa nagroda za
okreslone dziatanie moze zostac ustalona gtdwnie po okreslonej liczbie iteracji.

Krok IV: Szkolenie i walidacja agenta

Nastepnie agent jest szkolony i walidowany w celu osiggniecia celu procesu. Informacja zwrotna w
kazdej iteracji w postaci nagrody modyfikuje polityke i dostraja agenta. Nagroda jest obliczana
kumulacyjnie za kazdym razem, gdy model dziata. Finalizacja nagrody moze wymaga¢ wielu iteracji.
Dlatego etap szkolenia jest najbardziej czasochtonny.

Krok V: Implementacja struktury polityki

Po zakonczeniu walidacji polityki agenta pod katem maksymalnej wartosci oczekiwanej skumulowanej
nagrody, model jest zapisywany do dalszych zastosowan.

Korzysci i wyzwania zwigzane z uczeniem nadzorowanym

Proces uczenia nadzorowanego w modelu koncentruje sie na osiggnieciu okreslonego celu poprzez
eksploracje samego siebie w celu odkrycia optymalnych dziatan, a nie jedynie na mapowaniu wejscia
na wyjscie. W przeciwienstwie do technik uczenia nadzorowanego, ktére wymagaja duzych ilosci
oznaczonych danych, uczenie nadzorowane jest wolne od koniecznosci gromadzenia i etykietowania
danych, poniewaz uczy sie poprzez interakcje ze srodowiskiem. Algorytmy uczenia nadzorowanego
radzg sobie z niepewnoscig, poniewaz stale sie uczg i adaptujg do nowych sytuacji wystepujacych w
Srodowisku. Pomagajg réowniez ludziom w podejmowaniu decyzji, odnajdujgc wzorce w danych, co w
innym przypadku bytoby trudne. Automatyzujac rutynowe zadania, modele uczenia nadzorowanego
oszczedzajg koszty i poprawiajg wydajnos¢. Uczenie nadzorowane (RL) wyszkolito roboty do
wykonywania zadan wymagajacych umiejetnosci, precyzji i adaptacji; na przyktad model uczenia
nadzorowanego wykazat nadludzkg wydajnos¢ w grze ,,Go i szachy”. Nalezy jednak wzigé¢ pod uwage
pewne wyzwania. Agenci uczenia nadzorowanego uczg sie metodg prob i btedéow w interaktywnych
warunkach. Dlatego, aby osiggng¢ wieksze korzysci, podejmowanie decyzji czesto wigze sie z
eksploracjg i wykorzystaniem dziatan. Radzenie sobie z trudnymi sytuacjami jest czasochtonne i
czasami niepraktyczne, a w scenariuszach rzeczywistych priorytetem powinno by¢ bezpieczeristwo i
etyka. Najwiekszym wyzwaniem, wedtug Suttona i Barto , jest znalezienie rdwnowagi miedzy
eksploracjg a eksploatacjg. W procesie podejmowania decyzji model eksploruje i prébuje nowych
dziatan. Kroki te mogg nie przynies¢ natychmiastowych rezultatéw, ale z czasem mogg ujawni¢ nowe
informacje o Srodowisku. Z drugiej strony, model eksploruje dziatania, ktore maksymalizujg
natychmiastowe nagrody, wykorzystujgc swoje dotychczasowe doswiadczenia i obecng wiedze.



Podejscie to jest konserwatywne i opiera sie na biezgcych danych i zachowaniach, optymalizujac je pod
katem natychmiastowej wydajnosci, a nie dtugoterminowego celu. Méwigc prosciej, eksploatacja to
nowe informacje pozyskiwane przez agenta w celu lepszego zrozumienia srodowiska. Z drugiej strony,
eksploatacja to wiedza juz zdobyta przez agenta. Dlatego na kazdym etapie procesu uczenia sie agent
staje przed sytuacjg: czy powinien podjgé dziatanie, ktdre daje najwiekszg nagrode w poprzednim
przypadku (eksploatacja), czy tez powinien zbadac inne, nieznane mozliwosci, ktdre mogg przyniesé
jeszcze wieksze korzysci? Warto zauwazy¢, ze agent, ktéry nadmiernie skupia sie na wykorzystywaniu
szans, moze wpas¢ w putapke suboptymalnej strategii, nie dajgc mozliwosci znalezienia bardziej
satysfakcjonujgcych dziatan, nawet jesli nie jest to od razu widoczne. Z drugiej strony, agent, ktory
nadmiernie eksploruje, bedzie spedzat zbyt duzo czasu na eksploatowaniu gorszych opcji i przeoczy
mozliwosci, ktdre juz odkryt. Ta rbwnowaga nie jest statyczna; optymalna strategia moze sie zmieniaé
w miare jak agent uczy sie wiecej o swoim otoczeniu. Na etapach uczenia sie agent moze przywigzywac
wiekszg wage do eksploracji, aby zbudowac szerokie zrozumienie mozliwych dziatan i ich korzysci. Wraz
z rozwojem wiedzy agenta, zaczyna on jg wykorzystywaé, zbierajgc odpowiednie nagrody. Konflikt
miedzy eksploatacjg a eksploracjg jest szeroko omawiany w literaturze, a wiele badan zaproponowato
zroznicowane strategie prowadzgce do zrownowazonego rezultatu. Skuteczne podejscie zwane
strategig epsilon-chciwosci koncentruje sie na maksymalizacji natychmiastowe] nagrody poprzez
wykorzystanie najskuteczniejszych dostepnych dziatan (eksploatacja) . Jednak nadal istnieje mniejsze
prawdopodobienistwo (g), ze agent zdecyduje sie na losowe dziatanie (eksploracje). Dla danego &,
dziatanie z prawdopodobieristwem (1 — €) jest uwazane za dajgce maksymalng szacowang wartosc¢
nagrody. Wartos¢ € moze sie zmienia¢ w czasie, poniewaz agent uczy sie rownowazy¢ przejscie od
eksploracji do eksploatacji. Natomiast strategia gérnej granicy ufnosci koncentruje sie na
priorytetyzowaniu dziatan wedtug wysokich nagréd, a jednoczesnie mierzy niepewnos¢ (wariancje) w
oszacowaniu nagrody . Dziatania o wiekszej niepewnosci sg bardziej narazone na eksploracje, co
zapewnia idealng réwnowage miedzy eksploracjg a eksploatacjg. Inng strategig jest zastosowanie
metody prébkowania Thompsona, ktdra jest podejsciem polegajgcym na modelowaniu niepewnosci
relacji dziatanie-nagroda za pomocg probkowania dziatan z ich odpowiednich rozktadéw
prawdopodobienstwa . Wszystkie te podejscia majg na celu zapewnienie, ze wynikajaca z tego polityka
nauczona przez agentow dobrze generalizuje sie w réznych stanach srodowiska i prowadzi do wyzszej
wydajnosci i adaptacyjnosci. Zobaczmy teraz jak dziata przeciecie RL z LLM.

Przeciecie sie RLi LLM

Metody RL poprawity responsywnosc¢ i Swiadomosé kontekstu agentdw konwersacyjnych réwniez w
NLP . W srodowiskach w czasie rzeczywistym lub zmiennych, adaptacyjne procesy uczenia sie w RL oraz
zaawansowane rozumienie lingwistyczne i generowanie LLM mogg ulepszy¢ modele Al
Konwencjonalne modele LLM s3 trenowane z wykorzystaniem ogromnych danych, a nastepnie
dostrajane do konkretnych zadan. Ta metoda jest statyczna, poniewaz modele nie uczg sie nowych
danych i nie mogg uzyskaé preferencji uzytkownika po wdrozeniu. Z drugiej strony, LLM z wtgczeniem
RL réznig sie, poniewaz uczg sie i aktualizujg nawet po wdrozeniu, poprzez interakcje i informacje
zwrotne z otoczenia. Informacje zwrotne w RL zapewniajg, ze wyniki LLM s3 zgodne z wartosciami
ludzkimi i sprawiajg, ze model ustanawia etyczne zachowanie . Jaques i inni wykazali, ze chatboty
wyposazone w LLM, korzystajagce z RL, poprawity jakos¢ konwersacji, dostosowujgc sie do
uzytkownikow i aktualizujgc dane. Co wiecej, takie modele mogtyby dostarczaé spersonalizowane i
kontekstowo istotne tresci. Bytoby to szczegdlnie przydatne na platformach do nauki indywidualnej,
gdzie materiaty szkoleniowe i metody nauczania mogtyby by¢ modyfikowane w zaleznosci od opinii i
postepow studentow .

Przejscie na RLHF



RL z ludzkim sprzezeniem zwrotnym (RLHF), jak sama nazwa wskazuje, wprowadza ludzkie sprzezenie
zwrotne do systemu RL, aby uczy¢ sie na podstawie niuanséw tekstu. Najnowsze techniki RL
umozliwiajg integracje tych mozliwosci z ogromnymi zasobami danych i obliczeniowymi, utatwiajac
bardziej zaawansowane, etyczne i zorientowane na cztowieka zastosowania sztucznej inteligencji.
Rysunek 2 przedstawia reprezentacje modelu RLHF.
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Informacja zwrotna od cztowieka moze dostarczy¢ cennych spostrzezen, wskazujgc obszary warte
eksploracji i strategie, ktére nalezy wykorzystaé. To subtelne wtaczenie ludzkiej intuicji w petle uczenia
sie stanowi podstawe RLHF i bedzie przedmiotem kolejnych podrozdziatéw. Dalsze badania nad RLHF
w specjalistycznych zastosowaniach podkreslajg przyszty rozwdj LLM, aby zapewnié dalszy postep
technologiczny, silnie powigzany z podstawami etycznymi i wartosciami skoncentrowanymi na
ludziach. Jednak integracja RLHF z LLM nie jest pozbawiona wyzwan.

Wyzwania zwigzane z RLHF dla LLM w niszowych dziedzinach

Skuteczna integracja RLHF z LLM wymaga dogtebnego zrozumienia terminologii specyficznej dla danej
dziedziny i kontekstowej. Dodatkowym utrudnieniem jest brak adnotowanych zbioréw danych
definiujgcych zargon i terminy techniczne, co jest kluczowe dla szkolenia modeli jezykowych w danej
dziedzinie i umozliwienia im doktadnego i precyzyjnego odczytywania ekstremalnie ztozonego tekstu .
Na przyktad tekst dotyczacy danej dziedziny w materiatoznawstwie powinien poprawnie identyfikowad
terminy takie jak wytrzymatos¢ na rozcigganie i modut Younga jako te opisujgce wiasciwosci
materiatdw. Aktywne zaangazowanie ekspertdw dziedzinowych w adnotacje danych i projektowanie
mechanizmdw sprzezenia zwrotnego mogtoby poprawié¢ wydajno$¢ modelu w tym zakresie . Innym
rozwigzaniem jest zastosowanie technik transferu uczenia, w ktérych LLM jest poczatkowo wstepnie
trenowany na duzych zbiorach danych z danej dziedziny, a nastepnie dostrajany za pomoca
mniejszego, specyficznego dla danej dziedziny zbioru danych. Pomaga to modelowi wyodrebni¢ wiedze
ze specjalistycznego stownictwa tekstu w okreslonej domenie. Zmniejsza to réwniez zmudny wysitek
zwigzany ze zbieraniem danych i adnotacjg, co z kolei umozliwia skalowalnos$¢ LLM. Kolejnym krokiem
jest wyposazenie systemu w taki sposdb, aby generowat wyniki zwigzane z domeng w taki sposéb, aby
nie priorytetyzowat uzycia jezyka w stosunku do celéw specyficznych dla zadania. Rozwazmy, w
medycznym chatbocie pacjent pyta o objawy, takie jak bdl w klatce piersiowej i dusznosé. Jesli bot
priorytetowo traktuje uzupetnienie tekstu, natychmiast podatby terminy techniczne, takie jak
niedokrwienie miesnia sercowego i dusznos¢, bez podania odpowiedniego wyjasnienia, co powoduje
zamieszanie i zwieksza niepokdj. Pacjent moze nie by¢ swiadomy nastepnego dziatania, ktore nalezy
podjaé. Z drugiej strony, jesli odpowiedz jest taka, ze rdwnowazy uzycie jezyka i cel pacjenta, to uznaje
powage objawdw, uzywajac prostszych termindw, takich jak zawat serca. Podkresla rowniez kolejne
dziatania, ktdre nalezy podjaé¢, takie jak zwrdcenie sie o pomoc medyczng i zapewnienie niezbednego
wsparcia w danej sytuacji. Takg rownowage mozna osiggnac, stosujgc metryki oceny specyficzne dla
zadania. Co wiecej, nagrody mozna zaprojektowac tak, aby zachecaty do pisania tekstu, ktory jest nie



tylko poprawny gramatycznie, ale takze dostosowany do konkretnego zadania. W tym celu mozna
wykorzysta¢ ztozone funkcje nagrody . Biorgc pod uwage czynnik ludzki w RLHF, istnieje odrebny
zestaw innych wyzwan. Cele i preferencje cztowieka moga sie rézni¢ w zaleznosci od osoby, a
informacje zwrotne od duzej grupy oséb mogg by¢ niespdjne. Jesli wsrdd tych ludzkich adnotatoréow
niektérzy ludzie celowo udzielajg btednych informacji zwrotnych, moze to negatywnie wptyng¢ na
wydajnos¢ modelu nagrody. Jest to znane jako zatrucie danymi. Na jako$¢ informacji zwrotnej mogg
rowniez wptywacé cechy ludzkie, takie jak fatszywe wspomnienia i btedne przekonania. Mozliwym
rozwigzaniem bytoby dostarczenie annotatorom ztozonych i scistych instrukcji dotyczacych informacji
zwrotnej. Mogtoby to polega¢ na przypisaniu wartos$ci skalarnej do wynikéw LLM lub zapisaniu
poprawnego wyniku do samych podpowiedzi. Kolejnym wyzwaniem jest zréwnowazenie eksploracji i
eksploatacji w modelach LLM. Eksploracja, w kontekscie modeli LLM, zacheca model do
wyprébowywania réznych struktur jezykowych, styléw lub tresci, odkrywajgc bardziej kreatywne
sposoby generowania tekstu, nawet jesli miatoby to chwilowy wptyw na wydajno$¢ modelu. Jest to
istotne w realizacji zadan o charakterze kreatywnym lub w adaptacji do nowego kontekstu. Z drugiej
strony, eksploatacja w modelach LLM umozliwia modelom generowanie efektywnych wynikéw w
oparciu o istniejgcg wiedze, wczesdniejsze interakcje i informacje zwrotne. Kluczowg kwestig jest tutaj
znalezienie idealnego poziomu eksploracji do nauki bez poswiecania jakosci wynikéw. Zalezy to od
przypadkéw uzycia; w dziedzinach, w ktorych doktadnosé i niezawodnosé sg wazne, eksploracja, nawet
na minimalnym poziomie, jest niedopuszczalna. Jednak nadmierne skupienie sie na eksploatacji
zapewni, ze model bedzie generowat spdjne i wiarygodne wyniki, ale moze réwniez doprowadzi¢ do
jego obecnego stanu, bez zadnych ulepszen ani innowacji. Dlatego konieczne jest opracowanie
zaawansowanych podejs¢, aby zapewnic rGwnowage miedzy eksploracja a eksploatacjg poprzez ciggte
uczenie sie i adaptacje modelu, bez obnizania jakosci wynikdw. Ta réwnowaga pozwala na
aktualizowanie modelu o nowe dane, zadania i opinie uzytkownikdéw, przy jednoczesnym zachowaniu
wysokich standardéw jakosci wynikéw, realizujgc w ten sposéb petny potencjat modeli LLM jako
wszechstronnych, adaptacyjnych narzedzi do szerokiego zakresu zadan lingwistycznych.

Zasada dziatania RLHF

Zobaczmy, co doktadnie robi RLHF. W tym celu podzielimy RLHF na dwie czesci:
i. Zaawansowane projektowanie nagrod

ii. Iteracyjne udoskonalanie modelu

W fazie zaawansowanego projektowania nagréd, model nagrdd jest projektowany w celu zapewnienia
punktacji dla zestawu podpowiedzi i odpowiadajgcej im odpowiedzi. Jest to podobne do kazdego
zadania uczenia maszynowego (ML) w zakresie klasyfikacji lub regresji, gdzie punktacja jest uzyskiwana
jako wynik dla danego wejscia. Aby uwzgledni¢ informacje zwrotne od ludzi, mozna uzy¢ réznych
etykieciarek do przyznawania punktacji odpowiedziom. Jednak zadanie staje sie skomplikowane w
praktycznych scenariuszach, gdy etykieciarki przyznajg niespdjne i zréznicowane punkty dla tej samej
odpowiedzi. Dlatego tatwiejszym sposobem bytoby poréwnanie dwdch odpowiedzi i wybranie lepszej
sposréd nich. Dane dotyczace etykietowania miatyby woéwczas format - (podpowiedz,
wybrana_odpowiedz, odrzucona_odpowiedz). Przyktadowy fragment zbioru danych RLHF podobny do
wpisow z takiego zbioru danych z bazy Anthropic podano w Tabeli



Prompt Chosen response Rejected response Remarks
What is tha Thie meaning of life is a The meaning of life is 64. We get a thoughtful
meaning of guestion thought by perspective, reflecting
life? philosophers. No answer is the complexity of the
satisfiable, but the search question from the
for meaning itself can be a chosen response, while
fulfilling one. the rejected one is not
giving any insights.
What is the Paris is the capital of I don't know! The chosen response is
capital of France. directly answering the
France? prompt, while the

rejected response is not
helpful.

‘Write an email

Dear [Manager name],

Hello [Manager], I want to

The chosen response

to my boss am writing a letter to take leave on [date]. uses professional
requesting a request a day off on [date]  hawe several personal language, while the
day off work. due to [reason]. [ commitments that day. [ rejected one is

apologize for any anticipate no problems in unprofessional.

incoreenience this causes my work this ime. Please

and assure you that [ will let me know if there is

complete my tasks before anything. I hope all is well

the leave. Regards, [your with you. Thanks, [name].

name].
‘Write a poem Thie tears fall like rain, Let's party whiale day and The chosen response is
about And the only sound [ hear forget our worries! creative, while the
heartbreak. is your goodbye. rejected one is not

Explain what a

Dogs are domestic animals

Cats are furry animals.

following the theme of
the prompt.

The chosen response

dog is o that are loyal and playful. They like to cuddle. provides a general
someone who  They are in different description of the
has never shapes and sizes, and in animal mentioned in
saen it different colors. the prompt, while the
rejected response is
about an entirely
different animal.
‘Write a Scientists develop gene Mew study finds that The chosen output
headline for therapy to find cancer chocolate can reduce highlights a significant
news on a mutation effects. blood pressure. advancement, while the
scientific rejected output, though
finding in interesting, is less
medicine. impactful.

réznica miedzy wynikami dla wybranej odpowiedzi i odrzuconej odpowiedzi
matematycznie. Zatézmy, ze Re 0znacza model nagrody, skorygowany parametrem 8. Gtéwnym celem
podczas treningu jest takie dostosowanie 6, aby przewidywania modelu staty sie doktadniejsze, czyli

. Ponizej wyjasniono to

innymi stowy, powinni$my zminimalizowa¢ ,,strate” — miare tego, jak bardzo nasze przewidywania s3
odlegte od prawdy. Teraz, podczas treningu modelu, wprowadzamy do niego okreslone typy danych,

ich oznaczenia jak ponizej:

X — poczgtkowa prosba lub pytanie, z ktérym mamy do czynienia

Yc — ,wybrana odpowiedz” lub dobra odpowiedzZ na prosbe

Yr — ,odrzucona odpowiedz” lub mniej pozgdana odpowiedz na prosbe

Dla kazdego przetworzonego zestawu tych danych (x, y. y:), model przyznaje punkty zaréwno
wybranej, jak i odrzuconej odpowiedzi, oznaczonych odpowiednio jako s i sr. Wyniki te sg oparte na
biezgcym parametrze 6. Wyniki sg uzyskiwane jako



5. = Ralz,u) i7.1)
§p = Hﬂl:x: yr':' (7.2)

Celem modelu jest zapewnienie, ze wynik dla wybranej odpowiedzi (s) jest zawsze wyzszy niz dla
odpowiedzi odrzuconej (s;). W tym celu stosuje sie funkcje straty, ktéra dla kazdej prébki danych
treningowych jest dana wzorem:

loss = —logla(s, — 5,)) (7.3)
Jezelid = s - s;, wodwczas ->rownanie (7.3) staje sie

loss = f(d) = —log(e(d)) (7.4)

Rownanie (7.4) mozna zwizualizowad, jak pokazano na rysunku 3. Widaé, ze wartos$¢ f(d) jest duza, gdy
d jest ujemne, czyli sc < sr, co z kolei dostosowuje parametr modelu nagrody, aby unikng¢ spadku

wyniku wybranej odpowiedzi ponizej wyniku odrzuconej odpowiedzi.
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Celem jest dostosowanie 8 w celu zminimalizowania oczekiwanej straty dla wszystkich prébek danych
treningowych, okreslonej wzorem —Exlog(o(s. — sr)). Nastepnie udoskonalamy ten model poprzez jego
dostrojenie. Iteracyjny proces udoskonalania dziata w oparciu o ciggtg petle sprzezenia zwrotnego od
cztowieka, udoskonalajagc modele LLM, az do momentu, gdy idealnie dopasujg sie do ludzkich
oczekiwan, preferencji i norm etycznych. Dlatego wyniki modeli LLM nie sg postrzegane jako byty
statyczne, lecz jako te, ktére ewoluujg w czasie poprzez interakcje z uzytkownikami systemu lub
specjalnie wyznaczonymi ewaluatorami. Informacje zwrotne od cztowieka mogg przybieraé rézne
formy, obejmujgce korekty, preferencje lub oceny wynikdw generowanych przez modele LLM .
Informacje zwrotne powinny by¢ systematycznie wigczane do procesu szkolenia, aby modele LLM
stopniowo poprawiaty wydajnosé i jakos¢ wynikdw. Mogg one przybiera¢ forme danych wejsciowych
uzyskanych bezposrednio od uzytkownika, jak w systemach konwersacyjnej sztucznej inteligencji, lub
ustrukturyzowanych ocen ekspertéw dziedzinowych. Subiektywne sprzezenie zwrotne jest nastepnie
wykorzystywane do ilosSciowej zmiany parametréw modelu. Aby sformutowaé¢ to matematycznie,
rozwazmy nastepujgce oznaczenia:



RM = Model nagréd, ktéry ccenia cdpowiedai

LLD-i"rl -  Rozkiad edpowiedzi nadzorowanego, precyzyjnie dostrojonego modelu jezykowego
z wiczedniejsze| fazy szkolenia

LLD..-ICHL = Rozktad odpowiedzi modelu jezyka sparametryzowanego za pomoca o, trenowanego
w RL
= nit lub dane wejsciowe elu jezyk:
r Monit lub dane wejsciowe do modelu jezyka
DiL = Dystrybucja monitéw wytgcznie dla modelu RL
D pretrenu = Dystrybucja danych szkoleniowyeh dia wetepnie wytrenowanego modelu

Dla kazdej instancji szkoleniowej wykonywane sg nastepujace kroki:

i. Przyktadowe monity: Z Dg. i Dpretrain pObierana jest partia monitéw, oznaczonych odpowiednio jako

Xpe i Xpretrain.
ii. Generowanie odpowiedzi: Dla kazdej monitu RL, xz,, LLM®" generuje odpowiedz y.
iii. Punktowanie odpowiedzi: RM punktuje odpowiedz.

iv. Obliczanie funkcji celu: Dla kazdej instancji szkoleniowej obliczana jest funkcja celu, ktéra zawiera
warunek zapewniajacy, ze model RL nie odbiega zbytnio od modelu SFT (ujetego jako dywergencja KL).

Teraz funkcje celu sg obliczane dla xRL i xpretrain, powiedzmy, odpowiednio dla celu 1 celu 2, jako cel
1

, , . LLAL Yy ) (7.5)
¢r1{zrL, v; ¢) = RM (2R, y) — _ﬁlﬂg(W""fix])

icel2:

@bﬂimpretraiu; q:ﬁ] = ’yl-:ng [LLI%‘I,__:,HL(;}:NE“MD)-. (7.8
gdzie B i y to wspétczynniki rownowazace warunki w pierwotnych celach. Nastgpnie ostateczny cel
staje sie

7.7
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Jednym z istotnych wyzwan w iteracyjnym procesie udoskonalania jest zapewnienie jakosci i trafnosci
dostarczanych informacji zwrotnych. Jedli informacja zwrotna jest w jakikolwiek sposdb stronnicza,
niedokfadna lub nieprecyzyjna, takie adaptacje mogg nie by¢ optymalne i mogg dodatkowo wzmocnié
stronniczos¢ w modelu LLM. Aby tego unikngé, informacja zwrotna powinna by¢é zbierana od
szerokiego i zrdinicowanego grona uzytkownikéw i ekspertéw. Ponadto wymagane s3g silne
mechanizmy filtrowania i walidacji informacji zwrotnej. Co wiecej, dynamiczna aktualizacja modeli LLM
z ciggtym sprzezeniem zwrotnym mogtaby zwiekszyé ztozono$é obliczeniowg modelu. Algorytmy
szkoleniowe powinny zatem by¢ opracowywane w taki sposdb, aby zminimalizowaé potrzebe
ponownego szkolenia i aby informacja zwrotna byta selektywnie stosowana do odpowiednich
obszaréw modelu. Teraz przejdziemy do zestawu przypadkdw, ktore zilustrujg praktyczny wptyw RLHF



na dostosowywanie modeli LLM. Ponizszy podrozdziat przedstawia kilka przyktaddw ilustrujgcych, ze
RLHF przewyzszyt agenta konwersacyjnego, modele ttumaczen jezykowych i generowanie kreatywnych
tresci w réznych branzach.

Wptyw RLHF na dostosowywanie programdéw nauczania jezyka angielskiego (LLM): Studium
przypadku

Pofaczenie RLHF z agentami konwersacyjnymi i modelami ttumaczen jezykowych stanowi ogromny
krok naprzéd w dziedzinie sztucznej inteligencji (Al), szczegdlnie w zastosowaniach przetwarzania
jezyka naturalnego (NLP). To podejscie wykorzystuje site biezgcych opinii uzytkownikéw do
udoskonalania tych modeli, dzieki czemu agenci konwersacyjni sg bardziej responsywni, angazujacy i
sprawniej rozumiejg oraz spetniajg potrzeby uzytkownikéw. Sukces RLHF w rozwijaniu programow
nauczania jezyka angielskiego (LLM) w réznych dziedzinach dowodzi praktycznych zalet tej techniki.

Ulepszanie agentéw konwersacyjnych za pomoca RLHF

Agenci konwersacyjni to chatboty lub wirtualni asystenci osobisci, ktérzy komunikujg sie z ludzmi w
roznych sytuacjach, od zgtoszen dotyczacych obstugi klienta po zadania zwigzane z asystg osobistg. W
takich zastosowaniach niezwykle wazne jest, aby system rozumiat informacje zwrotne od klientow i
odpowiednio reagowat. W tym celu system powinien stale uczyé sie na podstawie odpowiedzi i
dostosowywac sie do nich. Wprowadzenie RLHF mogloby zwiekszy¢é funkcjonalnos¢ agentéw
konwersacyjnych, poniewaz agent rozumie i przetwarza zapytanie uzytkownika znacznie lepiej i
odpowiada w kontekscie dzieki dodaniu iteracyjnego sprzezenia zwrotnego. Hancock i inni
zaprezentowali metode usprawnienia konwersacji w kierunku bardziej naturalnej, przyjaznej dla
uzytkownika interakcji. Zaprojektowany chatbot oszacowat zadowolenie uzytkownika jako potencjalny
sygnat nagrody. Mdwigc scisle, odpowiedzi zadowolonych uzytkownikéw byty traktowane jako
przyktady szkoleniowe, a informacje zwrotne byly wysytane w przypadku wykrycia niezadowolenia w
trakcie wdrozenia. Umozliwito to chatbotowi uczenie sie na podstawie rzeczywistych rozmoéw i
poprawe swojej wydajnosci w czasie. W innej pracy Jaques i inni wykorzystali dane ,,poza polityka”
pochodzace z poprzednich interakcji z uzytkownikami do zbudowania wielu funkcji nagrody i
umozliwienia modelowi efektywnego uczenia sie ich wszystkich. Ta technika jest pomocna w
precyzyjnym dostrojeniu czutosci chatbota w celu osiggniecia personalizacji. Takie modele mozna
zastosowa¢ w chatbotach opieki medycznej, aby zapewni¢ bardziej wspierajagce i empatyczne
odpowiedzi w oparciu o stan emocjonalny uzytkownika. Ostatnio wykorzystanie RLHF przyspieszyto
postep w rozwoju agentéw konwersacyjnych, a dobrym przyktadem jest InstructGPT . Poczgtkowo
wykorzystuje on wybrane ludzkie etykiety, aby zapewni¢ ludzkie odpowiedzi dotyczace zachowania
modelu w odpowiedzi na monity. Dane te, wraz z dodatkowymi monitami i odpowiedziami modelu
obejmujgcymi szereg scenariuszy i instrukcji, s3 podawane jako dane treningowe. Uzyskany w ten
sposéb model uczenia nadzorowanego staje sie modelem bazowym. Nastepnie, do trenowania modelu
nagrody wykorzystywane sg pordownania wynikdw oznaczonych przez ludzi dla wiekszej liczby
monitéw, co pozwala uzyskac¢ funkcje nagrody opartg na ludzkich preferencjach. Funkcja nagrody
dostraja model bazowy w celu maksymalizacji sygnatu nagrody za pomocga algorytmu optymalizacji
polityki proksymalnej (PPO). Algorytm optymalizuje polityke modelu na podstawie okreslonych
instrukcji o charakterze proksymalnym, ograniczajgc zakres zmian polityki w pojedynczym kroku
treningowym. Proces ten jest iterowany w celu dostosowania modelu do preferencji okreslonej grupy
0sob. Wyzwania w tym zakresie obejmujg zapewnienie jakosci informacji zwrotnej, ochrone
prywatnosci uzytkownikéw i unikanie efektu wzmocnienia. Mozna temu zaradzi¢ poprzez staranne
zaprojektowanie mechanizmoéw informacji zwrotnej, wdrozenie skutecznych zasad przetwarzania
danych oraz ciggte monitorowanie i reformowanie algorytméw uczenia sie w celu uzyskania
pozadanych rezultatow.



Doskonalenie modeli ttumaczenia jezykowego pod katem doktadnosci i ptynnosci

Zaawansowane modele ttumaczenia jezykowego koncentrujg sie na poprawie precyzji i ptynnosci.
Informacje zwrotne od uzytkownikéw dwujezycznych pozwalajg na dopracowanie tych modeli tak, aby
uzytkownicy otrzymywali odpowiedzi oparte na subtelnosciach jezyka docelowego. Na przyktad,
uczenie sie oparte na sytuacjach, jak w przypadku RLHF, zostato wczesniej wdrozone w pracy Bahdanau
ktdrej ttumaczenie jezykowe odbywato sie za pomocg mechanizmu ,,soft-search”. Dzieki temu, podczas
ttumaczenia kazdego stowa, zamiast stosowac streszczenia o statej dtugosci, jak w tradycyjnych
metodach, koncentrowano sie tylko na istotnych fragmentach zdania Zrédtowego. Umozliwito to
rowniez modelowi obstuge ztozonych danych wejsciowych i generowanie wynikow o lepszych
wiasciwosciach ttumaczeniowych. W innej pracy Lample i inni przedstawili metode udoskonalania
modeli ttumaczenia, ktdra generuje wyniki nie tylko poprawne gramatycznie, ale takze zachowujace
naturalny przeptyw jezyka docelowego. Wykorzystano w niej dane jednojezyczne i ich wersje z jezyka
docelowego, ktére odpowiednio majg to samo znaczenie. Uzyskane pary translacyjne wykorzystano
do udoskonalenia modelu. To podejScie mozna zastosowa¢ wszedzie tam, gdzie wymagane jest
precyzyjne uzycie jezyka docelowego, zarédwno w przypadku zadan ttumaczeniowych, jak i wdrazania
platform komunikacyjnych na catym s$wiecie. Wyzwania w tym zakresie obejmujg koniecznosé
gromadzenia zréznicowanych opinii zwrotnych w rdéznych jezykach. Algorytmy powinny by¢
wystarczajgco zaawansowane, aby uwzglednia¢ sprzeczne opinie, wynikajgce z subiektywnych
interpretacji ptynnosci i poprawek idiomatycznych. Na przyktad Turchi i inni wykorzystali poprawki
ludzkie w czasie rzeczywistym (postedycje) do dopracowania procesu ttumaczenia. To ,uczenie sie
online” wyeliminowato potrzebe ponownego trenowania catego modelu z wykorzystaniem nowych
danych. Co wiecej, przyspieszyto jego dziatanie i potencjalnie zwiekszyto jego zdolnos¢ do adaptacji do
preferencji uzytkownikéw. Dzieki ciggtemu uczeniu sie na podstawie opinii uzytkownikéw, systemy
ttumaczeniowe mogty dostosowywac sie do nowych uzytkownikéw, dziedzin i styléw jezykowych, co
prowadzito do bardziej efektywnych i zorientowanych na uzytkownika doswiadczen ttumaczeniowych.

Generowanie kreatywnych tresci dla konkretnych branz

RLHF rewolucjonizuje tworzenie tresci w rédznych branzach. W dziedzinach, w ktérych oryginalnosc i
zaangazowanie odbiorcéw sg kluczowe, takich jak marketing i rozrywka, RLHF to przetom. Dzieki
odpowiednim informacjom zwrotnym, absolwenci studiow magisterskich (LLM) stale uczg sie
najlepszych sposobdéw dalszego udoskonalania swoich produktéw, uwzgledniajgc najnowsze trendy,
jezyk i spostrzezenia branzowe, aby zachowac ich istotnos$¢ i atrakcyjno$¢ dla grupy docelowej. W
marketingu absolwenci studiéw magisterskich (LLM) mogg tworzyé reklamy, ktdére poruszajg
zainteresowania i zachowania grupy docelowej. Moze to zagwarantowad, ze generowane tresci sg
zgodne z tozsamoscig marki i pomdc w realizacji celéw marketingowych, zwiekszajac ich skutecznosé.
W branzy medialnej i rozrywkowej absolwenci studiéw magisterskich (LLM) mogg opracowywac
scenariusze narracyjne lub historie, uwzgledniajgce pojawiajgce sie problemy tematyczne i preferencje
odbiorcéw, aby wyposazy¢ proces twérczy nie tylko w przeczucia, ale takze w dane wejsciowe.
Jednoczesnie pojawiajg sie szczegdlne problemy zwigzane z tworzeniem tresci specyficznych dla danej
branzy. Wdrozenie RLHF do generowania tresci kreatywnych i branzowych wigze sie z szeregiem
wyzwan. Kluczem do tego jest zapewnienie réznorodnosci i reprezentatywnosci informacji zwrotnych.
Jesli nie zostanie to odpowiednio uwzglednione, moze to niestety wzmocnié¢ stereotypy lub
uprzedzenia tkwigce w tresciach. Co wiecej, poniewaz branza wymaga delikatnej rownowagi miedzy
kreatywnoscig a konformizmem, opowiada sie za bardziej zniuansowang interpretacjg informacji
zwrotnej, a zwtaszcza wymagan. Powinno to by¢ mozliwe dzieki bardziej zaawansowanym
algorytmom, ktdre interpretujg i stosujg ludzkie sugestie na subtelniejszym poziomie. Ciagte
udoskonalenia technologiczne w zakresie gromadzenia i integrowania informacji zwrotnej sugerujg, ze



studenci studiéw magisterskich z prawa (LLM) beda mogli z fatwoscig tworzy¢ bardzo kreatywne i
angazujgce tresci, ktdre bedg rezonowac na bardzo gtebokim poziomie z kontekstami kulturowymi i
konkretnymi celami branzowymi. Wspdtpraca ludzkiej kreatywnosci i sztucznej inteligencji moze daé
poczatek nowym rodzajom rozwigzan w zakresie tresci, ktére mogg zaspokoi¢ bardzo szczegétowe
potrzeby branz. Idee te wskazujg kierunek, ktéry zaciera granice miedzy technologig a kreatywnoscig,
w kierunku przysztosci, w ktdrej sztuczna inteligencja wspiera — a wrecz jest — sitg twdrczg w tworzeniu
innowacyjnych, rezonujgcych tresci, niezaleznie od branzy.

Rozwazania etyczne dotyczace RLHF dla LLM

Chociaz RLHF wnosi innowacje i zwieksza wydajnos¢, pojawia sie konieczno$é dogtebnego zbadania
kwestii etycznych zwigzanych z rozwojem odpowiedzialnej sztucznej inteligencji, zwtaszcza w
obszarach wrazliwych lub istotnych. Kwestie etyczne nalezy braé¢ pod uwage juz na samym poczatku
procesu szkolenia LLM, podczas projektowania modelu, wyboru danych szkoleniowych i konfiguracji
informacji zwrotnej. Solidne i skuteczne wytyczne etyczne opracowane na podstawie wktadu
specjalistow, w tym ekspertéw dziedzinowych i etykédw, sg niezbedne do responsywnego wdrazania
takich modeli, co zapewnia prywatno$é danych, przejrzystos¢ i solidng rozliczalno$é. Gtownym
pytaniem etycznym zwigzanym z wykorzystaniem LLM jest to, czy modele te nie wzmacniajg
istniejgcych uprzedzen. Odpowiedz brzmi: tak, poniewaz LLM uczg sie na podstawie dostarczonych
danych i dalej propagujg wszelkie wrodzone uprzedzenia . Praca Bolukbasi i inni wykorzystujgca
informacje zwrotne od pracownikéw spotecznosciowych w celu ztagodzenia uprzedzen ze wzgledu na
pte¢ obecnych w danych szkoleniowych pokazuje, jak bardzo model jest zalezny od danych
szkoleniowych. RLHF moégtby ztagodzi¢ takie odchylenia od Zrédet danych poprzez staranne
dopracowanie petli sprzezenia zwrotnego w celu skorygowania stronniczych wynikéw. Wyniki z
programow LLM powinny réwniez odpowiada¢ zréznicowanym grupom odbiorcéw, zapewniajgc ich
uczciwosé i inkluzywno$¢ . Innym waznym aspektem, ktory nalezy wzigé pod uwage, jest autentycznosc
i trafnos¢ informacji zwrotnej od ludzi, zwtaszcza w takich dziedzinach jak medycyna, prawo i
technologia, gdzie niewielki btgd w wynikach moze prowadzi¢ do powaznych konsekwencji. W takich
przypadkach nalezy zachowac ostroznosé przy wyborze odpowiednich dostawcéw informacji zwrotnej
oraz przy korzystaniu z certyfikowanych zestawdw danych do trenowania modeli [->38]. Proces oceny
i adaptacji powinien by¢ ciggty, aby identyfikowaé pojawiajace sie problemy etyczne w dynamicznych
i ztozonych operacjach LLM. Te rozwazania etyczne umozliwityby programom LLM osiggniecie
doskonatosci technicznej wraz z pozytywnym wptywem na spotfeczenstwo, wyznaczajac droge do
projektowania modeli Al zgodnych z poszanowaniem praw cztowieka i dobrostanu.

Pochodne RLHF

W procesie dopasowywania modeli LLM, model RLHF okazat sie wysoce skuteczny. Jednak w ostatnich
latach zaproponowano wiele modyfikacji modelu RLHF. Przyjrzyjmy sie niektorym z ostatnich
postepow w tej sekcji

Model Llama-2

Jednym z pierwszych modeli LLM typu open source, ktéry wykorzystywat ludzkg informacje zwrotng w
procesie dopasowywania, jest model Llama-2 autorstwa Meta. W tym przypadku okoto 1 miliona
ludzkich etykietujgcych zostato uzytych do zidentyfikowania preferowanych odpowiedzi, kazda z
zestawu dwdch wynikow modelu dla danego komunikatu, ktadgc nacisk na dwie wtasciwosci —
pomocnos¢ i bezpieczenstwo. Proces adnotacji jest uproszczony dzieki binarnym pordéwnaniom
dokonywanym przez ludzi z uwzglednieniem okreslonych wytycznych. Wzorce preferencji uzyskane z
ludzkiej informacji zwrotnej sg nastepnie wykorzystywane do trenowania modelu nagrody. W
kolejnym etapie dostrajania, model wykonuje dwa rdézne algorytmy, a mianowicie (i) PPO i (ii)



probkowanie odrzucenia (RS). Algorytm PPO jest standardowym algorytmem stosowanym we
wszystkich modelach RLHF i pobiera tylko jedng prébke na kazde polecenie na iteracje. Z kolei algorytm
RS pobiera skoriczong liczbe odpowiedzi z modelu dla kazdego polecenia, przyznaje punkty za kazda z
tych odpowiedzi za pomocg modelu nagrody, wybiera sposréd nich najlepszg odpowiedz, a nastepnie
dostraja jg na podstawie tego przyktadu. Wykazano, ze wielokrotne iteracje pofgczenia tych dwdéch
algorytmow mogg radykalnie zwiekszy¢ efektywnos$é uczenia sie.

Bezpieczny model RLHF

Bezpieczny model RLHF to specjalny rodzaj modelu RLHF, zaprojektowany w celu rozwigzania
probleméw bezpieczeristwa przy jednoczesnym dostosowaniu modeli LLM. Poniewaz model
koncentruje sie na pomocy, reakcja moze by¢ réwniez szkodliwa, zgodnie z podpowiedzig. W tym
modelu informacja zwrotna od cztowieka jest traktowana oddzielnie w celu oceny przydatnosci i
identyfikacji problemdéw bezpieczerstwa. To ,oddzielone sprzezenie zwrotne” umozliwia zatem
oddzielne modele nagrody i kosztu. Model nagrody jest standardowym modelem stosowanym w
modelu RLHF i generuje ocene dla reakcji na podstawie jej przydatnosci. Model kosztu natomiast
generuje ocene dla tej samej reakcji na podstawie jej nieszkodliwosci. Teraz bezpieczeistwo w reakgji
jest traktowane jako problem optymalizacyjny — maksymalizuje funkcje nagrody (za przydatnosc) przy
jednoczesnym spetnieniu Scisle okreslonych ograniczen kosztowych. Problem optymalizacyjny
rozwigzuje sie za pomocg metody Lagrange'a , ktéra jest technikg rozwigzywania probleméw z
ograniczeniami. Bezpieczny model RLHF zapewnia zatem réwnowage miedzy ulepszong wydajnoscig
modelu a mozliwoscig redukcji szkodliwych reakcji.

Uczenie sie przez Wzmacnianie z Informacjg Zwrotng Al (RLAIF)

Gtéwnym wyzwaniem w RLHF jest koniecznos$¢ udziatu duzej liczby annotatoréw do udzielania
informacji zwrotnej, co spowalnia i zwieksza koszty procesu. Aby rozwigzac ten problem, metoda RLAIF
oferuje szybszg i potencjalnie skalowalng metode, w ktdrej informacje zwrotne sg dostarczane przez
Al, a nie zbierane od ludzi. Poniewaz odpowiedzi sg generowane zgodnie z okreslonymi regutami i
zasadami, metoda ta jest rowniez znana jako ,, Konstytucjonalna Al”. Model wykorzystuje nadzorowane
dostrajanie i RL do swojego dopasowania. Poczagtkowo model dostarcza pomocnych odpowiedszi,
niezaleznie od tego, jak bardzo sg one szkodliwe. Nastepnie model jest proszony o analize odpowiedzi
w oparciu o zdefiniowane zasady. Na koniec model jest instruowany, aby skorygowac odpowiedz na
podstawie analizy. Wydajno$¢ modelu zalezy jednak od jakosci informacji zwrotnej od Al. Przyktadowy
przeptyw pracy takiego modelu przedstawiono na rysunku 4.
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Whioski

R&L z ludzkim sprzezeniem zwrotnym (RLHF) to wielka innowacja w katalizowaniu projektowania
modeli Al i LLM. Podejscie oparte na zaangazowaniu cztowieka w petle czasowg umozliwia modelom
adaptacje w czasie rzeczywistym do zmieniajacych sie warunkéw otoczenia, nowych informacji,
kontekstéw specyficznych dla danej dziedziny oraz preferencji uzytkownikdw. Integracja RLHF z
modelami LLM okazuje sie znaczgcym postepem w rozwoju adaptacyjnych, transparentnych i etycznie
zgodnych generatywnych modeli Al. W rozdziale wyjasniono zasady dziatania, korzysci i wyzwania
zwigzane z RL oraz wiaczeniem do niego ludzkiego sprzezenia zwrotnego. Analiza réznych studidéw
przypadku podkreslita wptyw RLHF na poszerzanie granic modeli LLM w wyspecjalizowanych
dziedzinach. Na koniec omoéwiono kluczowa role kwestii etycznych w rozwoju modeli Al z RLHF oraz
najnowsze osiggniecia w zakresie modeli RLHF. Przyszte badania w tej dziedzinie sg obiecujace,
poniewaz tgczg w sobie uczenie sie we wspotpracy, podejmowanie decyzji i kreatywnosé z ludzka
inteligencja, aby sprosta¢ wyzwaniom, do ktérych sg zdolne modele Al i RL.



