Metody wstepnego trenowania LLM
Streszczenie

Generatywna sztuczna inteligencja (Al), technika Al, generuje oryginalny tekst, dzwieki, modele 3D,
animacje i obrazy. Jest ona oparta na modelach uczenia maszynowego na duzg skale (ML), ktére
wykorzystujg wstepnie wytrenowane giebokie sieci neuronowe na ogromnych zbiorach danych.
Wstepne trenowanie ma na celu gtdwnie odgadniecie kolejnego stowa w zdaniu lub uzupetnienie
zamaskowanych stéw w sekwencji. Poprzez to ¢wiczenie uczenia sie bez nadzoru, model uczy sie
rozumiec struktury jezykowe i trendy statystyczne. Dzieki wstepnemu trenowaniu, model duzego
jezyka (LLM) nabywa ogdlne zrozumienie sktadni, gramatyki i semantyki. Pomaga to w budowaniu
solidnych podstaw do rozumienia jezyka i umozliwia modelowi przedstawianie relacji miedzy stowami.
Wstepne trenowanie danych jest przede wszystkim odpowiedzialne za niezwykte mozliwosci LLM. Jest
to podobne do bombardowania mézgu ogromnymi ilosciami danych, aby nauczyt sie on praw jezyka i
Swiata zewnetrznego, zanim nauczy sie okreslonych umiejetnosci. Tu przewidywanie kolejnych zdan,
uczenie kontrastywne, maskowane modelowanie jezyka, cele na poziomie zdan i dokumentow,
autoenkodery odszumiajgce (DAE) oraz inne metody wstepnego trenowania LLM, wraz z ich
znaczeniem. Wstepnie wytrenowane modele zwiekszajg wydajnos¢ i zmniejszajg potrzebe
dodatkowego trenowania, umozliwiajgc zastosowanie informacji w kolejnych zadaniach. Wstepne
trenowanie danych ma szerszy zakres obszaréw zastosowan, takich jak transfer uczenia, klasyfikacja i
ekstrakcja cech.

Stowa kluczowe: generatywna sztuczna inteligencja (Al), wstepne trenowanie, duzy model jezyka
(LLM), uczenie maszynowe (ML), uczenie nadzorowane i nienadzorowane.

Wprowadzenie

W przetwarzaniu jezyka naturalnego (NLP) duze modele jezykowe (LLM) to modele ktére zostaty
wytrenowane na ogromnych ilosciach danych tekstowych bez uczenia sie wykonywania konkretnych
zadan; proces ten znany jest jako ,wstepne trenowanie”. Koncepcja tego modelu polega na
przetwarzaniu ogromnych ilosci danych i wydobywaniu z nich wiedzy ogdélnej. Nie ma to miejsca w
przypadku konwencjonalnych metod uczenia maszynowego (ML), w ktdrych model jest czesto
trenowany. Programista pozwala modelowi jedynie na pozyskanie pewnych ogdlnych informacji
podczas ,wstepnego trenowania”, po czym mozna go wytrenowaé¢ do wykonywania okreslonych
zadan. ,Dostrajanie” to ostatnia faza, w ktérej model LLM uczy sie wykonywania okre$lonych zadan.
Jedna z metod gtebokiego uczenia sie, zwana generatywnym wstepnym trenowaniem (GPT), polega na
nienadzorowanym trenowaniu modelu jezyka na obszernym korpusie danych tekstowych. Gtéwnym
celem GPT jest przewidywanie kolejnego stowa w danej sekwencji i generowanie tekstu, ktéry scisle
nasladuje tekst tworzony przez ludzi. Dziatania NLP, w tym generowanie tekstu, ttumaczenie,
podsumowywanie i analiza sentymentu, szeroko wykorzystujg modele GPT, ktdore oferujg doktadne
odpowiedzi na pytania bez zadnych niepozadanych informacji. Wstepne trenowanie jest na ogot jak
wprowadzenie duzej ilosci danych do systemu i nauczenie go formy przeptywu tekstu, gramatyki i
tworzenia zdan. Po zakoriczeniu wstepnego trenowania do systemu zostang wprowadzone drobne
poprawki okreslonych danych, tak aby system nauczyt sie formutowaé GPT, aby idealnie odpowiadaé
na zapytania uzytkownika. Ta metoda jest sformalizowana na Rysunku
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Fine-Tuned Model

Niewytrenowany model, pokazany jako (b) na rysunku, otrzymuje znaczng ilos¢ danych wejsciowych
(na przyktad ksigzek), oznaczonych jako nieoznaczone dane (a) na diagramie. To konczy faze
,wstepnego trenowania” i tworzy LLM. Nastepnie chcemy przypisa¢ okreslone zadanie (pokazane jako
(c) narysunku) do LLM. W rezultacie, obecnie posiadany jest ,,dopracowany” model, ktéry jest w stanie
wykonaé¢ zadanie zlecone mu przez uzytkownika. To jest moment, w ktérym system moze
wygenerowaé dopracowane instrukcje lub odpowiedzi na zapytanie uzytkownika. Podobnie, (d) i (e)
pokazujg, ze po dopracowaniu modelu mozna wprowadzi¢ dane wejsciowe (przyktadowe zapytanie
uzytkownika), a on wygeneruje dane wyjsciowe (zdefiniowang odpowiedz na zapytanie uzytkownika).
W tym momencie mozna sie zastanawia¢, czym ta metoda rdzni sie od innych procedur uczenia
maszynowego. Aby omodwié ten temat, przedstawiono przeglad ogdlnych podejs¢ do uczenia
maszynowego powszechnie stosowanych w uczeniu maszynowym. Istniejg trzy rodzaje metod uczenia
maszynowego [4], a mianowicie (1) uczenie nadzorowane, (2) uczenie nienadzorowane i (3) uczenie
samonadzorowane, z ktérych kazde opisano ponizej:

1. Uczenie nadzorowane: W tej procedurze wykorzystywane sg dobrze oznaczone dane szkoleniowe,
tj. oznaczone dane bedg uzywane do trenowania modelu we wszystkich aspektach. Na przyktad system
moze miec zrédto w jezyku zrodtowym i jego ttumaczenie na jezyk docelowy. Oznaczone dane mogg
sie rézni¢ w zaleznosci od zadania, do wykonania ktérego trenowany jest model uczenia maszynowego.

2. Uczenie nienadzorowane: Dane szkoleniowe wykorzystywane w tej procedurze nie sg oznaczone. W
sztucznej inteligencji uczenie maszynowe, ktére odbywa sie bez nadzoru cztowieka, jest znane jako
uczenie nienadzorowane. Modele uczenia maszynowego bez nadzoru, w przeciwienstwie do uczenia
nadzorowanego, otrzymujg nieoznakowane dane i pozwalajg im samodzielnie, tj. bez wyraznego
kierownictwa lub instrukcji, wyszukiwaé wzorce i spostrzezenia.

3. Uczenie samonadzorowane: W tym podejsciu etykiety dla danych treningowych sg generowane
automatycznie przez system, ktdry tgczy techniki nadzorowane i nienadzorowane. W uczeniu
maszynowym metoda ta stanowi paradygmat, w ktéorym model jest trenowany w ramach zadania i
zamiast polega¢ na zewnetrznych etykietach dostarczanych przez ludzi, wykorzystuje same dane do
generowania sygnatéw nadzorczych.

Uzytkownik moze wykorzysta¢ duze ilosci nieoznakowanych danych (podobnie jak w przypadku
treningu bez nadzoru) na etapie ,wstepnego treningu” w celu utworzenia modelu LLM, a nastepnie
mniejszg ilos¢ oznaczonych danych (podobnie jak w przypadku treningu z nadzorem) na etapie
,dostrajania” w celu stworzenia finalnego, dostrojonego modelu, ktéry jest faktycznie zdolny do
wykonywania zadan. Jak widaé z podstawowego opisu modeli LLM, to podejscie rdzni sie od
tradycyjnych systeméw uczenia maszynowego pod wieloma wzgledami. W poréwnaniu z tworzeniem



od podstaw, wstepnie wytrenowany model ma te zalete, ze pozwala szybciej identyfikowac parametry,
ktére prawdopodobnie zapewnig pozytywne wyniki. Modele wstepnie wytrenowane majg rowniez te
zalete, ze wymagajg mniej danych niz konwencjonalne modele tworzone od podstaw.

Smart Factory

LLM to program komputerowy trenowany na ogromnych ilosciach danych tekstowych, ktory
wykorzystuje architekture transformatorowg do uczenia sie i generowania jezyka podobnego do jezyka
ludzkiego. Modele LLM to fundamentalne modele uczenia maszynowego, ktére przetwarzajg i
rozumiejg jezyk naturalny za pomocg metod gtebokiego uczenia. Do trenowania tych modeli
wykorzystuje sie duze ilosci danych tekstowych, aby mogty one rozpoznawaé wzorce jezykowe i relacje
miedzy encjami. Maszyny uczace sie jezykdw potrafig wykonywac szeroki zakres zadan jezykowych, w
tym analize sentymentu, ttumaczenie jezykéw, dialogi w chatbotach i wiele innych. Potrafig one
rozumie¢ zawity materiat tekstowy, rozpoznawac rzeczy i powigzania miedzy nimi oraz tworzy¢ nowe,
poprawne gramatycznie i spdjne tresci. Dwa gtéwne powody wyboru modeli LLM zamiast budowania
modelu ML od podstaw do wykonywania zadan w NLP to:

Dostepnosc¢ danych

Jedna z najbardziej obiecujgcych architektur w dziedzinie NLP sg sieci neuronowe, a w szczegdlnosci
modele gtebokiego uczenia, ktére obejmujg wiele ukrytych warstw przed wygenerowaniem wyniku.
Modele te wymagajg duzej ilosci oznaczonych danych treningowych, aby zapobiec nadmiernemu
dopasowaniu podczas treningu, poniewaz majg wiele parametrow i dlatego sg reprezentowane jako
,duze” modele jezykowe [7]. Poniewaz trening nadzorowany wymaga interakcji z cztowiekiem, a dane
treningowe z etykietami sg trudniejsze do uzyskania niz dane nieoznakowane, jest on dos¢ kosztowny
w dziedzinie przetwarzania jezyka naturalnego (NLP). Na przyktad, gdy konieczne jest zaprojektowanie
systemu ttumaczeniowego, wydaje sie to drozsze, poniewaz wszystkie zdania w danym jezyku musza
zostac¢ zebrane, a nastepnie potrzebny jest specjalista do ich przettumaczenia. Z drugiej strony, dane
nieoznakowane sg dostepne w catym internecie, podobnie jak ksigzki i artykuty na blogach w jednym
konkretnym jezyku, ale nie w wersji przettumaczonej. Zamiast opracowywaé modele uczenia
maszynowego specjalnie dla zadan podrzednych, takich jak ttumaczenie maszynowe, naukowcy
zajmujacy sie NLP postanowili podzieli¢ proces treningu na dwie fazy: etap , wstepnego treningu” z
wykorzystaniem nieoznakowanych danych monolingwalnych (tj. uczenie nienadzorowane) oraz etap
,dostrajania” z wykorzystaniem znacznie mniejszych danych oznaczonych (tj. uczenie nadzorowane)
dla réznych zadan podrzednych.

Skalowalnos¢

Aby poprawic zdolnos$¢ modelu LLM do uczenia sie i generalizacji, skalowanie modelu polega na jego
powiekszeniu poprzez dodanie wiekszej liczby parametrow. Ta metoda oferuje bardziej modutowg
konstrukcje, poniewaz dzieli proces uczenia na dwa etapy: wstepne uczenie i dostrajanie. W rezultacie
model LLM moze by¢ wykorzystywany do wielu dalszych operacji po jego wygenerowaniu. Innymi
sfowy, mozna wygenerowac kilka modeli, dostrajajgc pojedynczy model LLM przy uzyciu danych
oznaczonych dla kazdego dalszego zadania niezaleznie. Na przyktad, jeden model LLM mozna
zoptymalizowa¢ pod katem jego dalszych zadan klasyfikacji intencji, a nastepnie mozina go
zoptymalizowac pod katem kolejnego dalszego zadania identyfikacji nazwanych jednostek.

Zalety wstepnego trenowania w LLM

Wstepne trenowanie danych w duzych modelach jezykowych oferuje szeroki wachlarz korzysci [8] w
réznych dziedzinach i zastosowaniach. Oto kilka kluczowych korzysci:



1. Wydajnos¢ i automatyzacja:

Wstepne trenowanie LLM moze zautomatyzowaé analize danych, obstuge jezyka i tworzenie tresci,
znacznie redukujgc naktad pracy recznej i czas przetwarzania danych. Umozliwia przetwarzanie duzych
ilosci danych i wykonywanie ztozonych operacji, takich jak podsumowywanie, ttumaczenie i
generowanie kodu, szybciej niz metody reczne.

2. Skalowalnos¢ i adaptowalnos¢:

Dane mozna trenowac i dostosowywac do nowych kontekstéw i zadan w miare uptywu czasu. Pozwala
to na ich wykorzystanie na wiele réznych sposobdéw. W przypadku aplikacji na duzg skale dane mozna
tatwo skalowa¢ w odpowiedzi na rosngce wolumeny danych i wymagania dotyczgce przetwarzania.

3. Wydajnosc¢ i doktadnos¢:

Wspdtczesne LLM wykazujg sie niezwykta wydajnoscig i doktadnoscig w rdznych zadaniach, czesto
przewyzszajac ludzkie umiejetnosci w okreslonych obszarach. Moze to prowadzi¢ do wiarygodnych i
rzetelnych wynikéw. Stale doskonalg swojg zdolno$¢ uczenia sie z duzych zbioréw danych, co moze
prowadzi¢ do jeszcze wiekszej wydajnosci i doktadnosci w przysztosci.

4. Innowacyjnosc i kreatywnosé:

Wstepne trenowanie danych moze pomdc w projektach artystycznych, procesach projektowania i
przetomach naukowych poprzez proponowanie innowacyjnych pomystéw i rozwigzan.

Zalety wstepnego trenowania w LLM

Wstepne trenowanie danych w duzych modelach jezykowych oferuje szeroki wachlarz korzysci [8] w
réznych dziedzinach i zastosowaniach. Oto kilka kluczowych korzysci:

1. Wydajnos¢ i automatyzacja:

- Wstepne trenowanie LLM moze zautomatyzowac analize danych, obstuge jezyka i tworzenie tresci,
znacznie redukujgc naktad pracy recznej i czas przetwarzania danych.

- Mogga przetwarzac duze ilosci danych i wykonywac¢ ztozone operacje, takie jak podsumowywanie,
ttumaczenie i generowanie kodu, szybciej niz metody reczne.

2. Skalowalnos¢ i adaptowalnosé:

- Dane mozna trenowac i dostosowywac¢ do nowych kontekstow i zadan w miare uptywu czasu.
Pozwala to na ich wykorzystanie na wiele réznych sposobdw.

- W przypadku aplikacji na duzg skale dane mozna fatwo skalowa¢ w odpowiedzi na rosngce wolumeny
danych i wymagania dotyczace przetwarzania.

3. Wydajnos¢ i doktadnosé:

- Wspotczesne LLM wykazujg sie niezwyktg wydajnoscig i doktadnoscig w réznych zadaniach, czesto
przewyzszajac ludzkie umiejetnosci w okreslonych obszarach. Moze to prowadzi¢ do wiarygodnych i
rzetelnych wynikéw.

- Nieustannie doskonalg swojg zdolnos¢ uczenia sie z duzych zbioréw danych, co moze prowadzi¢ do
jeszcze wiekszej wydajnosci i doktadnosci w przysztosci.

4. Innowacyjnosc i kreatywnosé:



- Wstepne trenowanie danych moze pomdc w projektach artystycznych, procesach projektowania i
przetomach naukowych poprzez proponowanie innowacyjnych pomystéw i rozwigzan.

- Co wiecej, potrafi interpretowac jezyki, tworzy¢ kreatywne struktury tekstowe i oferowac rézne
perspektywy, co moze inspirowac nowatorskie koncepcje w réznych sektorach.

5. Demokratyzacja dostepu:

- Wstepnie przeszkoleni LLM-owie oferujg szerszemu gronu uzytkownikéw, w tym osobom i
organizatorom bez rozlegtej wiedzy technicznej, mozliwo$¢ wykorzystania zaawansowanego
przetwarzania jezyka i mozliwosci sztucznej inteligencji.

- Otwiera to mozliwosci dla réznych oséb i organizacji w zakresie wykorzystania LLM-6w do ich
konkretnych zastosowan i przedsiewzie¢.

Etapy szkolenia modeli LLM

Nauczanie duzych modeli jezykowych rozumienia i tworzenia jezyka ludzkiego nazywa sie wstepnym
trenowaniem LLM. Osigga sie to poprzez dodanie duzej ilosci danych tekstowych (lub danych
tekstowych i graficznych w architekturach multimodalnych) do modelu, ktéry wykorzystuje algorytmy
do rozpoznawania wzorcéw i przewidywania struktury zdan. Produktem koncowym jest system
sztucznej inteligencji, ktéry moze generowac tekst wyglgdajacy jak tekst ludzki, ttumaczyé na rézne
jezyki, odpowiadac na zapytania uzytkownikéw i wykonywac wiele innych funkcji poznawczych. W LLM
liczba parametréw w modelu jest okreslana jako ,duza”. Model tworzy prognozy, wykorzystujac te
parametry jako zmienne. Mozliwosci sztucznej inteligencji w zakresie zaawansowanego i ztozonego
rozumienia jezyka rosng wraz z liczbg czynnikéw. Jednak do trenowania tak duzych modeli z duzg
iloscig danych potrzebna jest znaczna moc obliczeniowa i kilka ztozonych algorytmoéw. Naukowcy
badajg i przesuwaja granice mozliwosci duzych modeli jezykowych w wyniku ich ciggtej ewolucji. Wraz
z kazdg nowa architekturg i wiekszym zestawem parametréw rosnie zapotrzebowanie na lepsza
wydajnosé, co napedza ewolucje metod szkolenia LLM. Ze wzgledu na rozmiar i ztozonos$¢
nowoczesnych LLM , wymagana jest duza moc obliczeniowa. W tym miejscu potrzebne sg procesory
graficzne (GPU) hostowane w chmurze. Te chmurowe procesory graficzne (GPU) sg niezwykle szybkie
i wydajne, poniewaz mogg wykonywac kilka skomplikowanych obliczed matematycznych
jednoczesnie. Jednak oprécz mocy obliczeniowej, precyzja i opdznienie okazujg sie istotnymi
zmiennymi wptywajacymi na wydajnos¢ LLM. Naukowcy badaja nowe i alternatywne sposoby
szkolenia LLM ze wzgledu na rosngce zapotrzebowanie na szybkie i doktadne odpowiedzi modeli.
Szkolenie duzych modeli jezykowych to nie lada wyzwanie, ktére obejmuje kilka kluczowych krokéw.
Uproszczony, krok po kroku opis procesu wstepnego szkolenia LLM przedstawiono na Rysunku 2.



1. Data 7. Model
Gathering J Enhancement U=1114Y

LLM
Model
Training

6. Model

Cleaning Checking

CRNGLEE . 5. Model
Setup Training

1. Gromadzenie danych:

Zebranie znacznej ilo$ci danych tekstowych to pierwszy krok w szkoleniu LLM. Ksigzki, blogi, artykuty i
platformy mediéw spotecznosciowych moga dostarczy¢ tych informacji. Celem jest uchwycenie
bogactwa jezyka ludzkiego.

2. Oczyszczanie danych:

Nastepnie, w etapie znanym jako przetwarzanie wstepne, nieprzetworzone dane tekstowe s3
oczyszczane. Tokenizacja, czyli podziat tekstu na tatwe do zarzadzania fragmenty zwane tokenami, oraz
formatowanie materiatu do formatu zrozumiatego dla modelu, to tylko niektdére przyktady dziatan
zwigzanych z tym procesem.

3. Podziat danych: Oczyszczone dane s3g nastepnie dzielone na dwie grupy. Model bedzie trenowany
przy uzyciu jednego zestawu, znanego jako dane treningowe. Wydajnos¢ modelu bedzie nastepnie
oceniana przy uzyciu drugiego zestawu, danych walidacyjnych.

4. Konfiguracja modelu:

Nastepnie tworzona jest architektura (tj. struktura) LLM. Wymaga to wyboru sieci neuronowe;j i
okreslenia parametréw, takich jak liczba warstw i jednostek ukrytych w sieci.

5. Trening modelu:

To jest krok, na ktérym rozpoczyna sie witasciwy trening modelu. Podczas treningu model LLM
dostosowuje wewnetrzne parametry danych, aby zminimalizowa¢ rozbieznosci miedzy prognoza
modelu a danymi rzeczywistymi. Trening zostat przeprowadzony po przeanalizowaniu zbioru
treningowego i wygenerowaniu prognoz w oparciu o wczesniejszg wiedze o danych.



6. Sprawdzanie modelu:

Po treningu, uczenie modelu LLM jest weryfikowane za pomocg danych walidacyjnych. Ten krok
utatwia ocene wydajnosci modelu i dostosowanie jego ustawien w celu uzyskania lepszych rezultatéw.

7. Korzystanie z modelu:

Po zakonczeniu oceny modelu staje sie on operacyjny. Nastepnie model jest wtgczany do programéw
lub systemdw, aby mégt generowac tekst w odpowiedzi na nowe dane wejsciowe.

8. Ulepszanie modelu:

Wreszcie, wraz z odpowiedzig na opinie uzytkownikdw, istnieje przestrzer do udoskonalenia poprzez
wykorzystanie dodatkowych danych lub zmiane parametréw w odpowiedzi na opinie uzytkownikow i
rzeczywiste uzytkowanie.

Nalezy pamieta¢, ze procedura ta wymaga znacznych zasobdw obliczeniowych, w tym wydajnych
procesorow i duzej pamieci masowej, a takze specjalistycznej wiedzy z zakresu uczenia maszynowego.
Z tego powodu jest ona zazwyczaj przeprowadzana przez zaangazowane zespoty badawcze lub firmy,
ktére majg dostep do niezbednych zasobdw i wiedzy specjalistyczne;.

Badanie wstepnego trenowania w modelu LLM

Podstawowg mocg modeli LLM jest wstepne trenowanie. Modele te osiggajg biegtos¢ w rozumieniu i
tworzeniu jezyka poprzez intensywny trening na materiale tekstowym [14]. Wstepne trenowanie jest
najwazniejszym krokiem w celu uzyskania wyjatkowo dobrych modeli, a modele LLM muszg by¢
trenowane na duzej ilosci danych. Przebieg procesu wstepnego trenowania zilustrowano na Rysunku
3.
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llos¢ i jakos¢ tych danych majg kluczowe znaczenie. Ulepszone zbiory danych umozliwiajg modelowi
dziatanie na wyzszym poziomie.

Gromadzenie danych

llos¢ wymaganych danych treningowych zalezy od réznych czynnikéw, takich jak rodzaj problemu,
ztozonos¢ modelu, liczba cech i tolerancja na btedy. Chociaz nie ma sztywnych regut, powszechnym
zaleceniem jest posiadanie co najmniej 10 razy wiecej instancji niz cech . Biorgc pod uwage ambitny
charakter celu modelu LLM, do wstepnego trenowania wymagana jest duza ilos¢ wysokiej jakosci
danych. Absolwenci studiéw prawniczych (LLM) s3g szkoleni z wykorzystaniem dwdch podstawowych
kategorii danych, a mianowicie (1) danych ogdlnych, np. ksigzek, rejestrow czatéw i stron
internetowych, oraz (2) danych specjalistycznych, np. materiatdbw naukowych, kodu
programistycznego i zestawow danych w kilku jezykach. Motywacjg do korzystania z danych ogdlnych
jest ich szeroka dostepnosé¢, réznorodnosé, pomoc w rozwoju rozumienia jezyka ogdlnego przez
absolwentéw studidw prawniczych (LLM) oraz elastycznos$¢ w postugiwaniu sie nim. Podobnie, dane
specjalistyczne pomagajg absolwentom studiéw prawniczych (LLM) w zdobywaniu biegtosci w
okreslonych dziedzinach lub obowigzkach. Odkryto, ze absolwentéw studiéw prawniczych (LLM)
mozna uczy¢ na podstawie okreslonych rodzajow danych, aby doskonali¢ sie w zadaniach



specjalistycznych, mimo ze zazwyczaj s szkoleni na podstawie danych ogdlnych, aby rozumieé
codzienny jezyk angielski. Te dwie podstawowe kategorie danych zostaty szczegétowo wyjasnione.

Dane ogdlne

Dane ogdlnego przeznaczenia sg wykorzystywane przez wiekszo$¢ oséb studiujgcych na kierunku LLM.
Trzy podstawowe kategorie to:

* Strony internetowe: Ta funkcja udostepnia szeroki wachlarz informacji z internetu, oferujac
réoznorodne mozliwosci jezykowe, np. Common Crawl. Gtéwng wadg takich danych jest to, ze tekst w
sieci moze mie¢ dwa rézine poziomy jakosci: spam i tekst wysokiej jakosci, ktéory mozna znalezé¢ w
Wikipedii. Aby zagwarantowac jakos¢, konieczne jest oczyszczenie i przetworzenie tych danych.

* Tekst konwersacji: Ta funkcja zwieksza mozliwosci oséb studiujgcych na kierunku LLM w zakresie
prowadzenia konwersacji i odpowiadania na pytania. Stuzy do rejestrowania odpowiedzi, czyli
konwersacji na platformach internetowych, sformatowanych w formie drzew. Umozliwia to
podzielenie rozméw wielostronnych na fatwiejsze w zarzadzaniu dialogi do celéw szkoleniowych, np.
korpus Reddita z PushShift.io. Mogg wystgpi¢ problemy, jesli dane dialogowe opierajg sie na
nadmiernej ilosci danych.

* Ksigzki: Znaczenie takich danych polega na tym, Zze dostarczajg one absolwentom studiow
magisterskich (LLM) formalnych, obszernych tekstéw, ktére pomagajg im w zrozumieniu zawitych
struktur jezykowych, dtugoterminowego kontekstu i tworzeniu spéjnych narracji. Zbiér danych Pile
zawiera Books3, a Bookcorpus2 jest najlepszym przyktadem. Te ogdlne zrddta danych zasadniczo
pomagaja absolwentom studiéw magisterskich (LLM) w rozumieniu i tworzeniu réznorodnych tekstow
jezyka naturalnego; jednak kazde zrédto ma swoje wtasne zalety i wady.

Dane specjalistyczne

Dane specjalistyczne pomagaja w poprawie wydajnosci LLM w okreslonych zadaniach. Podstawowe
trzy kategorie danych specjalistycznych to:

Tekst wielojezyczny: Celem tekstu wielojezycznego jest usprawnienie generowania tekstu
wielojezycznego i zrozumienia jezyka. Dwa przyktadowe zestawy danych to PaLM (obejmujgcy 122
jezyki) i BLOOM (obejmujacy 46 jezykdw). Modele te przewyzszajg modele trenowane wytgcznie na
danych w jezyku docelowym i doskonale sprawdzajg sie w zadaniach takich jak ttumaczenie,
wielojezyczne podsumowania i wielojezyczne pytania i odpowiedzi.

Tekst naukowy: Celem tych danych jest pomoc LLM w zrozumieniu wiedzy naukowej. Przyktadami sg
strony internetowe poswiecone matematyce, podreczniki naukowe i artykuty w ArXiv. LLM trenowani
na tekstach naukowych mogg lepiej radzi¢ sobie i rozumowaé w dziedzinach naukowych. Gtéwnym
wyzwaniem w korzystaniu z danych naukowych jest to, ze sktadajg sie one z symboli matematycznych
i sekwencji biatek. Sg one specjalnie tokenizowane i wstepnie przetwarzane, aby dopasowac je do
formatu, ktéry LLM moze wykorzystac do ich obstugi.

Kod: Ksztatcenie absolwentéw LLM w zakresie kodowania utatwia synteze programéw, co jest
popularnym kierunkiem studidw. Nawet dla doswiadczonych absolwentéw LLM, takich jak GPT-J,
tworzenie precyzyjnych i wysokiej jakosci programow jest trudne. Kod mozna uzyskac z otwartych
repozytoriow oprogramowania, takich jak GitHub, lub foréw pytan i odpowiedzi, takich jak Stack
Exchange. Zawiera on rzeczywisty kod, komentarze i dokumentacje. Absolwenci LLM mogg generowacd
odpowiedzi z wiekszg doktadnoscig, gdy zadania sg prezentowane w formie kodu. Krétko moéwigc,
absolwenci LLM posiadajg specjalistyczne umiejetnosci, od generowania kodu po rozumienie



wielojezyczne, dzieki wykorzystaniu specjalistycznych danych. Kod znacznie rézni sie od zwyktego
tekstu tym, ze ma wtasng gramatyke i logike.

Jednak szkolenie w zakresie kodowania moze wyposazy¢ absolwentéw LLM w zaawansowane
zdolnosci rozumowania.

Absolwenci LLM analizuja ogromne zbiory danych tekstowych, a nastepnie wykorzystujg techniki
oparte na sieciach neuronowych do zrozumienia struktur i wzorcow jezykowych. Systemy wykorzystujg
zdobytg wiedze do opracowywania odpowiedzi na polecenia i pytania, przewidujagc najbardziej
prawdopodobng strukture stowa lub zdania. Aby model jezyka funkcjonowat prawidtowo, konieczne
sg odpowiednie dane treningowe.

Wstepne przetwarzanie danych

Wstepne przetwarzanie danych jest kluczowym etapem w trenowaniu kazdego modelu LLM, ktéry
uwzglednia szum, braki danych, niespéjnosci i zmiennos$¢ danych. Do grupowania technik wstepnego
przetwarzania danych mozna uzy¢ czterech kategorii: redukcji, integracji, transformacji i czyszczenia .
W przypadku wstepnego badania modeli LLM, do wstepnego przetwarzania danych brane sg pod
uwage najpopularniejsze formaty danych zebrane w poprzednim etapie; nastepnie dane s3
przetwarzane w celu integracji i czyszczenia. Wstepne przetwarzanie danych mozna ogdlnie podzieli¢
na trzy gtéwne kategorie:

1. Filtrowanie jakosci: Eliminowanie danych niskiej jakosci za pomocg metod heurystycznych lub
opartych na klasyfikatorach z korpusu nazywa sie filtrowaniem jakosci. Techniki oparte na
klasyfikatorach wykorzystuja dane kandydatéw jako przyktady negatywne i starannie
wyselekcjonowane dane jako instancje pozytywne do trenowania klasyfikatora binarnego, ktéry
nastepnie przewiduje wynik jakosci kazdego przyktadu danych. Techniki oparte na heurystyce
wykorzystujg reguty lub heurystyki do eliminowania danych niskiej jakos$ci zgodnie z ustalonymi
standardami.

2. Deduplikacja: Wiele Zrédet, w tym scrapowanie online, scalanie i augmentacja danych, moze
generowac duplikaty dokumentéw, co moze prowadzi¢ do szeregu problemdw, takich jak nadmierne
dopasowanie, stronniczos¢ i nieefektywnosé. Aby rozwigza¢ te problemy, wczesniejsze badania
opieraty sie gtdwnie na wspodtczynniku naktadania sie cech powierzchniowych (takich jak nakfadanie
sie stéw i n-gramdow) w celu identyfikacji i eliminacji duplikatéw artykutéw o identycznej tresci.
Ponadto, eliminujgc wszelkie potencjalne duplikaty tekstow ze zbioru treningowego, niezbedne jest
wyeliminowanie nakfadania sie zbioréw treningowego i oceniajgcego, aby unikngé problemu
zanieczyszczenia zbioru danych. Wykazano, ze trzy poziomy deduplikacji, tj. dokument, zdanie i token,
sg pomocne w ulepszaniu szkolenia LLM i powinny by¢ tgczone w rzeczywistych zastosowaniach.

3. Tokenizacja: Podziat oryginalnego tekstu na oddzielne tokeny lub jednostki podstowne nazywa sie
tokenizacja, aby dane wejsciowe mogly byé tatwo wykorzystane do zasilania modelu. Do
przeprowadzenia procesu tokenizacji mozna uzy¢ wielu algorytméw, w tym opartych na regutach,
statystycznych i bazujgcych na odstepach.

Wspotczynnik naktadania sie

Wspdtczynnik naktadania sie definiuje sie jako odsetek stow lub n-gramodw, jaki majg dwa zdania,
stwierdzenia lub dokumenty zawierajgce stowa wspdlne. Oblicza sie go jako stosunek liczby stéw



wspodlnych dla dwdch dokumentdw lub zdan do catkowitej liczby stéw w catym zdaniu lub dokumencie.
Rozwazmy na przyktad nastepujgce stwierdzenia:

Twierdzenie 1: Uwielbiam pié kawe
Twierdzenie 2: Uwielbiam pi¢ kawe Starbucks

W tym przypadku wspdtczynnik naktadania sie obu stwierdzen wynosi 50%, poniewaz oba stwierdzenia
majg wiekszos¢ wspolnych stéw. Wspodtczynnik naktadania sie mozna obliczy¢ w celu identyfikacji
duplikatow stéw lub duplikatow dokumentdow. Jesli dwa dokumenty majg wysoki wspétczynnik
nakfadania sie, prawdopodobnie istnieje wiecej duplikatow lub mozna to powiedzieé, poniewaz oba
dokumenty s3 bardziej podobne. Podobnie, gdy majg niski wspodtczynnik naktadania sie,
prawdopodobnie oba stwierdzenia lub dokumenty sg unikatowe lub rézne od siebie. Wspétczynnik
naktadania sie jest powszechnie stosowany w zadaniach przetwarzania jezyka naturalnego, takich jak
deduplikacja, klasyfikacja tekstu i ttumaczenie maszynowe.

Zadanie wstepnego trenowania

Wstepne trenowanie to proces nienadzorowanego trenowania modelu sieci neuronowej na duzym
korpusie danych tekstowych. Jest to pierwszy etap treningu uczenia maszynowego i niezbedny krok w
wyposazaniu absolwenta studiéw prawniczych (LLM) w umiejetnosc¢ interpretacji jezyka angielskiego
ogdlnego. Mozna go dostosowaé po wstepnym trenowaniu, aby osiggngé zamierzone rezultaty.
Modele jezykowe mogg efektywnie radzi¢ sobie z nowymi zadaniami podczas dostrajania, korzystajac
z wczesniejszych doswiadczen, zamiast zaczynad od zera [18]. Pozwala to modelowi czerpac korzysci z
wczes$niejszego treningu. Podobne wrodzone zdolnosci u ludzi pozwalajg nam czerpa¢ z
dotychczasowej wiedzy, aby unikng¢ koniecznosci zaczynania od zera w obliczu nowych sytuacji.
Modele wstepnie wytrenowane z kolei nie posiadajg zadnej specjalizacji, ale posiadajg podstawowg
wiedze i mogg wykonywac szeroki zakres zadan. Istnieje kilka dodatkowych etapéw nauki, ktére
student LLM musi ukonczyé, aby osiggna¢ poziom biegtosci w generowaniu tekstu, umiejetnosciach
konwersacyjnych i tworzeniu innych tresci na Zzadanie. Dwa powszechnie stosowane zadania
wstepnego treningu to modelowanie jezyka (LM) i autokodowanie odszumiajace.

Modelowanie jezyka w LLM

Jednym z podstawowych zadan w NLP jest modelowanie jezyka (LM). Polega ono na wykorzystaniu
historii tokena do prognozowania, ktéry token pojawi sie jako nastepny w serii. Jest to kluczowa
czynnos$¢ przedtreningowa dla modeli LLM, szczegdlnie w przypadku modeli opartych wytgcznie na
dekoderze. Oto zwiezte podsumowanie dostarczonych informacji:

Definicja: Wezmy sekwencje tokendw, ktdra jest dana wzorem d = di, dy, ds, dg, ..., dy

Teraz celem jest autoregresyjne przewidywanie kazdego tokena. Niech zadaniem modelu LM bedzie
przewidzenie tokena o nazwie ,di” w danej sekwencji na podstawie podanej historii (d < i). Proces ten
mozna zdefiniowaé matematycznie w nastepujacy sposoéb:

n {5.1)
LLM(d) = 3" log P(did < i)

i=1

To réwnanie zasadniczo oblicza logarytm przewidywania kazdego tokena (di) z podanymi tokenami
poprzedzajgcymi sekwencje. Modele oparte wytgcznie na dekoderze, takie jak GPT3 i PaLM, w duzej
mierze opierajg sie na zadaniu LM w przypadku wstepnego trenowania. Jedng z najmocniejszych stron
tych modeli jest to, ze wiele zadan jezykowych mozina przeformutowaé jako przewidywanie



problemédw, co dobrze wpisuje sie w wrodzong tendencje modeli LLM do trenowania zgodnie z celami
LM. Ciekawym odkryciem jest to, ze niektére modele LLM oparte wytgcznie na dekoderze mogg byc¢
wykorzystywane do zadan, w ktérych wystarczy prognozowaé kolejne tokeny autoregresywnie.
Oznacza to, ze mogg one czasami wykonywac zadania bez koniecznosci precyzyjnego dostrajania.
Jednym znaczacym wyjgtkiem od typowe]j pracy LM jest prefiks LM. Podstawowg strukture procesu

=

Text output

modelu jezyka zilustrowano na Rysunku 4.
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W tym wariancie obliczanie strat uwzglednia tylko tokeny dtuzsze niz prefiks i wybrane losowo. Prefiks
LM generalnie dziata gorzej niz standardowy LM, nawet gdy model widzi takg samg liczbe tokenéw
podczas wstepnego trenowania, jak w standardowym LM, poniewaz mniej tokendéw w sekwencji jest
wykorzystywanych podczas wstepnego trenowania modelu. Mdéwigc prosciej, podstawg wstepnego
trenowania LLM z samym dekoderem jest LM. Ze wzgledu na swojg autoregresyjng strukture, LLM
moga uczyc¢ sie szerokiego zakresu zadan niejawnie, czesto bez potrzeby precyzyjnego dostrajania
specyficznego dla danego zadania. Modyfikacje i adaptacje, takie jak prefiks LM, zapewniajg
alternatywne zastosowania dla tego problemu, ale podstawowa idea przewidywania sekwencji
tokendéw pozostaje ta sama.

Zadanie odszumiania w procesie wstepnego uczenia LLM

Sieci neuronowe, czyli autoenkodery, sg czesto wykorzystywane w procesach ekstrakcji i selekcji cech.
Sie¢ narazona jest na ryzyko uczenia sie tzw. ,funkcji tozsamosci”, znanej réwniez jako ,funkcja
zerowa”, ktéra wskazuje, ze dane wyjsciowe sg rowne danym wejsciowym i sprawia, ze autoenkoder
jest nieskuteczny, gdy w warstwie ukrytej jest wiecej weztdw niz danych wejsciowych. Aby zaradzié
temu problemowi, autoenkodery celowo manipulujg danymi, arbitralnie ustawiajac niektére wartosci
wejsciowe na zero. Ogdlnie rzecz biorac, ponad 50% weztéw wejsciowych jest ustawianych na zero.
Niektére zrddta proponujg nizszg wartos$¢, np. 30%. Decydujg o tym takie czynniki, jak ilosé¢ danych i
wybrane wezty wejsciowe. Podczas obliczania funkcji straty kluczowe jest poréwnanie wartosci
wyjsciowych z oryginalnymi danymi wejsciowymi, a nie z uszkodzonymi danymi wejsciowymi. W ten
sposéb nie ma mozliwosci przypadkowego odkrycia funkcji identyfikacyjnej zamiast identyfikacji cech.
OpenDeep.org udostepnit fantastyczng implementacje, w ktérej trenuje bardzo prosty autokoder
odszumiajacy na zbiorze danych MNIST za pomocg Theano. Artykuty OpenDeep s3 przeznaczone dla
poczatkujgcych i s niezwykle podstawowe. Dzieki temu, nawet jesli czytelnik nie jest zbyt obeznany z
sieciami neuronowymi, z tatwoscig zrozumie ten proces.

(1) Autokodowanie odszumiajgce (DAE): Autokodowanie odszumiajgce jest czescig modeli sieci
neuronowych, ktére wykorzystujg swojg zdolno$¢ do odzyskiwania oryginalnych danych z ich



zaszumionych odpowiednikéw w celu eliminacji szumu z danych znieksztatconych lub zaszumionych.
Aby zmniejszy¢ réznice miedzy danymi oryginalnymi a odtworzonymi, mozna trenowaé model (rysunek
5).

* Both are almost identical D = D 4
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Te autokodery mozna taczyé w stosy, tworzac gtebokie sieci, co poprawi wydajnosc sieci.

Definicja — Aby zrealizowa¢ zadanie autokodowania odszumiajgcego, niektére fragmenty tekstu
wejsciowego sg celowo uszkadzane poprzez zmiane okreslonych spandw. Gtéwnym celem jest
trenowanie modelu w celu odzyskania oryginalnych, tj. nieuszkodzonych tokendw z tekstu
wejsciowego. Cel ten jest wyrazony matematycznie jako

Lpag(d) =log Pd'|d\d' (5.2)

W powyzszym réwnaniu d’ odnosi sie do tokendw, ktére sg celowo zmieniane w celu utworzenia
uszkodzonej sekwencji. Dlatego model jest trenowany w celu przewidywania takich tokenéw na
podstawie uszkodzonego wejscia d\d'.

W pordwnaniu z typowym zadaniem LM, zadanie DAE moze by¢ bardziej ztozone w implementacji,
pomimo swojej teoretycznej sity. W rezultacie nie byto ono tak szeroko stosowane do wstepnego
trenowania LLM. Z drugiej strony, modele autoregresyjne, takie jak T5 i GLM-130B, wykorzystujg DAE
jako cel wstepnego treningu i prébujg odzyskac podstawione zakresy.

(2) Mieszanka denoiseréw (MoD): MoD zapewnia jednolity cel wstepnego treningu dla modeli
jezykowych; jest rowniez nazywana stratg UL2 [20]. Sugeruje ona traktowanie zadan LM i DAE jako
dwdch réznych typdw zadan odszumiania. Istniejg trzy typy denoiseréw, a mianowicie:

i. S-denoiser (LM): Jest podobny do tradycyjnego celu LM.

ii. R-denoiser: Odmiana DAE wprowadzajgca znieksztatcenia do kréotkich segmentéw tekstu.
Charakteryzuje sie krétkim zakresem i niskimi znieksztatceniami.

iii. X-denoiser: Inna wersja DAE, charakteryzujgca sie dtuzszym zakresem znieksztatcen lub wiekszym
wspotczynnikiem znieksztatcen, nazywana jest X-denoiser. Ten typ DAE charakteryzuje sie dtugim
zakresem znieksztatcen lub wysokim wspotczynnikiem znieksztatcen.



Model mozna trenowac na réznych celach wstepnego treningu, wykorzystujgc framework UL2, ktéry
mozna réwniez wykorzysta¢é do nadania modelowi mozliwosci i zalet wynikajgcych z odchylen
indukcyjnych z réznych dziatan wstepnego treningu. Trenujgc na mieszance, model jest w stanie
zrownowazyé swoje wady i wykorzysta¢ swoje mocne strony w innych zadaniach. W przeciwienstwie
do modelu T5 z uszkodzeniem tylko rozpietosci, cel mieszanki denoiseréw moze znaczgco zwiekszy¢
potencjat uczenia sie modelu na podstawie podpowiedzi. Rdzne denoisery z wyzej wymienionych
typéw s wykorzystywane do optymalizacji modelu w zaleznosci od poczatkowych tokendw
specjalnych we frazach wejsciowych (takich jak {[R], [S] i [X]}). Przyktadowg fraza wykorzystujaca
denoiser S (LM) bytaby ta, ktéra zaczyna sie od tokena [S]. MoD zostat uwzgledniony w modelach takich
jak PaLM 2. Silny uczen kontekstowy UL2 jest biegly zaréwno w podpowiadaniu na podstawie kilku
strzatéw, jak i taricucha mysli (CoT). >Tabela 5.1 przedstawia wydajnos$¢ UL2 w poréwnaniu z réznymi
najnowoczesniejszymi modelami (takimi jak T5 XXL i PaLM) dla podpowiedzi z niewielkg liczbg uderzen
z wykorzystaniem podsumowujgcego zbioru danych XSUM. Na podstawie uzyskanych wynikéw, UL2
20B dziata lepiej niz T5 i PaLM, ktére charakteryzujg sie podobnymi kosztami obliczeniowymi.

Tabela 1: Porownanie UL2 ze stanem techniki.

5.no. Model Rouge-1 Rouge-2 Rouge-L
1 LahDa 1378 - 5.4 -

2 PalM 62B - 11.2 -

3 Palii 5408 - 12.2 -

4 PalM 2B - 4.5 -

5 TE XL 11B 0.6 0.1 0.6

& TEXXL11B+LM 133 23 10.7

7 ULZ 208 255 N 19.3

Wieksze modele jezykowe, takie jak GPT-3 175B, PaLM 540B lub LaMDA 137B, zostaty wykorzystane
do uzyskania wiekszosci wynikdw podpowiedzi CoT. Wykazano, ze UL2 20B, publicznie dostepny
model, ktory jest kilkakrotnie mniejszy niz poprzednie modele wykorzystujgce podpowiedzi CoT, moze
by¢ uzyty do osiggniecia rozumowania za pomocg podpowiedzi CoT. Stwarza to jasng Sciezke dla
badaczy do przeprowadzenia dostepnych badan nad podpowiedziami CoT i rozumowaniem. Tabela 1
ilustruje, jak w przypadku UL2 podpowiedzi CoT dziatajg lepiej niz standardowe podpowiedzi w
przypadku réznych matematycznych problemoéw tekstowych (GSM8K, SVAMP, ASDiv, AQuA i MAWPS).
Podobnie, z demonstracji wynika, ze samospdjnosé réwniez poprawia wydajnos¢. Gtdwnym celem
odszumiania zadan w pretreningu LLM jest umozliwienie modelowi odzyskiwania brakujgcych lub
btednie sformatowanych segmentdw sekwencji wejsciowych. LLM mozna wstepnie wytrenowac i
udoskonali¢, stosujgc réozne techniki oferowane przez obiektywy odszumiajgce, takie jak DAE i MoD,
mimo ze podstawowe zadanie LM nadal pozostaje najwazniejsze.

Ocena wstepnie wytrenowanego modelu

Podobnie jak kazdy inny model uczenia maszynowego, modele LLM muszg zosta¢ ocenione po
treningu, aby okresli¢, czy szkolenie byto skuteczne, a takze okresli¢, jak model wypada w poréwnaniu
z innymi modelami, testami poréwnawczymi lub alternatywnymi technikami . Oceny LLM wykorzystujg
zardwno strategie wewnetrzne, jak i zewnetrzne. Niektére z najczesciej stosowanych przez
oceniajacych metod wymieniono jak pokazano na Rysunku 6.
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Metody wewnetrzne

Doktadnos¢ jezykowa modelu lub skutecznosé¢ przewidywania stéw jest mierzona obiektywnymi,
ilosciowymi kryteriami stosowanymi w analizie wewnetrznej do $ledzenia wydajnosci. Wéréd tych
metryk znajdujg sie:

Ptynnos¢ jezykowa — Ta metoda mierzy, jak naturalnie brzmi jezyk generowany przez model LLM,
zapewniajac, ze zdania tworzone przez model brzmig, jakby zostaty napisane przez cztowieka, poprzez
badanie poprawnosci gramatycznej i réznorodnosci sktadniowe;j.

Spéjnos¢ — Ocenia zdolno$¢ modelu do utrzymania spéjnosci tematycznej w akapitach i frazach,
upewniajac sie, ze kolejne zdania wzmacniajg sie i wzajemnie sie rozumieja. Perpleksja — statystycznym
wskaznikiem zdolnosci modelu do przewidywania probki jest perpleksja. Model o nizszym wyniku
perpleksji lepiej pasuje do obserwowanych danych, a zatem lepiej przewiduje stowo, ktore pojawi sie
jako nastepne w sekwencji.

Metody zewnetrzne

Podejscia zewnetrzne sg coraz czesciej preferowane do oceny wynikéw absolwentéw studiow
prawniczych (LLM) ze wzgledu na ich najnowsze osiggniecia. Wigze sie to z oceng wynikéw modeli w
zakresie praktycznych umiejetnosci, takich jak rozumowanie, rozwigzywanie probleméw, informatyka
i matematyka, a takze w testach konkursowych, takich jak US Uniform Bar Exam, LSAT i GRE.

Do oceny LLM czesto stosuje sie nastepujace techniki zewnetrzne:

Kwestionariusze — ocena wynikéw LLM w odpowiedziach na pytania skierowane do ludzi i poréwnanie
ich wynikéw z wynikami uzyskanymi przez ludzi.

Whioski zdroworozsgdkowe — testowanie zdolnosci LLM do wyciggania wnioskéw, ktére sg proste i
zrozumiate dla ludzi.

Wielozadaniowo$¢ — badanie, jak dobrze model radzi sobie z wieloma zadaniami w rdinych
dziedzinach, w tym z historig, prawem i matematyka.

Faktycznos¢ — testowanie doktadnosci modelu w udzielaniu odpowiedzi zgodnych z faktami (a takze
poziomu halucynacji w tych odpowiedziach) jest znane jako faktowos¢é.

Przewidywanie nastepnego stowa



Przewidywanie nastepnego stowa, czyli LM, ma na celu przewidzenie stowa, ktdére pojawi sie jako
nastepne. LM jest jednym z zadan wzorcowych w NLP. W najprostszej formie polega na wybraniu
stowa, ktdre najprawdopodobniej wystgpi jako nastepne w ciggu stéw. LM ma liczne zastosowania w
wielu dziedzinach. Na przyktad, sugerowanie tekstu na klawiaturze telefonu komdrkowego i
automatyczne uzupetnianie w wyszukiwarce Google. Przewidywanie nastepnego stowa w tytule to
intrygujagcy problem w NLP. Dzieki analizie wzorcéw i korelacji modele sg w stanie sugerowac
najbardziej prawdopodobny dyskurs na podstawie danych tekstowych. Ta moc predykcyjna umozliwia
zastosowania takie jak systemy sugestii tekstu i automatyczne uzupetnianie. Zaawansowane metody,
takie jak topologie oparte na transformatorach i sieci neuronowe (RNN), mogg uchwyci¢ relacje
kontekstowe i poprawi¢ doktadnosé. Interesujgce zadanie trenowania modelu w celu przewidywania
nastepnego stowa w ciggu stow jest znane jako przewidywanie nastepnego stowa z wykorzystaniem
dwukierunkowego LSTM w NLP:

* Aby przygotowac surowe dane tekstowe do treningu BI-LSTM, wymagane jest przygotowanie
danych. Ten etap obejmuje wektoryzacje tekstu, tokenizacje i tworzenie stownika.

* Efektywna architektura gtebokiego uczenia BI-LSTM moze uchwyci¢ kontekst fraz i korelacje
dalekiego zasiegu w celu sekwencyjnego przetwarzania danych.

* Utworzenie funkcji straty, uzycie optymalizatora do zbudowania modelu, dopasowanie go do
wstepnie przetworzonych danych i ocena jego wydajnosci na zbiorach walidacyjnych to kroki zwigzane
z trenowaniem modelu BI-LSTM.

* Algorytmy rekomendacji tekstu, generowanie jezyka i automatyczne uzupetnianie to niektdre z
zastosowan modeli przewidywania nastepnego stowa.

* Aby osiggnac¢ biegtos¢ w przewidywaniu nastepnego stowa w BI-LSTM, konieczne jest potgczenie
wiedzy teoretycznej z doswiadczeniem praktycznym.

Uzupetnianie tekstu, ttumaczenie maszynowe i chatboty to tylko niektdre z zastosowan przewidywania
nastepnego stowa. Dzieki dalszym badaniom i rozwojowi mozliwe bedzie tworzenie modeli
przewidywania nastepnego stowa, ktére beda doktadniejsze i uwzgledniaé kontekst.

Wplyw wstepnego szkolenia na LLM

Do klasyfikacji wptywu wstepnego szkolenia na LLM mozna zastosowac trzy ogdlne kryteria.
1. Mieszanie zrédet

2. llo$¢ danych wstepnych szkolenia

3. Jakos$¢ danych wstepnych szkolenia

Nie zaleca sie wielokrotnego szkolenia LLM dla kazdego nowego zadania ze wzgledu na ogromne koszty
zwigzane z zasobami i architekturg. Dlatego wstepne szkolenie LLM musi zapewnié¢ mu solidny zestaw
parametréw, aby mogt on pdzniej generalizowad na zadania w dalszej kolejnosci:

(1) Mieszanie zrédet — Integracja danych tekstowych z kilku dziedzin moze zwiekszy¢ zdolnos$¢ LLM do
generalizacji w obrebie zadan i zapewni¢ im petniejsze zrozumienie. Nalezy uwzglednié réznorodne,
wysokiej jakosci zrédta danych i doktadnie rozwazy¢ sposdb ich dystrybucji i faczenia z réznych zrédet.
Wazne jest, aby badacze doktadnie rozwazyli, ile danych wstepnych szkolenia wykorzystujg z kazdego
zrédta. Celem jest stworzenie LLM, ktére spetniajg ich unikalne wymagania, zachowujgc jednoczesnie
ogoblne mozliwosci.



Whioski: (i) Podczas wstepnego trenowania modeli LLM nalezy wzigé¢ pod uwage réznorodnosc¢ zrédet
danych; (ii) Wyprdbowac rdzne rozktady danych, aby okresli¢, ktéry z nich najlepiej odpowiada
potrzebom programisty; (iii) Rozpoznac zagrozenia zwigzane z nadmiernym poleganiem na danych z
jednej domeny.

(2) llos¢ danych do wstepnego trenowania: Duze wolumeny wysokie]j jakosci danych sg niezbedne do
efektywnego wstepnego trenowania modeli LLM. llos¢ danych potrzebnych do idealnego trenowania
jest silnie skorelowana z rozmiarem modelu LLM. Brak odpowiednich danych do wstepnego
trenowania uniemozliwia wielu modelom LLM osiggniecie ich petnej wydajnosci. Badania wskazujg, ze
modele o wiekszej wydajnosci obliczeniowej wynikajg ze statego zwiekszania rozmiaru modelu i
danych. Mniejsze modele, przy zapewnieniu wiekszej ilosci danych i dtuzszego czasu trenowania, moga
generowac niezwykte rezultaty.

Implikacja: Zwiekszajac parametry modelu, nalezy wzigé pod uwage, jak wystarczajacy jest zbidr
treningowy. Nalezy zwrdcié¢ uwage zarowno na objetosé, jak i jakos¢ danych. Nalezy prébowac zmieniac
rozmiar modelu i ilo$¢ danych, az do znalezienia idealnej kombinacji odpowiadajacej konkretnym
wymaganiom uzytkownika.

(3) Jakos¢ danych przedtreningowych: Wydajnosé modeli LLM jest w duzym stopniu uzalezniona od
jakosci danych treningowych. Wstepne trenowanie modelu z danymi niskiej jakosci moze mieé
negatywny wptyw na jego wydajnos¢. Badania wykazaty, ze modele trenowane na czystych, wysokiej
jakosci danych radzg sobie lepiej w zadaniach niz modele trenowane w dalszej czesci strumienia.
Duplikowanie danych moze prowadzi¢ do szeregu probleméw, w tym do uposledzenia zdolnosci
kopiowania z kontekstu, schodzenia z duplikatéw i nadmiernej duplikacji przejmujgcej proces
trenowania. Dokfadne wstepne przetwarzanie korpusu przedtreningowego jest niezbedne, aby
zagwarantowacd stabilnos¢ podczas treningu i unikngé¢ niezamierzonych, szkodliwych skutkow dla
wydajnosci modelu.

Implikacja: Do wstepnego trenowania modeli LLM nalezy wybrac lepsze zbiory danych. Nalezy oczyscié
i odfiltrowa¢ dane z szumu, toksycznosci i duplikacji. Wyprébuj réine metody wstepnego
przetwarzania, aby sprawdzié, ktéra z nich jest najskuteczniejsza w przypadku Twojego konkretnego
zestawu danych.

Kluczowe zagadnienia dotyczace przygotowania do studiéow LLM

Rozpoczecie szkolenia LLM od podstaw to trudny proces, ktéry moze by¢ kosztowny i ztozony. Istnieje
kilka gtownych przeszkéd, ktore nalezy wzigé pod uwage podczas szkolenia LLM:

1. Utworzenie infrastruktury: Do szkolenia LLM wykorzystuje sie duze korpusy tekstowe, zazwyczaj o
rozmiarze co najmniej 1000 GB.

Co wiecej, modele uzywane do trenowania na tego typu zbiorach danych sg ogromne i zawierajg
miliardy parametréw. Trenowanie tak duzych modeli wymaga infrastruktury z wieloma procesorami
graficznymi (GPU). Trenowanie GPT-3, modelu poprzedniej generacji o 175 miliardach parametréw,
wymagatoby 288 lat na jednym procesorze graficznym NVIDIA V100, aby zademonstrowa¢ wymagania
obliczeniowe. Modele LLM s3 zazwyczaj trenowane réwnolegle na tysigcach procesordw graficznych.
Na przyktad Google wykorzystato 6144 chipy TPU v4 do roztozenia treningu na nich, aby wytrenowac
swoj model PaLM o 540 miliardach parametrow.

2. Koszt: Jednak dla wiekszosSci organizacji zakup i hosting tak wielu procesoréw graficznych jest
nieoptacalny. Nawet OpenAl, firma stojgca za znanym modelem ChatGPT i serig modeli GPT,
wykorzystata platforme chmurowg Microsoft Azure do trenowania swoich modeli, a nie wtasny sprzet.



Microsoft zainwestowat 1 miliard dolaréw w OpenAl w 2019 roku i prawdopodobnie znaczna czes¢
tych pieniedzy zostata przeznaczona na wykorzystanie zasobéw chmury Azure do trenowania swoich
modeli LLM. 3. Strategie dystrybucji modeli: Oprdcz zakresu i kosztéw, wdrazajgc instrukcje LLM na
zasobach komputera, nalezy wzig¢ pod uwage zawite szczegdty. W szczegélnosci:

* Modele LLM sg poczgtkowo trenowane na jednym procesorze GPU, aby oceni¢, ile zasobéw bedag
zuzywacd.

* Paralelizm modeli to przydatna taktyka. Obejmuje on podziat modeli na wiele procesoréw GPU, a
nastepnie optymalizacje podzielonych modeli w celu maksymalizacji pamieci i przepustowosci
wejscia/wyjscia.

* Paralelizm modeli jest wymagany w przypadku naprawde duzych modeli. W tej metodzie warstwy

sktadowe modelu sg dystrybuowane na kilka procesoréw GPU. Aby zapewni¢ poprawne i efektywne
wykonanie, wymaga to precyzyjnego kodowania, konfiguracji i starannej implementacji.

* |stotg szkolenia LLM jest iteracja. Naukowcy eksperymentujg z réznymi konfiguracjami, dostosowujac
przebiegi szkoleniowe do unikalnych wymagan modelu i dostepnego sprzetu. Czesto stosuje sie
réznorodne metodologie obliczen rownolegtych.

1. Wptyw wyboru architektury modelu: Ztozonos¢ treningu jest bezposrednio zalezna od wybranej
architektury LLM. Ponizsze zalecenia pomogg w modyfikacji architektury, aby dopasowaé jg do
zasobow dostepnych w modelach:

* Wazne jest, aby dobraé gtebokos¢ i szerokosé modelu (liczbe parametréw) w sposéb zapewniajacy
rownowage miedzy ztozonoscig a mocg obliczeniowa.

* Preferowane jest stosowanie architektur z potaczeniami resztkowymi. W rezultacie optymalizacja
wykorzystania zasobow jest prostsza.

* Przeanalizuj, czy konieczna jest architektura transformatorowa z autoattencjg, poniewaz ma ona
szczegblne wymagania treningowe.

* Okresl wymagania funkcjonalne modelu, w tym uczenie wielozadaniowe, modelowanie
generatywne, dwukierunkowe/maskowane modelowanie LM i analize multimodalna.

* Przeprowady? treningi na znanych modelach, takich jak GPT, BERT i XLNet, aby sprawdzi¢, jak dobrze
pasuja do danego przypadku uzycia.

* Wybierz tokenizacje opartg na stowach, podstowach lub znakach. Moze to wptyng¢ na dtugosc
danych wejsciowych i rozmiar stownika, co bezposrednio wptynie na liczbe potrzebnych obliczen.

Charakterystyka szkolenia wstepnego LLM
Ponizej przedstawiono charakterystyke szkolenia wstepnego LLM:

Edukacja bez nadzoru: W uczeniu sie bez nadzoru, wstepne trenowanie jest analogiczne do zanurzenia
modelu w oceanie danych tekstowych bez z géry okreslonych poprawnych lub niepoprawnych
odpowiedzi. Jest to podobne do zapisania kogo$ na program immersji jezykowej, gdzie nabywa on
umiejetnosci jezykowe naturalnie poprzez ekspozycje i kontekst, a nastepnie stopniowo przyswaja
roznice jezykowe bez wyraznych instrukcji.

Dyskretne modelowanie jezyka — Poniewaz nie ma odpowiedzi poprawnej ani niepoprawnej,
maskowane modelowanie jezyka (LM) jest popularng metodg nadania modelowi ram uczenia.
Wyobraz sobie model jako badacza jezyka probujgcego zrozumie¢ wypowiedz. Do jej przedstawienia



uzywane sg zdania z celowymi pominieciami lub maskami stéw. Na podstawie kontekstu model musi
whnioskowaé, czym mogg byc te brakujgce stowa. Po otrzymaniu poprawnej odpowiedzi ocenia, jak
bardzo sie ona pomylita, aby lepiej przewidywac. Ta procedura pomaga modelowi zrozumie¢ relacje
miedzy stowami i ich wpisanie w ogdlng strukture zdania.

Architektura transformatoréw — Rozwaz architekture transformatora jako ztozong sie¢ powigzan
miedzy stowami. Zdolnos¢ modelu do rozpoznawania skojarzen miedzy stowami, nawet gdy sg one od
siebie odlegte, jest podobna do sposobu, w jaki zbudowany jest mdzg. Poprzez reczny wybér
odpowiednich stéw z catego poprzedniego tekstu, modele wykorzystujgce architekture transformatora
robig wiecej niz tylko prognozowanie kolejnego stowa na podstawie bezposredniej sekwencji stéw
poprzedzajgcych. Mechanizm uwagi w tej architekturze pozwala modelowi nadawaé priorytet
odpowiednim fragmentom kontekstu i uwzgledniac je jako catos¢, wychwytujac niuanse niezbedne do
dekodowania lub ttumaczenia znaczenia.

Przyktady zastosowan wstepnego szkolenia LLM

Wstepnie wyszkolone modele LLM mozna wykorzysta¢ do rdznych zadan lingwistycznych [26], z
ktdrych niektdre wymieniono ponizej.

Tworzenie tekstu — Rozwaz wstepnie wytrenowane modele jako najlepszych dostepnych narratoréow.
Potrafig tworzy¢ wciggajace historie, tworzy¢ pomystowa poezje i oferowaé niezwykle osobiste
reakcje. Firmy wykorzystujg te mozliwos¢ w chatbotach, ktdére zapewniajg pomoc w czasie
rzeczywistym lub wirtualnych asystentach, ktorzy pomagajg klientom w rozwigzywaniu problemoéw
(chod to ostatnie czesto wymaga dopracowania). Na przyktad, oparty na sztucznej inteligencji chatbot
»Woebot” pomaga ludziom w dbaniu o zdrowie psychiczne, prowadzac z nimi rozmowy
przypominajgce sesje terapeutyczne.

Ttumaczenie jezykowe — Wyobraz sobie znajomego, ktéry méwi wieloma jezykami i potrafi ttumaczy¢
rozmowy na zadanie. Wtasnie to potrafig wstepnie wytrenowane modele, ktére miaty kontakt z
roznymi jezykami. Firmy takie jak Airbnb wykorzystaty te funkcje, aby poprawié doswiadczenia
uzytkownikéw, automatycznie ttumaczac wiadomosci i opinie gospodarzy na wiele jezykow.

To prawie jak noszenie przy sobie przenosnego urzadzenia do ttumaczenia. Analiza sentymentu —
Pomysl o technologii znanej jako analiza sentymentu, ktéra mierzy emocje w tekstach. Aby to osiggnaé,
konieczne bytoby udoskonalenie wstepnie wytrenowanych modeli z wykorzystaniem danych
oznaczonych sentymentem. Na przyktad Twitter (obecnie X) wykorzystuje analize sentymentu, aby
dowiedzie¢ sie, co ludzie myslg na rézne tematy i pomaga firmom zrozumieé, jak postrzegane sg ich
produkty i ustugi. Poza tymi obszarami, sztuczna inteligencja generatywna odgrywa rowniez wiekszg
role w systemach opieki zdrowotnej [27, 28], gdzie w celu uzyskania lepszych prognoz konieczne jest
wytrenowanie obszernych danych na platformie LLM w przypadku wrazliwych przypadkow [29-30].

Podsumowanie

Mozliwosci i btedy modeli LLM s3 w duzej mierze determinowane przez ich architekture i zadania
wstepnego trenowania. Chociaz wymagane sg dodatkowe badania na temat innych modeli, w
szczegolnosci struktur koder-dekoder, obecne trendy wskazujg na znaczne sktanianie sie ku
architekturze dekodera przyczynowego. Co wiecej, modele LLM zmieniajg sie, poniewaz aplikacje
wymagajg szerszych okien kontekstowych; poczyniono nowe postepy zarowno pod wzgledem
wydajnosci obliczeniowej, jak i mozliwosci ekstrapolacji. Pomimo potencjalnej skutecznosci i wartosci
modelu wstepnego trenowania, brakuje mu cech takich jak uczenie sie przez wzmacnianie z
wykorzystaniem ludzkiej informacji zwrotnej (RLFH) i dostrajanie, co czyni go nieodpowiednim do



wykorzystania jako kompletnego modelu LLM. Po zakonczeniu wszystkich etapédw treningu mozna
wykona¢ kluczowy dodatkowy krok oceny wynikéw LLM, znany jako ciggta ewaluacja modelu. Zatem
samo wstepne trenowanie nie wystarczy do stworzenia w petni spersonalizowanego i wydajnego
modelu. Deweloper musi réwniez dodac inne procesy, takie jak RLFH i ewaluacja wynikéw modelu,
oraz dostroi¢ model LLM. Programisci mogg projektowaé niestandardowe modele jezykowe,
dopasowane do unikalnych celéw i zatozen swoich aplikacji, wtaczajagc te kroki do procesu
szkoleniowego. Oprdcz zapewnienia, ze model posiada niezbedng wiedze, te dodatkowe procesy
gwarantujg réwniez, ze jest on w stanie dostosowywac sie do zmieniajgcych sie sytuacji, uczyc¢ sie na
podstawie opinii uzytkownikdw i utrzymywac wysoka wydajnos¢ przez dtuzszy czas.



Student oceny dwujezycznej (punktacja BLEU) — ocenia podobienstwo miedzy wynikami maszyny i
cztowieka, podkreslajgc doktadnos$é przettumaczonego tekstu lub generowanych odpowiedzi poprzez
zliczanie odpowiadajgcych sobie podciggéw stéw.



