Odkrywanie mocy generatywnej sztucznej inteligencji: Podréz w gtab duzych modeli jezykowych
Streszczenie

Przestrzen sztucznej inteligencji (Al) zostata ostatnio zrewolucjonizowana przez pojawienie sie
generatywnych modeli Al, ktére pozwalajg, aby tresci generowane maszynowo wygladaty wizualnie
identycznie jak tresci generowane przez prawdziwych ludzi. Ta nowo powstajgca dziedzina
wykorzystuje réznorodne techniki i architektury do generowania réznego rodzaju wynikdéw, od tekstu
i obrazéw po muzyke i w petni syntetyczne srodowiska. Jednym z najpopularniejszych paradygmatéow
tej dziedziny jest rodzina modeli generatywnych, a ostatnio takze podrodzina duzych modeli
jezykowych (LLM). Zatem generatywna sztuczna inteligencja, w tym LLM, opiera sie na koncepcji
rozktadu prawdopodobienstwa. Dzieje sie tak, gdy technologia zasila wiele zbioréw danych i uczy sie
wzorcow i praw, ktdére sie w nich kryja, umozliwiajac sztucznej inteligencji efektywne pisanie. Modele
LLM byty wykorzystywane do planowania i naturalnego tworzenia tekstéw w réznych dziedzinach, od
trenowania modeli transformatorowych, przez prototypowanie kodu, pisanie, po narracje w dzienniku.
Aby sprosta¢ zwigzanym z tym wyzwaniom, opracowano zintegrowang nature modelowania z
technikami szkoleniowymi, ktdra ostatecznie spetnia wszystkie zasady, regulacje i wytyczne, ktére
pomagajg w pomyslnej implementacji modeli generatywnych i LLM.
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Przeglad generatywnej sztucznej inteligencji i duzych modeli jezykowych

W dziedzinie algorytmdéw uczenia maszynowego generatywna sztuczna inteligencja (GAl) to
paradygmat, ktdry pomaga maszynom w generowaniu unikalnych materiatéw, a takze nasladuje
wartosci danych generowanych przez cztowieka. Na tej podstawie GAIl pomaga réwniez w
rozpoznawaniu i odtwarzaniu podstawowych trenddw i struktur, ktére podazajg za zestawem regut lub
informacji, obejmujacych tekst, obrazy, dzwiek i inne typy danych. Standardowe techniki sztucznej
inteligencji (Al) opieraja sie w catosci na klasyfikacji i regresji, nazywanych réwniez zadaniami
stronniczymi . Modele generatywne koncentrujg sie na uchwyceniu ukrytego zakresu i wartosci
generowanych przez cztowieka. Przetwarzanie jezyka naturalnego (NLP) wykazuje jedng z takich
istotnych ulepszen, zwanych duzymi modelami jezykowymi (LLM), ktére wyrdzniajg sie na podstawie
zdolnosci rozumienia i tworzenia skal pisma przypominajgcych ludzkie. Wszystkie takie modele dziatajg
poprzez uczenie sie sparametryzowanych zmiennych wspoétzaleznych i architektur ze zbioru danych, a
nastepnie generowanie nowych punktéw danych, ktére podazajg za tymi trendami. Sieci GAN to
systemy antagonistyczne sktadajgce sie z dwdch zestawow sieci neuronowych (generatora sieci i
dyskryminatora), ktdére konkurujg ze sobg o generowanie realistycznych prébek, podczas gdy
dyskryminatory przeszukujg rzeczywiste probki i zestawy pozorne. Metryki oceny mierzg
adaptowalnos$¢ dyskryminatora do rzeczywistych danych z generatora, umozliwiajgc sieciom GAN
publikowanie w miare realistycznych obrazéw, muzyki, a nawet jezyka po trenowaniu
antagonistycznym. Autoenkodery wariacyjne (VAE) trenujg ukrytg nature danych wejsciowych, a
nastepnie publikuja nowe prébki z tego wyuczonego utajonego powtdrzenia, umozliwiajgc im
generowanie szeregu wynikéw z zachowaniem czesci oryginalnych danych. W przeciwienstwie do tego,
algorytmy gtebokiego uczenia (VAE) trenujg utajong wersje danych wejsciowych, a nastepnie pobierajg
nowa instancje z tej wyuczonej przestrzeni utajonej, aby wygenerowad réznorodne dane wyjsciowe na
podstawie przyktadow danych. Jednak rozwdj algorytmoéw LLM stwarza powazne dylematy etyczne i
kulturowe, szczegdlnie w odniesieniu do kwestii stronniczosci, dezinformacji i prywatnosci.
Przetwarzajac zbiorcze dane catej sieci WWW, algorytmy te ryzykujg utrwaleniem i wzmocnieniem
btedéw w swoich danych edukacyjnych. Pojawiajgca sie mozliwos¢ generowania niezwykle



przekonujacych fatszywych wynikéw budzi obawy, ze technologia ta moze zosta¢ wykorzystana do
tworzenia dezinformacji lub podszywania sie pod innych. Gtebokie uczenie (GAE) lub sie¢ neuronowa
ma rdzen zwany LLM, ktéry jest w stanie obstuzyé duze wartosci tekstu wejsciowego. Modele te sg
trenowane w oparciu o duze zbiory danych, obejmujgce miliardy fraz, co pozwala im na uzyskanie
ztozonych modeli jezykowych oraz powigzan poznawczych. Agregacja inteligencji (GAI) wykorzystuje
wazny parametr strategiczny, wykorzystujac sieci neuronowe zwane generatywnymi sieciami
adwersarnymi, a takze algorytmy gtebokiego uczenia (VAE). Sktadajg sie one z dwdéch kategorii sieci
neuronowych. Zaréwno producent, jak i dyskryminator pomagajg w tworzeniu prawdziwych prébek,
natomiast detektor pomaga w rozrdznianiu danych rzeczywistych i fatszywych. Do tej pory ta metoda
LLM wydaje sie osiggac doskonate rezultaty we wszystkich implementacjach w catym sektorze NLP,
stosujagc wczesne metody prognozowania prawdopodobiefdstwa sekwencji. Rewolucyjny projekt,
zwany siecig transformatorowg, dziatajgcy w polach LLM, osigga stan samouwaznosci, ktory pozwala
symulatorowi na skuteczng interpretacje odlegtej relacji z wartosciami wejsciowymi opartymi na
tekscie . Naukowcy poczynili znaczne postepy w tych jezykach modelowania, tworzeniu i ttumaczeniu
wartosci tekstowych oraz syntezie i odpowiadaniu na zapytania. Osigga sie to za pomocg opartych na
transformatorach modeli LLM, takich jak OpenAl GPT (generatywny, wstepnie wytrenowany
transformator). Sieci GAN s3g réwniez w stanie generowac realistyczne wizualizacje, dZwieki i tekst,
ktdre sg trenowane w sposdb antagonistyczny. VAE pomaga w trenowaniu ukrytych modeli
wejsciowych z wykorzystaniem danych wejsciowych oraz w generowaniu prébek poprzez selekcje z
ukrytej przestrzeni, co pomaga w réznych zakresach wyjsciowych, zachowujac jednoczesnie niektére
cechy zebranych informacji. Te formy algorytméw generatywnych sg wykorzystywane w réznych
dyscyplinach, takich jak tworzenie sztuki, wzbogacanie informacji, analiza dziet literackich, a takze
rozwdj wartosci medycznych, co skutecznie demonstruje zdolno$¢ i umiejetnosci promowania
standardéw innowacji w catym przemysle. Studia LLM pomagaja wykaza¢ sie umiejetnoscig rozumienia
i tworzenia kontekstu oraz podejs¢ do tresci, ktére obejmujg szeroki zakres dziedzin i tematdw. Sg one
wykorzystywane w rdznych praktycznych podejsciach, takich jak chatboty, tworzenie tresci i analiza
sentymentdw, ktdre w rzeczywistosSci opierajg sie na systemach opinii klientow. Rysunek przedstawia
przeglad GAl i LLM w oparciu o model bazowy Al.
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Studia magisterskie z prawa (LLM) zajmuja sie etyka i stronniczoscig informacyjng w celu zwiekszenia
prawdziwie pozytywnych wartosci . Wraz ze wzrostem wartosci LLM w réznych sektorach spotecznych,
kluczowe staje sie rozwigzywanie tych problemoéw poprzez rozwdj etyczny i ocene opartg na kryteriach
wptywajgcych na wartosci humanistyczne.

Podstawowe koncepcje



Gtéwng ideg dotyczgcg GAIl w LLM jest wykorzystanie rdoznych wartosci gtéwnych wraz z podejsciami,
ktére pomagajg komputerom dostarczac¢ dane istotne w kontekscie. Sg one przedstawione w formie
tresci humanizowanych. Zawiera krotkie wyjasnienie podstawowych zasad z wartosciami
statystycznymi i sieciami neuronowymi opartymi na modelach generujacych dane dla wybranych
modeli. Niniejszy rozdziat przedstawia podstawowe ramy dotyczace algorytméw, ktére pomagajg w
uczeniu sie i rozpoznawaniu struktur i wzorcéw istniejgcych w zbiorze danych oraz informacji
dotyczacych generowania nowych danych. Niektdre z podstawowych koncepcji zostaty wyjasnione
dalej.

Rozktad prawdopodobienstwa

GAI dziata jak serce, ktére opiera sie na rozktadzie prawdopodobienstwa, ktéry jest niezbedny w
estymacji prawdopodobienstwa rdéznych zdarzen. Pomaga w  zrozumieniu rozktadu
prawdopodobienstwa zbioru danych z réznymi wynikami poprzez tworzenie nowego zestawu punktow
danych. Zatem opanowanie takiego rozktadu prawdopodobienstwa dostarcza zrdznicowanych i
autentycznych materiatow.

Sieci neuronowe

Sg one podstawowg strukturg wsrdd wszystkich modeli, ktére majg charakter generatywny. Sktadajg
sie z potaczonych warstw, gdzie kazda warstwa wykonuje rézne operacje na danych przeptywajacych
do sieci. System neuronowy z propagacjg wsteczng zapewnia wglad w rézne wartosci wejsciowe wraz
ze zmiang lub zmiang ustawien, co zwieksza efektywnos$¢ wraz z uptywem czasu.

Generatywne sieci przeciwstawne (GAN)

Model obliczeniowy zwany generatywng siecig przeciwstawng (GAN) pomaga w grach
zrecznosciowych, ktore sktadajg sie z dwoch standw sztucznych sieci neuronowych (ANN) zwanych
dyskryminatorem i weztem generatora. Dostarcza on realistyczne prébki z narzedziami
dyskryminacyjnymi, ktére kategoryzujg prawdziwe i fatszywe dane. Generuje to doskonate materiaty o
duzej zmiennosci, obejmujgce dzwiek, obraz i tekst o charakterze przeciwstawnym.

Autoenkodery wariacyjne (VAE)

Drugi zestaw algorytmdw generatywnych, stanowigcy podstawe VAE, pomaga w przetwarzaniu ukrytej
formy tresci informacyjnej, ktdra tworzy nowe probki z przestrzeni danych. Forma VAE jest rozrdzniana
na podstawie ich zdolnosci do rejestrowania podstawowego frameworka danych, ktéry zachowuje
niektére kluczowe wtasciwosci wartosci danych wejsciowych.

Transfer uczenia

Transfer uczenia zapewnia strategiczny rozwdj LLM, ktore stale trenujg wstepnie duze wolumeny
zbioréw danych przed dostrojeniem ich do kontekstu. LLM wykorzystujg te informacje uzyskane z
réznorodnych zbioréw danych, ktére efektywnie przetwarzajg dane, realizujgc specyficzne zadania,
takie jak pisanie podsumowan i analiza sentymentow.

Architektura transformatorowa

Przetwarzanie jezyka naturalnego (NLP) zostato poddane transformacji za pomocg LLM. Tworzy to
modele, ktére wydajniej radzg sobie z odlegtymi relacjami z informacjami tekstowymi. Spéjne i trafne
Srodowisko jest tworzone w réznych domenach poprzez zastosowanie odpowiedniego procesu dla
kazdego stowa w zestawie zdan. Trudno jest zrozumiec i zrealizowaé najwazniejsze idee dotyczace
sztucznej inteligencji i maszyn uczacych sie jezykdéw (LLM) w wielu branzach.



Algorytmy stosowane w modelach generatywnych

Modele generatywne wykorzystujg rézne algorytmy i techniki do generowania nowych danych, ktére
przypominajg wejsciowe dane treningowe. Oto niektdre z kluczowych algorytmoéw stosowanych w
modelach generatywnych.

Rekurencyjne sieci neuronowe (RNN)

Najskuteczniejszg technika rozwigzywania probleméw z przetwarzaniem jezyka naturalnego (NLP),
szczegodlnie w przypadku reprezentacji danych w postaci sekwencji, sg rekurencyjne sieci neuronowe
(RNN). Wyzwania zwigzane z modelowaniem sekwencji sg znacznie tatwiejsze dzieki pamieci
wewnetrznej RNN, ktéra pozwala im przywotywac zaréwno przeszte, jak i terazniejsze dane wejsciowe.
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Poniewaz wynik w kazdym kroku limitu czasowego zalezy nie tylko od odbieranych danych, ale takze
od wyniku utworzonego we wczesniejszych fazach czasowych, jest on bardzo skuteczny w
rozwigzywaniu probleméw takich jak ocena sentymentu, ttumaczenie jezykdéw i tworzenie
lingwistyczne . Rysunek 2 przedstawia podstawowg strukture sieci neuronowej (RNN). Wszystkie
wartosci w sieci neuronowej (SSN) sg od siebie rdézne; jednak zmienne w sieci RNN sg od siebie zalezne.
Ze wzgledu na wysoka liczbe wielowymiarowych stanéw ukrytych i czynnikéw nieliniowych, sieci RNN
sg w stanie reprezentowac zadania w sekwencji.

Pamiec¢ dtugoterminowa (LSTM) i bramkowana jednostka rekurencyjna (GRU)

Bez stanu ukrytego pamiec¢ dtugoterminowa (LSTM) ma takg sama konstrukcje jak zwykte sieci RNN.
Komorki, jednostki pamieci w bankach LSTM, otrzymujg jako dane wejsciowe mieszanke stanu
poprzedniego i danych wejsciowych. To, co faktycznie jest przechowywane w pamieci, a inne
informacje sg usuwane, jest okreslane przez te struktury komérkowe. Uczy sie tylko w celu zachowania
danych niezbednych do tworzenia prognoz — wszystkie inne dane sg zapominane. Wejscie, stan
poprzedni i pamiec biezaca to trzy rézne stany pamieci, ktérych LSTM uzywajg w potaczeniu, aby
rozwigza¢ problemy takie jak zanikajgce/eksplodujgce gradienty. Jest to mniej skomplikowane niz
LSTM, gdzie metoda dodatkowo wykorzystuje aktualizacje wartosci dla bramek.

Dwukierunkowe sieci neuronowe (BRNN)

Przy tworzeniu dowolnego modelu gtebokiego uczenia sie, wybdr podejscia jest kluczowy.
Zaproponowano wiele zaawansowanych modeli generatywnych z sekwencjami wynikow



generowanymi przez dwukierunkowe sieci neuronowe (BRNN). Podstawowg zasadg dziatania sieci
BRNN jest to, ze wynik w kroku czasowym moze by¢ oparty zardwno na przysztych, jak i poprzednich
sktadowych sekwencji. Méwigc wprost, sktadajg sie one z dwdch oddzielnych sieci RNN. Aby to zbadaé,
nalezy zmiesza¢ wyniki dwdch sieci RNN, z ktérych jedna wykonuje procedure w przdd, a druga w tyt.
Rysunek 3 przedstawia strukture sieci BRNN.
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Neuronowe maszyny Turinga to kolejna modyfikacja sieci RNN, ktdra zwiekszyta pojemnos¢ sieci
poprzez wigczenie oddzielnego zasobu pamieci, ktéorym mozna manipulowac¢ za pomoca procesu
fokusowania. W przeciwienstwie do sieci LSTM, ktdéra przechowuje informacje w stanie ukrytym, sie¢
nietargetowana udostepnia dane na zewnatrz.

Moc splotowych sieci neuronowych (CNN)

Sieci splotowe to popularna technika analizy wizualnej. W zaleznosci od kategoryzacji problemu,
zadania NLP wykorzystujg frazy, zdania, a czasami symbole zamiast pikseli obrazu, w przeciwienstwie
do komputerowych probleméw z widzeniem, gdzie piksele z obrazédw sg uzywane jako dane wejsciowe.
W ten sposdb kazde stowo jest reprezentowane jako graf w kazdym wierszu . Odwrdcenie macierzy
fraz stuzy do tworzenia map cech o zmiennej dtugosci. Kazda mapa jest nastepnie poddawana
maksymalnemu tgczeniu, co daje najwiekszg liczbe cech z kazdej mapy cech. Szes¢ powyzszych map
stuzy do tworzenia unitarnych wektoréw cech, ktdre sg nastepnie tgczone w celu utworzenia
pojedynczego wektora wektoréw cech dla warstwy korncowej. Ostatecznie ten wektor cech jest
przesytany do warstwy softmax, ktéra klasyfikuje stowa zgodnie z zatozeniem kategoryzacji binarnej,
dajac dwa alternatywne wyniki.

Funkcje aktywacji stosowane w modelach generatywnych

Dobor funkcji aktywacji ma istotny wptyw na skutecznos¢ dziatania tych modeli. Bez ich pomocy system
zachowywatby sie jak funkcja liniowa, prébujac uczy¢ sie nieregularnych cech. Funkcja aktywacji jest
implementowana, aby umozliwi¢ systemowi uczenie sie skomplikowanych zagadnien. Dlatego tez jej
rézniczkowalnosé réwniez wptywa na wybdr funkcji aktywacji. W gtebokich modelach generatywnych
czesto stosuje sie nastepujace funkcje aktywacji.

Sigmoidalna

Do kategoryzacji wynikow w modelach generatywnych stosuje sie sigmoidalng funkcje aktywaciji.
Wartosci tej funkcji wynoszg 0 i 1. Wynik jest wysrodkowany wokot zera i wykazuje opdznione



catkowanie — dwie wady, ktére sprawity, ze funkcja ta stracita na popularnosci ze wzgledu na tatwos¢
zrozumienia i uzycia.

Relu

Rézne gteboko generowane struktury lepiej nadajg sie do réznych funkcji aktywacji. Leaky i Relu to
dwie z wielu popularnych funkcji aktywacji. Jest ona wykorzystywana w prawie wszystkich gtebokich
modelach generatywnych i pomaga ztagodzi¢ problem zanikajacego gradientu. Aktywacja Relu
redukuje wartosci ujemne do zera. Obecne ograniczenia Relu obejmujg fakt, ze jest on ograniczony do
zastosowania w warstwach ukrytych wewnatrz sieci neuronowych oraz ze niektére gradienty stabng,
a nawet zanikajg podczas treningu, co zwieksza ryzyko obumarcia neuronéw w wyniku dziatania Relu,
co pokazano na Rysunku 4.
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Aby utrzymac aktualizacje, zaimplementowano nieszczelng odmiane Relu, ktéra wykorzystuje
niewielkie nachylenia. W takich okolicznosciach gradienty sg catkowicie zamkniete na propagacje
wsteczng. Poniewaz generator sieci neuronowej musi zachowaé tylko jeden sposéb uczenia sieg,
pobierajgc nachylenia z dyskryminatora, jest to bardzo korzystne dla algorytmoéw GAN.

Techniki optymalizacji modelowania generatywnego

Modele gtebokiego uczenia majg na celu znalezienie minimum, ktére dobrze sprawdza sie pod
wzgledem generalizacji. Mogg one okresli¢ najnizszg warto$¢ funkcji z celami (funkcja btedu) za
pomocg strategii optymalizacji . Uruchamianie algorytmdéw uczenia sie z réznymi zmiennymi i
wybieranie optymalnych, aby zmaksymalizowa¢ zdolnosé algorytmu do generalizacji, bytoby
rozsgdnym podejsciem. Zatem tempo uczenia sie musi by¢ wysokie w niektérych obszarach, a niskie w
innych. Ustawienie odrebnych tempa uczenia dla kazdego wymiaru stanowi oczywiste rozwigzanie
tego problemu, ale wiele modeli gtebokiego uczenia sie obejmuje duzg liczbe pomiardéw, co czyni to
niepraktycznym. Inng technika obliczajgcg tempo adaptacyjnego uczenia sie dla kazdego parametru
jest Adam, czyli adaptacyjne oszacowanie momentu. Coraz wiecej osdb wykorzystuje technike
optymalizacji Adam, bedacg wariantem losowego spadku gradientu, do zastosowan uczenia
maszynowego, takich jak analiza wizualna i NLP. W praktyce Adam dziata skutecznie i przewyzsza inne
adaptacyjne metody uczenia sie, poniewaz szybko sie scala, model szybko sie uczy i rozwigzuje



wszystkie problemy napotykane przez inne metody optymalizacji, w tym zanikajagce tempo
odkrywania, powolng integracje i duze odchylenia w modyfikacji parametréow, ktére powodujg
fluktuacje utraty funkcji.

Generowanie tekstu

Jednym z gtdwnych zadan przetwarzania jezyka naturalnego (NLP) jest generowanie tekstu, czyli
automatyczne tworzenie tekstu sensownego i odpowiedniego kontekstowo. Zazwyczaj w oparciu o
dane wejsciowe lub wskazéwke, procedura ta obejmuje tworzenie stéw lub sekwencji znakéw
zgodnych z okreslonym wzorcem lub stylem. Tworzenie tekstu odbywa sie za pomocg réznych metod,
od podstawowych ram statystycznych po ztozone struktury uczenia maszynowego. Najbardziej
imponujacg metodg jest wykorzystanie jezykdw modelowania, ktére dziatajg poprzez tworzenie nowej
formy tekstu na podstawie rozproszonych prawdopodobiedstw w danym jezyku. Sieci neuronowe
(RNN) i projekty oparte na transformatorach okazujg sie zaawansowanymi modelami, ktére pomagajg
w przechwytywaniu danych, a ich relacja jest uwzgledniana jako tekst wejsciowy. Taka forma tworzenia
tekstu jest wykorzystywana w wielu dziedzinach, takich jak ttumaczenie robotyczne, tworzenie
materiatéw dla chatbotow, konwersacje systemowe i asystenci Al.

Wstepne trenowanie i dostrajanie modeli LLM

Metody wstepnego trenowania i dostosowywania parametréow stanowig kluczowe etapy w
uzytkowaniu i tworzeniu modeli LLM. Jest to szczegdlnie istotne w przypadku modeli GAI. Faza
wstepnego trenowania jest potgczona z trenowaniem duzych zbioréw danych, ktére pomagaja
modelom LLM zapoznac sie z podstawowymi ramami jezykowymi, a takze trendami obserwowanymi
w jezykach naturalnych. Ogodlnie rzecz biorgc, do trenowania stosuje sie podejscie uczenia
maszynowego, zwane podejSciem bez nadzoru, w ktéorym symulator jest trenowany w celu
przechodzenia przez kolejng sekwencje fraz w oparciu o kontekst podany w stowach. Aby uzyskaé
rozlegtg wiedze na temat stéw, dokumentoéw, takich jak czasopisma, ksigzki i tresci online, trenuje sie
modele LLM, takie jak seria OpenAl GPT. Po takiej wstepnie wytrenowanej sieci modele LLM s3g
dostrajane pod katem dostosowania modelu do dalszych obszaréw i operacji. Udoskonalanie jest
okreslane jako proces ponownego trenowania modelu wraz z wczesniej wytrenowanymi tresciami,
ktore sg mniejsze i réwniez specyficzne dla oznaczonych instancji treningu nadzorowanego.
Dostrajanie algorytmu odbywa sie poprzez modyfikacje parametréow, ktére scisle odpowiadaja
wymaganiom stawianym zadaniom, aby osiggng¢ doskonatos$¢ w takich czynnosciach, jak generowanie
podsumowan, odpowiadanie na zapytania i analiza sentymentu. Istnieje réwniez gteboka potrzeba
poprawy zdolnosci LLM-6w w konkretnych projektach, aby tworzy¢ bardziej precyzyjne i odpowiednie
formy aplikacji tekstowych.

Rysunek 5 przedstawia etapy wstepnego treningu i dostrajania LLM.

Pretraining Fine tuning
LLM LLM



Te fazy precyzyjnego treningu i wstepnego treningu sg kluczowe, poniewaz pomagajg w tworzeniu sieci
GAN i LLM, ktére z kolei umozliwiajg tworzenie ogromnych zbioréw danych, a takze w dostosowywaniu
okreslonych zadan i domen, co pozwala na petne wykorzystanie mozliwosci sztucznej inteligencji (Al) i
przetwarzania jezyka naturalnego (NLP). W kontekscie GAI, nieoznakowane duze zbiory danych
odnoszg sie do zbioru bez okreslonej etykiety lub adnotacji, dostarczanej przez ludzi w celu wskazania
jego klasy/kategorii. Zrédtami sg bardzo czesto dane o wysokiej czestotliwoéci z réznych zrédet, z
ktdrych gtéwnymi sg dane tekstowe (dokumenty, obrazy, nagrania audio lub dane z czujnikéw), a w
wiekszosci przypadkdédw nie ma adnotacji dostarczonych przez cztowieka. Nieoznakowane, ogromne
zbiory danych sg bardzo powszechne w zadaniach uczenia sie bez nadzoru, gdzie maszyna musi znalez¢
ukryte wzorce, struktury lub reprezentacje w danych bez etykietowania. Przeciwienstwem matych,
oznaczonych zbiordw danych w GenAl jest to, ze sktadajg sie one z prébek danych, z ktérych kazda jest
oznaczona etykietg lub adnotacjg prezentujaca kategorie, klase lub zmienng docelowa. Takie mate
zbiory danych sg zazwyczaj przeznaczone do zadan uczenia nadzorowanego, ktdrych celem jest
trenowanie modeli uczenia maszynowego w celu przewidywania lub klasyfikowania nowych prébek na
podstawie przyktadéw dostarczonych wraz z oznaczonymi zbiorami danych. Grupa przyktadéw w
matych, oznaczonych zbiorach danych w GenAl to rodzaj danych podzielonych na miniaturowe
podzbiory, w ktdrych kazdy egzemplarz ma te samg etykiete lub adnotacje. W rzeczywistosci kontrast
jest tu przedstawiony w tym, ze zbiory danych treningowych sg znacznie mniejsze niz duze,
nieoznaczone zbiory danych. Tego rodzaju zbiory danych sg3 wykorzystywane w uczeniu
nadzorowanym, gdzie celem jest trenowanie modeli uczenia maszynowego w celu przewidywania lub
etykietowania nowych prébek danych przy uzyciu oznaczonych przyktadédw dostarczonych w zbiorze
danych. Sieci GAN zawierajg dwa wazne komponenty, zwane trenowaniem wstepnym i dostrajaniem,
ktdre nieznacznie rdznig sie od modeli LLM. Sie¢ generacyjna pomaga sieci dyskryminatoréw w sieciach
GAN odréznic¢ prébki rzeczywiste od fatszywych. Pomaga to w generowaniu doktadniejszych prébek,
nawet jesli rozktad jest nieznany. Bezposrednio po poczgtkowym treningu stosowana jest procedura
uczenia sie antagonistycznego, ktdra udoskonala zaréwno generator, jak i dyskryminator. Pomaga to
w poprawie jakosci prébek uzyskanych z réznych Zrédet. Ten stan dopasowania pomaga w iteracyjnym
ustawianiu wartosci w celu osiggniecia rdwnowagi Nasha, tak aby generator generowat dane w oparciu
o opinie dyskryminatora, ktéra jest bardziej prawdopodobna w odniesieniu do rzeczywistych
informacji.

Wptyw na generatywna sztuczng inteligencje i LLM

Na generatywne Al i GAl wptywajg wstepne etapy szkolenia i dostrajania, ktdre pomagajg w
ksztattowaniu modeli o wysokiej skutecznosci, a takze zdolnosci do szerszego zastosowania i zakreséw
Srodowiskowych. Wstepna faza szkolenia umozliwia LLM tworzenie ogromnych zbioréw danych w celu
wygenerowania kompleksowego zrozumienia mowy, a takze struktur werbalnych . LLM skutecznie
tworzg spéjne i istotne teksty kontekstowe w réznych dyscyplinach, takich jak ztozone wzorce uczenia
sie, zastosowania oparte na regutach gramatycznych oraz instrukcje oparte na wiekszej ilosci danych
tekstowych. Ze wzgledu na niewielki zakres danych specyficznych dla danego zadania, szkolenie
odbywa sie za pomocg LLM, ktdre sg udoskonalane pod katem dalszego przetwarzania domeny i zadan,
z szerszym wstepnym szkoleniem, co sprzyja uczeniu sie poprzez transfer. Pomaga to w tworzeniu ram
z proceduralnymi zbiorami danych, a takze zmniejsza wymagania dotyczace duzych zbioréw danych
dzieki etykietom, ktére zwiekszajg adaptowalnos$¢ i dostepnosé¢ LLM w rzeczywistosci. Tabela
przedstawia gtdwne rdznice miedzy tradycyjnymi formami Al a strukturami GAI.

Mierniki wydajnosci: Tradycyjna sztuczna inteligencja: Generatywna sztuczna inteligencja

Zasada: Dziatania oparte na predykcji w celu podejmowania decyzji opartych na danych: Uczenie
maszynowe oparte na tekscie w celu generowania nowe;j tresci



Architektura: Ustrukturyzowany lub nieustrukturyzowany zbiér danych: Internet lub ztozony zbidér
danych

Interwencja cztowieka: Staty nadzdr cztowieka: Samouczenie sie lub
bez nadzoru

Rezultat: Ograniczony nadzdr kierownictwa wyzszego szczebla nad decyzjami biznesowymi: Nadzor nie
jest wymagany

Istniejg rdozne strategie dostrajania, ktére koncentrujg sie giéwnie na okreslonej domenie lub
czynnosciach, ktére dostosowujg ustawienia, aby byly bardziej precyzyjne i odpowiadaty
zamierzonemu zadaniu . W przypadku takich zastosowan, jak synteza, ocena sentymentéw lub
produkcja konwersacji, LLM-y generujg bardziej szczegdtowe i trafne wyniki dzieki prébkom opartym
na zadaniach, ktére sg zazwyczaj bardziej precyzyjne i trafne. Aby sprosta¢ wymaganiom zwiekszenia
produktywnosci, a takze skutecznosci badaczy i firm, LLM-y s3 dostosowywane poprzez proces
dostrajania NLP. Pomaga to w tworzeniu ztozonych struktur modeli generujacych ludzkie teksty w
roznych dziedzinach. Jest to réwniez wykorzystywane w réznych aplikacjach, takich jak tworzenie
tresci, chatboty, w przettumaczonych i podsumowanych formach z innowacyjnymi mechanizmami
pisania. Zacheca to do kreatywnosci, a takze do postepu w dziedzinie przetwarzania komputerowego
i NLP.

Zastosowanie LLM

GAIl i LLM zmienity nasze podejscie do danych jezyka naturalnego i ich wykorzystanie, oferujac szeroki
wybor zastosowan w wielu obszarach . Ponizej przedstawiono niektére istotne zastosowania.

Rozumienie jezyka naturalnego (NLU)

Rozumienie jezyka naturalnego (NLU) pomaga w kategoryzacji tekstu, zwanej oceng sentymentalng,
oraz w identyfikacji encji zaleznych od LLM . Systemy takie jak chatboty wykorzystujg takie ramy, aby
skutecznie komunikowac sie za posrednictwem asystentow Al z systemami wsparcia i udzielac
skutecznych odpowiedzi na zapytania uzytkownikéw, wyodrebniajac istotne informacje z
niestrukturyzowanego tekstu wejsciowego. Techniki analizy semantycznej wykorzystuja metody
rozpoznawania znaczenia i intencji z danych tekstowych. Wsréd szeregu prezentowanych zadan
znajdujg sie rozpoznawanie encji nazwanych, analiza sentymentalna, faczenie encji i etykietowanie rdl
semantycznych.

Generowanie tekstu i kreatywne pisanie

Ze wzgledu na rdzne style pisania réznych przedmiotéw, LLM pomagajg w tworzeniu materiatu, ktéry
ma by¢ bardziej logiczny i adekwatny do tresci. Pomagajg one réwniez w pracy z zadaniami
wymagajgcymi wyobrazni, takimi jak tworzenie poezji, raportow, a takze opowiadan [24]. LLM-y
pomagaja w tworzeniu narzedzi do generowania tresci dla dostosowanych dziatan sugestyjnych, a
takze postow online. Zdolnos$¢ LLM-6w do wykorzystywania rozumienia kontekstowego polega na
uchwyceniu szerszego kontekstu i znaczenia danych tekstowych. Takie podejscie obejmowatoby
dtugoterminowg zaleznos$¢, rozpoznawanie niejednoznacznej retoryki i rozwigzywanie odniesien
zaimkowych oraz korzysci.

Ttumaczenie jezykowe

Dzieki LLM-om dziedzina automatycznego ttumaczenia poczynita w ostatnich czasach ogromne
postepy, co oznacza, ze obecnie mozna fatwo i precyzyjnie konwertowac¢ miedzy wieloma jezykami z



ludzkim akcentem. Modele te uczg sie rédznych jezykdw, rozumiejgc ich ztozonosé i réznice, stajac sie
w ten sposdb w stanie dostarcza¢ doktadne ttumaczenia do réznych celéw, takich jak wielojezyczne
chatboty lub sklepy internetowe dla globalnych narzedzi komunikacyjnych. Dzieki technikom NLU,
LLM-y s3 teraz w stanie odczytywac i rozumiec zapytania uzytkownikéow, generowac¢ odpowiednie
kontekstowe odpowiedzi i dialogi oraz ptynnie wspotpracowac z ludzmi i maszynami. Umozliwia ona
réznorodne zastosowania dotyczgce chatbotdw, asystentéw wirtualnych, systeméw rekomendacji i
platform generowania tresci, w ktdrych wspdtczesne modele jezykowe petnig funkcje inteligentnych
agentéw zdolnych do rozumienia jezyka ludzkiego i reagowania na niego w sposéb do$¢ naturalny i
znaczacy.

Podsumowanie tekstu

Metody LLM s3 wykorzystywane w zadaniach podsumowujgcych, w ktdérych duze ilosci informacji
muszg zosta¢ skondensowane w zwiezte, ale bogate w informacje podsumowania. W dziedzinach
takich jak raportowanie, $ledztwa i dokumentacja prawna, algorytmy mogg szybko znalez¢ istotne
dane, wyodrebnié kluczowe punkty z dtugich dokumentéw, artykutdw, nagtéwkoéw itd., podejmujgc w
ten sposéb szybkie decyzje w oparciu o te informacje. W przypadku podsumowania ekstrakcyjnego,
frazy lub zdania z tekstu wejsciowego sg po prostu redukowane i wyodrebniane w celu utworzenia
podsumowania. Metoda ta obejmuje przegladanie zdan na podstawie ich atrybutéw, w tym waznosci
zdania, zwigzku z gtéwnym tematem i istotnosci prezentowanych informacji. TextRank, LexRank i
algorytmy oparte na grafach nalezg do technik najczesciej stosowanych do ekstrakcji podsumowan dla
réznych dokumentdw.

Systemy dialogowe

Agenty systemow konwersacyjnych i dialogowych, ktdére sg zdolne do prowadzenia istotnych i
organicznych rozméw z ludimi, sg tworzone za pomocg systemow LLM. Takie systemy s3
wykorzystywane w systemach edukacyjnych, przez asystentéw wykorzystujacych sztuczng inteligencje
oraz boty ustugowe, aby oferowac klientom zindywidualizowang pomoc, odpowiadaé¢ na zapytania i
pomagaé im w réznych aktywnosciach i obszarach.

Generowanie tresci i personalizacja

Systemy oparte na sterowanej sztucznej inteligencji (LLM) tworzg tresci angazujgce uzytkownikdéw.
Odbywa sie to za pomocg LLM, ktére zapewnia, ze interesujgcy materiat jest prezentowany
uzytkownikom zgodnie z ich potrzebami lub preferencjami. Na przyktad, spersonalizowane opisy
produktéw, promocji, reklam i rekomendacji sg tworzone w zaleznosci od tego, co dana osoba lubi, a
czego nie, zwiekszajgc w ten sposdb poziom zadowolenia klientéw i ogdlne zaangazowanie w takie
systemy. Proces abstrakcyjnego streszczania implikuje generowanie nowych zdan, ktére odpowiadajg
gtéwnym ideom i koncepcjom tekstu, ale jednoczesnie obejmujg cate jego znaczenie w formie
skondensowanej. Proces ten wykorzystuje techniki generowania jezyka naturalnego i modele
jezykowe, a nastepnie podsumowuje akapity. Coraz wiecej badaczy, wykorzystujgc LLM, jako przyktad
serii OpenAl GPT, wykorzystuje je do abstrakcyjnego streszczania tekstéw, dzieki ich zdolnosci do
rozumienia i generowania tekstu w jezyku angielskim, ktéry nasladuje ludzkie zachowanie.

Badania medyczne i naukowe

W naukowych badaniach medycznych coraz czesciej wykorzystuje sie LLM podczas takich dziatan, jak
analiza danych, generowanie hipotez, przeglagdy badan i inne. Te modele matematyczne moga
analizowac¢ ogromne liczby prac naukowych, notatek pacjentow i artykutéw naukowych, co pozwala
im nastepnie identyfikowac istotne informacje, wykrywac wzorce, dokonywac odkry¢ i pomagaé w



rozwijaniu wiedzy medycznej. Ogdlnie rzecz bioragc, GAl i LLM majg wiele zastosowan w sektorach i
dyscyplinach, ktdre stale ewoluuja, aby wspierac kreatywnosé i ulepszac interakcje cztowiek-maszyna.
Modele GAI mogg pomdc miedzy innymi w generowaniu zwigzkéw chemicznych o wymaganych
wiasciwosciach, a takze w przewidywaniu struktur molekularnych i optymalizacji kandydatow na leki
pod katem skutecznosci i bezpieczenstwa. Takie modele mogg uzyskiwa¢ dostep do ogromnych baz
danych chemicznych, przeprowadzaé¢ symulacje interakcji molekularnych i skraca¢ odkrywanie
potencjalnych lekéw na wiele choréb. Modele te mogg dostarczac algorytmom gtebokiego uczenia sie
wysokiej jako$ci obrazy medyczne, ktére nastepnie mogg byé wykorzystywane do szkolenia,
rozszerzania danych z ograniczonych zestawdw danych i symulowania rzadkich lub trudnych schorzen.
GAIl moze przyczynic sie do rozwoju zindywidualizowanych schematow leczenia, przewidywania ich
skutecznosci i optymalizacji procesu leczenia. Technologia ta umozliwia skanowanie elektronicznej
dokumentacji medycznej, danych z obrazowania medycznego, a nawet informacji genetycznych, dzieki
czemu lekarze mogg uzyskac¢ podstawowe zalecenia i wskazéwki dotyczgce diagnozowania i leczenia
pacjenta.

Wyzwania i ograniczenia

Istnieje jednak szereg wyzwan i ograniczen, ktére nalezy uwzgledni¢ w kontekscie wykorzystania LLM
i GAI.

Btfad i uczciwos¢

Wyniki LLM trenowane na duzych zbiorach danych, ktére dziedziczg te btedy, sq czesto obcigzone
btedami. Takie btedy moga sprzyja¢ dyskryminacji okreslonych grup ludzi, utrwala¢ nieréwnosci lub
stereotypizowac rdzne spotecznosci. Aby zapewnié¢ uczciwos¢ w LLM, konieczne jest zwalczanie
btedéw, a takze promowanie réwnosci w ich obrebie na odpowiedzialnych etapach rozwoju dowolne;j
sztucznej inteligencji.

Etyczne wykorzystanie

Ludzie moga niewtasciwie wykorzystywac LLM wraz z innymi systemami GAI, np. rozpowszechniajac za
ich posrednictwem fatszywe wiadomosci, a nawet przybierajgc fatszywe tozsamosci, korzystajgc z tych
technologii. Wazne jest egzekwowanie silnych ram prawnych, wspieranych przez regulacje prawne,
wraz z mechanizmami raportowania, ktére bedg promowac etyczne wykorzystanie LLM, jednoczesnie
zapobiegajac naduzyciom prowadzgcym do niezamierzonych negatywnych konsekwencji.

Obawy dotyczgce prywatnosci

Ryzyko naruszenia prywatnosci moze pojawi¢ sie podczas generowania tekstu, poniewaz modele LLM
trenowane na duzych zbiorach danych mogg nieumysinie przywota¢ prywatne lub poufne informacje
z danych treningowych [30]. Bezpieczendstwo uzytkownikéw i integralno$¢ informacji powinny by¢
chronione podczas opracowywania modeli LLM poprzez stosowanie szyfrowania, poufnosci danych,
prywatnosci réznicowej itp.

Zasoby obliczeniowe

Szkolenie i optymalizacja programoéw LLM wymagajg znacznych zasobdw obliczeniowych, takich jak
wydajne procesory GPU, TPU i infrastruktura na duzg skale. Wysokie koszty obliczeniowe zwigzane z
tworzeniem i wdrazaniem programéw LLM mogg ogranicza¢ ich powszechng akceptacje i adopcje,
zwtaszcza wsréd mniejszych przedsiebiorstw lub badaczy o ograniczonych budzetach.

Wptyw na srodowisko



Ogromne zuzycie energii podczas nauczania programow LLM przyczynia sie do emisji gazéw
cieplarnianych i zanieczyszczenia srodowiska. Aby zmniejszyé wptyw na s$rodowisko GAIl poprzez
nauczanie LLM, mozna zaprojektowaé algorytmy, ktdre zuzywajg mniej energii, a jednoczesnie
promujg odpowiedzialne praktyki badawcze w zakresie sztucznej inteligencji w trakcie rozwoju.

Interpretowalnos¢ i przejrzystosc

Poniewaz nie sg one tatwe do zinterpretowania nawet w najlepszych czasach, zrozumienie, dlaczego
model podjat dang decyzje lub co jego wynik oznacza w ogdlnosci dla duzych architektur sieci
neuronowych, takich jak te wykorzystywane w wiekszosci najnowoczesniejszych modeli jezykowych,
moze byc¢ trudne. Cele te wymagaja zwiekszenia przejrzystosci modeli, umozliwiajac wspdtprace
miedzy ludzmi a maszynami, a takze zapewniajac szerszg dostepnos¢ poprzez lepsze zrozumienie
wspierane przez lepsze studia magisterskie (LLM).

Jako$¢ i réznorodnos¢ danych

Aby studia magisterskie (LLM) mogty by¢ skutecznie uogdlniane i generowac spdjne wyniki, kluczowe
znaczenie ma jakos¢ i réznorodnos¢ danych szkoleniowych. Gromadzenie, wzbogacanie i
dywersyfikacja danych w szkoleniach LLM sg zatem wazne, poniewaz mogg ogranicza¢ uzytecznosc lub
stosowalnos$¢ algorytméw opartych na niepoprawnych lub przektamanych zbiorach danych. Aby
pokona¢ te wyzwania i ograniczenia, potrzebne jest podejscie multidyscyplinarne, angazujgce
Srodowisko akademickie, decydentéw, grupy interesariuszy i cate spoteczenstwo. Etyka,
sprawiedliwos¢, prywatnosé, zrownowazony rozwaj i uczciwosé powinny by¢ w centrum uwagi podczas
tworzenia i wykorzystywania studiéw magisterskich (LLM), uwalniajgc w ten sposdb ich
transformacyjny potencjat dla GAI.

Przyszte kierunki

Istnieje wiele dziedzin, w ktérych mozna oczekiwac, ze LLM i GAl znajdg interesujgce zastosowania w
nadchodzgcych latach. Oto kilka potencjalnych obszaréw dalszych badan:

Ciggte doskonalenie skali i wydajnosci

Przewiduje sie, ze przyszte LLM beda znacznie wieksze niz obecne wersje; bedg réwniez bardziej
wydajne, umozliwiajgc im rozumienie ztozonego jezyka naturalnego [34]. Metody szkolenia ulegng
radykalnej zmianie wraz z udoskonaleniami sprzetowymi, umozliwiajgcymi budowe LLM na
niespotykang dotad skale w potgczeniu z postepami algorytmicznymi.

Mozliwosci multimodalne

Oczekuje sie, ze LLM nowej generacji beda bardziej adaptacyjne w réznych sytuacjach, a takze bedg
zdolne do dostosowywania tresci w zaleznosci od preferencji odbiorcéow, grup socjologicznych i
wczesniejszych dialogow.

Adaptacja kontekstowa i personalizacja

Aplikacje takie jak systemy sugestii, ustugi przewidujgce, narzedzia edukacyjne, wyszukiwarki
restauracji i aplikacje pogodowe to tylko kilka przyktaddw ustug, ktére ostatecznie zmienig sposéb, w
jaki wchodzimy w interakcje ze sztuczng inteligencjg. Robi to poprzez ocene danych kontekstowych,
aby generowad spersonalizowane odpowiedzi, artykuty i rekomendacje, ktére uczynig doswiadczenia
bardziej konkretnymi.

Etyczny i odpowiedzialny rozwdéj sztucznej inteligencji (Al)



Jesli chodzi o technologie studidow magisterskich (LLM) i GAI, oczywiste jest, ze tendencja do etycznego
i moralnie uzasadnionego rozwoju Al stanie sie faktem. Dazac do osiggniecia wiekszego zaufania,
odpowiedzialnosci i publicznego zrozumienia praktyk Al, naukowcy, rzad i partnerzy biznesowi beda
wspotpracowad, aby wyréwnac szanse moralne, dziata¢ uczciwie, zapewnié prywatnos¢ danych i
transparentnos¢ w odniesieniu do studidw magisterskich (LLM).

Wspotpraca miedzy cztowiekiem a sztucznj inteligencja (Al)

Jutro studia magisterskie (LLM) beda postrzegane jako platformy, z ktérych mozina bardzo fatwo
korzysta¢ z pomocg ludzi i/lub sztucznej inteligencji (Al), aby szybko rozwigzywac problemy oraz
usprawniaé procesy kreatywne i decyzyjne [36]. Uzytkownicy bedg mieli mozliwos¢ wspdtpracy w
ramach programu, wniesienia wtasnego wktadu i lepszego wykorzystania sztucznej inteligencji w
bardziej realistycznych sposobach realizacji tych paradygmatéw, co przyczyni sie do poprawy symbiozy
i wspotpracy miedzy cztowiekiem a maszyna.

Zastosowania specyficzne dla danej dziedziny i specjalistyczne

Z czasem przyszte studia magisterskie (LLM) bedg tgczy¢ ludzi i sztuczng inteligencje, tworzac idealne
dopasowanie, co z kolei przyczyni sie do rozwoju ludzkiej kreatywnosci, efektywnosci i trafnosci
decyzji. Zadania uzytkownikéw, takie jak wprowadzanie zmian, dodawanie komentarzy i zadawanie
pytan systemom sztucznej inteligencji w ramach tych modeli, bedg bardziej akceptowane, poniewaz
decyzje beda podejmowane bardziej logicznie, a wspdtpraca miedzy cztowiekiem a maszyng ulegnie
poprawie.

Badania i wspoétpraca interdyscyplinarna

Dyscyplina i wspétpraca miedzy psychologia spoteczng jezyka, neuronaukg i etykg bedg w niedalekiej
przysztosci gtéwnym stylem studidéw magisterskich (LLM) i sztucznej inteligencji. Ta innowacja
dyscyplinarna zainspiruje nowe podejScia w dziedzinie sztucznej inteligencji i bedzie motorem
innowacji w miejscu, gdzie nauki humanistyczne i sztuczna inteligencja spotykajg sie w dogtebnych
badaniach nad poznaniem i mowg. Mimo ze istnieje jeszcze wiele nieodkrytych obszaréw, studia LLM
i GAl zmierzajg ku sSwietlanej przysztosci, ktéra przetamie bariery sztucznej inteligencji, otworzy
mozliwosci niesamowitych zastosowan i sprawi, ze sztuczna inteligencja stanie sie nieodtgczna czescig
ludzkiego jezyka.

Podsumowanie

Podsumowujac, studia LLM i GAI nalezg do najwazniejszych kamieni milowych w rozwoju sztucznej
inteligencji (Al). Ich doswiadczenie sprzyja licznym, rewolucyjnym zmianom w sposobie pozyskiwania i
wykorzystywania informacji w kontekscie jezykéw naturalnych. Wykorzystujgc niewyobrazalng
zdolnos$¢ do jednoczesnego czytania, analizowania, cytowania i tworzenia tekstu na niespotykang
dotad skale, mozliwosci studiow LLM stworzyty mndstwo potencjalnych zastosowan we wszystkich
dziedzinach i sektorach. Chociaz studia LLM, w zakresie swoich niezwyktych mozliwosci, sg podatne na
problemy etyczne i spoteczne, w tym autonomie, uprzedzenia i bezpieczeistwo, nie powinno to
przestania¢ ich potencjatu w zakresie rozwoju spotecznego i kreatywnosci. Podejscie majgce na celu
zapewnienie kompetentnego grafowania studidow LLM i technologii Sail w obszarze etyki, rozwoju
prawa i dobrych praktyk wymaga wspétpracy specjalistéw ze srodowiska akademickiego, parlamentu,
biznesu i spotecznosci w celu rozwigzania tych problemdw. Architektury wielokanatowe, w tym
umiejetnosci praktyczne i potencjat wielozmystowy w zakresie rozwoju aplikacji branzowych, mogg
zostaé jeszcze lepiej dopracowane w przysztosci studidw LLM dzieki rosngcej skalowalnosci i
wydajnosci. Przed projektowaniem aplikacji Al konieczne jest uwzglednienie wszystkich czterech



elementéw: moralnosci, rGwnosci, przejrzystosci i projektowania zorientowanego na uzytkownika. W
zaleznosci od nich nalezy okresli¢ ich zastosowanie zaréwno w zyciu osobistym, jak i spotecznym.
Dlatego tez powinny by¢ one ponumerowane, jednocze$nie kontynuujgc rozwéj technologii. Modele
lingwistyczne wraz z technologig ogdlnej Al pozwalajg na ostateczng restrukturyzacje uzywanych
jezykéw, tworzac w ten sposob bardzo interesujagcg epoke w uzywaniu i odbiorze jezyka, a
jednoczesnie wnoszac duzg warto$¢ do komunikacji i analizy w erze cyfrowej. Dzieki wykorzystaniu
zarowno studiéw LLM, jak i GAI, mozliwe jest wykonywanie skomplikowanych zadan, wspieranie
tworczej pracy pojedynczej osoby oraz budowanie sprawiedliwego spoteczenstwa w taki sposdéb, aby
ludzie byli traktowani réwno. W zarzadzaniu istniejg zasady moralne, zrownowazone metody i
technologie multidyscyplinarne.



