
 
 

Wyjaśnialna sztuczna inteligencja (XAI) w produkcji. Metodologia, narzędzia i zastosowania 

Wyjaśnialna sztuczna inteligencja (XAI) w produkcji 

Streszczenie 

Niniejsza sekcja rozpoczyna się od zdefiniowania wyjaśnialnej sztucznej inteligencji (XAI). Opracowano 

również procedurę wdrażania XAI. Następnie, poprzez analizę literatury, porównano zastosowanie XAI 

w różnych dziedzinach, takich jak medycyna, usługi, edukacja, finanse, leczenie, produkcja, przemysł 

spożywczy i wojsko. Przedstawiono również kilka reprezentatywnych przypadków w tych dziedzinach. 

Następnie omówiono kilka zastosowań XAI w produkcji, w tym wyjaśnienie procesu klasyfikacji i 

wyników zadań produkcyjnych, wyjaśnienie metod przewidywania czasu cyklu opartych na sztucznych 

sieciach neuronowych (ANN), porównanie wpływu składu stopu za pomocą analizy wartości 

wyjaśniającej Shapely (SHAP) itp. 

Słowa kluczowe: Sztuczna inteligencja · Wyjaśnialna sztuczna inteligencja · Sztuczna sieć neuronowa · 

Wartość wyjaśniająca Shapely 

Wyjaśnialna sztuczna inteligencja (XAI) 

Sztuczna inteligencja (AI) to technologie, które umożliwiają komputerom naśladowanie ludzkich 

zachowań . Szybkość obliczeniowa, pojemność pamięci masowej, niezawodność i łączność 

komputerów w połączeniu z ludzkimi wzorcami rozumowania dają AI zdolność do rozwiązywania 

złożonych i rozległych problemów. Wyjaśnialna sztuczna inteligencja (XAI) to nowy trend w AI . Obecnie 

rozwój XAI można podzielić na dwa następujące kierunki : 

 

 

• XAI ma na celu zwiększenie praktyczności istniejącej technologii AI poprzez wyjaśnienie jej procesu 

rozumowania i/lub wyników . Na przykład, w niektórych badaniach wykorzystano mapy cieplne do 

pokazania części obrazu, na które głęboka sieć neuronowa (DNN) zwraca uwagę podczas 

klasyfikowania lub rozpoznawania wzorców . Ponadto, w celu wyjaśnienia mechanizmów 

rozumowania DNN przyjęto również reguły decyzyjne i regresyjne . Koncepcja lokalnego, 

interpretowalnego, agnostycznego wyjaśnienia modelu (LIME) polega na wyjaśnianiu wyników 

klasyfikacji lub regresji za pomocą modelu uczenia maszynowego poprzez identyfikację krytycznych 

cech/predyktorów i dopasowanie prostego i lokalnie interpretowalnego modelu . W LIME generowany 

jest syntetyczny zbiór danych, ponieważ surowe dane czasami zawierają wyjątkowe przypadki i mogą 

nie obejmować całej przestrzeni próby, co może komplikować model wyjaśniania. Co więcej, nie jest 

rozstrzygające, jakie rodzaje technologii AI są wyjaśnialne. Zdaniem McNamary , metody zespołowe, 

prognozy losowe, drzewa decyzyjne, sieci bayesowskie, rzadkie modele liniowe i inne są wysoce 

wyjaśnialne, podczas gdy sztuczne sieci neuronowe (ANN), głębokie uczenie, logika rozmyta typu n , 

maszyny wektorów nośnych i inne są mniej wyjaśnialne. Dlatego techniki i narzędzia XAI opracowane 

w tym kierunku nazywane są białymi skrzynkami lub bliźniakami aplikacji AI, które często uważa się za 

czarne skrzynki .  



 
 

• Celem XAI jest poprawa efektywności istniejących technologii AI poprzez włączenie łatwych do 

interpretacji cech wizualnych, takich jak mapy cieplne , reguły decyzyjne (lub regresyjne) , drzewa 

decyzyjne , wykresy punktowe  itp., aby pomóc w diagnozowaniu mechanizmu wnioskowania. 

Przykładem są sieci neuronowe oparte na uwadze, które łączą sieci neuronowe z mapami cieplnymi . 

Konieczne jest odkrycie powiązania między cechą wizualną a mechanizmem wnioskowania. 

Procedura implementacji XAI 

Procedura implementacji XAI składa się z kilku kroków, jak zilustrowano na rysunku 2.  

 

 

W przypadku zastosowania technologii AI proces wnioskowania i/lub wynik powinny być możliwe do 

wyjaśnienia i interpretacji. Ponadto wynik musi zostać zweryfikowany. Po wykonaniu tych kroków 

można powiedzieć, że zastosowanie technologii AI jest możliwe do wyjaśnienia, co przyczynia się do 

jego wiarygodności, uczciwości, rozliczalności i przejrzystości . Ponadto, wyjaśnialność technologii AI 

sprzyja pomysłom na ulepszenia, na podstawie których można modyfikować te technologie AI w celu 

zwiększenia ich skuteczności. 

Podstawowe koncepcje XAI 

Kilka podstawowych koncepcji XAI przedstawiono poniżej. Wyjaśnienie lokalne to wyjaśnienie 

uzasadnienia wyniku pojedynczego przykładu. Wyjaśnienie globalne to wyjaśnienie sposobu, w jaki 

model dochodzi do swojej prognozy/wyniku i może mieć formę wizualizacji, wzoru matematycznego 

lub diagramu modelu. Wyjaśnienia kontrastywne pomagają nam zrozumieć, dlaczego model generuje 

określony wynik/wynik dla danego wejścia, a nie inny. Prawdopodobnie najprzydatniejszą techniką 

wyjaśniania jest analiza „co by było, gdyby”, która pomaga nam zrozumieć związek między wynikiem 

modelu a cechami wejściowymi, podobnie jak koncepcja analizy parametrycznej. Wyjaśnienia 

kontrfaktyczne mówią nam, jak zmieniające się założenia dotyczące danych wejściowych lub 

parametrów modelu mogą spowodować, że model osiągnie określony, odmienny wynik, podobnie jak 

koncepcja analizy wrażliwości. Wyjaśnienia oparte na przykładach to najprostsze wyjaśnienia, w 

których zachowanie modelu lub rozkład danych bazowych jest po prostu wyjaśniane poprzez 

wyróżnienie konkretnych wystąpień danych. Metoda XAI niezależna od modelu polega na tym, że 

obliczenia wymagane do wyjaśnienia zastosowania technologii AI nie są oparte na parametrach 

zastosowania technologii AI. Metoda interpretowalności post-hoc wyjaśnia wynik, podczas gdy 

metoda interpretowalności pre-hoc wyjaśnia proces. Kamath i Liu  dokonali przeglądu metod i narzędzi 

statystycznych i analizy danych odpowiednich do wyjaśniania zastosowań AI. W szczególności podzielili 

metody wyjaśniania głębokiego uczenia na trzy kategorie: metody wewnętrzne, metody perturbacyjne 

oraz metody gradientowe/propagacji wstecznej. Venugopal i inni definiują koncepcję błędu 

wyjaśnialności jako sytuację, w której wynik zastosowania technologii sztucznej inteligencji jest 

poprawny, ale nie można go wyjaśnić. 

Zastosowania XAI w różnych dziedzinach 



 
 

Rysunek 3 przedstawia statystyki dotyczące dziedzin, w których techniki i narzędzia XAI są najczęściej 

stosowane.  

 

Do najczęściej stosowanych dziedzin należą medycyna, usługi i edukacja. Natomiast produkcja to 

dziedzina, w której XAI jest rzadko stosowane. Dlatego zastosowanie technik i narzędzi XAI jest pilnym 

zadaniem i szansą dla przemysłu. Poniżej przedstawiono przegląd niektórych zastosowań XAI w 

różnych dziedzinach. Lin i Chen  zaproponowali rozmyte podejście typu II z wykorzystaniem XAI, aby 

przezwyciężyć trudności, z jakimi borykają się podróżni, wybierając odpowiednie miejsca wypoczynku 

w otoczeniu przyrody podczas pandemii koronawirusa 2019 (COVID-19). Podjęli oni szereg działań w 

celu zwiększenia zrozumiałości procesu selekcji i wyników: zarządzanie kolorami, wspólne wyrażenia, 

rysunki z adnotacjami, agregacja z możliwością śledzenia oraz segmentowane diagramy odległości. 

Diagram odległości segmentowanej został zaprojektowany w celu wyjaśnienia wyniku porównania 

alternatyw przy użyciu rozmytego Vise Kriterijumska Optimizacija I Kompromisno Resenje (VIKOR). 

Panigutti i inni skonstruowali drzewo decyzyjne, aby wyjaśnić wynik klasyfikacji pacjentów według ich 

historii klinicznych. Podejmowanie decyzji wydaje się być najbardziej pilną dziedziną, w której 

zastosowania sztucznej inteligencji muszą zostać właściwie wyjaśnione, ponieważ w każdym zadaniu 

decyzyjnym interesariusze muszą zostać w jakiś sposób wyjaśnieni . W przypadku projektu ochrony 

jakości wody Dujmovic i Allen III  ocenili i porównali kilka alternatyw przy użyciu metody logicznego 

punktowania preferencji (LSP). Zidentyfikowali trzy problemy wyjaśnienia: (1) wyjaśnienie składu i 

agregacji kryteriów LSP, (2) wyjaśnienie wyniku oceny każdej alternatywy oraz (3) wyjaśnienie wyników 

porównania i rankingu alternatyw. Aghamohammadi i inni skonstruowali adaptacyjny neuronowy 

rozmyty system wnioskowania (ANFIS) do przewidywania zawałów serca, w którym zastosowano trzy 

narzędzia i techniki XAI do wyjaśnienia mechanizmu przewidywania i wyniku: wykresy słupkowe, 

wykresy liniowe i ocenę wydajności. Chen i Chiu zaproponowali hybrydyzację subiektywnego i 

obiektywnego podejścia do podejmowania decyzji w grupie rozmytej z XAI w celu oceny 

zrównoważoności zastosowań inteligentnych technologii w opiece zdrowotnej, w którym zastosowano 

trzy techniki i narzędzia XAI w celu zwiększenia zrozumiałości podejścia do podejmowania decyzji w 

grupie rozmytej: technika zarządzania kolorami, technika wspólnej ekspresji i śledzona agregacja . Liu 

i Liu zastosowali optymalizację roju cząstek (PSO) do przewidywania przepuszczalności zwartych 

zbiorników piaskowcowych , w którym zastosowano eXtreme gradient boosting (XGBoost), również 

metodę drzewa decyzyjnego, w celu wyjaśnienia procesu przewidywania i wyniku, tak aby można było 

uzyskać dostęp do wpływu każdej cechy zbiornika na przepuszczalność. Podsumowując, w tych 

przypadkach narzędzia i techniki XAI zastosowano w celu wyjaśnienia wyników klasyfikacji, wyjaśnienia 

składu i agregacji kryteriów, wyjaśnienia wyników oceny alternatyw, wyjaśnienia porównania i 

rankingu alternatyw, wyjaśnienia mechanizmu predykcji i wyniku, porównania wpływu danych 

wejściowych na dane wyjściowe itd.  



 
 

 

Zastosowania XAI w produkcji 

Niektóre zastosowania XAI w produkcji zostały omówione poniżej. Chen i Wang  zaproponowali 

dwuetapowe podejście XAI, aby wyjaśnić metodę przewidywania czasu cyklu opartą na klasyfikacji. W 

ich metodologii najpierw zadania są dzielone na kilka klastrów. Następnie projektowany jest diagram 

radaru rozrzutu, aby zilustrować wynik klasyfikacji. W porównaniu z istniejącymi technikami XAI, 

diagram radaru rozrzutu spełnia więcej wymagań dotyczących lepszej interpretacji. Następnie dla 

każdego klastra budowana jest sieć neuronowa (ANN) w celu przewidywania czasów cyklu zadań w 

klastrze. Następnie budowany jest las losowy (RF), aby aproksymować mechanizm predykcji ANN. W 

obecnej praktyce RF generuje wiele reguł decyzyjnych, aby przewidzieć czas cyklu zadania, co może 

powodować zamieszanie u użytkownika. Aby rozwiązać ten problem, opracowali systematyczną 

procedurę reorganizacji tych reguł decyzyjnych. W ten sposób pierwsze kilka reguł decyzyjnych może 

dostarczyć większości informacji, a użytkownik nie musi czytać wszystkich reguł. Kong i inni 

skonstruowali sieć neuronową (ANN) w celu przewidywania właściwości stopu na podstawie jego 

składu, dla którego przeprowadzono analizę wartości objaśniającej addytywnej Shapely’ego (SHAP) w 

celu porównania wpływu składników. Podobne podejście zastosowano w pracy Akhlaghi , w której 

skonstruowano sieć neuronową DNN w celu przewidywania wydajności chłodnicy punktu rosy na 

podstawie jej cech. Do porównania wpływu tych cech zastosowano analizę SHAP. 

Trudności w stosowaniu XAI w produkcji 

Do tej pory technologie AI były szeroko stosowane w produkcji . Rezultat zastosowania technologii AI 

w produkcji może być bezpośrednio wdrożony w praktyce bez ingerencji człowieka, co eliminuje 

konieczność wyjaśniania go osobom zaangażowanym. Natomiast rezultat zastosowania technologii AI 

w opiece zdrowotnej często wymaga zatwierdzenia lub podejmowania decyzji przez człowieka. W 

konsekwencji analitycy mają tendencję do stosowania technologii AI, które są bardziej złożone, ale 

potencjalnie bardziej skuteczne. Zjawisko to może spowolnić rozwój technologii XAI w produkcji. 

Ponadto zastosowania AI w produkcji zazwyczaj dążą do optymalizacji średniej wydajności. W 

rezultacie niepowodzenie w jednym przypadku może zostać skompensowane sukcesem w innym. Z 



 
 

kolei zastosowania AI w innych dziedzinach mogą tego nie robić, ponieważ dążą do akceptowalnej 

wydajności w każdym przypadku. Dlatego w produkcji potrzeba wyjaśnienia ogólnej (lub globalnej) 

wydajności będzie znacznie większa niż potrzeba wyjaśnienia pojedynczego (lub lokalnego) przypadku, 

co różni się od zastosowania XAI w innych dziedzinach (np. w obsłudze klienta) . Ponadto, znaczna część 

zastosowań technologii AI w produkcji to optymalizacja , podczas gdy zastosowania AI w innych 

dziedzinach są głównie związane z rozpoznawaniem wzorców i klasyfikacją . Na przykład, sieci 

neuronowe DNN są często używane do identyfikacji wzorców defektów. Jednak proces wnioskowania 

i wyniki takich sieci neuronowych DNN są trudne do zrozumienia. Aby zinterpretować wyniki 

rozpoznawania wzorców defektów, Chen i inni przedstawili część obrazu za pomocą prototypów, które 

zostały rzutowane na reprezentację danych treningowych w celu wizualizacji i interpretacji. Jak 

wspomniano powyżej, metody i narzędzia statystyczne i analizy danych są szeroko stosowane do 

wyjaśniania zastosowań AI. Jednak osoby z branży produkcyjnej mogą nie być zaznajomione z tymi 

metodami i narzędziami statystycznymi lub analizy danych lub nie być nimi zainteresowane. Ponadto, 

koncepcje i narzędzia znane osobom z branży produkcyjnej powinny zostać przyjęte w celu 

opracowania metod XAI w tej dziedzinie. Co więcej, chociaż opracowano szereg podejść do 

wyjaśnialności post hoc, tylko nieliczne koncentrują się na tym, jak wykorzystać wiedzę dziedzinową i 

jak wpływa ona na zrozumiałość globalnych wyjaśnień z perspektywy użytkowników, co jest 

szczególnie krytyczne dla systemu produkcyjnego. 

 

Zastosowania XAI do prognozowania w sektorze produkcyjnym 

Streszczenie . Niniejszasekcja koncentruje się na prognozowaniu, które jest ważną funkcją systemów 

produkcyjnych. Wiele operacji i działań produkcyjnych, takich jak prognozowanie czasu cyklu, 

prognozowanie sprzedaży, redukcja kosztów jednostkowych, predykcyjne utrzymanie ruchu, uczenie 

się wydajności itp., opiera się na prognozowaniu. Tu jako przykład przedstawiono prognozowanie czasu 

cyklu pracy. Techniki sztucznej inteligencji (AI) mają wiele zastosowań w przewidywaniu czasu cyklu 

pracy. Spośród nich najskuteczniejsze są zastosowania sztucznych sieci neuronowych (ANN) (lub 

głębokich sieci neuronowych, DNN), ale są one trudne do zrozumienia lub przekazania pracownikom 

fabryki. Aby rozwiązać ten problem, przedstawiono istniejące techniki i narzędzia wyjaśnialnej 

sztucznej inteligencji (XAI) do wyjaśniania procesu wnioskowania i wyników ANN (lub DNN). Najpierw 

przedstawiamy narzędzia XAI do wizualizacji operacji w sieciach neuronowych (ANN), takich jak 

ConvNetJS, TensorFlow, Seq2Seq i MATLAB, a następnie omawiamy techniki XAI służące do oceny 

wpływu, wkładu lub znaczenia każdego wejścia na wynik, w tym pochodne cząstkowe, iloraz szans, 

znaczenie predyktora out-of-bag (OOB), rekurencyjną eliminację cech (RFE) oraz wartość objaśnienia 

addytywnego Shapely'ego (SHAP). Następnie omawiamy techniki XAI służące do aproksymacji relacji 

między wejściami a wynikami ANN, a w szczególności prostsze techniki uczenia maszynowego, takie 

jak wnioskowanie oparte na przypadkach (CBR), drzewa klasyfikacyjne i regresyjne (CART), las losowy 

(RF), drzewa decyzyjne ze wzmocnieniem gradientu, eXtreme gradient boosting (XGBoost) oraz 

interpretację przyrostową opartą na RF. Zastosowanie każdej techniki XAI uzupełniono prostymi 

przykładami i odpowiadającymi im kodami MATLAB, co pozwala czytelnikom na szybkie rozpoczęcie 

pracy. 

Słowa kluczowe XAI · Prognozowanie · Prognozowanie czasu cyklu pracy · Sztuczna sieć neuronowa · 

Głęboka sieć neuronowa · Pochodne cząstkowe · Iloraz nieparzysty · OOB, predyktor, znaczenie · RFE · 

SHAP · Uczenie maszynowe · CBR · CART · RF · Drzewa decyzyjne ze wzmocnieniem gradientu · XGBoost 

· Interpretacja przyrostowa oparta na RF 

Zastosowania sztucznej inteligencji (AI) do prognozowania w sektorze produkcyjnym 



 
 

Technologie sztucznej inteligencji (AI) są szeroko stosowane do wspierania celów prognozowania w 

systemach produkcyjnych, takich jak prognozowanie czasu cyklu pracy , prognozowanie sprzedaży , 

redukcja kosztów jednostkowych , konserwacja predykcyjna , uczenie się wydajności  itp. Technologie 

AI stosowane do różnych celów mogą się znacznie różnić. Dlatego w poniższym przykładzie 

prognozowanie czasu cyklu pracy jest traktowane jako przykład, ponieważ istnieje wiele zastosowań 

technologii AI w tej dziedzinie, a większość z nich może być również stosowana do realizacji innych 

celów prognozowania w systemie produkcyjnym. 

Zastosowania AI do prognozowania czasu cyklu pracy 

Czas cyklu (lub czas realizacji produkcji) zadania to czas potrzebny na przejście zadania przez system 

produkcyjny i można go obliczyć, odejmując czas wydania od czasu wykonania/ukończenia . Czas cyklu 

jest również równy całkowitemu czasowi przetwarzania powiększonemu o czas oczekiwania. 

Przewidywanie czasu cyklu każdego zadania jest ważnym zadaniem dla systemów produkcyjnych . Po 

wykonaniu tego zadania prognozowane czasy cyklu zadań można skrócić poprzez wyeliminowanie 

zbędnych przestojów i poprawę szybkości reakcji, co zwiększa konkurencyjność systemu 

produkcyjnego . Jednak dokładne przewidywanie czasu cyklu zadania jest trudne, jeśli system 

produkcyjny charakteryzuje się złożonymi trasami zadań, niespójną interwencją człowieka, zawodnym 

sprzętem lub niestabilną jakością produktu . Do tej pory zaproponowano wiele metod przewidywania 

czasu cyklu pracy, takich jak symulacja produkcji lub cyfrowe bliźniaki , wnioskowanie oparte na 

przypadkach (CBR) , regresja , sztuczne sieci neuronowe (ANN) lub głębokie sieci neuronowe (DNN) ], 

rozmyte systemy wnioskowania (FIS) , metody hybrydowe , systemy agentowe  itp. Większość tych 

metod opiera się na zastosowaniu technologii sztucznej inteligencji (AI). Jednak zaawansowane 

metody oparte na AI, takie jak ANN, DNN, FIS, metody hybrydowe i systemy agentowe, nie zawsze są 

łatwe do zrozumienia lub przekazania, szczególnie dla pracowników fabryk bez wystarczającej wiedzy 

na temat AI, co ogranicza akceptowalność (lub praktyczność) tych metod. Koncepcja wyjaśnialnej 

sztucznej inteligencji (XAI) ma na celu rozwiązanie tego problemu, a jej celem jest poprawa 

interpretowalności, a nawet skuteczności aplikacji AI poprzez lepsze wyjaśnienie mechanizmu 

wnioskowania i/lub wyników . Poniżej przedstawiono istniejące techniki i narzędzia XAI do wyjaśniania 

zastosowań sieci neuronowych (ANN) w przewidywaniu czasu cyklu pracy. 

Techniki i narzędzia XAI do wyjaśniania sieci neuronowych (SSN) 

Istniejące techniki XAI do wyjaśniania sieci neuronowych to zazwyczaj metody uczenia maszynowego 

lub sztucznej inteligencji (AI), które są prostsze (tj. łatwiejsze do zrozumienia i zakomunikowania) niż 

sieci neuronowe. Co więcej, techniki XAI mają na celu minimalizację odchylenia między przybliżonym 

wynikiem a wynikiem sieci, a nie odchyleniem między wynikiem sieci a wartością rzeczywistą. Co 

więcej, przybliżona sieć neuronowa służy do przewidywania, a nie do klasyfikacji czy podejmowania 

decyzji.Często wyjaśnia się działanie sieci neuronowej (SSN) za pomocą opisów tekstowych i 

diagramów konfiguracji sieci (lub architektury systemu) , jak pokazano na rysunku.  



 
 

 

Ponadto techniki oparte na animacji, takie jak ConvNetJS dla sieci neuronowych splotowych (CNN) , 

TensorFlow (dla sieci neuronowych z wieloma warstwami ukrytymi, DNN) , Seq2Seq (dla 

rekurencyjnych sieci neuronowych)  i MATLAB , zostały zastosowane do zilustrowania/animowania 

procesu uczenia ANN lub DNN (rysunek  2).  

 

Porównanie tych technik opartych na animacji odnosi się do tabeli .  



 
 

 

Funkcja logarytmiczna sigmoidalna (log-sigmoidalna) jest powszechnie używaną funkcją 

transformacji/aktywacji w sieciach neuronowych. Sudheer i Jain  opracowali model rzeki, który jest w 

rzeczywistości wykresem punktowym z gładkimi liniami poprzez zmianę wartości parametrycznych 

funkcji log-sigmoidalnej w celu wyjaśnienia jej zachowania. Aby technika XAI była skuteczna w 

aproksymacji sieci neuronowej (ANN), muszą być spełnione następujące warunki: 

• Jest łatwa do zrozumienia. 

• Jest łatwa do przekazania. 

• Może zilustrować proces uczenia. 

• Nie jest wymagana żadna wiedza wstępna. 

• Przedstawiono bezpośredni związek (regułę lub zestaw reguł) między danymi wejściowymi a 

wyjściowymi sieci neuronowej (ANN). 

• Liczba reguł objaśniających działanie ANN jest niewielka. 

• Treść tych reguł jest prosta i obejmuje funkcje logiczne, stałe, liniowe i wielomianowe, a nie funkcje 

odwrotne, wykładnicze, logarytmiczne, trygonometryczne i inne zaawansowane funkcje. 

• Odchylenie aproksymacji, mierzone jako średni błąd bezwzględny (MAE), średni błąd bezwzględny 

procentowy (MAPE) lub pierwiastek błędu średniokwadratowego (RMSE), jest niewielkie: 

 

gdzie oj jest wyjściem sieci neuronowej (tj. prognozą czasu cyklu zadania j);  jest wartością 

przybliżoną. 

Techniki i narzędzia XAI do wyjaśniania sieci neuronowych (SSN) 

Zastosowania w przewidywaniu czasu cyklu zadania 

Na początku przedstawiono procedurę prognozowania czasu cyklu zadania za pomocą sieci 

neuronowej (SSN). 

Prognozowanie czasu cyklu zadania za pomocą sieci neuronowej (SSN) 



 
 

Na rysunku 3 zilustrowano najprostszą sieć neuronową z trzema warstwami: wejściową, ukrytą i 

wyjściową.  

 

Wejścia do sieci neuronowej (oznaczone jako xjp; p = 1–P) to atrybuty przykładu j. Od warstwy 

wejściowej do ukrytej wykonywane są następujące operacje: 

 

gdzie wh
pl oznacza wagę połączenia między p-tym wejściem a l-tym węzłem warstwy ukrytej. θhl to 

próg na węźle warstwy ukrytej, a h jl to wyjście z tego węzła. f() to funkcja aktywacji/transformacji. 

Wyjścia z warstwy ukrytej są agregowane na ostatniej warstwie jako 

 

a następnie wyprowadzone jako 

 

gdzie wo
l jest wagą połączenia między l-tym węzłem warstwy ukrytej a węzłem wyjściowym. θo 

wskazuje próg na węźle wyjściowym. oj należy porównać z rzeczywistą wartością aj . Jeśli f() jest funkcją 

logarytmiczno-sigmoidalną, bezpośredni związek między wejściami a wyjściem można wyprowadzić 

jako 



 
 

 

Bezpośrednia relacja nie jest łatwa do zrozumienia ani przekazania. 

Przykład 1 Dane związane z czasem cyklu zostały zebrane dla 120 zadań i przedstawione w Tabeli 2  w 

której czas cyklu zadania j, a , ma zostać przewidziany na podstawie wartości sześciu atrybutów 

zadania, xj1-xj6, przy użyciu sieci neuronowej (SN).  

 

Sieć neuronowa (SN) ma trzy warstwy: warstwę wejściową, pojedynczą warstwę ukrytą (z dwunastoma 

węzłami) i warstwę wyjściową. Algorytm Levenberga–Marquardta (LM) został zastosowany do 

trenowania sieci neuronowej przy użyciu programu MATLAB. Maksymalna liczba epok wynosi 20 000. 

Docelowy RMSE jest mniejszy niż 100 h lub średni błąd kwadratowy (MSE) < 10 000 h2: 

 

Równanie (2.10) różni się nieznacznie od równania (2.3). Dane z pierwszych 80 zadań są 

wykorzystywane jako dane treningowe, a pozostałe dane pozostawia się do testowania. Kod MATLAB 

przedstawiono na rysunku 4. 

 



 
 

 

 Wyniki prognozowania podsumowano na rysunku 5. 

 

Wyprowadzenie cząstkowe, iloraz szans 

Istnieje kilka rodzajów technik XAI do wyjaśniania zastosowań sieci neuronowych (ANN) w 

przewidywaniu czasu cyklu pracy: 

• Techniki XAI do oceny wkładu, wpływu, efektu i ważności każdego wejścia (tj. atrybutu zadania) w 

przewidywaniu wyjścia (tj. czasu cyklu); 

• Techniki XAI do aproksymacji relacji między wejściami a wyjściem, tj. wytrenowaną siecią neuronową 

(ANN), za pomocą prostszych i bardziej zrozumiałych reguł; 

• Techniki XAI ułatwiające zrozumienie procesu predykcji (tj. ANN) i wyniku (tj. prognozy czasu cyklu). 

Po pierwsze, aby przeanalizować wpływ wejścia na wyjście, tradycyjnym sposobem jest 

przeprowadzenie analizy korelacji. Na przykład, jeśli istnieje liniowa zależność między wejściami a 

wyjściem, można obliczyć współczynnik korelacji Pearsona między każdym wejściem a wyjściem. 

Wejście o najwyższym współczynniku korelacji ma największy wpływ na określenie wyjścia. W 

przeciwnym razie, jeśli związek między danymi wejściowymi a danymi wyjściowymi jest nieliniowy, 

można zamiast tego obliczyć współczynnik korelacji rang Spearmana [33]. Aby lepiej zinterpretować 

sieć neuronową (SN), Green i inni ocenili wpływ każdego danych wejściowych/cechy na dane 

wyjściowe, obliczając pochodną danych wyjściowych względem danych wejściowych ∂oj /∂xjp, gdzie o 

j jest danymi wyjściowymi przykładu j, a x jp jest atrybutem p przykładu j. Dane wejściowe o najwyższej 

pochodnej cząstkowej są najbardziej wpływowymi atrybutami. 

Przykład 2 W przykładzie 1 wartość każdego atrybutu jest zmieniana o 1% dla wszystkich zadań w 

danych testowych, aby ocenić średnią zmianę prognoz czasu cyklu. Kod MATLAB przedstawiono na 

rysunku 6.  



 
 

 

Wyniki podsumowano na rysunku 7.  

 

Oczywiście, drugi atrybut ma największy wpływ na prognozy czasu cyklu. Aby wygenerować lokalne 

wyjaśnienie, Green i in. obliczyli iloraz szans dla każdego wejścia: 

 

gdzie oj(Ω) oznacza wyjście przykładu j, gdy xjp = Ω. oj(Ω) może wymagać normalizacji. Wejście o 

najwyższym ilorazie nieparzystości było najbardziej wpływowym atrybutem w tym przykładzie. 

Przykład 3 Zgodnie z przykładem 2 obliczane są ilorazy nieparzystości wejść dla każdego zadania. 

Prognozy czasu cyklu są dzielone przez maksymalną liczbę czasów cyklu, 1810 h, w celu normalizacji 

ich wartości. Kod MATLAB przedstawiono na rysunku 8.  



 
 

 

Na podstawie wyników można określić najbardziej wpływowy atrybut dla każdego zadania. Wyniki 

podsumowano w tabeli 3. 

 

 Zgodnie z oczekiwaniami, drugi atrybut jest najbardziej wpływowym atrybutem dla większości zadań. 

Ważność predyktora out-of-bag (OOB) 

Podobnie jak w przypadku wyprowadzenia częściowego, ważność predyktora out-of-bag (OOB) 

również porównuje wpływ zmiennych danych wejściowych na wynik . Dane OOB to dane nieuczone 



 
 

(tj. dane testowe). Wyprowadzenie częściowe ocenia zmianę wartości danych wyjściowych, podczas 

gdy ważność predyktora OOB uwzględnia zmianę błędu prognozowania ej = aj − oj : 

Krok 1. Rozważ pierwsze dane wejściowe (atrybut). 

Krok 2. (Dla każdego przykładu w danych testowych) Zmieniaj wartość danych wejściowych o q%, 

ustalając jednocześnie wartości pozostałych danych wejściowych. 

Krok 3. (Dla każdego przykładu w danych testowych) Zastosuj wytrenowaną sieć neuronową (ANN) do 

przewidywania wyniku. 

Krok 4. (Dla każdego przykładu w danych testowych) Oblicz zmianę błędu prognozowania εjp = ||ej 

(przed zmianą danych wejściowych p) − ej (po zmianie danych wejściowych p) ||. 

Krok 5. Ważność danych wejściowych p można oszacować jako · p, gdzie  i  to 

odpowiednio średnia i odchylenie standardowe εjp.  

Krok 6. Rozważmy kolejne dane wejściowe i wróćmy do kroku 2. 

Przykład 4 Zgodnie z przykładem 2, ważność każdej cechy jest oceniana za pomocą ważności 

predyktora OOB. Wymagany kod MATLAB przedstawiono na rysunku .9.  

 

Wyniki podsumowano na rys. 10.  



 
 

 

Oczywiście, drugi atrybut jest najważniejszą cechą. 

Rekurencyjna eliminacja cech (RFE) 

Rekurencyjna eliminacja cech (RFE), podobnie jak analiza regresji metodą eliminacji wstecznej , polega 

na wyszukiwaniu podzbioru cech, rozpoczynając od wszystkich cech w zbiorze danych treningowych, a 

następnie usuwając je, aż do uzyskania wymaganej liczby cech . Pozostałe cechy są uznawane za 

ważniejsze od pozostałych. W rzeczywistości niektóre algorytmy uczenia maszynowego mogą być 

wprowadzane w błąd przez nieistotne cechy wejściowe, co skutkuje gorszą wydajnością predykcyjną 

dla danych nieuczonych. 

Przykład podano na rysunku 11.  



 
 

 

Początkowo sieć neuronowa (SN) ma pięć wejść. Po treningu, RMSE dla danych treningowych wynosi 

354,2. Wymagana liczba cech to cztery. Po usunięciu jednej cechy, sieć neuronowa jest ponownie 

trenowana, a RMSE dla danych treningowych jest ponownie oceniany. Ostatecznie, poprzez usunięcie 

czwartej cechy (xj4), RMSE jest optymalizowany. Ponadto, osiągnięta zostaje wymagana liczba cech. W 

rezultacie, xj1, xj2, xj3 i xj5 są ważniejsze niż xj4. Ponadto, wkład każdej cechy można oszacować jako: 

 

Wyniki oceny podsumowano w tabeli 4. 

 

Wyjaśnienia addytywne Shapleya (SHAP) 

Wyjaśnienia addytywne Shapleya (SHAP) można zastosować do uzyskania wyjaśnienia lokalnego . 

Wartość Shapleya wejścia odzwierciedla wkład wejścia i jest określana w następujący sposób: 

Krok 1. Rozważ pierwsze wejście. 



 
 

Krok 2. Ustal wartość wejścia i zrandomizuj wartości pozostałych wejść, aby wygenerować dane 

losowe. 

Krok 3. Zastosuj wytrenowaną sieć neuronową (SSN), aby przewidzieć wyjście dla każdego losowo 

wygenerowanego danych. 

Krok 4. Oblicz średnią wartość wyjść. 

Krok 5. Odejmij średnią wartość wyjścia od wyjścia z przykładu i podziel wynik przez P, gdzie P jest 

liczbą wejść: Wynik daje wartość Shapleya wejścia. 

Krok 6. Rozważ kolejne wejście i wróć do kroku 2. 

Przykład 5 Sieć neuronowa (SSN) z trzema wejściami xj1−xj3 jest wytrenowana w celu przewidywania 

czasu cyklu zadania oj . Dla zadania z danymi wejściowymi (16, 342, 0,85) przewidywany czas cyklu 

wynosi 687 h. Aby określić wartość Shapleya dla każdego z danych wejściowych, wygenerowano 15 

losowych danych (po pięć dla każdego z nich), jak pokazano w tabeli 5.  

 

Wytrenowana sieć neuronowa (SSN) jest stosowana do przewidywania czasu cyklu dla każdego z 

losowo generowanych danych. Następnie oblicza się prognozy średniego czasu cyklu dla wszystkich 

losowo generowanych danych na 776 h. Wartość Shapleya dla każdego z danych wejściowych określa 

się jako: 

 



 
 

Wyniki porównano na rysunku 12.  

 

 

W tym przykładzie xj2 ma największy wpływ, a xj1 najmniejszy. Innymi słowy, xj2 jest najbardziej 

wpływowym wejściem dla tego zadania, co interpretuje się jako „wartość xj2 najbardziej wydłuża czas 

cyklu zadania”. Ponadto suma wszystkich wartości Shapleya wyjaśnia odchylenie między średnim 

wynikiem a prognozowanym czasem cyklu: 

−77,3 + 15,7 + (−27,2) = 687 − 776 

CBR 

Kenny i Keane  opracowali system CBR do aproksymacji operacji w sieci neuronowej. System CBR 

składał się z przypadków {({rkp|p = 1−P}, sk)|k = 1−K }, które były używane w regułach K 

 

gdzie  jest przybliżonym wynikiem przykładu j. Po wytrenowaniu sieci neuronowej (SN) losowo 

wygenerowano syntetyczne przykłady i wprowadzono je do sieci w celu przewidzenia ich wyników 

(rysunek 13).  

 

Następnie zastosowano techniki XAI w celu dopasowania relacji wejście–wyjście w danych 

syntetycznych. Następnie zastosowano metodę k-średnich  w celu wyodrębnienia przypadków z 

przykładów syntetycznych. Aby przybliżyć wynik przykładu j, zmierzono odległość między przykładem 

j a przypadkiem k: 



 
 

 

Gdyby atrybuty miały nierówne znaczenie, 

 

gdzie wp to znaczenie/waga atrybutu p. Następnie przybliżono wynik ANN z tego przykładu jako 

 

Kenny i Keane  porównali siedem globalnych i lokalnych metod przypisywania wag różnym atrybutom: 

wrażliwości (SENS), zaburzeniu (PTB), wagom połączeń (CW), lokalnemu modelowi liniowemu (LLM), 

lokalnym wyjaśnieniom zorientowanym na wkłady (COLE) C-LPR, C-IG i C-DeepLIFT. W regułach 

uwzględniono tylko wejścia i wyjścia sieci neuronowej (ANN). Dlatego technikę aproksymacji CBR 

można zastosować do bardziej skomplikowanych sieci neuronowych, takich jak DNN (ANN z wieloma 

warstwami ukrytymi, rekurencyjne sieci neuronowe, rozmyte sieci neuronowe, sieci neuronowe 

preklasyfikujące lub postklasyfikujące itd.). Na przykład Kenny i Keane  ustanowili system CBR w celu 

aproksymacji sieci neuronowej (CNN). Jednak treść reguł w takim systemie CBR jest często zbyt 

uproszczona, aby zapewnić dokładne przybliżenie. 

Przykład 6 W przykładzie 1 zastosowano pociągową sieć neuronową (ANN) do wygenerowania 200 

syntetycznych przykładów poprzez randomizację wartości wejściowych, a następnie prognozowanie 

wyników. Wyniki podsumowano w tabeli 6.  

 

Następnie zastosowano metodę KM do grupowania danych syntetycznych w dziesięć klastrów. 

Wymagany kod MATLAB przedstawiono na rysunku 14.  

 

Wyniki grupowania podsumowano na rysunku 15.  



 
 

 

Centra tych klastrów wykorzystano jako przypadki. Na podstawie tych przypadków wygenerowano 

odpowiednie reguły, podsumowane w tabeli 7.  

 

Po zastosowaniu wszystkich dziesięciu reguł, aproksymowano wynik ANN, podsumowane na rysunku 

16.  

MAPE = 10,0% 

RMSE = 146,0 h 

Warto zauważyć, że dokładność aproksymacji można zwiększyć, stosując wyłącznie reguły klastrów 

blisko zadania lub przypisując nierówne wagi różnym atrybutom. Albawi i inni przedstawili bardzo 

szczegółowe wyjaśnienie sieci neuronowych (CNN) poprzez: 

• podawanie opisów tekstowych; 



 
 

• wprowadzenie operacji macierzowych za pomocą filtrów; 

• podawanie formuł; 

• wyświetlanie wyników zastosowania filtrów do obrazu; 

• wyświetlanie części obrazu, w której działa filtr; 

• porównywanie różnych funkcji transformacji/aktywacji. 

Jednak, jak wspomnieli, takie wyjaśnienie zakłada, że czytelnik ma wystarczającą wiedzę zarówno na 

temat uczenia maszynowego, jak i sieci neuronowych. 

 

Skuteczność CBR w aproksymacji ANN oceniano pod względem dokładności aproksymacji: 

MAE = 118,8 h 

Drzewo klasyfikacji i regresji (CART) 

CART-y zostały również skonstruowane w celu aproksymacji sieci neuronowych za pomocą reguł takich 

jak  

 

Nie wszystkie atrybuty pojawią się w takiej regule. Ponadto kolejność, w jakiej atrybuty pojawiają się 

w różnych regułach, może nie być taka sama. Treść reguły (2.17) jest bardziej skomplikowana niż (2.13). 

Jednakże nie ma mechanizmu agregacji takiego jak (2.16). Procedura konstruowania CART składa się z 

trzech etapów: wzrostu drzewa, zatrzymania i przycinania. Drzewo jest uprawiane przy użyciu 

rekurencyjnej techniki partycjonowania, która wybiera zmienną i punkt podziału zgodnie z wstępnie 

określonym kryterium. Typowe kryteria obejmują: Giniego, holowanie, holowanie uporządkowane i 

redukcję maksymalnej dewiacji [43]. Niech Ωi będzie zbiorem próbek syntetycznych należących do 

węzła i, który ma zostać podzielony na dwie gałęzie ze zbiorami ΩL
i i ΩR

i . Dla każdego zbioru 

przewidywane czasy cykli wszystkich próbek syntetycznych są uśredniane jako przewidywana wartość: 

 

Wybiera się podział minimalizujący sumę kwadratów błędów (SSE): 



 
 

 

Zaczynając od największego drzewa, CART jest przycinany aż do momentu zminimalizowania 

następującej funkcji celu: 

 

gdzie |S| oznacza rozmiar CART (pod względem liczby węzłów lub gałęzi); α jest dodatnią stałą.  

Przykład 7 W przykładzie 6 dane syntetyczne są dopasowywane przez CART. Wymagany kod MATLAB 

przedstawiono na rysunku 17.  

 

Konstrukcja CART zawiera 79węzłów, jak pokazano na rysunku 18.  

 

Liczba reguł (gałęzi) wynosi 40. Zawartość reguł podsumowano w tabeli 8.  

 



 
 

Wynik działania sieci neuronowej (SSN) i wynik aproksymacji porównano na rysunku 19.  

 

Skuteczność techniki XAI można ocenić pod względem dokładności aproksymacji: 

MAE = 33,2 h 

MAPE = 2,8% 

RMSE = 45,1 h 

Las losowy (RF) 

Las losowy (RF) to zbiór wielu drzew, które uwzględniają różne części danych i testują różne kombinacje 

atrybutów . Na przykład, reguła decyzyjna w każdym drzewie może być zastosowana do przewidywania 

wyniku przykładu. W związku z tym, wiele reguł decyzyjnych może być zastosowanych do 

przewidywania wyniku przykładu. Następnie wyniki przewidywań dla wszystkich drzew są uśredniane. 

W związku z tym, RF jest zazwyczaj dokładniejszy niż pojedynczy CART i oczekuje się, że lepiej 

aproksymuje sieć neuronową (SSN). Za pomocą RF, wyjście SSN przykładu j jest przewidywane przez 

regułę w każdym drzewie. W rezultacie, wiele reguł jest używanych do aproksymacji wyjścia SSN dla 

przykładu: 

 

i 

 

gdzie t jest indeksem drzewa. Do próbki ma zastosowanie więcej niż jedna reguła, co może być mylące 

dla użytkownika. 

Przykład 2.8 Zgodnie z przykładem 7, dane syntetyczne są teraz dopasowywane przez algorytm RF. 

Wymagany kod MATLAB przedstawiono na rysunku 20.  



 
 

 

Algorytm RF, zawierający dziesięć reguł CART, pokazano na rysunku 21. 

 



 
 

 

Zatem dla każdego zadania można zastosować dziesięć reguł decyzyjnych, aby aproksymować czas 

cyklu prognozowany przez sieć neuronową (SN). Następnie wyniki są uśredniane. Zawartość reguł 

podsumowano w tabeli 9.  

 



 
 

 



 
 

 

 



 
 

 

Dane wyjściowe sieci neuronowej (SN) i aproksymowane dane wyjściowe za pomocą algorytmu RF 

porównano na rysunku 22. 

 

Drzewa decyzyjne z wykorzystaniem technologii gradientu, eXtreme Gradient Boosting (XGBoost) 

Drzewa decyzyjne z wykorzystaniem technologii gradientu składają się z wielu sekwencyjnie 

trenowanych drzew decyzyjnych. Zaczynając od pierwszego drzewa decyzyjnego, każde kolejne 

drzewo decyzyjne ulepsza poprzednie drzewo decyzyjne, przewidując błąd predykcji (aproksymacji) 

generowany przez poprzednie drzewo decyzyjne (koncepcja boostingu). Proces trenowania każdego 

drzewa decyzyjnego przebiega tak samo, jak opisano w poprzednich sekcjach i nie będzie tutaj 

powtarzany. Przykład podano w tabeli 10, w której wyjście sieci neuronowej (ANN) dla zadania j wynosi 

oj = 2077.  

 

Z pierwszego drzewa decyzyjnego reguła ma zastosowanie do zadania j i generuje aproksymację oj jako

 = 2050. Błąd aproksymacji dla tego zadania wynosi  27, który ma zostać 

przewidziany przez drugie drzewo decyzyjne. Reguła z drugiego drzewa decyzyjnego generuje 

prognozę e(1)
j jako . Błąd aproksymacji wynosi , który ma zostać 

przewidziany przez trzecie drzewo decyzyjne, dając . Ostatecznie wyjście sieci neuronowej 

jest aproksymowane przez 2050 + 36 – 10 = 2076. Drzewa decyzyjne z wzmocnieniem gradientowym 

można ulepszyć, biorąc pod uwagę różne części próbek, zwłaszcza próbki z dużymi błędami predykcji 

(koncepcja gradientu), i wypróbowując różne kombinacje atrybutów w kolejnych drzewach 

decyzyjnych (koncepcja RF), co prowadzi do metody eXtreme gradient boosting (XGBoost) . 

Przyrostowa interpretacja oparta na lesie losowym 

Jak wspomniano wcześniej, RF składa się z wielu drzew. Z każdego drzewa można zastosować regułę 

decyzyjną do przewidywania czasu cyklu zadania. W rezultacie wiele reguł jest jednocześnie 



 
 

stosowanych, co może powodować zamieszanie u użytkownika. Aby rozwiązać ten problem, Chen i 

Wang  zaproponowali wariant metody RF, interpretację przyrostową opartą na RF, w celu reorganizacji 

reguł decyzyjnych wyprowadzonych za pomocą RF w następujący sposób: 

Krok 1. Uśrednij wyniki predykcji według reguł decyzyjnych jako  . 

Krok 2. Ustaw q = 1. 

Krok 3. Wybierz regułę decyzyjną o wyniku predykcji najbliższym  . 

Krok 4. Ustaw q-tą regułę przyrostową na regułę decyzyjną. 

Krok 5. Ustaw  (bieżący) na wynik predykcji reguły decyzyjnej. 

Krok 6. Usuń regułę decyzyjną. 

Krok 7. Zwiększ q o 1. 

Krok 8. Jeśli q > T, przejdź do kroku 14; w przeciwnym razie przejdź do kroku 9. 

Krok 9. Znajdź regułę decyzyjną z wynikiem przewidywania najbliższym ˆo j. 

Krok 10. Odejmij  (bieżące) od wyniku przewidywania reguły decyzyjnej i podziel wynik przez T: 

Wynik jest oznaczony jako Δ  (bieżące). 

Krok 11. Ustaw przesłankę q-tej reguły przyrostowej na przesłankę reguły decyzyjnej 

Krok 12. Ustaw konsekwencję q-tej reguły przyrostowej na „dodaj Δ  (bieżące) do ” lub „odejmij 

−Δ  (bieżące) od ”. 

Krok 13. Wróć do kroku 6. 

Krok 14. Koniec. 

Przykład 9 Konstruuje się funkcję RF, aby aproksymować wynik sieci neuronowej (ANN). Biorąc za 

przykład zadanie j . Reguły decyzyjne mające zastosowanie do tego zadania podsumowano w tabeli 11 

. 

 

 

 Proces agregacji opisano szczegółowo w tabeli 12.  



 
 

 

Ostatecznie ustalono reguły inkrementacyjne: 

„Jeśli x j2 ≥ 1316, to  = 1446,2” 

„Jeśli xj2 ≥ 1322, to dodaj 2,3 do ” 

„Jeśli xj4 ≥ 651,5, to odejmij 7,0 od j” 

Pierwsza reguła inkrementacyjna informuje użytkownika, że przewidywana wartość wynosi około 

1446,2 h. Ta reguła jest najważniejsza. Użytkownik może przerwać czytanie, jeśli nie chce 

kontynuować. Użytkownik odczytuje resztę reguł od góry do dołu, sukcesywnie korygując 

przewidywaną wartość, i w końcu dowiaduje się, że przewidywana wartość wynosi 1441,5 h. 

Drzewo decyzyjne oparte na wielomianach (PBDT) 

Nieliniowe reguły wielomianowe można również zastosować do wyjaśnienia operacji w sieci 

neuronowej (ANN), np. PBDT. Procedura metody PBDT obejmuje następujące kroki: 

Krok 1. Użycie wielomianów do aproksymacji funkcji przejścia/aktywacji w ANN. 



 
 

Krok 2. Przedstawienie operacji w ANN jako wielomianowych reguł decyzyjnych. 

Krok 3. Filtrowanie wielomianowych reguł decyzyjnych. 

Krok 4. Propagacja wielomianowych reguł decyzyjnych w ANN. 

Krok 5. Wygenerowanie wyniku sieci jako wielomianowej reguły decyzyjnej. 

Krok 6. Rozszerzenie wielomianowych reguł decyzyjnych, jeśli to konieczne. 

Krok 7. Oceń przybliżoną dokładność za pomocą metody PBDT. 

 

Schemat blokowy ilustruje ten proces na rysunku 23.  

 

Funkcja hiperbolicznej tangensowej sigmoidalnej jest popularną funkcją transformacji/aktywacji, 

używaną w nowszych wersjach niektórych pakietów optymalizacyjnych, takich jak MATLAB : 

 

jak pokazano na rysunku 24. 



 
 

 

Dokładne przybliżenie funkcji sigmoidalnej tangensa hiperbolicznego za pomocą jednej funkcji 

wielomianowej jest trudne. Dlatego funkcja sigmoidalna tangensa hiperbolicznego jest podzielona na 

cztery sekcje I–IV, a każda sekcja jest przybliżona funkcją wielomianową , jak pokazano na rys. 25. 

 

Po pierwsze, −1 ≤ f (x) < −0,99, gdy x < −2,64. Zatem, aproksymując f(x) za pomocą , 

odchylenie bezwzględne  jest mniejsze niż 0,01 ∀ x < −2,64. Następnie, w sekcji II, f(x) 

jest dopasowane za pomocą wielomianu sześciennego , tak aby 

zminimalizować sumę kwadratów błędów (SSE): 

 

Biorąc pochodną cząstkową SSE względem każdego współczynnika  i ustawiając wynik na zero, 

otrzymujemy 



 
 

 

Równania (2.25)–(2.28) to równania liniowe zmiennych a, b, c i d, które można łatwo rozwiązać, 

uzyskując  

 

Podobnie, wielomian sześcienny dla sekcji III można wyprowadzić jako 

 

Ostatecznie , gdy x > 2,64. Wyniki podsumowuje następujące twierdzenie. 

Twierdzenie 1 

 

Wynik przybliżenia zilustrowano na rysunku 26. 



 
 

 

Podstawienie (2.4) i (2.5) do (2.6) daje 

 

Zakładając, że c1 = 0,0663; c2 = 0,4788; c3 = 1,1823; c4 = 0,0133. Zgodnie z Twierdzeniem 1, 

 

Podstawienie (2.33) do (2.7) daje 

 

Na koniec, wyjście sieci można przybliżyć jako 

 

Twierdzenie 2 



 
 

 

Dowód Twierdzenie 2 jest rozwinięciem równania (2.35). Warto zauważyć, że Twierdzenie 2 dotyczy 

wyłącznie wielomianów. 

Porównanie różnych technik XAI 

Techniki XAI oparte na drzewie decyzyjnym do aproksymacji sieci neuronowej (SN) porównano w tabeli 

13. 

 

 

 

Zastosowania XAI do podejmowania decyzji w sektorze produkcyjnym 

Streszczenie 

W niniejszej sekcji omówiono ważny temat w zarządzaniu fabryką, jakim jest poprawa zrozumiałości 

zastosowań sztucznej inteligencji (AI) w grupowym, wielokryterialnym podejmowaniu decyzji w 

systemach produkcyjnych. Ze względu na długoterminowy i międzyfunkcyjny wpływ, podejmowanie 

decyzji może mieć większe znaczenie dla konkurencyjności i zrównoważonego rozwoju systemów 

produkcyjnych niż planowanie i sterowanie produkcją. W niniejszym rozdziale wykorzystano przykład 



 
 

wyboru odpowiednich technologii inteligentnych i automatyzacyjnych dla fabryk w czasie pandemii 

COVID-19. Temat ten jest szczególnie istotny, ponieważ wiele fabryk jest zmuszonych do zamknięcia 

lub działania na mniejszą skalę (z wykorzystaniem mniejszej siły roboczej), dążąc tym samym do dalszej 

automatyzacji. Technologie sztucznej inteligencji i Przemysłu 4.0 mają wiele zastosowań w tym 

obszarze, z których większość można również wykorzystać do innych celów decyzyjnych w systemach 

produkcyjnych. Najpierw opracowano systematyczną procedurę kierowania grupowym, 

wielokryterialnym procesem decyzyjnym. Najpierw dokonano przeglądu zastosowań sztucznej 

inteligencji (AI) i technologii XAI (XAI) do identyfikacji celów. Następnie przedstawiono zastosowanie 

sztucznej inteligencji (AI) i technologii XAI (XAI) do czynników selekcji i opracowywania kryteriów. 

Techniki sztucznej inteligencji są szeroko stosowane do wyznaczania priorytetów kryteriów. Dlatego 

szczególnie ważne jest wyjaśnienie technik i narzędzi XAI dla takich zastosowań AI. Kolejnym punktem 

zainteresowania jest agregacja osądów wielu decydentów, a następnie wprowadzenie AI i aplikacji XAI 

do oceny ogólnej wydajności każdej alternatywy. Biorąc za przykład rozmytą preferencję rankingową 

opartą na podobieństwie do idealnego rozwiązania (FTOPSIS), zilustrowano zastosowanie technik i 

narzędzi XAI do wyjaśniania wyników porównań za pomocą FTOPSIS. Inną technologią AI 

wykorzystywaną w tym samym celu jest rozmyta VIKOR. Przedstawiono również techniki XAI i 

narzędzia do interpretacji rozmytej VIKOR. Na koniec zaproponowano kilka metryk do oceny 

skuteczności technik lub narzędzi XAI w podejmowaniu decyzji w sektorze produkcyjnym. 

Słowa kluczowe: XAI · Grupowe podejmowanie decyzji wielokryterialnych · Inteligentne technologie i 

automatyzacja · FTOPSIS · Rozmyta VIKOR 

Podejmowanie decyzji w obszarze produkcji 

W systemie produkcyjnym występuje wiele procesów decyzyjnych. Na przykład inżynierowie sprzętu 

muszą wybrać najodpowiedniejszy sprzęt spośród wielu opcji , inżynierowie produkcji muszą określić 

kolejne zadanie do wykonania na maszynie , inżynierowie zakładów muszą zdecydować, czy 

przeprowadzić okresową konserwację z wyprzedzeniem, aby uniknąć nieoczekiwanej awarii maszyny  

itd. Te procesy decyzyjne opierają się na informacjach, które muszą zostać wygenerowane poprzez 

dogłębną analizę odpowiednich danych i podlegają wielu kryteriom, które mogą ze sobą kolidować . 

Techniki sztucznej inteligencji (AI) są szeroko stosowane w celu rozwiązania tych problemów i 

wspierania procesu decyzyjnego w produkcji . Niniejsza sekcja omawia przykład wyboru odpowiednich 

technologii inteligentnych i automatyzacyjnych dla fabryki w czasie pandemii COVID-19. Temat ten jest 

szczególnie ważny, ponieważ wiele fabryk zostało zmuszonych do zamknięcia lub działania na małą 

skalę (z wykorzystaniem mniejszej liczby pracowników), co prowadzi do dalszej automatyzacji . 

Ponadto jest torównież gorący temat w erze Przemysłu 4.0 . W tej dziedzinie istnieje wiele zastosowań 

technologii sztucznej inteligencji (AI), z których większość można również wykorzystać do innych celów 

decyzyjnych w systemach produkcyjnych. 

Wybór technologii inteligentnych i automatyzacji w kontekście pandemii COVID-19 

Technologie inteligentne to technologie wykorzystujące urządzenia lub systemy elektroniczne, które 

można podłączyć do Internetu, używać interaktywnie i które są w pewnym stopniu inteligentne 

podczas gdy technologie automatyzacji mogą sprawić, że produkcja będzie płynniejsza, szybsza i 

bardziej opłacalna poprzez zastąpienie lub wspomaganie obsługi ręcznej. W ostatnich latach w 

dziedzinie produkcji zaproponowano kilka zaawansowanych technologii inteligentnych i 

automatyzacji, takich jak automatyczna inspekcja , roboty autonomiczne , produkcja addytywna , 

produkcja wszechobecna (UM) , produkcja w chmurze , Internet rzeczy (IoT) , systemy cyberfizyczne  

itp., jak pokazano na rysunku. 



 
 

 

Jak pokazano w tabeli , niektóre z tych zaawansowanych technologii inteligentnych i automatyzacji 

mają na celu ułatwienie współpracy między fabrykami poprzez dzielenie się zasobami produkcyjnymi, 

co jest trudne w czasie pandemii COVID-19 i może nie pomóc w złagodzeniu jej skutków, jak pokazano 

w tabeli .  

 

Z kolei stosowanie technologii inteligentnych i automatyzacji w celu wspomagania pracowników jest 

uważane za wykonalne . Na przykład używanie poleceń głosowych lub gestów do interakcji z 

maszynami mogłoby zapobiec rozprzestrzenianiu się COVID-19 poprzez dotykanie maszyn . To samo 

można osiągnąć, zdalnie sterując maszyną za pomocą smartfona . Ponadto, ponieważ temperatura 

ciała jest jednym z podstawowych kryteriów badania pracowników pod kątem możliwego zakażenia, 

pracownicy mogą nosić inteligentne bransoletki lub zegarki w celu pomiaru temperatury ciała . Czujniki 

noszone na ciele mogą być również używane do pomiaru odległości między pracownikami w celu 

zapewnienia dystansu fizycznego . Jednak takie zastosowania są czasochłonne i pracochłonne, a efekty 

są niepewne, co może być nieakceptowalne dla pracowników. Aby w pełni wykorzystać ograniczone 

zasoby i czas, konieczne jest ustanowienie systematycznej procedury porównywania różnych 

zastosowań technologii inteligentnych i automatyzacji. W tym rozdziale wybór odpowiednich 

technologii inteligentnych i automatyzacji dla fabryki w czasie pandemii COVID-19 jest modelowany 

jako problem wielokryterialnego podejmowania decyzji w oparciu o grupę rozmytą (MCDM) . Wiele 

technologii AI jest stosowanych w celu rozwiązania tego problemu, a odpowiednie techniki i narzędzia 

wyjaśnialnej sztucznej inteligencji (XAI) są stosowane w celu wyjaśnienia tych zastosowań technologii 

AI. 

Procedura wyboru technologii inteligentnych i automatyzacji w czasie pandemii COVID-19 

Wybór odpowiednich technologii inteligentnych i automatyzacji dla fabryki w czasie pandemii COVID-

19 jest modelowany jako problem MCDM grupy rozmytej, który zazwyczaj rozwiązuje się w siedmiu 

krokach  (rysunek 2): 



 
 

 

• Identyfikacja celów; 

• Wybór czynników i sformułowanie kryteriów; 

• Wybór alternatyw (opcji); 

• Określenie priorytetów kryteriów; 

• Ocena ogólnej skuteczności każdej alternatywy; 

• Agregacja; 

• Podjęcie decyzji. 

Administrator może agregować niejasne priorytety kryterium wyprowadzone przez wszystkich 

decydentów lub ogólną skuteczność ocenionej przez nich alternatywy. 

Określanie celów 

Wybór odpowiednich technologii inteligentnych i automatyzacji dla fabryk w czasie pandemii COVID-

19 może mieć następujące cele: 

• Reakcja na niedobór siły roboczej: Lockdowny i kwarantanny w czasie pandemii COVID-19 ograniczyły 

dostępną siłę roboczą, a tym samym stwarzają fabrykom możliwości zwiększenia automatyzacji i 

zdalnego świadczenia usług . Spośród istniejących zaawansowanych technologii automatyzacji, 



 
 

automatyczna inspekcja, autonomiczna robotyka i produkcja addytywna mogą złagodzić skutki 

pandemii COVID-19 poprzez redukcję siły roboczej. W rezultacie oczekuje się, że więcej robotów i 

systemów zautomatyzowanych zostanie użytych wcześniej niż planowano . Canadian Plastics  opisuje 

ten trend jako „trwały boom w robotyce fabrycznej”. 

• Zmniejszenie ryzyka infekcji: Tradycyjna automatyzacja koncentruje się na zadaniach niskiego 

szczebla. W czasie pandemii COVID-19 cele automatyzacji przesuwają się w kierunku zadań 

pracochłonnych lub trudnych do utrzymania dystansu społecznego . Zautomatyzowany sprzęt, taki jak 

obrabiarki sterowane numerycznie (CNC), sterowane przez minikomputery z interfejsami takimi jak 

klawiatury i ekrany dotykowe, może łatwo rozprzestrzeniać COVID-19. Aby rozwiązać ten problem, taki 

zautomatyzowany sprzęt może być obsługiwany za pomocą poleceń głosowych lub gestów, albo 

zdalnie za pomocą aplikacji na smartfonie . To ostatnie jest połączeniem automatyzacji i inteligentnych 

technologii. IoT i systemy cyberfizyczne mogą pomóc w zapobieganiu rozprzestrzenianiu się COVID-19 

poprzez ograniczenie kontaktu człowiek-maszyna. Ponadto inteligentne technologie mogą być również 

stosowane w celu poprawy efektywności operacyjnej i ochrony bezpieczeństwa i zdrowia pracowników 

podczas pandemii COVID-19. Na przykład pracownicy mogą nosić inteligentne opaski na rękę lub 

zegarki, aby mierzyć temperaturę ciała , a przełożeni mogą nosić inteligentne kaski, aby monitorować 

temperaturę ciała pracowników . Ponadto bezprzewodowe czujniki mogą być noszone lub noszone 

przy sobie, aby mierzyć odległość między pracownikami, aby zapewnić dystans fizyczny lub rejestrować 

ich ruchy w celu śledzenia . Jeśli dwa noszone czujniki znajdą się zbyt blisko siebie, emitują sygnał 

ostrzegawczy. Rejestrowany jest również czas kontaktu. Technologia lokalizacji wewnątrz pomieszczeń 

może być również stosowana w przypadku pracowników, którzy mogli mieć kontakt z zakażonymi 

pracownikami . 

• Efektywność kosztowa: Efektywność kosztowa jest niewątpliwie kluczowym wskaźnikiem 

efektywności w zarządzaniu i działaniu systemów produkcyjnych. Kwestionuje się jednak, czy 

technologie automatyzacji, które zyskały popularność w ostatnich latach, takie jak sztuczna inteligencja 

i produkcja w chmurze, przyniosły korzyści fabrykom w czasie pandemii COVID-19 . 

Zastosowania sztucznej inteligencji (AI) i XAI w doborze czynników i formułowaniu kryteriów 

Po przeanalizowaniu odpowiedniej literatury i praktyki, następujące czynniki uznano za kluczowe dla 

wyboru odpowiednich zastosowań technologii inteligentnych i automatyzacji w dobie pandemii 

COVID-19: 

• Niski szacowany koszt całkowity; 

• Skuteczność w zapobieganiu rozprzestrzenianiu się COVID-19; 

• Niewielkie zakłócenia w bieżących operacjach; 

• Łatwość wdrożenia; oraz 

• Wysoka akceptacja wśród pracowników. 

Spośród pięciu czynników, „skuteczność w zapobieganiu rozprzestrzenianiu się COVID-19”, „łatwość 

wdrożenia” i „wysoka akceptacja wśród pracowników” to czynniki, którym przypisuje się wyższą, tym 

lepszą wydajność, podczas gdy pozostałe to czynniki, którym przypisuje się niższą, tym lepszą 

wydajność. W związku z tym, wydajność optymalizacji pięciu aspektów jest oceniana zgodnie z 

regułami zawartymi w tabeli 2, 



 
 

 

 

którą można zwizualizować za pomocą wykresu liniowego z adnotacjami, jak pokazano na rysunku 3, 

który stanowi ulepszenie tradycyjnego wykresu liniowego poprzez zastosowanie trzech technik XAI : 

 

 

• Zarządzanie kolorami: Kolor i kształt obiektów reprezentujących różne koncepcje powinny być 

rozróżniane w celu łatwego porównania. 



 
 

• Wspólne wyrażenia: Terminy techniczne i nazwy zmiennych powinny być zastąpione wspólnymi 

wyrażeniami. 

• Adnotacje do rysunków: Legenda każdego obiektu powinna znajdować się blisko obiektu. Podobne 

reguły oceny wydajności zostały zaproponowane we wcześniejszych badaniach  i mają następujące 

zalety: 

• Wydajność oceniana za pomocą reguł ma te same zakresy. 

• Reguły te mogą być używane do oceny wydajności ilościowej i jakościowej. 

• Logika rozmyta jest stosowana do uwzględniania informacji subiektywnych i niepewnych, 

generowania wyników oceny wartości przedziałowych, zapewniając w ten sposób elastyczność w 

podejmowaniu decyzji. 

Możliwe są jednak inne formy reguł oceny. 

Zastosowania AI i XAI w określaniu priorytetów kryteriów 

Na początku każdy decydent porównuje względny priorytet jednego czynnika z innym, posługując się 

terminami lingwistycznymi, takimi jak „równy”, „słabo ważniejszy niż”, „zdecydowanie ważniejszy niż”, 

„bardzo zdecydowanie ważniejszy niż” i „absolutnie ważniejszy niż” . Te terminy lingwistyczne są 

zazwyczaj odwzorowywane na trójkątne liczby rozmyte (TFN) w obrębie . Na przykład, w porównaniu 

z czynnikiem nr 1 (poziom bazowy), „czynnik nr 2 jest słabo ważniejszy niż czynnik nr 1” i „czynnik nr 1 

jest słabo ważniejszy niż czynnik nr 3” można zwizualizować za pomocą narzędzia XAI, wykresu 

słupkowego gradientowego, jak pokazano na rysunku 4,  

 

gdzie nasycenie kolorów odzwierciedla różne stopnie przynależności (rysunku5). 

 



 
 

Zgodnie z wynikami porównania parami przez decydenta #k, konstruowana jest macierz rozmytej 

oceny (lub porównania parami) ; k = 1– K. Rozmyta wartość własna i wektor własny 

macierzy  są oznaczane odpowiednio przez  i , spełniając 

 

i 

 

gdzie (−) i (×) oznaczają odpowiednio rozmyte odejmowanie i mnożenie. Rozmyte priorytety kryteriów 

można wyznaczyć poprzez normalizację : 

 

Spójność wyników porównań parami można ocenić za pomocą współczynnika spójności rozmytej: 

 

gdzie  jest rozmytą maksymalną wartością własną; RI jest losowym wskaźnikiem spójności [50]. 

 powinno być mniejsze niż 0,1–0,3, w zależności od rozmiaru problemu. Następnie, operacje 

cięcia alfa (ACO) [51] są stosowane do wyprowadzenia wartości  i  w następujący sposób 

poniżej. Najpierw parametry i zmienne rozmyte w równaniach (3.1) i (3.2) są zastępowane ich cięciami 

alfa: 

 

Jeżeli α przyjmuje 11 możliwych wartości (0, 0,1, … 1), równania (3.5) i (3.6) muszą zostać rozwiązane11 

· 2Cn2 razy przy użyciu analizy własnej w celu wyprowadzenia przecięć α rozmytej maksymalnej wartości 

własnej i rozmytego wektora własnego 

 

 

gdzie*= L lub R  . i  są wynikami z t-tej kombinacji; t = 1–11 · 

2Cn2 . 



 
 

Przykład 3.1. Rozmyta macierz osądu decydenta #k przedstawia się następująco: 

 

MATLAB jest używany do implementacji ACO w celu wyprowadzenia rozmytej maksymalnej wartości 

własnej i rozmytego wektora własnego . Wymagany kod MATLAB jest pokazany na rysunku 6.  

 



 
 

 

Wyprowadzona rozmyta maksymalna wartość własna i rozmyte priorytety są pokazane odpowiednio 

na rysunku 7 i rysunku 8. 

 



 
 

 

 

Można również narysować wykres słupkowy gradientu, aby pokazać wyprowadzone rozmyte 

priorytety (rysunek 9). 

 

Zastosowania AI i XAI w agregacji 

Istnieją dwa sposoby agregacji osądów decydentów . Pierwsze podejście polega na agregacji wyników 

porównania parami decydentów przy użyciu rozmytej średniej geometrycznej (FGM): 

 

Drugie podejście polega na wykorzystaniu rozmytej średniej arytmetycznej (FAM) do agregacji 

rozmytych priorytetów ustalonych przez decydentów: 

 

Zamiast tego, jeśli wśród decydentów panuje (ogólny) konsensus, można zastosować przecięcie 

rozmyte (FI) w celu agregacji priorytetów przez nich wyprowadzonych w następujący sposób . 

Definicja 1. Rozmyte przecięcie (FI) rozmytych priorytetów ocenionych przez K decydentów na i-tym 

czynniku, oznaczone jako , jest oznaczane przez . 

 



 
 

gdzie  i  oznaczają przynależność x do  i , odpowiednio. 

Rysunek 10 przedstawia przykład pokazujący wyniki FI trzech TFN.  

 

Zdaniem Chen i inni, FI może generować bardziej rozsądny wynik agregacji niż FAM, FGM i rozmyta 

średnia ważona (FWA). Inna technika XAI, agregacja śledzona , może być użyta do zilustrowania 

procesu agregacji przy użyciu FI, jak pokazano na rysunku 11.  

 

 

Oryginalne priorytety rozmyte do agregacji są pokazane po lewej stronie, połączone liniami z wynikiem 

agregacji (FI) po prawej stronie. Wynik FI priorytetów rozmytych można łatwo uzyskać z ich cięć α: 

 



 
 

gdzie 

 

jeśli  

W przypadku zastosowania innych agregatorów, takich jak FGM i FAM, możliwe jest również 

wykorzystanie prześledzonych diagramów agregacji do zilustrowania procesu agregacji. 

Przykład 2 Rozmyte priorytety kryterium nr 1 wyprowadzone przez trzech decydentów przedstawiono 

na rysunku 12.  

 

Tabela 3 podsumowuje ich lewe i prawe cięcia α.  



 
 

 

Równania (3.14)–(3.16) służą do wyprowadzenia wyniku FI. Tabela 3.4 przedstawia cięcia α wyniku FI.  

 

Wynik FI zilustrowano na rysunku 13.  



 
 

 

 

Prześledzony diagram agregacji z tego przykładu przedstawiono na rysunku 14. 

 

Zastosowania sztucznej inteligencji (AI) i XAI w ocenie ogólnej wydajności każdej alternatywy 

Istnieją dwie popularne metody sztucznej inteligencji (AI) służące do oceny ogólnej wydajności 

alternatywy: rozmyta technika preferencji kolejności na podstawie podobieństwa do idealnego 

rozwiązania (FTOPSIS)  oraz rozmyta metoda VIKOR (Vise Kriterijumska Optimizacija I Kompromisno 

Resenje) . Technika FTOPSIS została przedstawiona poniżej. Wspomniano również o narzędziach i 

technikach XAI mających zastosowanie w metodzie FTOPSIS. 

FTOPSIS 

W metodzie FTOPSIS wydajność alternatywy w optymalizacji każdego czynnika jest normalizowana za 

pomocą normalizacji rozkładu rozmytego, ponieważ  



 
 

 

gdzie  to wydajność l-tej alternatywy w optymalizacji i-tego czynnika;  to znormalizowana 

wydajność.  

Przykład 3 Cztery aplikacje technologii inteligentnych i automatyzacji zostaną ocenione i porównane 

przy użyciu FTOPSIS. Tabela 5  podsumowuje wydajność każdej aplikacji technologii inteligentnych i 

automatyzacji w optymalizacji pięciu czynników.  

 

Wydajność aplikacji technologii inteligentnych i automatyzacji w optymalizacji każdego czynnika jest 

znormalizowana przy użyciu rozmytej normalizacji dystrybutywnej. Na przykład wydajność alternatywy 

nr 2 w kryterium optymalizacji nr 1 jest znormalizowana jako 

 

 



 
 

α-cięcia, z których można łatwo wyprowadzić (tabela 6).  

 

Wyniki normalizacji podsumowano w tabeli 7 

 

Następnie, na podstawie wyprowadzonego priorytetu rozmytego, obliczany jest wynik priorytetu 

rozmytego : 

 

W odniesieniu do cięć α tych rozmytych parametrów, równanie (3.18) można zapisać jako 

 

Rozmyty punkt ideału (zenitu)  i rozmyty punkt antyideału (nadir)  są odpowiednio określone 

jako 



 
 

 

lub 

 

Przykład 4 W poprzednim przykładzie niejasny wynik priorytetu alternatywy nr 2 dla kryterium 

optymalizacji nr 1 jest obliczany na podstawie wyniku agregacji niejasnych priorytetów uzyskanych 

przez wszystkich ekspertów przy użyciu FI w przykładzie 2: 

 

Reasumując  

Przykład 5 W poprzednim przykładzie tabela 8 podsumowuje rozmyte wyniki priorytetów dla 

wszystkich alternatyw w celu optymalizacji każdego kryterium.  



 
 

 

Na tej podstawie można wyznaczyć rozmyty punkt idealny (zenit) i rozmyty punkt antyidealny (nadir), 

jak pokazano w tabeli 9.  

 

 



 
 

 

Rozmyte odległości od każdej alternatywy do dwóch punktów odniesienia są mierzone jako 

 

W ich α-cięciach, 

 

Na koniec ocenia się niejasną bliskość alternatywy jako 

 

lub 

 

Im większa jest rozmyta bliskość alternatywy, tym jest ona bardziej odpowiednia. Aby uzyskać ranking 

absolutny, można zastosować metodę COG do defuzyfikacji rozmytej bliskości alternatyw, a następnie 

porównać : 

 

Przykład 6.  Zgodnie z Przykładem 5, każda alternatywa jest oceniana poprzez porównanie odległości 

do dwóch punktów odniesienia, które podsumowano w Tabeli 10. 



 
 

 

 Następnie oceniana jest rozmyta bliskość każdej alternatywy (Tabela 11).  

 

Mechanizm oceny w programie FTOPSIS polega na porównaniu odległości alternatyw do dwóch 

punktów odniesienia, co może nie być zbyt intuicyjne. Podkreślenie różnicy między tymi dwiema 

odległościami zwiększa interpretowalność programu FTOPSIS. W tym celu w niniejszym badaniu 

zaproponowano nowe narzędzie XAI – dwukierunkowy wykres punktowy, jak pokazano na Rysunku 

15. 



 
 

 

 

 Na tym rysunku, 

• Rozwiązanie idealne znajduje się na górze, a rozwiązanie antyidealne na dole. 

• Rozwiązanie idealne jest białe, a rozwiązanie antyidealne jest czarne. 

• Wszystkie alternatywy można umieścić w dowolnym miejscu na dwukierunkowym wykresie 

punktowym, o ile spełniony jest następujący warunek. Jak pokazano, odległość każdej alternatywy od 

dwóch punktów odniesienia została zmierzona metodą FTOPSIS. 

• Im bliższa jest alternatywa rozwiązaniu idealnemu, tym będzie bielsza (jaśniejsza). I odwrotnie, im 

bliżej rozwiązania antyidealnego znajduje się alternatywa, tym będzie ciemniejsza. 

Rozmyty VIKOR 

Następnie przedstawiono narzędzia i techniki XAI do wyjaśniania rozmytego VIKOR . Metodę 

rozmytego VIKOR można również zastosować do oceny ogólnej wydajności alternatywy. W literaturze 

istnieje wiele badań nad zastosowaniami rozmytego VIKOR. Jednak większość wcześniejszych badań 

opierała się na zbiorach rozmytych z trójkątnymi lub trapezowymi funkcjami przynależności. Natomiast 

dolna i górna funkcja przynależności wyniku agregacji mogą nie należeć do tych dwóch typów. 

Metoda rozmytego VIKOR obejmuje następujące kroki: 

Krok 1. Określenie idealnej i antyidealnej wydajności optymalizacji każdego czynnika: 



 
 

 

Krok 2. Oblicz znormalizowaną odległość rozmytą od idealnej wydajności [56]: 

 

Krok 3. Wyprowadź  i [56]: 

 

Cięcie α można uzyskać przy użyciu ACO w następujący sposób: 

 

Krok 4. Połącz  i  w  w następujący sposób [56]: 

 

Cięcie α l można wyprowadzić w następujący sposób: 



 
 

 

Krok 5. Rozmyj , stosując metodę środka ciężkości [59]: 

 

Krok 6. Wybierz alternatywę, która osiągnęła najwyższą wartość . 

Metoda rozmytego VIKOR jest mniej wyjaśnialna niż inne, bardziej intuicyjne metody, takie jak rozmyta 

średnia ważona. Mechanizm porównania w metodzie rozmytego VIKOR opiera się na odległości 

alternatywy od idealnego rozwiązania. Dlatego przedstawienie różnic w odległościach alternatyw od 

idealnego rozwiązania zwiększa wyjaśnialność metody rozmytego VIKOR, jak pokazano na rysunku 16, 

który jest nazywany segmentowanym diagramem odległości.  

 

 



 
 

Na tym rysunku 

• Wszystkie możliwe alternatywy otaczają idealne rozwiązanie. 

• Odległość między alternatywą a idealnym rozwiązaniem wynosi  i ma dwa odcinki: najdłuższą 

odległość  i całkowitą odległość , oznaczoną odpowiednio czerwoną i 

niebieską linią. 

Na przykład na rysunku 16  Alternatywa 2 jest najlepszym wyborem, ponieważ jest najbliższa 

idealnemu rozwiązaniu. Dodatkowo, zaletą Alternatywy 2 nad pozostałymi alternatywami jest jej 

całkowita odległość, która jest znacznie krótsza niż w przypadku pozostałych. 

Ocena skuteczności zastosowań XAI 

w podejmowaniu decyzji w sektorze produkcyjnym Aby technika lub narzędzie XAI były skuteczne w 

podejmowaniu decyzji w sektorze produkcyjnym, muszą być spełnione następujące warunki: 

• Jest łatwe do zrozumienia. 

• Jest łatwe w komunikacji. 

• Potrafi wyjaśnić proces wnioskowania. 

• Nie jest wymagana żadna wiedza wstępna. 

• Może zapewnić intuicyjny związek między atrybutami alternatywy a ogólną wydajnością. 

• Ułatwia wizualne porównanie czynników, alternatyw i/lub decydentów. 

• Potrafi precyzyjnie określić priorytety czynników na podstawie wyników porównania parami poprzez 

minimalizację sumy odchyleń kwadratowych (SSD): 

 

 

Zastosowania XAI do sekwencjonowania i harmonogramowania zadań w produkcji 

Streszczenie Tu omówiono nowy obszar zastosowań XAI w produkcji — sekwencjonowanie i 

harmonogramowanie zadań. Najpierw podzielono sekwencjonowanie i harmonogramowanie zadań na 

kilka etapów, a następnie omówiono technologie sztucznej inteligencji (AI) mające zastosowanie w 

niektórych z tych etapów. Warto zauważyć, że wiele zastosowań AI koncentruje się na 

przygotowywaniu danych wejściowych wymaganych do harmonogramowania zadań, a nie na samym 

procesie harmonogramowania zadań, co jest charakterystyczną cechą tej dziedziny. Niemniej jednak 

wiele technik AI zostało już wyjaśnionych w innych dziedzinach lub domenach. Wyjaśnienia te mogą 

stanowić punkt odniesienia dla wyjaśnienia zastosowania AI w sekwencjonowaniu i 

harmonogramowaniu zadań. Dlatego też omówiono niektóre ogólne techniki i narzędzia XAI do 

sekwencjonowania i harmonogramowania zadań, w tym: klasyfikację problemów 

harmonogramowania zadań; dostosowywanie reguł harmonogramowania; opis tekstowy, pseudokod; 

drzewa decyzyjne i schematy blokowe. Co więcej, problemy sekwencjonowania i harmonogramowania 

zadań są często formułowane jako modele programowania matematycznego (optymalizacji), które 

należy zoptymalizować. Technologie sztucznej inteligencji (AI) mogą być stosowane w celu znalezienia 



 
 

najlepszego rozwiązania dla danego modelu. Zastosowania algorytmu genetycznego (GA) są 

szczególnie interesujące, ponieważ są one najczęściej spotykane w harmonogramowaniu zadań. Co 

więcej, techniki i narzędzia XAI do wyjaśniania GA można łatwo rozszerzyć na inne ewolucyjne 

zastosowania AI, takie jak sztuczna kolonia pszczół (ABC), optymalizacja kolonii mrówek (ACO) i 

optymalizacja roju cząstek (PSO) w harmonogramowaniu zadań. Zastosowalne techniki i narzędzia XAI 

obejmują schematy blokowe, opisy tekstowe, mapy chromosomów, dynamiczne wykresy liniowe i 

wykresy słupkowe z linią bazową. Wprowadzono również kilka nowych technik i narzędzi XAI do 

interpretacji GA: interpretację opartą na drzewie decyzyjnym oraz dynamiczne diagramy przejść i 

wkładów. 

Słowa kluczowe: XAI · Sekwencjonowanie i harmonogramowanie zadań · GA · Interpretacja oparta na 

drzewie decyzyjnym · Dynamiczne diagramy przejść i wkładów 

Sekwencjonowanie i harmonogramowanie zadań w sektorze produkcyjnym 

Niezależnie od stopnia zaawansowania systemu produkcyjnego, sekwencjonowanie i 

harmonogramowanie zadań jest podstawowym, ale krytycznym zadaniem systemu produkcyjnego. W 

sektorze produkcyjnym sekwencjonowanie i harmonogramowanie zadań to temat, który przyciągnął 

wiele zastosowań sztucznej inteligencji (AI). Technologie AI mogą być wykorzystywane do budowy 

systemu harmonogramowania zadań lub przygotowywania danych wejściowych wymaganych przez 

system harmonogramowania zadań. Ponadto harmonogramowanie zadań jest zazwyczaj 

formułowane jako problem programowania matematycznego . Technologie AI są następnie stosowane 

w celu znalezienia optymalnego (lub prawie optymalnego) rozwiązania problemu . Ponadto, sztuczne 

sieci neuronowe (ANN), algorytmy genetyczne (GA), optymalizacja roju cząstek (PSO), sztuczna kolonia 

pszczół (ABC), optymalizacja kolonii mrówek (ACO), wyszukiwanie harmonii i inne technologie AI mogą 

być stosowane do analizy wyników harmonogramowania w celu dostosowania/optymalizacji reguł 

harmonogramowania . Jednak wiele osób związanych z tym zadaniem nie posiada podstawowej 

wiedzy na temat technologii AI, co utrudnia im zrozumienie, komunikację i akceptację ich zastosowania 

[9]. Jednocześnie proponowane są metody harmonogramowania zadań wykorzystujące bardziej 

zaawansowane technologie AI. W rezultacie istnieje luka między badaniami a praktyką. Pojawienie się 

wyjaśnialnej sztucznej inteligencji (XAI) obiecuje wypełnić tę lukę . Jednakże, 

• Plan harmonogramowania generowany przez aplikację AI jest łatwy do zweryfikowania w 

porównaniu z obecną praktyką, co zmniejsza potrzebę wyjaśniania procesu wnioskowania aplikacji AI. 

• Plan harmonogramowania obejmuje operacje wielu zadań na wielu maszynach i trudno jest wyjaśnić 

wynik harmonogramowania operacji (lub zadania) lokalnie. 

• W przeszłości przeprowadzono niewiele badań na ten temat. Większość istniejących metod XAI 

koncentruje się na rozpoznawaniu wzorców, analizie defektów  oraz estymacji i predykcji . 

• Zastosowania XAI są bardziej powszechne w innych dziedzinach niż produkcja: W dziedzinach takich 

jak medycyna, usługi i bankowość, wyniki zastosowań AI wpływają na interakcje człowiek–maszyna i 

dlatego wymagają lepszego wyjaśnienia . Z kolei w produkcji wyniki zastosowań AI są powiązane z 

zadaniami lub maszynami i mogą być wykorzystywane bezpośrednio . Z tych powodów niniejsza sekcja 

ma na celu omówienie zastosowania XAI do sekwencjonowania i harmonogramowania zadań w 

systemach produkcyjnych. 

Zastosowania sztucznej inteligencji w sekwencjonowaniu i harmonogramowaniu zadań 



 
 

Sekwencjonowanie i harmonogramowanie zadań w systemie produkcyjnym to proces iteracyjny, który 

obejmuje następujące kroki , a technologie sztucznej inteligencji można zastosować do kilku z tych 

kroków, jak pokazano na rysunku: 

 

Krok 1. Wybór miar wydajności: Typowe miary wydajności sekwencjonowania zadań obejmują 

makespan (Cmax), maksymalne opóźnienie (Lmax), całkowity czas ukończenia (ΣCj ), całkowity ważony 

czas ukończenia (ΣwjCj ), całkowite (ważone) spóźnienie (Σ(wj)Tj), (ważoną) liczbę opóźnionych zadań 

(wj)Uj , średni czas cyklu  odchylenie standardowe czasu cyklu (sC) itd.  

Krok 2. Zbierz (lub oszacuj) wymagane dane (wejściowe)  



 
 

 

: Niektóre dane wymagane do harmonogramowania zadań można wyodrębnić z planu produkcji i 

systemów informatycznych zarządzania produkcją (PROMIS) . Inne dane należy wyprowadzić, 

oszacować lub przewidzieć, do czego można zastosować technologie sztucznej inteligencji .  

Krok 3. Zbuduj (lub przebuduj) model harmonogramowania: Problemy harmonogramowania zadań są 

zazwyczaj rozwiązywane poprzez formułowanie i optymalizację modeli programowania 

matematycznego lub poprzez zastosowanie reguł harmonogramowania . 

 Krok 4. Rozwiąż problem harmonogramowania w celu wygenerowania optymalnego planu 

harmonogramowania: Technologie sztucznej inteligencji mogą być wykorzystywane do znajdowania 

optymalnych rozwiązań dla modeli programowania matematycznego, przygotowywania danych 

wejściowych dla reguł dyspozycji lub optymalizacji reguł harmonogramowania . 

Krok 5. Wdróż optymalny plan harmonogramowania. 

Krok 6. Oceń wydajność harmonogramowania. 

Krok 7. Wróć do kroku 3. 

Ogólne techniki i narzędzia XAI do sekwencjonowania i harmonogramowania zadań 

Wiele technologii AI zostało wyjaśnionych w innych domenach lub dziedzinach, jak pokazano w tabeli 

2.  

 



 
 

 

Wyjaśnienia te mogą stanowić punkt odniesienia dla wyjaśnienia zastosowania aplikacji AI w 

harmonogramowaniu zadań. Jednak aplikacje XAI do analizy obrazu i rozpoznawania wzorców są mniej 

przydatne w harmonogramowaniu zadań i dlatego nie zostały uwzględnione w tej tabeli. Ponadto 

• Istnieje wiele rodzajów technologii sztucznej inteligencji (AI) wykorzystywanych w 

harmonogramowaniu zadań, a istniejące wyjaśnienia ograniczają się do kilku technologii AI (takich jak 

ANN, głębokie uczenie lub głębokie sieci neuronowe (DNN), rozmyty analityczny proces hierarchiczny 

(FAHP), adaptacyjne neuro-rozmyte systemy wnioskowania (ANFIS), rozmyta metoda VIKOR (Vise 

Kriterijumska Optimizacija I Kompromisno Resenje), metoda k-średnich, eXtreme gradient boosting 

(XGBoost), rekurencyjna sieć neuronowa (RNN) itp.) . Zastosowania innych technologii AI (takich jak 

GA, ACO, PSO, ABC itp.) są rzadko wyjaśniane. 

• Istniejące wyjaśnienia nie obejmują wszystkich etapów harmonogramowania. 

W estymacji i predykcji, złożone zastosowania sztucznej inteligencji (AI) są symulowane/wyjaśniane za 

pomocą prostszych technik XAI, a średnia dokładność tych drugich podczas symulacji pierwszych może 

być wykorzystana do oceny skuteczności technik XAI . W harmonogramowaniu zadań istnieje tylko 



 
 

jedno optymalne rozwiązanie (tj. optymalny plan harmonogramowania) i nie można ocenić 

skuteczności techniki XAI w ten sam sposób. Alternatywnie, techniki XAI do interpretacji zastosowań 

sztucznej inteligencji w harmonogramowaniu zadań są uważane za skuteczne, jeśli spełnione są 

następujące wymagania : 

• Personel odpowiedzialny za harmonogramowanie zadań posiada wymaganą wiedzę. 

• Technika XAI może przetwarzać wielowymiarowe dane harmonogramowania. 

• Technika XAI jest wygodna do porównywania wydajności różnych metod harmonogramowania. 

• Formaty wyjaśnień są spójne w różnych aplikacjach. 

• Technika XAI jest łatwa w komunikacji. 

• Technika XAI jest prosta i łatwa do zrozumienia. 

• Technika XAI umożliwia wizualizację/porównywanie wykonalnych rozwiązań. 

• Technika XAI umożliwia wizualizację/śledzenie procesu ewolucji. 

Odwołanie się do taksonomii problemów harmonogramowania zadań 

Odwołanie problemu harmonogramowania zadań do taksonomii problemów harmonogramowania 

zadań to pierwszy sposób na zrozumienie, dlaczego istniejące reguły harmonogramowania działają 

dobrze (lub źle). Problem harmonogramowania zadań można opisać za pomocą notacji trójpolowej 

α/β/γ, gdzie 

• α: stan maszyny; 

• β: charakterystyka zadania; 

• γ: wydajność harmonogramowania (zwykle minimalizowana). 

Dlatego w przypadku problemu harmonogramowania zadań, problem harmonogramowania zadań 

należy sklasyfikować w pierwszej kolejności. Po określeniu typu problemu harmonogramowania zadań 

(tj. określeniu wartości α, β i γ): 

• Można zastosować istniejące metody harmonogramowania odpowiednie dla tego typu problemu. 

• Harmonogramista może opracować bardziej odpowiednią i skuteczną metodę harmonogramowania 

w oparciu o te podstawowe metody. 

Innymi słowy, wyjaśniając nową metodę harmonogramowania, warto odwołać się do taksonomii 

problemów harmonogramowania zadań i porównać nową metodę harmonogramowania z istniejącymi 

metodami harmonogramowania dla tego typu problemów harmonogramowania zadań. 

Dostosowywanie reguły dyspozytorskiej 

Reguły dyspozytorskie (harmonogramowania) są prawdopodobnie najszerzej stosowanymi metodami 

sekwencjonowania i harmonogramowania zadań. Tabela 3 podsumowuje niektóre typowe reguły 

dyspozytorskie.  



 
 

 

Reguły dyspozytorskie w postaci regresji liniowej, wielomianów lub prostych funkcji odwrotnych są 

łatwe do zrozumienia, więc zasadniczo nie wymagają dalszych wyjaśnień. Jednak niektóre reguły 

dyspozytorskie opierają się na parametrach, które należy przewidzieć/oszacować, takich jak wartość 

RCT j w FSVCT. W tym przypadku wyjaśnienie koncentruje się na sposobie przewidywania/oszacowania 

tych parametrów. W przypadku zastosowania sieci neuronowych (ANN) lub głębokiego uczenia się, 

można zastosować techniki XAI przedstawione w rozdziale 2. Naukowcy stale starają się proponować 

nowe reguły dyspozytorskie dla różnych problemów harmonogramowania, ponieważ są one łatwe do 

zrozumienia, przekazania i zastosowania. Na przykład, aby jednocześnie zoptymalizować dwie miary 

wydajności harmonogramowania (średni czas cyklu i zmienność), Chen proponuje nową regułę 

harmonogramowania, która łączy regułę FSVCT i regułę FSMCT jako 

 

gdzie SKj (FSMCT) i SKj (FSVCT) są wartościami zapasowymi zadania j, jak zdefiniowano w tabeli 3; α ∈ 

[0, 1]. Idea projektowa nowej reguły dyspozytorskiej jest taka, że „gdy jedna miara jest silniejsza, druga 

staje się słabsza”. Innym sposobem na zaproponowanie nowych reguł harmonogramowania jest 

wykorzystanie analizy dużych zbiorów danych do dostosowania istniejących reguł 

harmonogramowania dla docelowego systemu produkcyjnego. Na przykład Chen  dostosował reguły 

FSVCT do konkretnych fabryk płytek. Najpierw zaproponował nieliniową regułę FSVCT jako 



 
 

 

gdzie N() jest funkcją normalizacyjną;  

Zasadę FSVCT można zapisać w następujący sposób: 

 

Te dwa wzory można uogólnić jako: 

(Uogólniona reguła FSVCT) 

 

gdzie ξ i ζ są dodatnimi liczbami rzeczywistymi spełniającymi następujące ograniczenia: 

• ξ = 0 ↔ ζ = 0 

• ξ = 1 ↔ ζ = 1 

Istnieje wiele możliwych modeli wyboru wartości ξ i ζ w równaniu (4.4). 

Na przykład, 

• Model liniowy: ξ = ζ 

• Model nieliniowy: ξ = ζk, k ≥ 0 

• Model logarytmiczny: ξ = ln (1 + ζ ) / ln 2. 



 
 

Uogólnioną regułę FSVCT można dostosować do konkretnej fabryki płytek krzemowych, wybierając 

odpowiednie wartości ξ i ζ za pomocą analizy dużych zbiorów danych. 

Przykład 1. Znaleziona zostanie najbardziej odpowiednia uogólniona reguła FSVCT, która zoptymalizuje 

wydajność harmonogramowania zadań w fabryce w odniesieniu do odchylenia standardowego czasu 

cyklu (σCT j ). W tym celu wygenerowano 50 kombinacji ξ i ζ zgodnie z modelem logarytmicznym. 

Następnie, symulacja produkcji została wykorzystana do oceny efektów tych kombinacji. Wyniki 

podsumowano w tabeli 4 . 

 

Następnie zbudowano sieć neuronową z sprzężeniem zwrotnym (FNN) w celu tworzenia prognoz na 

podstawie wartości ξ i ζ. Wymagany kod MATLAB przedstawiono na rysunku 2.  

 

Przewidywane wyniki przedstawiono na rysunku 3. 

 

Aby wyznaczyć optymalne wartości obu parametrów, zakres ζ podzielono na 1000 równych 

przedziałów. Wartość ξ została wyprowadzona z modelu logarytmicznego. Do wytrenowanej sieci FNN 

wprowadzono 1000 kombinacji w celu estymacji. Wybrano kombinację dającą najmniejszą wartość 

σCTj: 

 

Mianowicie najbardziej odpowiednią uogólnioną regułą FSVCT dla fabryki jest 



 
 

 

Metoda powierzchni odpowiedzi nie nadaje się do analizy wpływu tych dwóch parametrów na σCT j, 

ponieważ wartość ξ zależy od wartości ζ. Natomiast wpływ wartości ζ na σCT j przedstawiono na 

rysunku 4. 

 

Opis tekstowy, pseudokod 

We wszystkich badaniach nad harmonogramowaniem zadań wykorzystuje się technikę opisu 

tekstowego [6] do wyjaśnienia idei stojących za metodami harmonogramowania. W porównaniu z 

formułami pełnymi symboli matematycznych z poprzedniej sekcji, opisy tekstowe są oczywiście 

łatwiejsze do zrozumienia i przekazania. Poniżej przedstawiono przykład metody dynamicznego 

wykrywania wąskich gardeł (DBD) zaproponowanej przez Zhang i innych. W DBD do sekwencjonowania 

zadań przed stanowiskami roboczymi, które nie są wąskimi gardłami, i tymi, które są wąskimi gardłami, 

stosuje się różne heurystyki. Najpierw zadania są dzielone na cztery kategorie. Następnie zadania w 

tych kategoriach są sekwencjonowane przy użyciu różnych reguł przydzielania zadań : 

(1) Kategoria pierwszego priorytetu: CR jest używane do sekwencjonowania zadań w tej kategorii w 

pierwszej kolejności. Następnie stosuje się FIFO, aby wyeliminować ewentualne remisy (tj. zadania z 

tymi samymi CR). 

(2) Kategoria drugiego priorytetu: Najkrótszy czas przetwarzania do następnego wąskiego gardła 

(SPNB) jest stosowany do sekwencyjnych zadań w tej kategorii. CR i FIFO są używane kolejno do 

rozstrzygania ewentualnych remisów. 

(3) Kategoria trzeciego priorytetu: Ta kategoria stosuje kolejno SPT, CR i FIFO. 

(4) Kategoria czwartego priorytetu: W tej kategorii używane są CR i FIFO. 

Pseudokod jest podobny do opisów tekstowych, w których te same idee są prezentowane 

nieformalnie, półpotocznie, za pomocą języka programowania. Dla programistów systemów 

pseudokod ułatwia kodowanie metody harmonogramowania. Jednak dla innych interesariuszy 

pseudokod może być trudny do zrozumienia. Rysunek 5 przedstawia przykład pseudokodu FIFO. 



 
 

 

Drzewo decyzyjne, schemat blokowy 

Niektóre reguły dyspozytorskie są złożone, ponieważ zawierają wiele prostych reguł dyspozytorskich. 

Na przykład reguła STNV składa się z dwóch prostych reguł: jedna wybiera zadanie o najkrótszym czasie 

przetwarzania do następnej wizyty; druga to „pierwsze weszło, pierwsze wyszło”. Te proste reguły 

dyspozytorskie są stosowane sekwencyjnie, w zależności od spełnienia różnych warunków, co można 

lepiej wyjaśnić za pomocą drzewa decyzyjnego (rysunek 6). 

 

Drugim przykładem jest DBD, które składa się z maksymalnie trzech prostych reguł dyspozytorskich na 

kategorię zadań . Drzewo decyzyjne zostało również zbudowane w celu wyjaśnienia mechanizmu 

sekwencjonowania DBD na rysunek 7. 

 

W wielu badaniach nad harmonogramowaniem, schematy blokowe są rysowane w celu wyjaśnienia 

procesu implementacji/rozumowania metod harmonogramowania. Drzewo decyzyjne to specjalny 

schemat blokowy z wieloma osądami warunkowymi. Rysunek 8 to schemat blokowy wyjaśniający 

STNV. 



 
 

 

Techniki i narzędzia XAI do zastosowań algorytmów genetycznych 

Sekwencjonowanie i harmonogramowanie zadań nie jest trudne. Harmonogramista może dowolnie 

określić kolejność zadań, a następnie zaplanować ich czas rozpoczęcia i zakończenia, tak jak ma to 

miejsce w wielu tradycyjnych systemach produkcyjnych. Jednak generowanie planów 

harmonogramowania optymalizujących określone kryteria jest trudnym zadaniem. Z tego powodu 

problemy sekwencjonowania i harmonogramowania zadań są często formułowane jako modele 

programowania matematycznego (optymalizacji), które należy zoptymalizować. Technologie sztucznej 

inteligencji (AI) można stosować w celu znalezienia optymalnych rozwiązań dla tych modeli  

Zastosowania algorytmów genetycznych (GA) są szczególnie interesujące, ponieważ są one najczęściej 

spotykane w harmonogramowaniu zadań [42]. Co więcej, techniki i narzędzia XAI do wyjaśniania 

algorytmów genetycznych (GA) można łatwo rozszerzyć, aby uwzględnić inne ewolucyjne 

zastosowania sztucznej inteligencji, takie jak ACO, PSO i ABC w harmonogramowaniu zadań. 

Schemat blokowy, opis tekstowy 

GA pomaga wyjaśnić proces rozwiązywania złożonych problemów sekwencjonowania i 

harmonogramowania zadań, opisując, jak ulepszyć wykonalne rozwiązanie . Innymi słowy, GA opisuje 

ewolucję wykonalnych rozwiązań do optymalnych rozwiązań dla matematycznych problemów 

programowania sekwencjonowania i harmonogramowania zadań [44]. GA są szeroko stosowane w 

harmonogramowaniu zadań. Rysunek 9 przedstawia schemat blokowy ilustrujący proces wdrażania 

GA. 



 
 

 

 

Inne ogólne techniki XAI zostały zastosowane do wyjaśnienia zastosowań GA w harmonogramowaniu 

zadań. Na przykład system harmonogramowania (metoda) zawierający aplikację GA można zilustrować 

za pomocą diagramu architektury systemu . Ponadto opisy tekstowe służą do wyjaśnienia mechanizmu 

wnioskowania GA , który jest obsługiwany przez pseudokod  

Diagram chromosomowy  

Diagramy chromosomowe (lub grafy) to specjalne narzędzia XAI służące do zilustrowania kodowania 

chromosomowego (tj. reprezentacji permutacji), krzyżowań i mutacji , w których rozwiązania 

problemu sekwencjonowania i harmonogramowania zadań są przedstawiane jako ciągi bitów zwane 

chromosomami (lub osobnikami), a następnie ewoluowane. Rysunek 10 przedstawia przykład 

sekwencji przetwarzania pięciu zadań w celu zminimalizowania rozpiętości czasowej Cmax.  

 

W tym przykładzie sekwencja zadań przetwarzania to: zadanie nr 1 → zadanie nr 3 → zadanie nr 5 → 

zadanie nr 2 → zadanie nr 4, co stanowi wykonalne rozwiązanie problemu harmonogramowania. 

Różne problemy harmonogramowania zadań wymagają różnych kodowań, a niektóre mogą być 

złożone. 



 
 

Przykład 2 Przypadek omówiony przez Pezzella i innych jest używany jako przykład, w którym 

zaplanowano operacje trzech zadań na czterech maszynach. System produkcyjny to elastyczny 

warsztat, w którym liczba operacji dla różnych zadań nie jest równa. Różne zadania na tej samej 

maszynie mają również różne czasy przetwarzania. Ponadto każda operacja może być wykonywana na 

różnych maszynach z nierównymi czasami przetwarzania. Wykazano, że optymalizacja rozpiętości 

czasowej takich systemów produkcyjnych jest problemem NP-trudnym [51]. Teoretycznie liczba 

możliwych permutacji dla tego problemu wynosi maksymalnie 43+3+2 · 8! = 2,64 × 109. Z tego powodu 

AG jest stosowane, aby pomóc rozwiązać problem harmonogramowania zadań. Każdy chromosom (tj. 

permutacja zadania lub rozwiązanie wykonalne) jest reprezentowany jako ciąg tablicowy, jak pokazano 

na rysunku 11 

 

, gdzie tablica (a, b, c) wskazuje, że b-ta operacja zadania a jest wykonywana na maszynie c. Na 

przykład, tablica skrajnie po prawej (2, 3, 4) oznacza, że trzecia operacja zadania nr 2 jest wykonywana 

na maszynie nr 4. Na początku tworzona jest populacja początkowa składająca się z s osobników, zwana 

pierwszym pokoleniem, jak pokazano na rysunku 12.  

 

Oceniana jest również sprawność (wydajność harmonogramowania) każdego osobnika. Osobniki 

(rodzice) o lepszej sprawności są wybierane w celu wygenerowania swojego potomstwa. Inne metody 

selekcji obejmują selekcję losową i selekcję turniejową. Osobniki są krzyżowane i mutowane w celu 

stworzenia następnego pokolenia, jak pokazano na rysunku 13.  

 

Punkt krzyżowania „X” jest wybierany losowo. Zadania dwojga rodziców następujących po punkcie 

krzyżowania są zamieniane z danym prawdopodobieństwem. Może to jednak spowodować, że to samo 



 
 

zadanie pojawi się dwa razy, co jest następnie rozwiązywane przez losowe zastąpienie zadania nie 

występującym. Ponadto zadania, które mają zostać zmutowane, są wybierane losowo i te zadania mają 

pewną szansę na zamianę swoich pozycji. 

Dynamiczny wykres liniowy, wykres słupkowy z linią bazową 

W trakcie ewolucji dynamiczny wykres liniowy może być używany do śledzenia zbieżności wydajności 

harmonogramowania [50] (rysunek 14) 

 

 

, gdzie monitorowane są najlepsze i średnie wyniki każdej generacji. Po optymalizacji można sporządzić 

wykres słupkowy z linią bazową, aby porównać wydajność harmonogramowania z wykorzystaniem 

algorytmu genetycznego z innymi metodami harmonogramowania (rysunek 15). 

 

Istniejące techniki XAI wyjaśniające zastosowanie algorytmu genetycznego w harmonogramowaniu 

zadań napotykają następujące problemy: 

• W zastosowaniu algorytmu genetycznego do harmonogramowania zadań, dane wejściowe 

algorytmu genetycznego są zazwyczaj rozwiązaniami wykonalnymi, a nie atrybutami zadań, a dane 

wyjściowe to rozwiązanie optymalne . Nie ma jednak bezpośredniego związku między rozwiązaniami 

wykonalnymi a optymalnymi, tj. nie ma intuicyjnego rozumowania z precedensu  ponieważ jeśli 

początkowe rozwiązania wykonalne są różne, rozwiązanie optymalne pozostaje takie samo. W związku 

z tym popularne metody dopasowywania relacji wejście–wyjście, takie jak drzewa decyzyjne , drzewa 

klasyfikacyjne i regresyjne (CART) , algorytmy RF , reguły (lub systemy) wnioskowania rozmytego, 

algorytm SHAP , lokalne interpretowalne wyjaśnienie niezależne od modelu (LIME)  itd., nie nadają się 

do wyjaśnienia zastosowania algorytmu genetycznego w harmonogramowaniu zadań. 



 
 

• Ponadto większość popularnych metod dopasowywania relacji wejście–wyjście ma trudności z 

obsługą dużej liczby danych wejściowych , podczas gdy algorytm genetyczny ma wiele danych 

wejściowych (tj. rozwiązań dopuszczalnych) . 

• Co więcej, w poprzednich badaniach mapy chromosomów były zazwyczaj wykorzystywane do analizy 

ewolucji rozwiązań dopuszczalnych. Nie zwizualizowano jeszcze, w jaki sposób te zmiany prowadzą do 

optymalnego rozwiązania. 

Inne techniki i narzędzia XAI do wyjaśniania algorytmów genetycznych 

Interpretacja oparta na drzewie decyzyjnym 

Interesujące jest wyjaśnienie operacji w algorytmie genetycznym poprzez zastosowanie innych technik 

XAI, takich jak drzewa decyzyjne. Jest to znacząca próba, ponieważ drzewa decyzyjne były 

wykorzystywane do wyjaśniania zastosowania sztucznej inteligencji (AI) w innych typach problemów, 

takich jak estymacja, predykcja i rozpoznawanie wzorców. W algorytmie genetycznym mechanizm 

selekcji można wyjaśnić za pomocą drzewa decyzyjnego, jak pokazano na rysunku 16.  

 

Cmax,q to zakres dopasowania (lub dopasowanie) związany z chromosomem q; q = 1–Q. Zbiór 

chromosomów kandydujących to {xs}; podsumowanie wyników selekcji to {xp}. i to indeks genu. Drzewa 

decyzyjne są wysoce interpretowalną techniką XAI i dlatego są stosowane. Inne mechanizmy selekcji 

można wyjaśnić w podobny sposób. 

Operację krzyżowania przedstawioną na rysunku13 można również interpretować w kategoriach 

drzew decyzyjnych, jak pokazano na rysunku 17: 



 
 

 

• p i p′ to dwa chromosomy rodzicielskie, które mają zostać poddane krzyżowaniu, a o i o′ reprezentują 

dwa chromosomy potomne. 

• xo oznacza oth chromosom potomny. 

W tym przykładzie dla większości genów wymagany jest tylko jeden poziom drzewa decyzyjnego. 

Drzewa decyzyjne dla innych genów mają więcej poziomów. Inne mechanizmy krzyżowania można 

wyjaśnić w podobny sposób. Następnie operację mutacji na rysunku 13 wyjaśniono za pomocą innego 

drzewa decyzyjnego, jak pokazano na rysunku 18 

 

, w którym geny w pozycjach k i l są zamienione. Inne mechanizmy mutacji można wyjaśnić w podobny 

sposób. 

Te dwa diagramy można połączyć, aby wyjaśnić cały proces generowania chromosomów potomnych. 

Przykład znajduje się na rysunku 19. 



 
 

 

Dynamiczny diagram przejścia i wkładu 

Ponadto, aby zwizualizować, jak zmiana rozwiązań dopuszczalnych prowadzi do rozwiązania 

optymalnego, w niniejszym rozdziale zapożyczono koncepcję diagramów radaru rozrzutu  i 

zaproponowano dynamiczne diagramy przejścia i wkładu. Na dynamicznym diagramie przejścia i 

wkładu 

• Dane wszystkich rozwiązań dopuszczalnych (tj. chromosomów) każdej populacji oraz rozwiązanie 

optymalne są przedstawione w postaci diagramów radarowych. 

• Rozwiązanie optymalne jest umieszczone w centrum. 

• Jeśli populacja zawiera wiele rozwiązań dopuszczalnych, wokół rozwiązania optymalnego zostaną 

uwolnione tylko rozwiązania dopuszczalne bliższe rozwiązaniu optymalnemu. 

• Strzałki kierunkowe łączą każde rozwiązanie dopuszczalne z rozwiązaniem optymalnym. 

• Im grubsza strzałka, tym rozwiązanie dopuszczalne jest bliższe rozwiązaniu optymalnemu. 

Innymi słowy, rozwiązanie dopuszczalne wnosi większy wkład do rozwiązania optymalnego. 

Dynamiczny diagram przejścia i wkładu na końcu procesu ewolucyjnego pokazano na rysunku 20.  

 



 
 

 

Zgodnie z rysunkiem 20, 

• Optymalnym rozwiązaniem jest zadanie nr 5 → zadanie nr 2 → zadanie nr 7 → zadanie nr 1 → zadanie 

nr 4 → zadanie nr 3 → zadanie nr 6. 

• Pokazano pięć najwyższych chromosomów każdego pokolenia. 


