
AUTOMATYCZNE PROGRAMOWANIE KOMPUTERÓW KWANTOWYCH 

Podejście oparte na programowaniu genetycznym 

MOC KOMPUTERÓW KWANTOWYCH 

Ta sekcja stanowi krótkie, nietechniczne wprowadzenie do informatyki kwantowej i omawia zarówno 

potencjalną moc, jak i enigmatyczną naturę komputerów kwantowych. Przedstawia również 

argumenty za zastosowaniem technologii automatycznego programowania do rozwiązywania 

problemów w informatyce kwantowej, argumentując, że technologie te mogą odegrać wyjątkową i 

ważną rolę w przyszłości tej rozwijającej się dziedziny.  

1. Czym jest informatyka kwantowa? 

Jakie zasady fizyczne rządzą procesami obliczeniowymi? Fizycy badający to zagadnienie dokonali 

ostatnio szeregu niezwykłych odkryć. Odkrycia te sugerują, że możliwe jest zbudowanie komputerów 

kwantowych – to znaczy komputerów wykorzystujących pewne zjawiska mechaniki kwantowej – które 

będą, w fundamentalnym sensie, bardziej wydajne niż jakiekolwiek inne komputery zaprojektowane 

wcześniej. Co więcej, mogą być one wydajniejsze niż jakiekolwiek inne komputery, jakie wcześniej 

wyobrażano, w tym sensie, że będą podlegać nowym i bardziej liberalnym prawom złożoności 

obliczeniowej. Terminu „obliczenia kwantowe” używamy do opisania procesów obliczeniowych, 

których skuteczność opiera się na specyficznych właściwościach kwantowo-mechanicznych sprzętu 

przetwarzającego informacje. Oczywiście wszelkie obliczenia w pewnym sensie opierają się na 

mechanice kwantowej, ponieważ mechanika kwantowa jest obecnie naszą najlepszą teorią opisującą 

wszystkie procesy fizyczne. Jak wyjaśnił Rolf Landauer , „informacja jest nieuchronnie fizyczna”, co 

oznacza między innymi, że prawa fizyki (a w szczególności prawa mechaniki kwantowej) leżą u podstaw 

wszelkiego przetwarzania informacji. Jednak w chwili pisania tego tekstu większość procesów 

przetwarzania informacji można zrozumieć, posługując się wyłącznie fizyką klasyczną i klasyczną teorią 

informacji, a specyficzne właściwości kwantowo-mechaniczne sprzętu można pominąć. Obliczenia 

kwantowe to obliczenia, w których specyficzne właściwości kwantowo-mechaniczne mają ogromne 

znaczenie, zazwyczaj dlatego, że są wykorzystywane do wykonywania czynności niedozwolonych przez 

teorie klasyczne. Komputery, które można zrozumieć w kategoriach teorii klasycznych, nazywamy 

komputerami klasycznymi, a komputery, które można zrozumieć jedynie w kategoriach mechaniki 

kwantowej, komputerami kwantowymi. Dlaczego interesuje nas informatyka kwantowa? Jednym z 

powodów jest to, że rozmiar elementów obliczeniowych stale maleje wykładniczo (zgodnie z prawem 

Moore'a), w wyniku czego w ciągu najbliższej dekady będziemy przechowywać bity na urządzeniach o 

rozmiarach zbliżonych do atomów. Przy takich rozmiarach dominują efekty mechaniki kwantowej i 

będziemy zajmować się informatyką kwantową, niezależnie od tego, czy będziemy tego chcieli, czy nie! 

Jednak większość entuzjazmu wokół informatyki kwantowej wynika nie z jej nieuchronności, lecz z 

odkrycia, że komputery kwantowe potrafią robić rzeczy wykraczające poza możliwości komputerów 

klasycznych. Co potrafią komputery kwantowe, czego komputery klasyczne nie potrafią? To pytanie 

jest wciąż w dużej mierze otwarte i jest przedmiotem aktywnych badań. W istocie, głównym celem tej 

książki jest dostarczenie nowych narzędzi do eksploracji tego zagadnienia. Wiemy już jednak, że 

komputery kwantowe mogą przewyższać komputery klasyczne pod kilkoma konkretnymi względami. 

W chwili pisania tego tekstu najbardziej spektakularną znaną zaletą komputerów kwantowych w 

porównaniu z komputerami klasycznymi jest przewaga w zakresie złożoności, wykazana przez algorytm 

Petera Shora służący do rozkładu dużych liczb na czynniki pierwsze , co stanowi problem mający 

praktyczne zastosowania w kryptografii i prawdopodobnie w innych dziedzinach. Chociaż klasyczna 

złożoność obliczeniowa rozkładu na czynniki nie jest znana z całą pewnością, najbardziej znane 

klasyczne algorytmy rozkładu na czynniki wymagają czasu proporcjonalnego do 2n1/3log(n)2/3, gdzie n jest 



liczbą cyfr w liczbie podlegającej rozkładowi. Natomiast algorytm kwantowy Shora wymaga czasu 

proporcjonalnego tylko do n2log(n)loglog(n). Jest to oszczędność wykładnicza, zakładając, że znane 

klasyczne algorytmy rozkładu na czynniki są bliskie optymalnemu (co nie jest wiadome, ale wielu 

podejrzewa, że tak jest). Pobieżne obliczenia mogą dać nam pojęcie o tym, jak spektakularna jest ta 

poprawa. Załóżmy, że chcemy rozłożyć na czynniki liczbę 5000 cyfr. Jeśli założymy zgrubnie (ale 

konsekwentnie), że funkcje złożoności w poprzednim akapicie są dokładne, że wszystkie logarytmy 

mają podstawę 2 i że możemy wykonać jedną instrukcję na nanosekundę, to oczekiwalibyśmy 

najlepszego Znane algorytmy klasyczne wymagają około 80 miliardów lat. To wielokrotnie więcej niż 

obecny wiek wszechświata. Natomiast przy tych samych założeniach algorytm faktoryzacji kwantowej 

Shora wymagałby mniej niż dwóch sekund!  Oczywiście ignorujemy wiele czynników, których nie 

można pominąć w tych oszacowaniach, takich jak stałe w funkcjach złożoności oraz możliwość, że 

sprzęt kwantowy i klasyczny będzie obsługiwał różne częstotliwości taktowania. Zatem dokładne liczby 

w tych oszacowaniach mogą być dość odległe. Jednak dramatyczny charakter wykładniczego 

przyspieszenia jest niezależny od tych czynników. Bardziej umiarkowaną, ale jednocześnie pewniejszą 

przewagę komputerów kwantowych nad klasycznymi odkrył Lov Grover. Kwantowy algorytm 

wyszukiwania Grovera  osiąga kwadratowy wzrost przyspieszenia w porównaniu z najlepszymi 

algorytmami klasycznymi w znajdowaniu pojedynczego „oznaczonego” elementu w bazie danych. 

Algorytm klasyczny musi przetestować średnio połowę z n elementów w bazie danych, podczas gdy 

algorytm kwantowy może znaleźć element po wykonaniu zaledwie około √n zapytań. Jest to mniej 

spektakularne niż pozorne wykładnicze oszczędności algorytmu Shora, ale przewaga złożoności 

kwantowej jest niekwestionowana, algorytm ma szerokie zastosowanie, a oszczędności mogą być 

znaczne w praktyce.  Czy komputery kwantowe mogą przyspieszyć inne rodzaje obliczeń? Opracowano 

kilka wariantów algorytmów Shora i Grovera dla pokrewnych problemów, a także odkryto kilka innych, 

jakościowo odmiennych algorytmów. Dla niektórych typów problemów uzyskaliśmy również, poprzez 

analizę matematyczną, określone ograniczenia możliwych przyspieszeń. Jednak ogólnie rzecz biorąc, 

nasza obecna wiedza jest fragmentaryczna; wiemy stosunkowo niewiele o tym, jakie rodzaje obliczeń 

można przyspieszyć i o ile, dzięki zastosowaniu sprzętu kwantowego. Te luki w naszej wiedzy stanowią 

jedną z motywacji do rozwoju technologii, które mogą automatycznie odkrywać nowe algorytmy 

kwantowe. Technologia obliczeń kwantowych może również zapewniać inne rodzaje korzyści, 

jakościowo odmienne od tych wynikających z zalet w zakresie złożoności obliczeniowej, których 

przykładem są algorytm Shora i algorytm Grovera. Na przykład, stany kwantowe są w pewnym sensie 

„odporne na manipulację”, a tę właściwość można wykorzystać do zapewnienia bezpiecznych kanałów 

komunikacyjnych, w których podsłuch jest teoretycznie niemożliwy. Niektóre schematy takich kanałów 

wymagają stosunkowo niewielkich nakładów w zakresie inżynierii sprzętowej kwantowej, a produkty 

kwantowej technologii informacyjnej do bezpiecznej komunikacji są już dostępne komercyjnie. Inne 

możliwe technologie mogą wynikać z wykorzystania zjawisk takich jak kwantowe kodowanie 

supergęste, teleportacja kwantowa czy kwantowa korekcja błędów, umożliwiając przenoszenie i/lub 

rekonstrukcję informacji w nowatorski sposób. Chociaż te zastosowania i potencjalne zastosowania 

wydają się znacznie różnić od „przyspieszeń” zapewnianych przez algorytmy Shora i Grovera, wszystkie 

te przewidywane zastosowania wynikają z odkrycia algorytmów i protokołów kwantowych o nowych 

właściwościach. Z tego powodu mogą one również skorzystać z technologii, które mogą automatycznie 

odkrywać nowe algorytmy kwantowe. Niektórzy teoretycy przewidują jeszcze dalsze korzyści 

wynikające z przyszłego, głębszego zrozumienia mechaniki kwantowej, prawdopodobnie wynikającego 

z nowych teorii grawitacji kwantowej, które wspierają nowe formy obliczeń. Na przykład Roger Penrose 

argumentuje, że ludzka świadomość i kreatywność opierają się na efektach kwantowych 

wykraczających poza te, które mogą być dostarczane przez obecne modele obliczeń kwantowych. 

Niezależnie od siły tych argumentów – które wydają się autorowi opierać na błędach dotyczących 

natury ludzkiego poznania – wydaje się rozsądne oczekiwać, że takie egzotyczne formy obliczeń 



kwantowych, o ile w ogóle istnieją, będą stanowić wyzwanie dla projektantów algorytmów, co 

najmniej tak duże, jak te stawiane przez „zwykłe” obliczenia kwantowe. Zwiększyłoby to dodatkowo 

użyteczność technologii automatycznie odkrywających nowe algorytmy kwantowe. Dostępnych jest 

kilka ogólnych wprowadzeń do obliczeń kwantowych. Należą do nich, wymienione mniej więcej od 

najmniej do najbardziej technicznego. Internetowe notatki z wykładów Johna Preskilla również 

zawierają obszerne wprowadzenie. Niektóre podstawowe dokumenty można znaleźć w pracach 

(Feynman, 1996) i (Hey, 1999). Aktualne badania w dziedzinie informatyki kwantowej i teorii informacji 

kwantowej są publikowane w wielu czasopismach (głównie fizycznych) oraz materiałach 

konferencyjnych (takich jak Shapiro i Hirota, 2003). Wiele prac jest dostępnych w formie preprintów z 

internetowego archiwum „arXiv”. 

2. Możliwości się liczą 

Jak to możliwe, że komputery kwantowe mogą przewyższać komputery klasyczne? To znaczy, w jaki 

sposób specyficznie kwantowo-mechaniczne właściwości sprzętu do obliczeń kwantowych mogą 

zapewnić nieklasyczną moc obliczeniową? Przyjrzymy się matematycznej charakterystyce obliczeń 

kwantowych, która w pewnym sensie dostarcza najpełniejszej odpowiedzi na to pytanie. Jednak ta 

matematyczna charakterystyka niewiele pomaga w intuicji dotyczącej tego, co naprawdę się dzieje. W 

rzeczywistości trudno o takie intuicje, ponieważ lepsze od klasycznych algorytmy kwantowe 

wykorzystują „dziwne” aspekty mechaniki kwantowej, które zadziwiają niemal wszystkich od prawie 

wieku. Jak napisał Richard Feynman, omawiając elektrodynamikę kwantową: 

Nie, nie będziesz w stanie tego zrozumieć… Widzisz, studenci fizyki promieni też tego nie rozumieją. 

To dlatego, że ja tego nie rozumiem. Nikt nie rozumie… Teoria elektrodynamii kwantowej opisuje 

Naturę jako absurdalną z punktu widzenia zdrowego rozsądku. I w pełni zgadza się z eksperymentem. 

Mam więc nadzieję, że można zaakceptować Naturę taką, jaka jest — absurdalną. (Feynman, 1985) 

 

To samo można powiedzieć o niektórych z najgłębszych pytań w informatyce kwantowej: łatwo 

możemy zrozumieć, jak matematyka generuje wyniki, ale to dalekie od zrozumienia, jak lub dlaczego 

Natura podporządkowuje się konkretnej, kontrintuicyjnej matematyce. Niemniej jednak, w tej sekcji 

podjęto krótką próbę uzasadnienia przynajmniej kilku fundamentalnych intuicji dotyczących tego, jak 

to możliwe, że właściwości mechaniki kwantowej mogą zapewniać korzyści obliczeniowe. Jedna z 

perspektyw na temat źródła mocy informatyki kwantowej jest taka, że w informatyce kwantowej 

możliwości się liczą, nawet jeśli nigdy się nie zdarzą. Co więcej, w dobrze zaprojektowanych 

algorytmach kwantowych każda z wykładniczo wielu możliwości może być wykorzystana do wykonania 

części obliczeń w tym samym czasie. Na pierwszy rzut oka może się to wydawać absurdalne. W jaki 

sposób możliwości, które nigdy się nie zdarzą, mogą wpływać na wynik obliczeń? W pewnym sensie 

jest to jednak dosłownie prawdziwe i można postrzegać wiele, jeśli nie wszystkie, nowatorskie efekty 

obliczeń kwantowych jako wynikające z tego faktu. Rozważmy rozdzielacz wiązki, jak pokazano na 

rysunku1, który może być wykonany z półsrebrzonego lustra.  

 



 

 

Fotony opuszczają źródło światła po lewej stronie, trafiają w rozdzielacz wiązki w środku i albo odbijają 

się do detektora A, albo przechodzą przez detektor B. Gdy ustawimy światło na wysokie, wysyłając 

wiązkę stałą, połowa fotonów jest wykrywana w punkcie A, a połowa w punkcie B. Gdy ustawimy 

światło na bardzo niskie, tak że w układzie znajduje się tylko jeden foton na raz, każdy foton jest 

wykrywany albo w punkcie A, albo w punkcie B z 50% prawdopodobieństwem dla każdego detektora. 

Oznacza to, że dla każdego danego fotonu istnieje możliwość, że zostanie odbity i możliwość, że 

przejdzie. Mechanika kwantowa mówi nam, że nie możemy z góry wiedzieć, która możliwość faktycznie 

się wydarzy — to znaczy, że zostanie ostatecznie wykryta —; Obie możliwości są „opcjami aktywnymi” 

aż do momentu detekcji. Rozważmy teraz interferometr optyczny pokazany na rysunku 2. 

 

Jaśniejsze paski to ponownie dzielniki wiązki, ale czarne paski to zwykłe lustra. System jest precyzyjnie 

zaprojektowany tak, aby każda z czterech ścieżek w centrum interferometru miała dokładnie taką samą 

długość. Co się stanie, gdy prześlemy wiązkę fotonów przez to urządzenie? Można by naiwnie 

przewidywać, że ponownie wykrylibyśmy połowę fotonów w punkcie A i połowę w punkcie B. W końcu 

nasze doświadczenie z dzielnikiem wiązki wydaje się wskazywać, że połowa fotonów odbije się od 

pierwszego dzielnika wiązki, a połowa przejdzie przez niego. Każda z tych wiązek odbija się następnie 

z powrotem do drugiego dzielnika wiązki, gdzie, jak można by rozsądnie założyć, połowa każdej wiązki 

ponownie się odbije, a połowa przejdzie przez nią. Spośród fotonów przechodzących przez pierwszy 

rozdzielacz, te przechodzące przez drugi rozdzielacz powinny zostać wykryte w punkcie A, a te 

odbijające się od drugiego rozdzielacza powinny zostać wykryte w punkcie B. Spośród fotonów 

odbijających się od pierwszego rozdzielacza, te przechodzące przez drugi rozdzielacz powinny zostać 

wykryte w punkcie B, a te odbijające się od drugiego rozdzielacza powinny zostać wykryte w punkcie 

A. Przewidywany wynik, ogólnie rzecz biorąc, byłby zatem taki, że ponownie wykrylibyśmy połowę 

fotonów w punkcie A i połowę w punkcie B. Ale nie jest to to, co faktycznie obserwuje się podczas 

przeprowadzania eksperymentu. Zamiast tego, wszystkie fotony opuszczające źródło są wykrywane w 

punkcie B! Jak to możliwe? Być może czytelnik zdaje sobie sprawę, że światło ma aspekty falowe, a 

także cząsteczkowe — może to sugerować, że fotony przemieszczające się w różnych ramionach 

interferometru interferują ze sobą, tak jak fale w wodzie interferują ze sobą. Być może fale łączą się, 

tworząc wyższe piki w niektórych miejscach (takich jak detektor B), a znoszą się wzajemnie w innych 

(takich jak detektor A). To rozsądna próba pierwszego wyjaśnienia, ale zaczyna się ona rozpadać, gdy 

powtarzamy eksperyment z ponownie bardzo niskim natężeniem światła, tak że w całym aparacie na 

raz znajduje się tylko jeden foton. W takim przypadku nadal wykrywamy fotony tylko w punkcie B. 

Przypuszczalnie każdy foton musi podążać jedną lub drugą ścieżką, ponieważ nikt nigdy nie wykrył 

niczego takiego jak „połowa fotonu”. Co zatem mogłoby zakłócać co? Mechanika kwantowa zapewnia 

prosty sposób obliczenia faktycznie obserwowanego wyniku, chociaż interpretacja obliczeń – dlaczego 



jest to właśnie to obliczenie, a nie jakieś inne, i co to oznacza dla natury wszechświata – jest 

przedmiotem ożywionej debaty. Obliczenia opierają się na powiązaniu liczby zespolonej, zwanej 

amplitudą, z każdą możliwą ścieżką, jaką może obrać foton. Graficznie, podążając za Feynmanem , 

rysujemy strzałkę dla każdej amplitudy, jak pokazano na rysunku 3.  

 

Strzałka wychodząca ze źródła światła ma długość 1 i jest zorientowana w dowolnie wybranym 

kierunku. Każda strzałka obraca się, gdy powiązany z nią foton porusza się wzdłuż ścieżki, z prędkością 

zależną od częstotliwości fotonu. W przypadku naszego interferometru możemy zignorować te 

„podróżujące” obroty, określając, że wszystkie odcinki ścieżki mają długości będące parzystymi 

wielokrotnościami długości wymaganej do pełnego obrotu, tak aby pojedyncza strzałka mogła 

reprezentować amplitudę zarówno na początku, jak i na końcu odcinka. Po dotarciu do rozdzielacza 

wiązki dzielimy strzałkę na dwie części — w rzeczywistości każda składowa ma długość 4=, ale tutaj 

możemy to zignorować — i obracamy odbitą strzałkę o 90° w kierunku przeciwnym do ruchu 

wskazówek zegara. Nie obracamy strzałki odpowiadającej możliwości, że foton przejdzie prosto przez 

dzielnik wiązki. W zwykłych lustrach odbite strzałki są obrócone o 180°. Gdy dwie lub więcej strzałek 

spotyka się na różnych ścieżkach, „dodajemy” je, stosując dodawanie wektorowe; to znaczy, 

umieszczamy strzałki od końca do końca i rysujemy strzałkę „sumy” od końca pierwszej do końca 

ostatniej. Strzałki określają obserwacje eksperymentalne w następujący sposób: kwadrat długości 

dowolnej strzałki daje prawdopodobieństwo, że foton zostanie wykryty przez detektor umieszczony na 

odpowiedniej ścieżce. Ta metoda graficzna, oparta na obracaniu strzałek, może być wykorzystana do 

wyjaśnienia szerokiego wachlarza zjawisk optycznych (jak w Feynman, 1985). W przypadku naszego 

interferometru wyjaśnienie pojawia się dość szybko. Stosując powyższe reguły, widzimy, że strzałka o 

pełnej długości pojawia się w detektorze B, podczas gdy w detektorze A nie pojawia się żadna strzałka. 

Oznacza to, że istnieje 100% prawdopodobieństwo wykrycia każdego fotonu w detektorze B i brak 

prawdopodobieństwa wykrycia fotonu w detektorze A. W jakim sensie dowodzi to, że „możliwości się 

liczą”? Rozważmy, co się stanie, jeśli usuniemy lustro w prawym dolnym rogu diagramu. W tym 

przypadku nie ma możliwości, aby foton dotarł do drugiego detektora wiązki przez dolne ramię 

interferometru. W rezultacie jedynymi strzałkami w detektorach będą strzałki z ramienia górnego, a 

foton docierający przez ramię górne będzie miał równe szanse na dotarcie do A lub B. Oznacza to, że 

pojedynczy foton opuszczający źródło i wędrujący po ramieniu górnym może teraz dotrzeć do A, co 

wcześniej było niemożliwe, ponieważ wyeliminowano możliwość, że foton wędruje po ramieniu 

dolnym. Możliwość zdarzenia, które nie nastąpi, „liczy się” jednak w określaniu zachowania fotonu w 

urządzeniu. Jak można to wykorzystać dla uzyskania przewagi obliczeniowej? Rozważmy hipotetyczną 

„bombę wyzwalaną fotonami” zilustrowaną na rysunku 4. 

 



Tabomba jest wyposażona w tłok na dziobie, na którym zamontowane jest lustro. Bomba jest 

zaprojektowana tak, aby detonować wtedy i tylko wtedy, gdy foton trafi w lustro. Kiedy bomba 

detonuje, foton wyzwalający odbija się w kierunku innym niż ten, który powstałby w wyniku odbicia 

od zwykłego lustra. (Konkretny kierunek nie ma znaczenia). Z powodu błędu produkcyjnego niektóre 

bomby są „niewypałami” określonego rodzaju — ich tłoki są zablokowane, a te niewypały działają jak 

zwykłe lustra. Jak moglibyśmy oddzielić niewypały od „dobrych” bomb? Oczywiste podejście 

polegające na uderzeniu fotonem w każde lustro ma niefortunny efekt uboczny w postaci detonacji 

wszystkich dobrych bomb. Czy możemy zrobić to lepiej? Avshalom Elitzur i Lev Vaidman  odkryli, jak to 

zrobić, a ich schemat pomaga zademonstrować, jak obliczenia mogą być wykonywane za pomocą 

możliwości, które nigdy nie są realizowane. Rozważmy interferometr z rysunku 5 

 

 

 

w którym bomba wyzwalana fotonami została umieszczona w miejscu lustra w prawym dolnym rogu. 

Najpierw rozważmy, co się stanie, gdy bomba okaże się niewypałem. W tym przypadku bomba działa 

jak zwykłe lustro i mamy taką samą sytuację jak na rysunku 2; wszystkie fotony opuszczające źródło są 

wykrywane w punkcie B, a żaden w punkcie A. Teraz rozważmy, co się stanie, gdy bomba będzie 

„dobra”. W tym przypadku każdy foton przemieszczający się po dolnym ramieniu zdetonuje bombę i 

nie dotrze do drugiego rozdzielacza wiązki. W konsekwencji sytuacja fotonów podróżujących po 

ramieniu górnym jest teraz taka sama, jaka byłaby po usunięciu prawego dolnego lustra: pojedynczy 

foton opuszczający źródło i podróżujący po ramieniu górnym może dotrzeć do A lub B, każde z 50% 

prawdopodobieństwem. Te, które docierają do B, nic nam nie mówią — fotony dotarłyby tam nawet 

gdyby bomba była niewypałem. Ale foton docierający do A mówi nam, że bomba musi być dobra. Mówi 

nam to, podróżując po ramieniu górnym w kontekście, w którym nie jest możliwe dotarcie do drugiego 

rozdzielacza wiązki przez ramię dolne. Otrzymujemy informacje (i wykonujemy pracę obliczeniową) z 

obecności lub braku możliwości, które nie są bezpośrednio badane. Wykrycie fotonu, który nawet nie 

zbliża się do bomby, mówi nam, że bomba wybuchłaby, gdyby uderzył w nią foton. Podobne schematy 

można i już zaimplementowano fizycznie, a chociaż opisany tutaj schemat odzyskuje tylko około jednej 

czwartej sprawnych bomb, istnieją ulepszone wersje, które pozwalają na zmniejszenie strat bomb w 

takim stopniu, w jakim jest to pożądane . Większość interesujących algorytmów kwantowych 

wykorzystuje podobny efekt. Zazwyczaj tworzy się sytuację, w której kilka możliwych stanów rejestru 

pamięci kwantowej istnieje jednocześnie, w tzw. „superpozycji”. Następnie wiele z tych możliwości 

wpływa, często poprzez pewnego rodzaju interferencję, na wynik późniejszych obserwacji. W 

niektórych przypadkach można zaaranżować wykładniczo wiele możliwych obliczeń, aby jednocześnie 



przyczyniały się do wyniku obliczenia, zmniejszając w ten sposób czas i/lub przestrzeń potrzebną do 

wykonania obliczenia poniżej limitów, które można uzyskać za pomocą klasycznego sprzętu. 

3. Rola programowania automatycznego 

Informatyka ulegnie radykalnej transformacji, jeśli trwające prace nad budową wielkoskalowych 

komputerów kwantowych w końcu zakończą się sukcesem, a właściwości tych komputerów spełnią 

optymistyczne oczekiwania. Niestety, wciąż brakuje nam dogłębnego zrozumienia potencjału 

komputerów kwantowych i nie zawsze jest jasne, jak najlepiej wykorzystać tę moc, którą znamy. 

Wynika to głównie z faktu, że algorytmy kwantowe są trudne do zrozumienia, a jeszcze trudniejsze do 

napisania. Pomimo zakrojonych na szeroką skalę międzynarodowych wysiłków, znanych jest tylko kilka 

ważnych algorytmów kwantowych, a wiele podstawowych pytań dotyczących potencjału algorytmów 

kwantowych pozostaje bez odpowiedzi. Michael Nielsen i Isaac Chuang w swoim podręczniku 

„Obliczenia kwantowe i informacja kwantowa” opisują trudności związane z odkrywaniem nowych 

algorytmów w następujący sposób: 

Opracowanie dobrych algorytmów kwantowych wydaje się trudne. Pesymista mógłby pomyśleć, że 

dzieje się tak dlatego, że komputery kwantowe nie nadają się do niczego poza zastosowaniami, które 

już odkryto! My mamy inne zdanie. Projektowanie algorytmów dla komputerów kwantowych jest 

trudne, ponieważ projektanci napotykają dwa trudne problemy, z którymi nie spotykają się podczas 

konstruowania algorytmów dla komputerów klasycznych. Po pierwsze, nasza ludzka intuicja ma swoje 

korzenie w świecie klasycznym. Po drugie, aby algorytm był naprawdę interesujący, nie wystarczy 

zaprojektować algorytm, który jest jedynie kwantowo-mechaniczny. Algorytm musi być lepszy niż 

jakikolwiek istniejący algorytm klasyczny! Połączenie tych dwóch problemów sprawia, że 

konstruowanie nowych algorytmów kwantowych stanowi wyzwanie na przyszłość.  

Okoliczności te są idealne do zastosowania technologii automatycznego programowania, które 

pozwalają nam wykorzystać moc komputera do mechanicznej eksploracji przestrzeni algorytmów. Jak 

wspomniano w rozdziale 1 powyżej, technologie te można zastosować do odkrywania nowych 

przyspieszeń kwantowych, a także do wykorzystania innych unikatowych efektów kwantowo-

obliczeniowych. W szczególności techniki programowania genetycznego można rozszerzyć, aby 

tworzyć algorytmy kwantowe rozwiązujące określone problemy obliczeniowe na komputerze 

kwantowym. Metody te doprowadziły już do powstania nowych algorytmów kwantowych i można 

oczekiwać dalszych odkryć w przyszłości. Algorytmy kwantowe znalezione tymi metodami mogą 

pomóc nam zrozumieć, jak rozwiązywać określone problemy praktyczne za pomocą komputerów 

kwantowych. Mogą one również pomóc w ukierunkowaniu prac teoretycznych nad mocą i 

ograniczeniami obliczeń kwantowych. Możliwości są tu znaczące zarówno ze względu na potencjalną 

moc obliczeń kwantowych, jak i ze względu na enigmatyczną naturę tej mocy. Programowanie 

genetyczne to technologia automatycznego programowania, która w wielu przypadkach może działać 

na poziomie „konkurencyjnym dla człowieka” (Koza i in., 2003; patrz również rozdział 8.6). 

Programowanie komputerów kwantowych jest jednak szczególnie trudne dla ludzi, dlatego można 

zasadnie oczekiwać, że systemy programowania genetycznego będą działać lepiej niż ludzie w tym 

obszarze. Ponieważ stawka jest tak wysoka – ze względu na bezprecedensową moc obliczeniową, która 

może wynikać z budowy wielkoskalowych komputerów kwantowych – zastosowanie programowania 

genetycznego do automatycznego programowania komputerów kwantowych zasługuje na poważne 

badania. 

SYMULACJA KOMPUTERA KWANTOWEGO 

W sekcji 1 omówiono obliczenia kwantowe w terminologii nietechnicznej oraz w odniesieniu do 

prostych, wyidealizowanych modeli fizycznych. W tym rozdziale wyjaśniamy leżącą u ich podstaw 



matematykę i pokazujemy, jak można symulować, choć nieefektywnie, zachowanie komputera 

kwantowego na zwykłym (klasycznym) komputerze cyfrowym. Taka symulacja jest niezbędna do 

etapów „oceny sprawności” metod automatycznego programowania komputerów kwantowych, które 

zostaną opisane w dalszej części książki. 

1. Bity, kubity i bramki 

W obliczeniach klasycznych podstawową jednostką informacji jest bit, który może znajdować się w 

jednym z dwóch stanów (konwencjonalnie oznaczanych jako „0” i „1”). Bity można zaimplementować 

jako położenia kół zębatych lub przełączników, poziomy naładowania lub dowolne inne stany 

dowolnych układów fizycznych, które można łatwo i jednoznacznie zaklasyfikować do jednego z dwóch 

stanów. Obliczenia składają się z sekwencji operacji, konwencjonalnie nazywanych „bramkami”, które 

są stosowane do bitów i zbiorów bitów. Nośnik fizyczny, w którym osadzone są bity i bramki, może 

wpływać na rozmiar komputera, zapotrzebowanie na energię lub „częstotliwość taktowania”, ale nie 

ma wpływu na podstawową moc obliczeniową komputera. Dwa komputery o tej samej pojemności 

pamięci (w bitach) i tym samym zestawie obsługiwanych operacji (bramek) można uznać za 

równoważne pod wieloma względami. W komputerach kwantowych podstawową jednostką informacji 

jest kubit, który może również występować w jednym z dwóch stanów „bazy obliczeniowej” 

(konwencjonalnie oznaczanych za pomocą notacji „bramkowej” Paula Diraca jako |0) i |1)). Ale w 

przeciwieństwie do bitu, kubit może również istnieć w superpozycji |0) i |1) reprezentowanej jako 

α0|0) + α1|1), gdzie α0 i α1 są liczbami zespolonymi takimi, że |α0|2 + |α1|2=1 Alfy w tym przypadku są 

araplitudami opisanymi w rozdziale 1, a wartość bezwzględną alfy można podnieść do kwadratu, aby 

określić prawdopodobieństwo, że pomiar ujawni odpowiedni stan; na przykład |α0|2 jest 

prawdopodobieństwem, że pomiar kubitu znajdzie go w stanie |0). Medium fizyczne leżące u podstaw 

komputera kwantowego, podobnie jak to leżące u podstaw komputera klasycznego, na ogół nie jest 

istotne w dyskusjach na temat podstawowej mocy obliczeniowej komputera. Wszystko, co jest 

konieczne, to aby medium obsługiwało jednostki pamięci (kubity) i odpowiednie operacje (bramki 

kwantowe). Opracowano szeroką gamę propozycji implementacji kubitów i bramek kwantowych, w 

tym schematy oparte na optyce, pułapkach jonowych i manipulacji spinami jądrowymi w urządzeniach 

jądrowego rezonansu magnetycznego. Wszystkie te schematy stanowią wyzwania inżynieryjne i wiele 

z nich jest obecnie aktywnie rozwijanych. W niniejszej książce nie będziemy zajmować się szczegółami 

żadnego z nich, ponieważ właściwości obliczeniowe, którymi jesteśmy przede wszystkim 

zainteresowani, są ujęte w abstrakcyjnej wizji komputera kwantowego jako zbioru kubitów, na których 

operujemy za pomocą matematycznie określonych bramek kwantowych. Techniki automatycznego 

programowania podobne do opisanych w dalszej części książki, ale oparte na modelach konkretnych 

schematów implementacji, mogą być przydatne do badania ograniczeń lub możliwości odpowiednich 

implementacji. W informatyce klasycznej reprezentacja systemu n-bitowego jest po prostu 

konkatenacją reprezentacji n systemów 1-bitowych. Na przykład stan rejestru 5-bitowego może być 

reprezentowany jako 10010. W informatyce kwantowej reprezentacja systemu wielokubitowego jest 

bardziej złożona, ponieważ poszczególne kubity nie są od siebie niezależne. Rzeczywiście, kubity w 

komputerze kwantowym mogą się „splątać” ze sobą, a to splątanie leży u podstaw kilku interesujących 

algorytmów kwantowych . Natura splątania kwantowego to temat o bogatej literaturze i historii, z 

których część bezpośrednio dotyczy zagadnień obliczeń kwantowych. Kilka sugerowanych punktów 

wejścia do tej literatury to (Bell, 1993), (Deutsch, 1997), (Albert, 1992) oraz wiele esejów w (Hey, 1999). 

Aby przedstawić pełny stan układu wielokubitowego, należy na ogół przechowywać amplitudę 

zespoloną dla każdej kombinacji wartości bazowych (|0) i |1)) w całym układzie. Tak więc na przykład 

stan rejestru 3-kubitowego można przedstawić jako α0|000) + α1|001) + α2|010) + α3|011) + α4|100) 

+ α5|101) + α6l110) + α7l111), gdzie kwadraty wartości bezwzględnych alfa sumują się do 1. Bramki 

kwantowe można sformalizować jako macierze, przy czym zastosowanie bramki do stanu komputera 



kwantowego jest implementowane jako iloczyn macierzy bramki pomnożony przez wektor kolumnowy 

zawierający amplitudy stanu.Jaki to ma sens? Przyjrzyjmy się najpierw klasycznej wersji tego pomysłu. 

Rozważmy 2-bitowy rejestr klasyczny. Taki rejestr może znajdować się w jednym z czterech możliwych 

stanów, a mianowicie 00, 01, 10 lub 11. Załóżmy, z powodów, które mogą wydawać się przewrotne, 

dopóki nie uogólnimy tego na przypadek kwantowy, że chcemy przedstawić stan tego rejestru nie 

używając samych dwóch bitów, ale rejestrując indywidualnie „amplitudy” dla każdego z czterech 

możliwych stanów. Ponieważ rejestr jest klasyczny, nie może znajdować się w superpozycji — zawsze 

będzie w jednym konkretnym stanie. Amplituda odpowiadająca rzeczywistemu stanowi rejestru będzie 

wynosić 1, a wszystkie pozostałe amplitudy będą wynosić 0. Zapiszemy amplitudy w postaci wektora 

kolumnowego w kolejności binarnej; to znaczy, liczba na górze będzie amplitudą dla stanu 00, kolejna 

będzie amplitudą dla stanu 01 i tak dalej. Zatem cztery możliwe stany tego 2-bitowego rejestru 

klasycznego będą reprezentowane jako 

 

Jakie klasyczne operacje można wykonać na takim rejestrze? Chociaż można je konstruować na różne 

sposoby, zaczynając od prymitywów boolowskich, wszystkie dozwolone operacje mają (jeśli w ogóle 

mają) taki skutek, że zmieniają stan rejestru z jednego z tych czterech stanów na inny. Każdą taką 

operację można przedstawić jako macierz składającą się wyłącznie z 0s i 1s, która po zastosowaniu do 

wektora stanu (poprzez mnożenie macierzy przez wektor) daje kolejny poprawny wektor stanu. Na 

przykład, rozważmy następującą macierz: 

 

Ta macierz nie będzie miała żadnego efektu po zastosowaniu do 00 lub 01, ale przekształci 10 w 11 i 

11 w 10. Oznacza to, że będzie działać jako operacja „NOT” na bicie najbardziej po prawej stronie wtedy 

i tylko wtedy, gdy bit najbardziej po lewej stronie ma wartość 1. Z tego powodu często nazywa się ją 

bramką „kontrolowanego NOT” lub „CNOT”. Wszystkie dopuszczalne transformacje rejestru 2-

bitowego można przedstawić w podobny sposób, używając macierzy 4 x 4 zawierających tylko 0 i 1. 

Nie wszystkie takie macierze są dopuszczalne — tylko te, które gwarantują wygenerowanie 

prawidłowych klasycznych wektorów stanu (zawierających jedną 1 i pozostałe 0) po zastosowaniu do 

prawidłowych klasycznych wektorów stanu. Obliczenia kwantowe można postrzegać, matematycznie, 

jako uogólnienie tego klasycznego modelu macierzowego. Pierwsze uogólnienie mówi, że amplitudy w 

wektorach stanu nie muszą już wynosić 0 lub 1. Każda amplituda może być dowolną liczbą zespoloną, 

pod warunkiem że kwadraty wartości bezwzględnych amplitud sumują się do 1. Podobnie, zbiór 

dopuszczalnych operacji (macierzy) rozszerza się o dowolną macierz spełniającą warunek unitarności, 

co można wyrazić (w jednym sformułowaniu) jako wymóg, że: 

 

Tutaj U jest rozpatrywaną macierzą,  jest sprzężeniem hermitowskim macierzy U (uzyskanym przez 

wzięcie sprzężenia zespolonego każdego elementu macierzy U i transponowanie wyniku), a i jest 

macierzą jednostkową. Mnożenie wektora amplitud przez dowolną macierz unitarną zawsze zachowa 

ograniczenie „sumowania do jedności” opisane powyżej. Chociaż istnieje nieskończenie wiele takich 



macierzy unitarnych, mały, skończony zbiór wystarcza do uniwersalności obliczeń kwantowych w tym 

samym sensie, w jakim bramka NAND wystarcza do obliczeń klasycznych (Barenco i in., 1995). W tej 

książce używamy wybranych bramek kwantowych podobnych do tych stosowanych w innych 

publikacjach z zakresu informatyki kwantowej. Używamy bramki CNOT opisanej powyżej, wraz z 

prostszą 1-bitową bramką kwantową NOT lub QNOT z macierzą: 

 

Wykorzystujemy również rodzinę 1-kubitowych „obrotów” parametryzowanych kątem θ za pomocą 

macierzy w postaci: 

 

Inna bramka 1-kubitowa, zwana pierwiastkiem kwadratowym z NOT lub SRN, stanowi dobry przykład 

nieklasycznej mocy bramek kwantowych. Używamy wersji SRN z następującą macierzą (która jest 

również równoważna z U-π/4): 

 

Zastosowane do kubitu, który jest w stanie |0) lub |1), pozostawia kubit w równej superpozycji |0) i 

|1) — to znaczy, wydaje się, że losuje wartość kubitu, ponieważ pomiar po zastosowaniu bramki 

wygeneruje 0 lub 1, każde z 50% prawdopodobieństwem. Nie jest to jednak prosta randomizacja, 

ponieważ historia kubitu może nadal wpływać na jego przyszłe zachowanie. Drugie zastosowanie SRN 

do kubitu pozostawi go deterministycznie w stanie przeciwnym do stanu początkowego — to znaczy 

pomiar wygeneruje 0, jeśli stan początkowy wynosił 11), lub 1, jeśli stan początkowy wynosił |0). Zatem 

dwa zastosowania SRN dają efekt QNOT, dlatego SRN ma taką nazwę. Ostatnią bramką 1-kubitową, 

którą rutynowo stosujemy, jest bramka HADAMARD z następującą macierzą: 

 

Bramka ta jest podobna do SRN, z tą różnicą, że działa bardziej jak „pierwiastek kwadratowy z 

tożsamości”. Jest przydatna do tworzenia i „dekodowania” superpozycji w różnych algorytmach 

kwantowych. Czasami pomocne jest użycie w pełni sparametryzowanej bramki 1-kubitowej, która 

może działać jak każda inna bramka 1-kubitowa, jeśli jej parametry zostaną odpowiednio ustawione. 

Jedna z form tego „uogólnionego obrotu”, który nazywamy U2, wygląda następująco: 

 

Inne przydatne bramki 2-kubitowe obejmują bramki fazy kontrolowanej, z macierzami w postaci: 

 



Wreszcie bramka SWAP, która po prostu zamienia stany dwóch kubitów, jest często przydatna: 

 

Konkretne problemy mogą wymagać użycia dodatkowych bramek. Na przykład, wiele problemów jest 

formułowanych w odniesieniu do bramki „czarnej skrzynki” lub „wyroczni”, której właściwości mamy 

określić. Problem przeszukiwania bazy danych Grovera jest właśnie tego rodzaju: otrzymujemy bramkę 

wielokubitową, która koduje bazę danych, i jesteśmy proszeni o określenie, które dane wejściowe 

wygenerują wynik „tak” (co wyrocznia zazwyczaj sygnalizuje poprzez odwrócenie – QNOTing – 

określonego kubitu). 

Symulacja na poziomie bramek 

Istnieje wiele podejść do symulacji komputerów kwantowych. Z jednej strony można próbować 

symulować, tak realistycznie, jak to możliwe, dokładne interakcje występujące w konkretnym 

urządzeniu fizycznym, w tym szum i inne skutki niedokładności w projektowaniu komponentów 

fizycznych. Na przykład Kevin Obenland i Alvin Despain symulowali komputer kwantowy, który 

manipuluje uwięzionymi jonami za pomocą impulsów laserowych, modelując niedoskonałości 

aparatury laserowej jako odchylenia kątów obrotów . Alternatywnie, można symulować komputer 

kwantowy na wyższym poziomie abstrakcji, ignorując szczegóły implementacji i pracując wyłącznie z 

„doskonałymi” macierzami unitarnymi. Jeśli ktoś chce symulować wykonywanie dowolnych sekwencji 

bramek kwantowych, musi liczyć się z wykładniczymi kosztami przestrzennymi i czasowymi, niezależnie 

od tego, czy pracuje na poziomie implementacji, czy na poziomie bardziej abstrakcyjnym. Oznacza to, 

że jeśli liczba kubitów w systemie wynosi N, to wymagania przestrzenne i czasowe symulacji będą 

skalowalne w przybliżeniu do 2N. Aby rozwijać algorytmy kwantowe,  musimy być w stanie symulować 

wykonywanie dowolnych sekwencji bramek kwantowych. Ponieważ jednak koncentrujemy się na 

teoretycznej mocy obliczeń kwantowych, a nie na mocnych i słabych stronach konkretnej 

implementacji, możemy przeprowadzić nasze symulacje za pomocą prostej matematyki macierzowej. 

Będziemy jawnie utrzymywać pełne wektory o zespolonych amplitudach, na których będziemy jawnie 

przeprowadzać duże mnożenia macierzowe. Koszty tej formy symulacji będą wykładnicze, ale techniki 

symulacyjne będą koncepcyjnie proste. Koszty wykładnicze związane z symulacją ograniczą zakres 

problemów, do których można zastosować nasze techniki automatycznego programowania. Zazwyczaj 

będziemy szukać zastosowań obejmujących tylko małe systemy kwantowe lub generujących 

algorytmy, które można „skalować” ręcznie do różnych rozmiarów po ich automatycznym odkryciu. Na 

szczęście wydaje się, że istnieje wiele problemów, w przypadku których koszty symulacji nie są 

zaporowe. Skróty symulacyjne są możliwe, jeśli z góry wiadomo, że symulowany algorytm podlega 

pewnym ograniczeniom – to znaczy, że pewne amplitudy zawsze będą zerowe, lub że pewne amplitudy 

będą miały wartości, które można szybko wyprowadzić ponownie (tak, że nie zawsze trzeba ich 

wszystkich jawnie przechowywać), lub że pewne typy stanów splątanych nigdy nie zostaną 

wygenerowane. Takie ograniczenia, w połączeniu z inteligentnymi schematami kodowania, mogą 

prowadzić do znacznej poprawy szybkości symulacji wielu algorytmów, chociaż w najgorszym 

przypadku nadal będą ponoszone koszty wykładnicze .Tego typu zaawansowane techniki symulacyjne 

nie są omawiane dalej w tej książce, ale z pewnością można je włączyć do opisanych tutaj ram 

automatycznego programowania komputerów kwantowych, a ich włączenie mogłoby zwiększyć zasięg 

tej technologii. Aby wykonać pełne obliczenia macierzowe opisane w poprzedniej sekcji, musimy 

zasadniczo rozszerzyć macierze zwarte, które charakteryzują bramki, do rozmiaru odpowiedniego dla 



całego symulowanego układu kwantowego. Na przykład, jeśli chcemy zastosować bramkę QNOT do 

najbardziej prawego kubitu układu 3-kubitowego, nie wystarczy pomnożyć dwóch amplitud przez 

macierz 2x2, która charakteryzuje bramkę QNOT. Zamiast tego należy wykonać działanie, które 

wpłynie na wszystkie amplitudy w układzie, efektywnie mnożąc ją przez następującą macierz 8x8: 

 

W tym przypadku rozwinięcie macierzy 2 x 2 w celu uzyskania macierzy 8 x 8 wydaje się stosunkowo 

proste, ale proces ten jest bardziej zawiły, gdy trzeba rozszerzyć bramkę wielokubitową, szczególnie 

gdy kubity, do których jest ona stosowana, nie sąsiadują ze sobą w wybranej reprezentacji. Na przykład, 

aby zastosować bramkę CNOT w systemie 3-kubitowym, używając prawego kubitu jako wejścia 

„kontrolnego”, a lewego kubitu jako „docelowego” (tego, który jest odwracany, gdy kubit kontrolny 

ma wartość 1), należy efektywnie użyć następującej macierzy 8 x 8: 

 

Jak skonstruować potrzebne rozwinięcie macierzy? Po pierwsze, należy zauważyć, że nie trzeba 

koniecznie konstruować macierzy („iloczynu tensorowego”) jawnie. W wielu przypadkach wystarczy 

wykonać operację, która ma taki sam efekt jak mnożenie przez macierz rozwiniętą, ale wykorzystuje 

jedynie zwartą reprezentację bramki. Nazywamy to „niejawnym rozwinięciem macierzy”. W innych 

przypadkach jawna reprezentacja rozwiniętej bramki jest potrzebna, na przykład dlatego, że chcemy 

pomnożyć kilka bramek rozwiniętych przez siebie w celu ich przechowywania i późniejszego 

ponownego zastosowania. Wybór między niejawnym a jawnym rozwinięciem macierzy stanowi 

kompromis między wymaganiami dotyczącymi pamięci a elastycznością. W przypadku niejawnego 

rozwinięcia macierzy macierze muszą być przechowywane tylko w ich zwartej postaci, co może 

przynieść znaczne oszczędności. Na przykład bramka 1-kubitowa w swojej zwartej postaci może być 

reprezentowana za pomocą zaledwie 4 liczb zespolonych, podczas gdy jawne rozwinięcie tej bramki 

dla układu 10-kubitowego składa się z 1 048 576 liczb zespolonych. Z drugiej strony, formy rozwinięte 

mogą być wygodne do pewnych celów, zarówno w ewolucji, jak i analizie algorytmów kwantowych. 

Idealny symulator będzie zatem oferował obie opcje i pozwalał użytkownikowi przełączać się między 

nimi w zależności od potrzeb. Algorytm jawnego rozwinięcia macierzy przedstawiono na rysunku 2.1,  



 

a algorytm stosowania niejawnie rozwiniętej bramki przedstawiono na rysunku 2.2.  

 

Kod źródłowy tych algorytmów znajduje się w dystrybucjach QGAME, języka programowania 

komputerów kwantowych i systemu symulacyjnego opisanego w następnej sekcji. Istnieje wiele innych 

podejść do symulacji komputerów kwantowych, z których niektóre opierają się na alternatywnych 

koncepcjach komputerów kwantowych (na przykład na „kwantowych maszynach Turinga” lub 

„komputerach Feynmana”). Kod źródłowy innych symulatorów można znaleźć w innych publikacjach 

(na przykład Williams i Clearwater, 1998) oraz w wyszukiwarkach internetowych.  

 

PROGRAMOWANIE KOMPUTERÓW KWANTOWYCH 



W tej sekcj opisano system symulacji komputera kwantowego QGAME („Quantum Gate and 

Measurement Emulator”) . Opisano w nim również kilka sposobów wizualnego prezentowania 

programów kwantowych i stanów komputerów kwantowych. Rozdział kończy się szczegółowym 

przykładem symulacji programu kwantowego dla przykładu problemu przeszukiwania bazy danych 

Grovera. 

1. QGAME: Emulator bramki kwantowej i pomiaru 

Jednym z ucieleśnień idei symulacji przedstawionych w sekcji 2 jest system QGAME autora. Oryginalna 

wersja QGAME została napisanaw języku programowania Common Lisp, który oferuje natywne 

wsparcieliczb zespolonych wraz z innymi funkcjami wspomagającymi szybki rozwój systemu, a niektóre 

elementy składni QGAME zachowują cechy Lispke. Dostępna jest również wersja QGAME w języku C++, 

napisana przez Manuela Nickschasa. Aktualne wersje QGAME można pobrać ze strony 

http://hampshire.edu/lspector/qgame.html. Kod źródłowy Common Lisp dla podstawowych 

komponentów QGAME znajduje się w dodatku. QGAME zapewnia składnię do wyrażania programów 

kwantowych, a także interpreter symulujący ich wykonywanie. Niektóre wersje oferują również 

podstawowe możliwości wizualizacji. Program QGAME składa się z sekwencji „wyrażeń instrukcji”, z 

których każde jest ujęte w nawiasy. Najbardziej typowe wyrażenia instrukcji składają się z nazwy typu 

bramki, a następnie kombinacji indeksów kubitów (określających, do którego kubitu lub kubitów ma 

zostać zastosowana bramka) i innych parametrów (takich jak kąty bramek obrotowych). Na przykład 

wyrażenie w postaci: 

(QNOT q) 

gdzie g jest indeksem kubitu (liczbą całkowitą, zaczynającą się od 0), stosuje bramkę kwantową „nie” 

(QNOT) do określonego kubitu. Podobnie, wyrażenie w postaci: 

(CNOT Qcontrol Qtarget) 

stosuje bramkę NOT sterowaną kwantowo do określonych kubitów sterujących i docelowych. 

Wyrażenia instrukcji zgodne z tym samym wzorcem, dla pozostałych bramek opisanych w sekcji  2, są 

następujące: 

 

QGAME umożliwia również określanie algorytmów, które obejmują wywołania bramek „oracle” z 

dowolną liczbą wejść i jednym wyjściem. Bramki te są „boolowskie” w tym sensie, że mogą mieć jeden 

z dwóch możliwych efektów na swoje kubity wyjściowe przy dowolnym wywołaniu, ale w 

przeciwieństwie do klasycznych bramek logicznych nie mogą działać poprzez ustawienie swoich 

kubitów wyjściowych na 0 lub 1, ponieważ takie zachowanie byłoby nieunitarne. Alternatywna 

konwencja przyjęta w większości prac nad komputerami kwantowymi i wbudowana w QGAME polega 

na tym, że bramka Boole’a działa poprzez odwracanie lub nieodwracanie swojego kubitu wyjściowego, 

aby wskazać odpowiednio 1 lub 0 na wyjściu. „Odwrócenie” jest tutaj zaimplementowane jako QNOT, 

a zatem wszystkie bramki oracle można traktować jako bramki CNOT z bardziej złożonymi elementami 

sterującymi. Podczas testowania algorytmu zawierającego bramkę oracle zazwyczaj chce się 

uruchomić program z różnymi instancjami oracle i zebrać statystyki dla wszystkich wyników. Na 



przykład, testując program pod kątem problemu wyszukiwania Grovera, można uruchomić go we 

wszystkich możliwych bazach danych (z których każda jest zaimplementowana jako wyrocznia, która 

QNOTuje swój kubit wyjściowy, jeśli jej dane wejściowe odnoszą się do „zaznaczonego” elementu), 

zapewniając w każdym przypadku poprawną odpowiedź. W QGAME jest to ułatwione dzięki pewnego 

rodzaju wyrażeniu instrukcji „makro” w postaci:  

  

Ω powinno być prawą kolumną tablicy prawdy boolowskiej, która określa działanie bramki ORACLE, 

podanej w nawiasach w kolejności binarnej. Parametry q1, q2, …qn są indeksami kubitów wejściowych, 

a gout jest indeksem kubitu wyjściowego. Na przykład poniższe wyrażenie: 

(ORACLE (0 0 0 1) 2 1 0) 

wywołuje bramkę, która odwraca kubit 0 (kubit najbardziej po prawej stronie) wtedy (i tylko wtedy, 

gdy) wartości kubitów 2 i 1 wynoszą 1. Innymi słowy, ta wyrocznia działa jak następująca macierz: 

 

Ta konkretna macierz, nawiasem mówiąc, jest również znana jako bramka „Toffoli”; można jej użyć do 

implementacji kwantowych wersji klasycznych bramek NAND i FANDUT, co oznacza, że wszystkie 

możliwe deterministyczne obliczenia klasyczne mogą być obliczane na komputerach kwantowych przy 

użyciu odpowiednio połączonych bramek Toffoli . Jeśli Ωl w wyrażeniu ORACLE jest symbolem ORACLE-

TT, oznacza to, że interpreter powinien zastąpić symbol prawidłową specyfikacją tablicy prawdy przed 

wykonaniem; zazwyczaj dzieje się tak w kontekście wywołania TEST-QUANTUM-PROGRAM .Czasami 

przydatne jest ograniczenie liczby wywołań wyroczni podczas jednej symulacji. Z tego powodu QGAME 

udostępnia również wyrażenie instrukcji w postaci: 

 

Działa to tak samo jak ORACLE podczas pierwszej, maksymalnej liczby uruchomień w symulacji; Po 

maksymalnej liczbie wykonań nie ma to już żadnego wpływu. QGAME zapewnia również sposób 

symulacji efektów pomiarów pojedynczych kubitów podczas wykonywania programu kwantowego i 

pozwala, aby wyniki tych pomiarów wpływały na pozostałą część symulacji. W rzeczywistym 

uruchomieniu komputera kwantowego takie pomiary byłyby generalnie probabiczne. W szczególności 

prawdopodobieństwo, że pomiar kubitu znajdzie go w stanie 0, jest równe sumie kwadratów wartości 

bezwzględnych wszystkich amplitud odpowiadających wartościom 0 dla tego kubitu. Ponieważ 

zazwyczaj podczas wykonywania symulacji chcemy uzyskać rzeczywiste prawdopodobieństwa dla 

różnych wyników, a nie tylko dla konkretnych wyników wybranych probabilistycznie, QGAME symuluje 

wszystkie możliwe wyniki pomiaru. Odbywa się to poprzez rozgałęzienie całej symulacji i niezależne 

postępowanie dla każdego możliwego wyniku. W każdej gałęzi mierzony kubit jest wymuszany do 

zmierzonej wartości. Rejestrowane jest prawdopodobieństwo obrania każdej gałęzi, a 

prawdopodobieństwa wyjściowe na końcu symulacji obliczane są na podstawie wszystkich możliwych 

stanów końcowych i prawdopodobieństw ich osiągnięcia. Składnia pomiaru QGAME jest następująca: 



 

W rzeczywistości jest to sekwencja wyrażeń instrukcji, rozpoczynająca się od wyrażenia MEASURE, 

które określa kubit do pomiaru. Pomiędzy wyrażeniem MEASURE a pierwszym następującym po nim 

wyrażeniem END może wystąpić dowolna liczba wyrażeń instrukcji; wszystkie zostaną wykonane w 

gałęzi symulacji odpowiadającej pomiarowi 1. Podobnie, między pierwszym następującym po nim 

wyrażeniem END a kolejnym wyrażeniem END może wystąpić dowolna liczba wyrażeń instrukcji; 

wszystkie zostaną wykonane w gałęzi symulacji odpowiadającej pomiarowi 0. Wyrażenia instrukcji 

następujące po drugim wyrażeniu END zostaną wykonane w obu gałęziach symulacji, po wykonaniu 

instrukcji specyficznych dla gałęzi. Jeśli po wyrażeniu MEASURE nie występuje wyrażenie END, cała 

pozostała część programu to branchi i nie ma brancho. Podobnie, jeśli występuje tylko jedno kolejne 

wyrażenie END, cały program po tym wyrażeniu END jest brancho. Niedopasowane wyrażenia END są 

ignorowane. Kilka dodatkowych wyrażeń instrukcji zapewnia korzyści w szczególnych okolicznościach. 

Wyrażenia w postaci: 

(MATRIX-GATE M history) 

umożliwiają uwzględnienie bramek z dowolnymi macierzami unitarnymi. M jest tutaj w pełni 

rozwiniętą macierzą o rozmiarze 2" x 2" dla układu n-kubitowego, wyrażoną w notacji dwuwymiarowej 

tablicy Lisp. Na przykład, notacja macierzy, która działa jak QNOT, dla układu 1-kubitowego, 

wyglądałaby następująco: „#2A((0 1) (1 0))”. Parametr historii jest ignorowany przez interpreter 

QGAME, ale może zawierać informacje o źródle macierzy, które będą przydatne dla ludzkiej 

interpretacji; jest on używany na przykład w połączeniu z operatorem genetycznym „kompresji 

bramek” . Wyrażenie HALT po prostu kończy bieżącą symulację (lub bieżącą gałąź symulacji, w 

kontekście pomiarów): 

(HALT) 

Poniższe dwa wyrażenia umożliwiają wydruk informacji diagnostycznych: 

(SPIRIT) 

(INSP) 

PRINTAMPS drukuje amplitudy wykonywanego systemu kwantowego, podczas gdy INSP (skrót od 

„inspect”) dostarcza więcej szczegółów na temat stanu systemu. INSP jest specyficzne dla 

implementacji; w wersji QGAME w Lispie powoduje wywołanie inspektora Lispu w wykonywanym 

systemie kwantowym,umożliwiając tym samym interaktywną eksplorację i manipulację. Głównym 

wywołaniem najwyższego poziomu interpretera QGAME, które będzie szczególnie przydatne w 

podejściu do automatycznego programowania komputerów kwantowych omówionym w sekcji 7, jest 

TEST-QUANTUM-PROGRAM. To wywołanie przyjmuje następujące dane wejściowe: 

• PROGRAM: Program do testowania, w składni programu QGAME. 

• NUM-QUBITS: Liczba kubitów w symulowanym komputerze kwantowym. 

• PRZYPADKI: Lista w nawiasach par „[wyjście-tabeli-prawdy-oracle]”, gdzie każda tabela-prawdy-

oracle to lista w nawiasach par zer i pierwiastków określających prawą (wyjściową) kolumnę tabeli 

prawdy oracle (gdzie wiersze są wymienione w kolejności binarnej), a wyjściejest poprawną nieujemną 

liczbą całkowitą dla danej tabeli prawdy;test porównuje tę liczbę z liczbą odczytaną z końcowych 

kubitów pomiarowych na końcu obliczeń. 



• KOŃCOWE-KUBITY-POMIARU: Lista w nawiasach indeksów określających kubity, na których zostaną 

przeprowadzone końcowe pomiary, przy czym najbardziej znaczący kubit jest wymieniony jako 

pierwszy, a najmniej znaczący jako ostatni. 

• PRÓG: Prawdopodobieństwo błędu, poniżej którego przebieg jest uznawany za udany ze względu na 

składnik „chybień” wartości zwracanej (patrz poniżej). Zwykle jest to wartość zbliżona do 0,48, co 

zazwyczaj jest wystarczająco dalekie od 0,5, aby zapewnić, że wydajność algorytmu „lepsza niż losowe 

zgadywanie” nie wynika z nagromadzonych błędów zaokrągleń.Dodatkowe dane wejściowe mogą być 

dostarczane przez poszczególne implementacje w celu obsługi debugowania lub innych funkcji. TEST-

QUANTUM-PROGRAM zwraca listę zawierającą następujące wartości: 

• Liczba „chybień”, czyli przypadków, w których zmierzona wartość, z prawdopodobieństwem 

większym niż określony próg, nie będzie równa oczekiwanemu wynikowi. 

• Maksymalne prawdopodobieństwo błędu dla danego przypadku. 

• Średnie prawdopodobieństwo błędu dla wszystkich podanych przypadków. 

• Maksymalna liczba oczekiwanych wywołań wyroczni we wszystkich przypadkach. 

• Liczba oczekiwanych wywołań wyroczni uśredniona we wszystkich przypadkach. 

Stosunkowo łatwo jest rozszerzyć program TEST-QUANTUM-PROGRAM o zwracanie dodatkowych 

wartości, na przykład pełnej listy wartości błędów lub innych statystyk związanych z wydajnością 

programu. Jednak powyższe wartości są wystarczające do obsługi wielu zastosowań QGAME w 

automatycznym programowaniu komputerów kwantowych. 

2. Wizualizacja 

Składnia programu QGAME zapewnia jeden ze sposobów przeglądania algorytmów kwantowych, a 

listy amplitud – jeden ze sposobów przeglądania stanu komputera kwantowego. Jednak takie 

reprezentacje tekstowe, choć wygodne dla wejścia i wyjścia komputera, są stosunkowo trudne do 

zrozumienia dla człowieka. Alternatywne techniki wizualizacji mogą być przydatne, nawet w kontekście 

automatycznego programowania komputerów kwantowych, ponieważ mogą znacząco pomóc w 

analizie i zrozumieniu algorytmów kwantowych przez człowieka, niezależnie od ich źródła. Schematy 

diagramów podobne do tych stosowanych w klasycznych obwodach zostały opracowane dla 

algorytmów kwantowych i są często wykorzystywane w literaturze. Wykorzystujemy takie diagramy 

„macierzy bramek” do dokumentowania przykładów w dalszej części książki. Zazwyczaj rysuje się 

poziomą linię dla każdego kubitu i nakłada na nie symbole bramek, wskazując od lewej do prawej 

kolejność zastosowań bramek w miarę postępu obliczeń. Na linię nakłada się opisany prostokąt, aby 

przedstawić zastosowanie bramki jednokubitowej, a prostokąty lub inne symbole rozciągające się na 

wiele linii służą do reprezentowania bramek wielokubitowych. Nasze szczególne konwencje 

diagramów zostaną wyjaśnione w kontekście przykładów. Diagramy macierzy bramek mogą być 

pomocne, ale mogą być również mylące, szczególnie jeśli ktoś jest przyzwyczajony do klasycznych 

schematów obwodów lub przepływów. Na przykład, należy pamiętać, że kubity mogą być splątane, a 

bramki nie są w rzeczywistości stosowane do niezależnych „przewodów”, jak sugerują linie poziome, 

ale raczej do amplitud wspólnych dla wszystkich kubitów. Nawet bramki jednokubitowe zazwyczaj 

zmieniają wszystkie amplitudy w systemie, a wartość każdego kubitu jest zależna od każdej amplitudy. 

Dlatego często mogą występować powiązania, które są istotne dla algorytmu, ale nie są bezpośrednio 

zaznaczone na diagramie. Algorytmy kwantowe są również często przedstawiane w formie 

algebraicznej. Reprezentacje algebraiczne są również popularne w przypadku reprezentacji stanów 

komputera kwantowego, zazwyczaj z wykorzystaniem notacji „bra-ket” Diraca. Notacje te często 



pozwalają na elegancką prezentację algorytmów i stanów zaprojektowanych przez ludzi, ale mogą być 

niezgrabne w zastosowaniu do dowolnych algorytmów i stanów, które wynikają z automatycznego 

systemu programowania komputerów kwantowych. Wizualizacja dowolnych stanów komputera 

kwantowego jest trudna z kilku powodów. Stan układu n-kubitowego to zbiór amplitud 2n, z których 

każda jest liczbą zespoloną. Zbiór amplitud ma strukturę, ale struktura jest n-wymiarowa i nie jest 

oczywiste, jak w sensowny sposób odwzorować te wymiary na diagramie 2-wymiarowym. Diagram, jak 

pokazano na rysunku 3.1, 

 

może być czasami pomocny. amplitudy dla kubitu 0 wynoszą 0 po lewej stronie, a wszystkie amplitudy 

dla kubitu 0 wynoszą 1 po prawej stronie. skup się na innych kubitach. Ten schemat można zagnieżdżać 

dalej, umożliwiając „hierarchicznie spłaszczoną” wizualizację stosunkowo dużych stanów komputerów 

kwantowych Janet Wiles i Bradley Tonkes opracowali podobny schemat reprezentacji graficznej, ale 

dla raczej innych (nie kwantowych) celów, zwany papierem milimetrowym nadprzestrzennym, pomija 

wyraźne wskazania priorytetyzacji wymiarów (choć można je dodać) i używa wartości skali szarości 

zamiast liczb w poszczególnych komórkach W rezultacie wiele znaczących wzorców jest wizualnie 

oczywiste Aby wykorzystać je do wizualizacji stanów komputera kwantowego, należałoby uogólnić 

sposób przyjmowania tonów. Wczesny graficzny interfejs użytkownika dla QGAME polegał na użyciu 

reprezentacji koloru „odcień, nasycenie, wartość”, mapując fazę amplitudy na odcień, a wartość 

bezwzględną na nasycenie i/lub wartość. W szczególnym przypadku układu 3-kubitowego można użyć 

powiązanego diagramu sześciennego, jak pokazano na rysunku 3.2. 



 

Przykład: Algorytm przeszukiwania bazy danych Grovera 

W tej sekcji szczegółowo przedstawimy jeden przykład, instancję algorytmu przeszukiwania bazy 

danych Grovera , aby wyjaśnić niektóre idee przedstawione w tym rozdziale. W tym problemie mamy 

bramkę 3-kubitową, która, jak nam powiedziano, implementuje bazę danych 4-elementową. Dwa z 

wejść bramki służą do ustawienia adresu, a bramka działa poprzez odwrócenie (QNOTing) trzeciego 

wejścia, jeśli (i tylko jeśli) adresowana lokalizacja zawiera 1. Ponadto, w przypadku rozważanego tutaj 

problemu, mamy zapewnione, że tylko jedna z lokalizacji w bazie danych zawiera 1; wszystkie 

pozostałe lokalizacje zawierają 0. Klasycznie, aby mieć pewność co do lokalizacji pojedynczej 1, 

potrzebne byłyby 3 zapytania do bazy danych. Jeśli po 3 zapytaniach nadal nie znaleźliśmy 1, 

moglibyśmy być pewni, że znajduje się ona w lokalizacji, w której jeszcze nie szukaliśmy. Ale jeśli 

wykonamy tylko 2 zapytania i nie znajdziemy jedynki, nie będziemy mieli informacji o tym, która z 

pozostałych lokalizacji może być poprawna; będziemy mieli tylko 50% szans na poprawny wybór po 2 

nieudanych zapytaniach. Z punktu widzenia mechaniki kwantowej sytuacja wygląda zupełnie inaczej. 

W rzeczywistości pojedyncze zapytanie do bazy danych pozwala nam określić ze 100% pewnością 

lokalizację jedynki. Osiąga się to poprzez zapytanie bazy danych o kubity adresów w superpozycji 

wszystkich możliwych adresów, a następnie dekodowanie otrzymanego stanu w celu wydobycia 

potrzebnych informacji. Jedną z wersji algorytmu kwantowego rozwiązującego ten problem, 

opracowaną przez programowanie genetyczne i uproszczoną przez Herberta J. Bernsteina (informacja 

prywatna), można zapisać jako program QGAME w następujący sposób: 

 

Rysunek 3.3 przedstawia diagram tablicy bramek dla tej samej wersji algorytmu Grovera. 



 

Przed uruchomieniem programu ustawiamy wszystkie kubity na stan 0. Następnie uruchamiamy 

program i odczytujemy odpowiedź, która będzie adresem 1 w bazie danych, z kubitów 2 i 1. Symulacja 

w QGAME potwierdza, że daje to poprawną odpowiedź we wszystkich przypadkach. Symulację można 

przeprowadzić za pomocą TEST-QUANTUM-PROGRAM z następującymi danymi wejściowymi: 

• program: (Jak wymieniono powyżej). 

• liczba kubitów: 3. 

• przypadki: (((1000)0)((0100)1)((0010)2)((0001)3)). 

• final-measurement-qubits: (2 1) 

• próg: 0,48. 

To wywołanie, wykorzystujące obecną implementację QGAME w Lispie, generuje następujące wyniki: 

• chybienia: 0. 

• maksymalny błąd: 6,661338147750939 x 10-16 (zero kwasu z powodu niewielkiego błędu 

zaokrąglenia). 

• średni błąd: 6,661338147750939 x 10"-16 (zero kwasu z powodu niewielkiego błędu zaokrąglenia). 

• Maksymalna oczekiwana liczba wywołań wyroczni: 1. 

• Średnia oczekiwana liczba wywołań wyroczni: 1. 

Należy zauważyć, że „wyjście” bazy danych nie jest nawet sprawdzane po zapytaniu do bazy danych; 

zamiast tego odpowiedź jest dekodowana na podstawie stanów, w których znajdują się kubity 

wejściowe. Uwydatnia to sprzeczną z intuicją właściwość wielu algorytmów kwantowych, czasami 

nazywaną „działaniem wstecznym” bramek unitarnych. Rysunki od 3.4 do 3.13 ilustrują działanie tego 

algorytmu za pomocą diagramów sześciennych dla pojedynczego przypadku bazy danych z elementem 

zapisanym pod adresem (0,0).  



 

 



 

 

Należy zauważyć, że pomiar stanu systemu po zapytaniu do bazy danych (jak pokazano na rysunku 3.8) 

dałby całkowicie losowe wyniki; kroki „dekodowania” w pozostałej części algorytmu są niezbędne do 

uzyskania poprawnej odpowiedzi. Należy również zauważyć, że wartość kubitu 0, który jest nominalnie 

wyjściem zapytania do bazy danych, jest całkowicie niepewna na końcu symulacji (jak pokazano na 

rysunku 3.13). 

 

OBLICZENIA GENETYCZNE I EWOLUCYJNE 

Niniejsza sekcja wprowadza do obliczeń genetycznych i ewolucyjnych, koncentrując się na tradycyjnym 

algorytmie genetycznym. Omawia również, ogólnie rzecz biorąc, wykorzystanie paralelizmu do 

skalowania technologii obliczeń genetycznych i ewolucyjnych w złożonych zastosowaniach oraz 

możliwości zastosowania tych technologii w różnych typach problemów, w tym związanych z 

obliczeniami kwantowymi. 

1. Czym są obliczenia genetyczne i ewolucyjne? 

Termin „obliczenia genetyczne i ewolucyjne” jest używany w literaturze do opisania szerokiego 

wachlarza przedsięwzięć obliczeniowych, które zapożyczają ogólne zasady z genetyki i biologii 

ewolucyjnej. Motywacje do podejmowania tych przedsięwzięć są bardzo zróżnicowane. Niektórzy 

badacze interesują się przede wszystkim procesami leżącymi u podstaw genetyki biologicznej i 

ewolucji, a modele obliczeniowe (które mogą zawierać komponenty rozwiązywania problemów) 

wykorzystują jako narzędzia do rozwijania, testowania i udoskonalania teorii biologicznej. Inni 

interesują się przede wszystkim potencjałem rozwiązywania problemów, jaki wykazuje ewolucja i 



systemy żywe, i zapożyczają metody z natury głównie w celu tworzenia bardziej zaawansowanych 

systemów rozwiązywania problemów. Oczywiście wielu badaczy łączy obie te motywacje, być może 

również z innymi. Tu skupiamy się na inżynieryjnych zastosowaniach obliczeń genetycznych i 

ewolucyjnych; poszukujemy metod, za pomocą których można eksplorować przestrzeń algorytmów 

kwantowych, i zwracamy się ku obliczeniom genetycznym i ewolucyjnym, ponieważ dostarczają one 

potężnych metod rozwiązywania problemów, które dobrze sprawdzają się w tym obszarze zastosowań. 

Chociaż wierność naturalnym systemom genetycznym i ewolucyjnym nie jest naszym głównym celem, 

spostrzeżenia z biologii mogą być mimo to niezbędne. „Metody rozwiązywania problemów” natury nie 

są jeszcze w pełni poznane, a my, jako inżynierowie, nie możemy być jeszcze pewni, która z nich będzie 

dla nas najlepsza. W istocie można argumentować, że najnowocześniejsza praktyka w zakresie obliczeń 

genetycznych i ewolucyjnych przesuwa się coraz szybciej w kierunku biologii, głównie dlatego, że 

systemy biologiczne wciąż przewyższają nasze technologie pod względem zdolności adaptacyjnych. Na 

przykład, ostatnie postępy w technikach programowania genetycznego wykorzystują mechanizmy 

wywodzące się z dynamiki DNA, mechanizmów uczenia się w sieciach neuronowych, układach 

odpornościowych, sieciach regulacyjnych i biologicznych procesach ekspresji genów (Spector, 2003). 

Kilka z tych postępów, w szczególności te związane z rozwojem i ewolucją struktur modułowych, 

zostanie omówione w dalszych sekcjach.  Wiele genetycznych i ewolucyjnych systemów 

obliczeniowych jest zgodnych z ogólną strukturą przedstawioną na rysunku 4.1.  

 

Zaczynamy od populacji losowych osobników. W kontekście rozwiązywania problemów „jednostka” 

jest zazwyczaj rozwiązaniem potencjalnym — czymś wybranym z (zazwyczaj ogromnego) zbioru rzeczy, 

które potencjalnie mogłyby być rozwiązaniami. Oczywiście, ponieważ początkowa populacja jest 

losowa, jest mało prawdopodobne, aby którakolwiek z tych jednostek faktycznie była rozwiązaniem, 

ale jednostki te stają się punktem wyjścia do ewolucyjnego poszukiwania przestrzeni rozwiązań 

potencjalnych. Następnie oceniamy dopasowanie osobników w populacji. Termin „dopasowanie” jest 

tutaj używany, podobnie jak w większości literatury poświęconej obliczeniom genetycznym i 

ewolucyjnym, w znaczeniu innym niż to, które zwykle stosuje się w biologii: oznacza on wartość 

jednostki w stosunku do celu rozwiązania problemu. Pojęcie „sprawności reprodukcyjnej” stosowane 

przez biologów jest również użyteczne w obliczeniach genetycznych i ewolucyjnych, ale w tym 

przypadku odnosi się nie tylko do miary „sprawności” względnej, ale raczej do połączonych efektów 

względnej sprawności, selekcji i zmienności. Chociaż istnieją wyjątki „ekologiczne” i „koewolucyjne”, 

sprawność jest zazwyczaj oceniana dla każdego osobnika w oderwaniu od reszty populacji i od 

jakiegokolwiek istotnego środowiska zewnętrznego. Miarę sprawności zorientowanej na cel 

wykorzystujemy zarówno do napędzania ewolucji, jak i do określania sukcesu. Jeśli podczas oceny 

sprawności zostanie znalezione rozwiązanie postawionego problemu, rozwiązanie to jest generowane 

jako wynik, a system zatrzymuje się. Dopóki to się nie stanie (lub dopóki użytkownik się nie podda), 



system działa w pętli selekcji, zmienności i ponownej oceny. Szczegóły tej pętli „selekcja, zmienności, 

ocena” oraz reprezentacji i algorytmów w niej wykorzystywanych różnią się w zależności od różnych 

form obliczeń genetycznych i ewolucyjnych. Na przykład, w niektórych metodach („pokoleniowych”) 

najpierw ocenia się całą populację, a następnie poddaje się ją odrębnym procedurom selekcji i wariacji 

obejmującym całą populację. W innych metodach („stacjonarnych”) pojedyncze osobniki lub małe 

grupy osobników przechodzą przez całą pętlę niezależnie. Selekcja może opierać się na wirtualnych 

kołach ruletki, turniejach lub innych abstrakcjach. Zmienność może być bezpłciowa (mutacja) lub 

płciowa (rekombinacja lub krzyżowanie) i przybierać wiele form; naukowcy eksperymentowali z 

dziesiątkami, jeśli nie setkami różnych operatorów mutacji i rekombinacji. Zakres, w jakim niektóre 

warianty obliczeń genetycznych i ewolucyjnych mogą być lepsze od innych, ogólnie lub w określonych 

zastosowaniach, jest przedmiotem znacznego zainteresowania społeczności naukowej. Wiele z tych 

pytań jest poruszanych w dyskusjach na temat tzw. twierdzeń „no free lunch” . Pomijając fakt istnienia 

tego zakresu zmienności, wraz z powiązaną dyskusją (i metadyskusją) na temat względnych zalet 

wariantów, nie będziemy bezpośrednio zajmować się tymi kwestiami w dalszej części tej książki; 

przedstawiamy metody, które można zastosować w automatycznym programowaniu komputerów 

kwantowych, i pozostawiamy czytelnikowi rozważenie lub eksperymentowanie z wariantami, które 

mogą przynieść lepsze rezultaty. 

2. Algorytmy genetyczne 

Jedną z najprostszych i najszerzej stosowanych form obliczeń genetycznych i ewolucyjnych jest 

„algorytm genetyczny” (GA) opracowany przez Johna Hollanda . W najprostszym algorytmie 

genetycznym każdy osobnik jest liniowym chromosomem składającym się z pewnej ustalonej liczby 

locusów. W każdym locusie każdego chromosomu znajduje się, w najprostszym pojedynczym bicie (0 

lub 1), chociaż czasami używany jest większy, a nawet nieograniczony (np. ciągły) „algorytm 

genetyczny”. Każdy chromosom koduje potencjalne rozwiązanie problemu docelowego w sposób 

specyficzny dla danego problemu. Na przykład, w jednym problemie każdy locus chromosomu może 

kodować kierunek skrętu w labiryncie, podczas gdy w innym problemie locusy mogą kodować 

współczynniki wielomianu. Niezależnie od kodowania, funkcja dopasowania przyjmuje chromosom 

jako dane wejściowe i generuje wartość dopasowania jako wynik. Tradycyjny algorytm genetyczny jest 

pokoleniowy. Wszystkie chromosomy są oceniane pod kątem dopasowania, a następnie chromosomy 

są selekcjonowane w sposób proporcjonalny do dopasowania, aby przyczynić się do powstania 

następnego pokolenia poprzez reprodukcję i operatory genetyczne. Jedną z popularnych metod 

selekcji jest „selekcja turniejowa”. W selekcji turniejowej wyznaczamy rozmiar turnieju T (zwykle od 2 

do 7) i za każdym razem, gdy chcemy wybrać chromosom, najpierw losowo wybieramy chromosomy 

T. Następnie porównujemy wartości dopasowania chromosomów i zwracamy, jako selekcję, ten o 

najlepszym dopasowaniu. Ta metoda jest prosta w implementacji i pozwala na dostosowanie presji 

selekcyjnej poprzez zmianę rozmiaru turnieju. Najczęstszymi operatorami genetycznymi są mutacje 

punktowe, w których zawartość pojedynczych locusów jest probabilistycznie zastępowana lub 

zaburzana (np. przez szum gaussowski), oraz crossovery, w których potomstwo powstaje poprzez 

połączenie lewej części jednego chromosomu z prawą częścią drugiego, przy czym „punkt crossovera” 

jest wybierany losowo. Istnieje wiele wariantów tych operatorów; na przykład w „crossoverze 

jednorodnym” każdy locus jest losowo wybierany z jednego lub drugiego z dwojga rodziców. W 

niektórych schematach znaczenie locusu jest oddzielone od jego pozycji na chromosomie, co pozwala 

systemowi nauczyć się odpowiednich „powiązań” między locusami, zamiast z góry określonej 

sekwencji. Niektóre schematy zostały opracowane wyłącznie na podstawie rozważań inżynieryjnych, 

podczas gdy inne, na przykład wykorzystanie chromosomów „diploidalnych”, zostały wyprowadzone z 

biologii. Algorytmy genetyczne były przedmiotem intensywnych badań i rozwoju, a wiele udanych 

systemów, opracowanych według szerokiej gamy projektów, zostało wdrożonych w szerokim zakresie 



zastosowań. Dobre wprowadzenie do algorytmów genetycznych i ich zastosowań można znaleźć w 

pracach . 

3. Skalowalność poprzez paralelizm 

Ponieważ genetyczne i ewolucyjne systemy obliczeniowe przetwarzają populacje, a wiele operacji 

wykonywanych na osobnikach populacji jest wykonywanych niezależnie dla każdego osobnika (np. 

wiele form oceny sprawności), systemy te doskonale nadają się do paralelizacji w wielu systemach 

komputerowych. W rzeczywistości luźne powiązanie wielu subpopulacji (często zwanych „demami”) z 

okazjonalnymi migracjami może być korzystne dla procesu ewolucji, spowalniając utrwalanie się 

suboptymalnych wzorców genetycznych w całym systemie. Można zatem wdrażać genetyczne i 

ewolucyjne systemy obliczeniowe w dużych klastrach o umiarkowanej lub niskiej przepustowości 

połączeń, co pozwala uzyskać korzyści zarówno w ogólnej przepustowości obliczeniowej, jak i w 

wydajności wyszukiwania. Z tego powodu genetyczne i ewolucyjne metody obliczeniowe są czasami 

określane w literaturze jako „żenująco równoległe”. Paralelizacja jest ważna w zastosowaniach 

automatycznego programowania komputerów kwantowych, ponieważ aplikacje te często wymagają 

symulacji komputerów kwantowych w testach sprawności. Jak omówiono w rozdziale 2, klasyczna 

symulacja algorytmów kwantowych zazwyczaj wiąże się z wykładniczą nieefektywnością, dlatego testy 

sprawności oparte na takiej symulacji będą wymagały znacznego czasu i/lub pamięci. Nie możemy w 

pełni zrekompensować strat wykładniczych poprzez paralelizm (chyba że stać nas na wykładniczy 

wzrost naszego klastra komputerowego!), ale mimo to możemy rozszerzyć zakres problemów obliczeń 

kwantowych, które można rozwiązać, wdrażając nasze genetyczne i ewolucyjne systemy obliczeniowe 

w klastrach komputerowych o niewielkiej wielkości. 

4. Zastosowanie obliczeń genetycznych i ewolucyjnych 

Metody obliczeń genetycznych i ewolucyjnych są skuteczne po części dlatego, że wymagają niewielkiej 

wiedzy wstępnej na temat stawianych problemów lub struktury możliwych rozwiązań. Metody o tej 

właściwości są czasami nazywane w literaturze „metodami słabymi”, ale określenie to w rzeczywistości 

oznacza ogólność, a nie brak mocy obliczeniowej. Metody obliczeń genetycznych i ewolucyjnych 

wykorzystują zasoby obliczeniowe (cykle procesora) do przeszukiwania rozległych przestrzeni, łącząc 

„ślepą” eksplorację (np. losowe populacje początkowe i losową zmienność) z ukierunkowanym na cel 

kierowaniem (poprzez selekcję opartą na dopasowaniu, a często poprzez kombinatorykę rekombinacji 

genetycznej). Jako takie idealnie nadają się do eksploracji dziedzin, o których posiadamy niewielką 

wiedzę. To czyni je bardzo potężnymi narzędziami w zestawie narzędzi inżyniera. Z drugiej strony 

jednak technologie obliczeń genetycznych i ewolucyjnych, podobnie jak wszystkie tak zwane słabe 

metody, zazwyczaj będą słabsze od metod specjalistycznych, które opierają się na dogłębnym 

zrozumieniu przestrzeni przeszukiwania danego obszaru problemowego. Znając daną dziedzinę 

dostatecznie dobrze, często można opracować metody rozwiązywania problemów, które są znacznie 

bardziej efektywne niż losowa zmienność i selekcja. Ze względu na naszą obecną względną niewiedzę 

na temat natury algorytmów kwantowych, zasad inżynierii oprogramowania kwantowego oraz teorii 

złożoności kwantowej, możliwości zastosowania metod genetycznych i ewolucyjnych w 

automatycznym programowaniu komputerów kwantowych wydają się obecnie duże. Mogą one jednak 

osłabnąć wraz z rozwojem informatyki kwantowej i teorii informacji kwantowej. 

 

PROGRAMOWANIE GENETYCZNE 

Niniejszy tekst dotyczy automatycznego programowania komputerów kwantowych za pomocą 

obliczeń genetycznych i ewolucyjnych. W sekcji 4 opisaliśmy metody obliczeń genetycznych i 



ewolucyjnych w ogólności; tutaj zawężamy uwagę do formy obliczeń genetycznych i ewolucyjnych 

najbardziej bezpośrednio związanej z odkrywaniem programów, a mianowicie „programowania 

genetycznego”. Przedstawiamy zwięzłe wprowadzenie do podstawowych pojęć programowania 

genetycznego, szczegółowy przykład oraz omówienie kroków, które należy podjąć, aby uzyskać i 

zrozumieć użyteczne wyniki z systemu programowania genetycznego. Techniki opisane w tym 

rozdziale nie są specyficzne dla obliczeń kwantowych; w sekcji 7 zawęzimy uwagę do programowania 

genetycznego dla komputerów kwantowych, po opisie zaawansowanych technik programowania 

genetycznego, które są szczególnie przydatne w rozwijaniu  programów kwantowych, w sekcji 6. 

1. Programowanie za pomocą algorytmu genetycznego 

System „programowania genetycznego” to algorytm genetyczny, w którym chromosomy są 

wykonywalnymi programami komputerowymi. Na podstawowym poziomie analizy nie ma wyraźnej 

granicy między „wykonywalnymi programami komputerowymi” a innymi kodowaniami 

chromosomowymi, ponieważ elementy dowolnego kodowania można by uznać za „polecenia” w 

języku, dla którego dekoder chromosomowy pełni funkcję „kompilatora” lub „interpretera”. Jednak w 

praktyce tak zwane systemy programowania genetycznego różnią się od innych algorytmów 

genetycznych pod kilkoma względami. Chociaż istnieją wyjątki, systemy programowania genetycznego 

zazwyczaj wykorzystują kodowania chromosomowe, które są podobne pod względem składni i 

semantyki do istniejących języków programowania. Pozwalają one na zróżnicowanie długości 

chromosomów (jak to zwykle bywa w programach komputerowych) i na włączanie hierarchicznych, 

kompozycyjnych struktur. Często pozwalają również na łączenie użycia instrukcji lub zmiennych 

specjalnego przeznaczenia, specyficznych dla danego problemu, z instrukcjami ogólnego 

przeznaczenia, powszechnie używanymi (na przykład + i x). W rezultacie system programowania 

genetycznego jest nie tylko systemem rozwiązywania problemów, ale także systemem programowania 

automatycznego. Dostarczamy systemowi informacje opisujące, co chcemy, aby program robił 

(głównie za pomocą funkcji dopasowania), a pomyślne uruchomienie systemu generuje (poprzez 

ewolucję) program spełniający pożądaną specyfikację. Musimy również podać wartości kilku innych 

parametrów (takich jak zestaw instrukcji, które mogą być użyte, rozmiary populacji i współczynniki 

operatorów genetycznych), ale większość z tego jest prosta i wymaga niewielkiej wiedzy na temat 

problemu, który rozwiązujemy za pomocą systemu. Innymi słowy, to, co dostarczamy systemowi 

programowania genetycznego, to głównie specyfikacja zachowania programu, którego szukamy. 

Pomyślne uruchomienie systemu automatycznie generuje program, który wykazuje pożądane 

zachowanie. Zatem programowanie genetyczne to technologia programowania automatycznego, 

która generuje programy za pomocą obliczeń genetycznych i ewolucyjnych. Jak John Koza 

przekonująco argumentował w kilku swoich książkach, programowanie automatyczne jest niezwykle 

ogólną umiejętnością, którą można zastosować w niemal każdej możliwej dziedzinie nauki i technologii 

. Programowanie genetyczne w szczególności zostało zastosowane do szerokiego zakresu problemów, 

w tym wielu w nauce i technologii, a nawet kilku w sztuce. Poza możliwością zastosowania do 

problemów „zewnętrznych”, programowanie automatyczne (a tym samym programowanie 

genetyczne) otwiera również nowe podejścia do badania fundamentalnych zagadnień w samej 

informatyce. Dzieje się tak, ponieważ wiele fundamentalnych pytań w informatyce dotyczy tego, czy 

istnieją programy komputerowe posiadające określone właściwości. Do wielu z tych pytań można 

podejść za pomocą technik analitycznych; na przykład dowody matematyczne są często 

wykorzystywane do wykazania wyników negatywnych, udowadniając, że żaden program nie może 

posiadać określonego zestawu właściwości. Jednak do wielu innych pytań najlepiej podejść poprzez 

projektowanie algorytmów — badacze starają się znaleźć programy posiadające dane właściwości, 

zazwyczaj opierając się na własnym doświadczeniu i pomysłowości. Technologie automatycznego 

programowania otwierają drzwi nowym podejściom do takich zagadnień, pozwalając nam wykorzystać 



sam komputer do przeszukiwania przestrzeni programów komputerowych, a tym samym poszerzając 

granice teoretycznej informatyki. Pozwalają nam one uprawiać „informatykę poprzez programowanie 

automatyczne” – a jeśli naszą technologią automatycznego programowania jest programowanie 

genetyczne, to możemy uprawiać „informatykę poprzez programowanie genetyczne”. Właśnie taki jest 

cel niniejszej książki, która ma na celu dokładniejsze opisanie niektórych sposobów uprawiania 

„informatyki kwantowej poprzez programowanie genetyczne”. Najczęściej stosowane techniki 

programowania genetycznego zostały udokumentowane w książkach Kozy choć niektórzy czytelnicy 

mogą preferować bardziej zwięzłe wprowadzenie , które zawiera również przegląd alternatywnych 

podejść, takich jak programowanie genetyczne z wykorzystaniem „kodu maszynowego”. Innowacje w 

technice programowania genetycznego są regularnie omawiane na kilku międzynarodowych 

konferencjach, których materiały są publikowane, w tym na konferencji Genetic and Evolutionary 

Computation Conference (GECCO), która łączy w sobie wcześniej istniejącą konferencję Genetic 

Programming Conference i International Conference on Genetic Algorithms. Do ważnych czasopism w 

tej dziedzinie należą Genetic Programming, Evolvahle Machines i Evolutionary Computation.  Dostępna 

jest również przeszukiwalna bibliografia internetowa dotycząca programowania genetycznego. 

Tradycyjne reprezentacje programów 

Proste jest zasugerowanie wykorzystania wykonywalnych programów komputerowych jako 

chromosomów w algorytmie genetycznym, ale trudniej jest opracować szczegółowe schematy 

reprezentacji programów i operatorów genetycznych, które umożliwiłyby prawidłowe działanie 

takiego algorytmu. Najpopularniejszy schemat programowania genetycznego, który obecnie często 

nazywa się „tradycyjnym” programowaniem genetycznym, „standardowym” programowaniem 

genetycznym lub programowaniem genetycznym „opartym na drzewie” (z powodów, które zostaną 

wyjaśnione poniżej), został opracowany i spopularyzowany głównie przez Johna Kozę, chociaż 

podobne idee były wcześniej prezentowane również przez innych badaczy . Jednym z oczywistych 

problemów związanych z wykorzystaniem programów jako chromosomów jest to, że programy muszą 

być zasadniczo zgodne z określoną składnią – składnią języka programowania, w którym są wyrażone 

– aby w ogóle były sensowne. Błędne umieszczenie pojedynczego znaku w programie w większości 

języków programowania jest bardzo często „fatalne” w tym sensie, że program nie zostanie 

skompilowany lub spowoduje nieprawidłowe zatrzymanie interpretera w przypadku wystąpienia 

błędu. Operatorzy genetyczni w algorytmie genetycznym są zazwyczaj „ślepi” — „kroją i kroją” 

chromosomy bez żadnej świadomości składni chromosomowej. Jak zatem mamy zapewnić, że 

„potomstwo” programów poprawnych składniowo, generowane przez operatory genetyczne, zawsze 

(lub przynajmniej często) samo w sobie jest poprawne składniowo? Tradycyjne podejście do tego 

problemu polega na użyciu języka programowania o minimalnym składzie jako języka dla ewoluujących 

(chromosomalnych) programów. Chociaż istnieje wielu kandydatów na taki język (i kilku zostało 

zbadanych), tradycyjnie używany jest niewielki podzbiór Lispa. Lisp to język o długiej i ważnej historii 

w informatyce , ale niewiele z jego istotnych cech jest wykorzystywanych w tradycyjnym 

programowaniu genetycznym. W większości przypadków używana jest jedynie podstawowa składnia 

programów (które w Lispie są również danymi). Podzbiór składni Lispu używany w tradycyjnym 

programowaniu genetycznym to zazwyczaj:  

program ::= terminal \ ( functiorin program^ ) 

Innymi słowy: 

• „Terminal” to program; terminale to często stałe (takie jak „5”, „3,14” lub „TRUE”), chociaż mogą to 

być również zmienne lub funkcje bezargumentowe. 



• Sekwencja n-argumentowej funkcji w nawiasach, po której następuje n dodatkowych programów, to 

program. Jest to notacja prefiksowa dla wywołania funkcji z n argumentami. 

Prostym przykładem jest wyrażenie takie jak: 

(+ (* X Y) 

(+ 4 (- Z 23))) 

To wyrażenie jest interpretowane „funkcjonalnie”, przy czym każdy program zwraca wartość do 

kontekstu otaczającego, zazwyczaj przekazywaną jako argument do funkcji nagłówkowej wyrażenia 

otaczającego. Ogólnie rzecz biorąc, ten przykład zwraca sumę dwóch wartości, z których pierwsza jest 

iloczynem X i Y (które są przypuszczalnie zmiennymi zawierającymi liczby), a druga jest sumą 4 i Z minus 

23. Interpretacja funkcjonalna (tj. interpretacja, w której głównym zadaniem każdego wywołania 

funkcji jest zwrócenie wartości do otaczającego kontekstu) nie jest jednak obowiązkowa, a wiele 

aplikacji programowania genetycznego wykorzystuje funkcje, które działają głównie poprzez efekty 

uboczne na zewnętrznych strukturach danych. Na przykład w klasycznym problemie „sztucznej 

mrówki”  terminale (LEFT, RIGHT i MOVE) są interpretowane jako polecenia dla symulowanej mrówki 

poruszającej się po siatce zawierającej symulowane jedzenie. Nie zwracają one żadnych wartości, a 

funkcje, które mogą pojawiać się jako pierwsze elementy wyrażeń w nawiasach, „oczekują” żadnych 

argumentów; Służą one jedynie do sekwencjonowania wywołań terminali ubocznych (w niektórych 

przypadkach warunkowo). Istotną cechą tej reprezentacji programu w odniesieniu do programowania 

genetycznego jest jednorodność składniowa — dowolny podprogram można zastąpić dowolnym innym 

podprogramem w dowolnym programie, a wynik będzie z konieczności poprawnie sformatowany 

składniowo. Łatwo jest zatem opracować operatory genetyczne, które działają „na ślepo” na 

programach, ale mimo to zawsze generują poprawne składniowo wyniki. Reprezentacje te są często 

nazywane „drzewnymi”, ponieważ można je przedstawić graficznie za pomocą struktur drzewiastych, 

jak na rysunku 5.1 

 

, który przedstawia postać drzewa wyrażenia arytmetycznego podanego powyżej. W tradycyjnym 

programowaniu genetycznym wszystkie terminale stałe używane w danym przebiegu muszą być tego 

samego typu danych. Funkcje używane w przebiegu muszą zwracać wartości tego samego typu i muszą 

przyjmować tylko argumenty tego typu. Ograniczenia te zapobiegają błędom niezgodności typów, ale 

są niewygodne; kilka sposobów na ich złagodzenie omówiono w sekcji 6. Często konieczne jest podjęcie 

dodatkowych kroków w celu zapewnienia, że dowolne programy są również semantycznie poprawne 

– to znaczy, że zawsze będą wykonywane bezbłędnie, generując interpretowalne (nawet jeśli 

niepoprawne) wyniki. Na przykład, czasami konieczne jest zaprojektowanie specjalnych wartości 

zwracanych dla wywołań „patologicznych”, takich jak dzielenie przez zero. Aby obsłużyć dzielenie przez 



zero, zazwyczaj zastępuje się funkcję dzielenia funkcją „chronionego dzielenia”, która zwraca dowolną 

wartość (na przykład zero lub jeden) po otrzymaniu zera jako drugiego argumentu (Koza, 1992). 

Podobne strategie można zastosować w celu utworzenia „chronionych” wersji innych funkcji z 

patologicznymi przypadkami szczególnymi. 

Tradycyjne operatory genetyczne 

Najczęstsze formy mutacji w programowaniu genetycznym obejmują zastąpienie dowolnie wybranego 

podprogramu nowo wygenerowanym podprogramem losowym. Rozważmy na przykład następujący 

program: 

(+ (* X Y) 

(+ 4 (- Z 23))) 

Jeśli chcemy zmutować ten program, najpierw wybieramy losowy podprogram do zastąpienia w 

następujący sposób: 

(+ l(* X Y)| 

(+ 4 (- Z 23))) 

Następnie generujemy nowy losowy podprogram i wstawiamy go w miejsce wybranego podprogramu: 

(+ (- (+ 2 2) Z) 

(+ 4 (- Z 23))) 

Istnieje wiele możliwości modyfikacji tego podstawowego schematu mutacji i zbadano wiele 

wariantów. Na przykład, często faworyzuje się wybór podprogramów na rzecz całych wywołań funkcji 

(zamiast terminali) , a sposoby generowania losowych podprogramów można modyfikować (na 

przykład w celu ograniczenia ich długości). Jedną z modyfikacji, która może pomóc zapobiec 

niekontrolowanemu wzrostowi programu („rozdęciu”), jest wymuszanie, aby podprogramy zastępcze 

miały rozmiar zbliżony do podprogramów, które zastępują; zjawisko to nazywa się „mutacją o 

sprawiedliwym rozmiarze” .  Krzyżowanie programów (rekombinacja) jest zazwyczaj realizowane w 

podobny sposób, poprzez zamianę podprogramów. Mając dwa programy nadrzędne (które można 

wybrać z populacji na podstawie turniejów sprawności lub innych metod selekcji wrażliwych na 

sprawność), wybieramy losowe podprogramy w każdym z nich: 

 

Następnie zamieniamy podprogramy, aby wygenerować dwa potencjalne programy potomne: 

 

Ponownie, zaproponowano i przetestowano wiele wariantów, w tym warianty mające na celu 

zwiększenie szansy, że dzieci rodziców o odpowiednich zdolnościach genetycznych same będą 

sprawne, warianty mające na celu zwiększenie lub zmniejszenie „mocy eksploracyjnej” rekombinacji 



oraz warianty mające na celu kontrolowanie statystyk wielkości i kształtu ewoluujących populacji. 

Tempo stosowania tych operatorów genetycznych – czyli proporcje pokolenia powstającego w wyniku 

mutacji, krzyżowania i reprodukcji dokładnej – również było przedmiotem wielu badań. 

Przykład: Regresja symboliczna 

W tej sekcji przedstawiono krótki przykład tradycyjnego programowania genetycznego zastosowanego 

do problemu „regresji symbolicznej”. Zadaniem w regresji symbolicznej jest znalezienie równania 

pasującego do podanego zestawu danych. Wiele innych typów analizy regresji wymaga od użytkownika 

wcześniejszego określenia postaci rozwiązania (na przykład liniowej lub kwadratowej); natomiast w 

regresji symbolicznej nie mamy a priori wiedzy o postaci rozwiązania i oczekujemy, że system 

programowania genetycznego znajdzie zarówno postać, jak i szczegóły równania rozwiązania. 

Rozważany tutaj przykład to dwuwymiarowy problem regresji symbolicznej, w którym mamy zestaw 

par (x, y) i zadanie wygenerowania programu, który przyjmuje wartość x jako dane wejściowe i 

generuje odpowiednią wartość y jako dane wyjściowe. W tym przykładzie wygenerowaliśmy dane z 

funkcji y = x3 - 0,2, używając 20 wartości x równomiernie rozłożonych między zerem a jedynką. 

Oczywiście systemowi udostępnione są tylko dane, a nie funkcja, która te dane wygenerowała; 

zadaniem systemu jest ponowne odkrycie funkcji generującej. W przebiegu opisanym poniżej 

wykorzystano demonstracyjny kod programowania genetycznego „Little Lisp” Kozy, z parametrami 

przedstawionymi w Tabeli 5.1.  

 

Dla każdego testu sprawności rozważany program był oceniany dla każdej z 20 wartości x. Każdy taki 

„przypadek sprawności” generował wartość błędu, obliczoną jako wartość bezwzględna różnicy między 

wartością y wygenerowaną przez program a wartością y odpowiadającą wejściowej wartości X w 

zbiorze danych. Sumę błędów w 20 przypadkach sprawności przyjęto jako ogólną „sprawność” 

programu, przy czym niższe wartości sprawności wskazywały na lepsze programy. Wartość sprawności 

dla idealnego programu, przy użyciu tego schematu, wynosi zero. W początkowej, losowo 

wygenerowanej populacji (pokolenie 0), program o najlepszej (najniższej) sprawności przedstawiał się 

następująco: 

 



Ten program ma wartość sprawności (błąd całkowity) wynoszącą około 2,22127 i jest przedstawiony 

na wykresie funkcji docelowej (y = x3 - 0,2) na rysunku 5.2.  

 

Najlepsza sprawność w populacji generalnie poprawiała się z każdym pokoleniem, a najlepszy program 

w pokoleniu 5 przedstawia się następująco: 

 

Ten program ma sprawność 1,05 i jest przedstawiony na wykresie funkcji docelowej na rysunku 5.3.  

 

W generacji 12 znaleziono znacznie lepszy program o sprawności 0,56125: 



 

Ten program jest przedstawiony na wykresie funkcji docelowej na rysunku 5.4.  

 

Chociaż program jest obszerny, część zawartego w nim kodu to „śmieci”, ponieważ na przykład 

generuje wynik, który jest później mnożony przez zero. Kwestie związane z takim niefunkcjonalnym 

kodem i jego potencjalnym wkładem w „rozrost” kodu i postęp ewolucyjny były szeroko omawiane w 

literaturze; patrz na przykład (Luke, 2000). W tym przebiegu idealne rozwiązanie (dopasowanie 0) 

znaleziono w generacji 22 (rysunek 5.5)  

 

w następującej postaci: 



(- (- (* X (* X X)) 0,1)0,1) 

 

5 Uzyskiwanie wyników programowania genetycznego 

Programowanie genetyczne to ogólna technika, którą można zastosować, bez konieczności gruntownej 

przeróbki, do szerokiego wachlarza problemów. Kroki przygotowawcze, które należy wykonać, aby 

zastosować tę technikę do nowego problemu, obejmują wybór i/lub zdefiniowanie odpowiednich 

funkcji i terminali, z których będą konstruowane programy, zdefiniowanie funkcji dopasowania 

specyficznej dla danego problemu oraz ustalenie innych parametrów, takich jak wielkość populacji oraz 

wskaźniki mutacji i krzyżowania. Kroki te zostały szczegółowo opisane przez Johna Kozę , który również 

argumentuje, że często można uzyskać dobre wyniki, dokonując prostych lub standardowych wyborów 

na każdym z kroków przygotowawczych. Chociaż rozwiązania mogą pojawiać się szybciej lub bardziej 

niezawodnie przy starannie określonym zestawie funkcji, udoskonalonej funkcji dopasowania lub przy 

wskaźniku mutacji, który został w jakiś sposób dostosowany do konkretnego problemu itp., często 

okazuje się, że „oczywiste” lub standardowe wybory mimo wszystko wystarczają do rozwiązania 

interesujących problemów. Niemniej jednak, w niektórych przypadkach – szczególnie przy próbie 

rozwiązania trudnych problemów rzeczywistych – konieczne może być zastosowanie w etapach 

przygotowawczych programowania genetycznego większej ilości elementów artystycznych niż 

naukowych. Na przykład, jeśli problem opiera się rozwiązaniu, można rozważyć użycie większej 

populacji. Większe populacje wymagają jednak dłuższego czasu przetwarzania, co może utrudniać 

uruchomienie systemu przez wystarczająco dużą liczbę pokoleń. W konsekwencji można spróbować 

uruchomić system z różnymi rozmiarami populacji przez niewielką liczbę pokoleń, aby uzyskać obraz 

tempa postępu w każdym ustawieniu, a następnie przeprowadzić dłuższą próbę z określoną wielkością 

populacji. Podobnie, można zauważyć, że system ma tendencję do „zablokowania się” przed 

rozwiązaniem, po czym różnorodność populacji gwałtownie spada. W tym przypadku można 

eksperymentować z różnymi mutacjami, współczynnikami krzyżowania lub alternatywnymi funkcjami 

dopasowania. Można uzyskać inne spostrzeżenia i zostać skłonionym do eksperymentowania z innymi 

parametrami, obserwując średnie rozmiary programu w trakcie przebiegu. Krótko mówiąc, o ile 

standardowe wybory dla wielu parametrów mogą działać dość dobrze w szerokim zakresie problemów, 

postęp w rozwiązywaniu trudnych problemów rzeczywistych czasami wymaga jednak 

eksperymentowania i dostrajania. Po znalezieniu rozwiązania może być konieczna dalsza praca nad 

zrozumieniem rozwiązania, które wyewoluowało. Programowanie genetyczne może tworzyć programy 

rozwiązujące problemy za pomocą nowych zasad, a istotne cechy wyewoluowanych rozwiązań mogą 

być ukryte w dużych ilościach nieistotnego lub niefunkcjonalnego kodu. Do tego problemu analizy 

zastosowano różne podejścia. W niektórych przypadkach stosunkowo łatwo jest usunąć 

niefunkcjonalny kod, taki jak wyrażenia generujące wartości, które są później mnożone przez zero, 

wykorzystując wiedzę o funkcji i zbiorach terminalnych oraz sposobach ich interakcji. W W innych 

przypadkach bardziej pomocne może być zastosowanie drugiej fazy programowania genetycznego w 

celu zminimalizowania rozmiaru wyniku. Na przykład, można zdefiniować dopasowanie dowolnego 

prawdziwego rozwiązania jako rozmiar programu rozwiązań, a dopasowanie dowolnego 

nierozwiązania jako rozmiar większy niż największy dopuszczalny. Następnie można przeprowadzić 

przebieg programowania genetycznego z populacją początkową składającą się wyłącznie z wcześniej 

znalezionych (ale prawdopodobnie dużych) rozwiązań i użyć tego przebiegu do zminimalizowania 

długości rozwiązania. W wielu przypadkach jednak jedyną drogą do zrozumienia rozwiązania 

wygenerowanego przez programowanie genetyczne jest dokładne prześledzenie wykonania programu 

rozwiązań. 

 



6. EWOLUCJA ZŁOŻONYCH PROGRAMÓW 

Tradycyjne programowanie genetyczne, opisane w sekcji 5, jest potężnym narzędziem rozwiązywania 

problemów, ale mimo to ma kilka ograniczeń. Niektóre z tych ograniczeń uniemożliwiają skuteczne 

zastosowanie tej techniki do rozwiązywania problemów o dużej skali, takich jak problemy 

automatycznego programowania komputerów kwantowych omawiane w tej książce. Na szczęście 

jednak aktywna międzynarodowa społeczność badaczy udoskonaliła tę technikę w sposób, który 

znacznie zwiększa jej możliwości; tu przedstawiono kilka takich ulepszeń, ze szczególnym 

uwzględnieniem tych, które znajdują bezpośrednie zastosowanie w automatycznym programowaniu 

komputerów kwantowych. Dokładniej rzecz ujmując, sekcja  ta opisuje niektóre sposoby wykorzystania 

technik programowania genetycznego do ewolucji programów obejmujących wiele typów danych, 

modułów i komponentów programistycznych. Chociaż możliwości te zostały opracowane dla 

problemów niezwiązanych z obliczeniami kwantowymi, kilka z nich jest jednak szczególnie przydatnych 

w ewolucji programów kwantowych. Szczegółowo opisano język programowania Push autora do 

obliczeń genetycznych i ewolucyjnych, który zapewnia niektóre z pożądanych zaawansowanych 

możliwości w niezwykle prosty sposób, oraz system programowania genetycznego PushGP autora, 

który rozwija programy Push. Technologie te, choć same w sobie nie są ukierunkowane konkretnie na 

obliczenia kwantowe, stanowią podstawę technik automatycznego programowania komputerów 

kwantowych opisanych w rozdziale 7, które z kolei są wykorzystywane do uzyskiwania wyników 

udokumentowanych w rozdziale 8. Rozdział kończy się krótkim opisem samoadaptacyjnych technik 

„ewolucji autokonstruktywnej”, które są możliwe dzięki technologii Push. 

1. Typy, moduły i rozwój 

W wielu obszarach zastosowań naturalne jest używanie kilku typów danych. Na przykład w 

automatycznym programowaniu komputerów kwantowych naturalne jest używanie liczb całkowitych 

(dla indeksów kubitów), liczb zmiennoprzecinkowych (dla parametrów bramek kwantowych, takich jak 

(Uθ) i ewentualnie macierzy unitarnych zawierających liczby zespolone (do wyrażania nowych bramek 

kwantowych). W przypadku niektórych problemów naturalne może być użycie jeszcze większej liczby 

typów, na przykład tablic klasycznych (niekwantowych) bitów, rzeczywistych stosunków (takich jak 2/3, 

w przeciwieństwie do 0,666...) itd. W tym kontekście jednym z najbardziej rażących ograniczeń 

tradycyjnej techniki programowania genetycznego jest wymóg, aby programy ewolucyjne mogły 

manipulować wartościami tylko jednego typu danych. Czasami można obejść ograniczenie do jednego 

typu w standardowej technice, traktując wszystkie wymagane wartości jako elementy „unii” kilku 

typów danych i zapewniając, że wszystkie funkcje w zestawie funkcji mogą obsługiwać wszystkie 

możliwe elementy tego typu unii we wszystkich pozycjach argumentów. Jest to jednak niezręczny 

manewr, który staje się niepraktyczny w przypadku problemów wymagających wielu typów danych. 

Aby sprostać temu wyzwaniu, David Montana opracował rozszerzenie tradycyjnego programowania 

genetycznego zwane „programowaniem genetycznym o silnym typie”. W programowaniu 

genetycznym o silnym typie adnotuje się każdy terminal i każdą funkcję informacją o typie (Montana, 

1993). Nowe procedury, wrażliwe na tę informację, są wykorzystywane do generowania programów 

losowych oraz operatorów genetycznych, takich jak mutacja i krzyżowanie. Dopóki wszystkie te 

operacje spełniają wymagania dotyczące typów funkcji i terminali używanych przez system, pozostała 

część procesu programowania genetycznego może przebiegać bez zmian. Programowanie genetyczne 

o silnym typie umożliwia ewolucję programów manipulujących wieloma typami, choć przypuszczalnie 

ma to również wpływ na dynamikę ewolucyjną. Na przykład, ponieważ krzyżowanie o silnym typie 

może zamieniać podprogramy tylko wtedy, gdy zwracają te same typy, generalnie będzie znacznie 

mniej opcji krzyżowania dla pary programów o silnym typie niż dla pary programów bez typu o 

podobnej wielkości. Nie jest jasne, czy te wpływy są generalnie korzystne, szkodliwe czy neutralne, ale 



w każdym razie oczywiste jest, że technika Montany pozwala na zastosowanie programowania 

genetycznego w szerszym zakresie problemów. Praktycy uznali ją za przydatną w wielu sytuacjach, a 

programiści włączyli ją do wielu systemów programowania genetycznego. Kolejnym ograniczeniem 

standardowej techniki, które powinno być oczywiste dla każdego studenta języków programowania, 

jest brak możliwości tworzenia podprogramów lub innych modułowych struktur kodu. W 

automatycznym programowaniu komputerów kwantowych struktury modułowe mogą być szczególnie 

pomocne, ponieważ na przykład często zachodzi potrzeba wykonania identycznej transformacji na 

każdym z kilku kubitów w rejestrze kwantowym. Niektóre formy modułowej struktury kodu, oparte na 

instrukcjach warunkowych (struktury „IF THEN”) i pętlach iteracyjnych (struktury „DO UNTIL”), można 

w prosty sposób włączyć do programowania genetycznego , ale nie dorównują one możliwościom 

strukturyzacji kodu oferowanym nawet w najbardziej podstawowych językach programowania 

przeznaczonych dla ludzi. W przypadku każdego złożonego programu zazwyczaj korzystne jest 

projektowanie bloków kodu, które można wyrazić raz, a następnie wielokrotnie wykorzystać z różnymi 

danymi wejściowymi w trakcie jednego wykonania programu. Zaproponowano wiele schematów 

włączania modułów (czasami nazywanych również podprogramami, funkcjami zdefiniowanymi, 

funkcjami automatycznie zdefiniowanymi, makrami automatycznie zdefiniowanymi lub produktami 

enkapsulacji) do programów tworzonych i generowanych przez programowanie genetyczne . 

Najpopularniejszym z nich jest prawdopodobnie schemat „automatycznie zdefiniowanej funkcji” 

(ADF), szczegółowo przedstawiony przez Kozę w jego pierwszej i drugiej książce o programowaniu 

genetycznym . W tym schemacie struktura programów w populacji jest ograniczona do 

predefiniowanej architektury modułowej, z ustaloną liczbą definicji funkcji (z których każda przyjmuje 

ustaloną liczbę argumentów) oraz „gałęzią generującą wynik”. Z góry określa się również, które 

automatycznie zdefiniowane funkcje mogą wywoływać inne automatycznie zdefiniowane funkcje. 

Procedury generowania i manipulacji programami (na przykład procedury mutacji i krzyżowania) są 

udoskonalane w celu przestrzegania ograniczeń określonej architektury modułowej. Koza wykazał, że 

wykorzystanie ADF-ów pozwala programowaniu genetycznemu wykorzystywać regularności właściwe 

wielu problemom, a tym samym skalować je do znacznie większych instancji problemu. Pokazał 

również, że wykorzystanie ADF-ów zazwyczaj pozwala na szybsze znalezienie rozwiązań, a rozwiązania 

te są zazwyczaj bardziej oszczędne niż te znalezione za pomocą tradycyjnej techniki programowania 

genetycznego. W kolejnych pracach pokazał, jak można dodać kolejną warstwę „zmieniającą 

architekturę” do procesu programowania genetycznego, aby umożliwić ewolucję architektury ADF w 

trakcie działania . Ostatnie ograniczenie tradycyjnego programowania genetycznego, które należy tu 

rozważyć, dotyczy ewolucji programów lub innych struktur wykonywalnych, które nie dają się łatwo 

odwzorować na tradycyjną reprezentację programu pochodzącą z Lispa. Na przykład sieć neuronowa 

jest w pewnym sensie programem, ale wiele architektur sieci neuronowych („rekurencyjnych”) 

dopuszcza pętle, które nie dają się łatwo odwzorować na drzewiaste struktury tradycyjnego 

programowania genetycznego. Oczywiście, można ewoluować sieci neuronowe, wykorzystując inne 

formy obliczeń genetycznych i ewolucyjnych; Na przykład, można wykorzystać macierze łączności 

neuronowej jako chromosomy i rozwijać sieci za pomocą tradycyjnych technik algorytmów 

genetycznych. Jednak kilka cech paradygmatu programowania genetycznego jest przydatnych w 

ewolucji sieci neuronowych, w tym obsługa reprezentacji o zmiennej długości i formy ponownego 

wykorzystania modułowego opisane w poprzednich akapitach. Aby sprostać tej potrzebie, wielu 

badaczy rozszerzyło technikę programowania genetycznego o cechy „rozwojowe”. Chociaż istnieją 

pewne warianty, podstawowym krokiem w większości podejść rozwojowych jest zachowanie 

tradycyjnych reprezentacji programów, ale porzucenie założenia, że program ewolucyjny sam 

rozwiązuje rozważany problem. Zamiast tego, program ewolucyjny (chromosomalny), po 

uruchomieniu, generuje (lub rozwija się w) inny program, który faktycznie rozwiązuje problem. W 

niektórych przypadkach struktura wytworzona w wyniku wykonania programu chromosomalnego nie 



jest „programem” w tradycyjnym sensie, lecz innym typem „obiektu wykonywalnego”, który jest 

następnie „uruchamiany” w celu określenia zachowania i sprawności osobnika. Na przykład, w 

niektórych pracach Johna Kozy, wykonanie programu chromosomalnego generuje specyfikacje dla 

obwodów elektrycznych lub systemów sterowania . W innych przypadkach produktem rozwoju może 

być program w tradycyjnym sensie, ale chromosom nie musi – na przykład w ewolucji gramatycznej 

chromosom to ciąg bitów lub liczb całkowitych, który jest przekształcany w program w trakcie rozwoju 

poprzez proces obejmujący indeksowanie w gramatyce konwencjonalnego języka programowania . W 

jeszcze innych przypadkach może nie być wyraźnego rozróżnienia między fazą rozwoju a wykonaniem; 

na przykład w ontogenetycznym modelu programowania oraz w systemie PushGP  programy mogą 

modyfikować (rozwijać) swój własny kod w trakcie działania. Czyniąc to, mogą również konstruować 

programy wtórne lub struktury wykonywalne, które same w sobie są rozwiązaniami rozważanych 

problemów – jeśli tak, to systemy, których są elementami, są „rozwojowe” w dwojakim sensie. 

Większość procesów rozwojowych musi być przeprowadzana w ramach każdego testu sprawności, 

chociaż w niektórych przypadkach możliwe jest ocenienie programu na podstawie wielu „przypadków 

sprawności” (zestawów wejściowych) po jednej fazie rozwoju. Rozwój można osiągnąć na różne 

sposoby, przy czym najczęstszą strategią jest rozpoczynanie każdej fazy rozwoju od minimalnego 

„zarodka”, do którego późniejsze wywołania funkcji dodają komponenty. Wtórny, rozwinięty 

„program” może przybierać różne formy, od sieci neuronowych  po obwody elektryczne, specyfikacje 

systemów sterowania, a nawet szlaki metaboliczne . Jak zobaczymy , podobne techniki są również 

przydatne w ewolucji algorytmów komputerów kwantowych. 

Język programowania Push 

Push to język programowania zaprojektowany specjalnie do użytku w genetycznych i ewolucyjnych 

systemach obliczeniowych, które ewoluują programy, jako język, w którym wyrażane są ewoluujące 

programy . Push charakteryzuje się niezwykle prostą składnią, która ułatwia implementację (lub 

ewolucję) operatorów mutacji i rekombinacji, które generują i manipulują programami. Pomimo tej 

prostej składni, Push zapewnia większą siłę ekspresji niż większość innych reprezentacji programów 

używanych do ewolucji programów. Ta siła ekspresji pozwala genetycznym i ewolucyjnym systemom 

obliczeniowym opartym na Push na zapewnienie wielu zaawansowanych możliwości  (wraz z innymi) 

przy mniejszej złożoności systemu lub konfiguracji użytkownika. Programy Push mogą przetwarzać 

wiele typów danych bez ograniczeń składniowych, które zazwyczaj towarzyszą tej możliwości, a także 

mogą wyrażać i wykorzystywać dowolne struktury sterujące (np. rekurencyjne podprogramy i makra) 

poprzez jawną manipulację własnym kodem (za pośrednictwem typu danych CODE). Pozwala to 

programowi Push obsługiwać automatyczną ewolucję modułowych architektur programów w 

szczególnie prosty sposób, nawet gdy jest ona wykorzystywana w zwyczajnym, wolnym od ADF 

systemie programowania genetycznego . Push może również obsługiwać zupełnie nowe paradygmaty 

obliczeń ewolucyjnych, takie jak „ewolucja autokonstruktywna”, w której operatory genetyczne i inne 

komponenty systemu ewolucyjnego same ewoluują (jak w systemach Pushpop i SWARMEVOLVE 2.0). 

Push osiąga połączenie prostoty składniowej i mocy semantycznej dzięki zastosowaniu architektury 

wykonawczej opartej na stosie, która zawiera stos dla każdego typu danych. Ta architektura rozszerza 

architekturę jednotypową, wykorzystywaną we wcześniejszych pracach nad „programowaniem 

genetycznym opartym na stosie” . Diagram architektury wykonania Push przedstawiono na rysunku 

6.1.  



 

Typ danych CODE, który posiada własny stos i powiązany z nim zestaw instrukcji manipulujących 

kodem, zapewnia wiele bardziej interesujących cech języka. Instrukcje Push, podobnie jak instrukcje 

we wszystkich językach opartych na stosie, przyjmują wszystkie wymagane argumenty i pozostawiają 

wygenerowane wyniki na stosach danych. Aby zapewnić „bezpieczne dla stosu” wykonanie dowolnego 

kodu, Push przyjmuje konwencję, szeroko stosowaną w programowaniu genetycznym opartym na 

stosie, zgodnie z którą instrukcje wymagające argumentów, które nie są dostępne (z powodu zbyt 

małej liczby wartości na odpowiednich stosach), stają się instrukcjami NOOP; to znaczy, nic nie robią. 

Ponieważ stosy Push są typowane, instrukcje zawsze otrzymają argumenty i wygenerują wyniki 

odpowiednich typów (jeśli w ogóle cokolwiek zrobią), niezależnie od kontekstu, w którym występują. 

Składnia polecenia Push jest prosta: 

program ::= instrukcja | literał | ( program* ) 

Innymi słowy: 

• Instrukcja to program Push. 

• Literał to program Push. 

• Sekwencja zero lub więcej programów Push w nawiasach to program Push. 

Sekwencje w nawiasach są również nazywane „listami”, a programy Push można w rzeczywistości 

traktować jako struktury danych typu list. Literały to stałe, takie jak „3” (stała całkowita), „3,14” (stała 

zmiennoprzecinkowa) i „TRUE” (stała boolowska). Nazwy instrukcji zazwyczaj zaczynają się od nazwy 

typu, którym głównie operują, po której następuje „.”; na przykład INTEGER. + to instrukcja dodawania 

dwóch liczb całkowitych, a BOOLEAN.DUP to instrukcja duplikowania wartości na szczycie stosu 

boolowskiego. Wykonanie programu Push obejmuje rekurencyjne zastosowanie następującej 

procedury: 

 



Wywołanie najwyższego poziomu do interpretera może zostać dostarczone z listą literałów, które mają 

zostać umieszczone na odpowiednich stosach przed wykonaniem programu. Ponadto program 

przekazany do wywołania najwyższego poziomu sam zostanie umieszczony na stosie CODE przed 

wykonaniem; ta konwencja upraszcza wyrażenie niektórych programów rekurencyjnych (patrz 

przykład poniżej). Instrukcja CODE.QUOTE stanowi wyjątek od procedury wykonania podanej powyżej. 

Wykonanie CODE.QUOTE nie ma natychmiastowego efektu, poza zmianą stanu interpretera, tak że 

kolejny fragment kodu rozważany do wykonania nie zostanie faktycznie wykonany — zostanie zamiast 

tego umieszczony na stosie CODE. Zapewnia to wygodny sposób umieszczania określonych 

fragmentów kodu na stosie CODE, gdzie mogą być manipulowane i/lub wykonywane przez późniejsze 

instrukcje. Typ danych NAME zapewnia symboliczne nazwy zmiennych i powiązane przestrzenie 

wiązania za pośrednictwem instrukcji GET i SET, które są zdefiniowane dla wszystkich typów. Wszelkie 

identyfikatory, które nie reprezentują znanych instrukcji Push ani literałów innych typów (takich jak 

TRUE i FALSE), są rozpoznawane jako NAZWY i umieszczane na stosie NAZW po wykonaniu. CODE, jak 

każdy inny typ, posiada przestrzeń wiązania; oznacza to, że NAZWY mogą być używane do nazywania 

podprogramów (lub fragmentów kodu w dowolnym innym celu) w taki sam sposób, w jaki mogą być 

używane do implementacji zmiennych innych typów. Interpreter Push zawiera generator kodu 

losowego, który może być używany do generowania programów losowych lub fragmentów 

programów. Może on być wywoływany spoza interpretera (na przykład w celu tworzenia lub 

mutowania programów w systemie programowania genetycznego) lub ze standardowej instrukcji 

CODE.RAND (która jest analogiczna do instrukcji RAND dostępnych dla innych typów). W literaturze 

poświęconej programowaniu genetycznemu opisano kilka algorytmów generowania kodu losowego. 

Generowanie kodu losowego jest mniej skomplikowane w programach Push niż w przypadku drzew 

kodu w stylu Lispa, ponieważ w Push nie trzeba martwić się o „arność” funkcji ani o pozycję funkcji 

względem argumentów podczas generowania kodu. Łatwiej jest więc na przykład generować programy 

z przewidywalnymi rozkładami rozmiarów i kształtów. Standardowy algorytm generowania losowego 

kodu Push przedstawiono na rysunku 6.2.  



 

Generuje on równomierny rozkład rozmiarów i, jak się wydaje, rozsądny rozkład kształtów, w 

rozsądnym czasie. Mechanizm „efemerycznej stałej losowej”, podobny do tego stosowanego w 

tradycyjnym programowaniu genetycznym , pozwala losowo generowanemu kodowi na uwzględnienie 

nowo wygenerowanych literałów różnych typów. Bezpieczeństwo wykonania jest istotną cechą Push, 

w tym sensie, że każdy poprawny składniowo program powinien wykonywać się bez awarii lub 

sygnalizowania przerwania programowi wywołującemu. Wynika to z faktu, że Push jest przeznaczony 

do użytku w genetycznych i ewolucyjnych systemach obliczeniowych, które często wymagają, aby 

dziwaczne programy (na przykład te, które powstają w wyniku losowych mutacji) były interpretowane 

bez przerywania procesu ewolucyjnego. Opisana powyżej konwencja „bezpieczeństwa stosu” (tj. 

konwencja, zgodnie z którą każda instrukcja, która znajdzie niewystarczającą liczbę argumentów na 

stosie, działa jak NOOP) jest jednym z elementów tej cechy. Ponadto wszystkie instrukcje są napisane 

w sposób wewnętrznie bezpieczny; mają dobrze zdefiniowane zachowanie dla wszystkich 

przewidywalnych danych wejściowych i zazwyczaj działają jak NOOP w przewidywalnych sytuacjach 

„wyjątkowych” (takich jak dzielenie przez zero). Dodatkowe obawy dotyczące bezpieczeństwa 

wynikają z dostępności jawnej manipulacji kodem i rekurencyjnych instrukcji wykonywania, które w 

niektórych przypadkach mogą powodować wykładniczy wzrost kodu lub niekończące się programy. W 

odpowiedzi na te obawy interpretery push wymuszają dwa ograniczenia: 



EVALPUSH-LIMIT: Jest to maksymalna dozwolona liczba „wykonań” w pojedynczym wywołaniu 

interpretera najwyższego poziomu. Wykonanie pojedynczej instrukcji Push liczy się jako jedno 

wykonanie, podobnie jak przetwarzanie pojedynczego literału, podobnie jak zejście do jednej warstwy 

nawiasów (tj. przetwarzanie znaku „(” liczy się jako jedno wykonanie). Po przekroczeniu tego limitu 

interpreter natychmiast kończy wykonywanie, pozostawiając stosy w stanach sprzed zakończenia 

(dzięki czemu nadal mogą zostać sprawdzone przez program wywołujący). To, czy zostanie to uznane 

za „nieprawidłowe” zakończenie, zależy od programu wywołującego. 

MAX-POINTS-IN-PROGRAM: Jest to maksymalny rozmiar elementu na stosie CODE, wyrażony jako 

liczba punktów. Punkt to instrukcja, literał lub para nawiasów. Każda instrukcja, która spowodowałaby 

przekroczenie tego limitu, działa jak NOOP, pozostawiając wszystkie stosy w stanach sprzed wykonania 

instrukcji. 

Konwencja dotycząca kolejności argumentów dla instrukcji, które są częściej renderowane jako 

operatory infiksowe, polega na tym, że argument na szczycie stosu jest traktowany jako argument 

prawy, a argument drugi od góry jako argument lewy. Oznacza to, że liniowa reprezentacja wyrażenia 

zawierającego jedną z tych instrukcji wygląda jak zwykłe wyrażenie infiksowe, z tą różnicą, że instrukcja 

została przeniesiona na koniec. Na przykład dzielimy 3,14 przez 1,23 za pomocą „(3,14 1,23 FLOAT./)”. 

Podobnie, 23 minus 2 jestwyrażone jako „(23 2 INTEGER.-)”. 

Chociaż stosy Push są generalnie traktowane jako prawdziwe stosy — to znaczy, że dostęp do nich 

odbywa się wyłącznie na zasadzie „ostatni wszedł, pierwszy wyszedł”, a instrukcje pobierają argumenty 

z wierzchołków stosów i umieszczają na nich swoje wyniki — kilka instrukcji (takich jak YANK i SHOVE) 

umożliwia bezpośredni dostęp do „głębokich” elementów stosu za pomocą indeksów całkowitych. W 

tym zakresie stosy mogą być używane jako ogólne struktury pamięci o swobodnym dostępie. Jest to 

jedna z cech zapewniających kompletność Push w sensie Turinga (inną jest możliwość dowolnego 

powiązania nazwy z wartością obsługiwanego przez typ danych NAME i metody SET/GET). Do 

implementacji Push można stosunkowo łatwo dodawać dodatkowe typy; do tej pory dodano między 

innymi wektory i macierze unitarne (opisane w rozdziale 7), a na potrzeby konkretnych zastosowań 

można dodać zarówno dodatkowe typy standardowe (na przykład tablice i ciągi znaków), jak i bardziej 

egzotyczne typy (ewentualnie adresy URL, obrazy itp.). Standardowy format pliku konfiguracji 

interpretera zapewnia, że różne implementacje języka Push można skonfigurować tak, aby 

zachowywały się w ten sam sposób na tych samych danych wejściowych. Więcej informacji na temat 

języka Push, w tym aktualny dokument specyfikacji języka, odnośniki do implementacji interpreterów 

języka Push (niektóre w formie kodu źródłowego) oraz powiązane publikacje, można znaleźć online na 

stronie głównej projektu Push. 

3. Przykłady języka Push 

Ta sekcja zawiera zaledwie kilka prostych przykładów, aby dać czytelnikowi pojęcie o języku i kilku jego 

funkcjach przydatnych w obliczeniach genetycznych i ewolucyjnych. Więcej przykładów, w tym pakiety 

testowe, jest dostępnych na stronie głównej projektu Push. 

Najpierw kilka prostych działań arytmetycznych: 

( 5 1.23 INTEGER.+ ( 4 ) INTEGER.- 5.67 FLOAT.* ) 

Wykonanie tego kodu pozostawia odpowiednie stosy w następujących stanach: 



 

Kilka uwag dotyczących tego przykładu: 

• Operacje na liczbach całkowitych i zmiennoprzecinkowych mogą być przeplatane; wszystkie 

instrukcje pobierają argumenty z odpowiednich stosów i umieszczają swoje wyniki na odpowiednich 

stosach. 

• Wywołanie funkcji INTEGER. + nic nie robi, ponieważ na stosie INTEGER nie ma dwóch liczb 

całkowitych w momencie jego wykonania. 

• Wywołanie funkcji INTEGER. - odejmuje 4 (które jest na szczycie stosu) od 5 (które jest drugie na 

stosie), a nie odwrotnie. 

• Nawiasy w "(4)" nie mają wpływu na wyniki; nawiasy służą głównie do grupowania fragmentów kodu 

do obsługi przez instrukcje manipulacji kodem. 

Oto niewielki program, który dodaje do siebie liczbę całkowitą wstępnie załadowaną na stosie do 

siebie: 

(INTEGER.DUP INTEGER.+) 

Na przykład, po uruchomieniu z liczbą 5 wstępnie załadowaną na stosie INTEGER, na szczycie stosu 

pozostaje 10. Poniższy kod wykonuje to samo, ale w nieco bardziej skomplikowany sposób, 

umieszczając kod na stosie CODE, a następnie go wykonując: 

(CODE.QUOTE (INTEGER.DUP INTEGER.+) CODE.DO) 

„Podprogram podwajający” użyty w tym przykładzie można wykorzystać na wiele sposobów. Na 

przykład, można użyć instrukcji CODE.DUP do utworzenia wielu kopii podprogramu w celu 

wielokrotnego wykonania. W poniższym przykładzie podprogram jest duplikowany dwukrotnie, a 

następnie wszystkie trzy kopie są wykonywane sekwencyjnie poprzez trzy wywołania CODE.DO. Po 

uruchomieniu z wstępnie załadowaną wartością 5 na stosie liczb całkowitych, na wierzchu stosu 

pozostaje wartość 40. 

( CODE.QUOTE ( INTEGER.DUP INTEGER.+ ) 

CODE.DUP CODE.DUP 

CODE.DO CODE.DO CODE.DO ) 

Inny mechanizm ponownego wykorzystania kodu obejmuje nazwane zmienne kodu. Poniższy przykład 

jest funkcjonalnie równoważny powyższemu, ale podprocedura podwajająca jest przechowywana w 

zmiennej DOUBLE za pomocą CODE.SET, a następnie pobierana wielokrotnie za pomocą CODE.GET, 

zamiast być duplikowana za pomocą CODE.DUP: 

( CODE.QUOTE ( INTEGER.DUP INTEGER.+ ) DOUBLE CODE.SET 

DOUBLE CODE.GET CODE.DO 

DOUBLE CODE.GET CODE.DO 

DOUBLE CODE.GET CODE.DO ) 



Chociaż technika podprocedury nazwanej jest w tym prostym przypadku bardziej rozwlekła niż 

technika podprocedury duplikowanej, może być wygodna do przechowywania kodu podczas innych 

zadań, które również korzystają ze stosu CODE. Poniższy, bardziej skomplikowany przykład 

wykorzystuje duplikację kodu oraz wywołania rekurencyjne (z użyciem CODE.DO w podprogramie) do 

obliczenia silni liczby całkowitej wstępnie załadowanej na stos INTEGER. W tym przykładzie 

wykorzystano fakt, że wywołania najwyższego poziomu interpretera umieszczają wykonany kod na 

stosie CODE przed wykonaniem: 

( CODE.QUOTE ( INTEGER.POP 1 ) 

CODE.QUOTE ( CODE.DUP INTEGER.DUP 1 INTEGER.- CODE.DO 

INTEGER.* ) 

INTEGER.DUP 2 INTEGER.< CODE.IF ) 

Działa to poprzez umieszczenie najpierw dwóch fragmentów kodu (odpowiednio dla przypadku 

bazowego i rekurencyjnego algorytmu silni rekurencyjnej) na stosie CODE; są one umieszczane na 

kodzie całego programu, który jest wstępnie ładowany na stosie CODE przez wywołanie najwyższego 

poziomu interpretera. Kolejny kod porównuje podaną liczbę całkowitą z 2 i, w zależności od wyniku 

(który znajdzie się na stosie BOOLEAN), wykonuje jeden z włożonych fragmentów kodu (i odrzuca 

drugi). W przypadku bazowym zwróci to wynik 1, natomiast w przypadku rekurencyjnym rekurencyjnie 

obliczy silnię o jeden mniejszą od podanej liczby i pomnoży ten wynik przez podaną liczbę. Po 

wywołaniu z wstępnie załadowaną liczbą 5 na stosie INTEGER, odpowiednie stosy znajdują się w 

następujących stanach: 

CODE STACK: (( CODE.QUOTE ( INTEGER.POP 1 ) 

CODE.QUOTE ( CODE.DUP INTEGER.DUP 1 

INTEGER.- CODE.DO INTEGER.* ) 

INTEGER.DUP 2 INTEGER.< CODE.IF )) 

BOOLEAN STACK: ( ) 

INTEGER STACK: ( 120 ) 

Prostszą implementację funkcji silni Push można uzyskać za pomocą instrukcji iteracyjnej DO*COUNT, 

która jest tylko jedną z kilku innych instrukcji rekurencyjnie wywołujących interpreter dla kodu 

znajdującego się na stosie CODE. DO* jest podobne do DO, z tą różnicą, że pobiera argument kodu 

przed wykonaniem argumentu kodu, a nie po nim. DO*TIMES jest podobne do DO*, z tą różnicą, że 

wykonuje pobrany kod liczbę razy, która jest pobierana ze stosu INTEGER. DO*COUNT jest podobne 

do DO*TIMES, z tą różnicą, że dodatkowo umieszcza licznik iteracji (zaczynając od 0) na stosie INTEGER 

przed każdą iteracją. Dzięki funkcji DO*COUNT iteracyjną funkcję silni można zapisać w następujący 

sposób: 

( CODE.QUOTE ( 1 INTEGER.+ INTEGER.* ) 

1 INTEGER.SWAP CODE.DO*COUNT ) 

We wszystkich powyższych przykładach fragmenty kodu używane jako podprogramy były po prostu 

kopiowane (na stos lub za pośrednictwem zmiennych) i ponownie wykonywane bez zmian. Jednak 

Push zawiera również bogaty zestaw instrukcji manipulacji kodem, które pozwalają programom 

modyfikować kod w dowolny sposób przed wykonaniem. Obejmuje to kilka instrukcji wzorowanych na 



funkcjach manipulacji hst języka Lisp (takich jak CODE. CAR, CODE.CDR i CODE.CONS), a także instrukcje 

specjalnego przeznaczenia wyższego poziomu, takie jak CODE.DISCREPANCY (która umieszcza miarę 

różnicy między dwoma najwyższymi elementami stosu CODE na stosie INTEGER), CODE.RAND (która 

generuje losowy kod za pomocą algorytmu z rysunku 6.2) i inne. Jako przykład możliwej dynamicznej 

konstrukcji kodu, rozważmy następujący program Push obliczający 2" dla dodatniej wartości n, która 

jest wstępnie załadowana na stos liczb całkowitych: 

( CODE.QUOTE ( INTEGER.DUP INTEGER.+ ) DOUBLE CODE.SET 

CODE.QUOTE ( ) 

CODE.QUOTE ( DOUBLE CODE.GET CODE.APPEND ) 

CODE.DO*TIMES 

1 CODE.DO ) 

Pierwszy wiersz tego programu definiuje tę samą podprocedurę DOUBLE, która została użyta w 

poprzednim przykładzie. Wiersz 2 umieszcza pustą listę na stosie CODE. Wiersz 3 umieszcza fragment 

kodu, który mówi „dołącz definicję DOUBLE do tego, co znajduje się na szczycie stosu CODE”. Wiersz 4 

pobiera kod z hne 3, a następnie wykonuje go n razy (ponieważ n zostało wstępnie załadowane na 

stosie INTEGER). Na koniec tego kroku Najwyższym elementem stosu CODE będzie program składający 

się z n powtórzonych wystąpień „INTEGER.DUP INTEGER.+”. Na przykład, jeśli 3 zostało wstępnie 

załadowane na stos INTEGER, to najwyższym elementem stosu CODE po wykonaniu wiersza 4 będzie: 

( INTEGER.DUP INTEGER.+ 

INTEGER.DUP INTEGER.+ 

INTEGER.DUP INTEGER.+ ) 

Piąty i ostatni wiersz programu umieszcza 1 na stosie INTEGER, a następnie wykonuje program 

skonstruowany w wierszu 4. Pozostawia to 2” na szczycie stosu INTEGER. Chociaż jest to nietypowy i 

nieco rozwlekły sposób obliczania 2”, ilustruje on jednak niektóre sposoby, w jakie programy Push 

mogą dynamicznie manipulować i wykonywać kod. 

4. PushGP: Programowanie genetyczne z wykorzystaniem Push 

PushGP to system programowania genetycznego, który rozwija programy Push. Jest to prosty system 

pod wieloma względami, częściowo dlatego, że został pierwotnie zaprojektowany jedynie jako 

demonstracja zastosowania Push w systemie programowania genetycznego. Większość jego 

algorytmów i funkcji jest taka sama jak te stosowane w najprostszych tradycyjnych systemach 

programowania genetycznego, a niektóre, dzięki wydajności możliwej dzięki minimalistycznej składni 

Push, są jeszcze prostsze. Niemniej jednak, użycie Push jako języka, w którym wyrażane są rozwijające 

się programy, zapewnia następujące atrakcyjne cechy: 

• Wiele typów danych bez ograniczeń w generowaniu lub przetwarzaniu kodu. 

• Dowolna modułowość bez ograniczeń w generowaniu lub przetwarzaniu kodu. 

• Rozwinięta architektura modułowa bez dodatkowych mechanizmów. 

• Obsługa jawnej, dowolnej rekurencji. 

• Obsługa samorozwoju kodu oraz, poprzez rozszerzenia takie jak Push-pop, rozwój zróżnicowanych 

procedur reprodukcji . 



PushGP jest szczegółowo opisany w dokumentach dostępnych na stronie internetowej projektu Push. 

Tutaj opisujemy jedynie jego podstawową strukturę i zwracamy uwagę na kilka aspektów jego 

działania. Uruchomienie PushGP rozpoczyna się od wygenerowania populacji programów losowych 

przy użyciu algorytmu pokazanego na rysunku 6.2. Każdy program w populacji jest następnie oceniany 

pod kątem dopasowania do problemu docelowego. Jeśli rozwiązanie problemu docelowego zostanie 

znalezione, jest ono drukowane, a system zatrzymuje się. W przeciwnym razie, nowa generacja 

programów jest generowana poprzez zastosowanie operatorów genetycznych do programów w 

bieżącej generacji, które są wybierane w turniejach dopasowania. Te z kolei są oceniane pod kątem 

dopasowania, a proces jest kontynuowany do momentu znalezienia rozwiązania lub osiągnięcia 

ustalonego limitu generacji. Operatory genetyczne używane w PushGP zazwyczaj obejmują dokładną 

reprodukcję i proste warianty operatorów mutacji i krzyżowania, które zostały opisane w sekcji 5.3, 

„zliberalizowane” w pewnym stopniu, aby pasowały do bardziej liberalnej składni Push. Często 

używane są również dodatkowe operatory, takie jak operator ADD, który wstawia nowy podprogram 

do elementu nadrzędnego, oraz operator REMOVE, który usuwa podprogram z elementu 

nadrzędnego; nie mają one bezpośrednich odpowiedników w tradycyjnym programowaniu 

genetycznym, ponieważ takie wstawianie i usuwanie, jeśli nie zostanie wykonane ostrożnie, 

generowałoby programy naruszające wymagania dotyczące liczby argumentów reprezentacji typu Lisp. 

Badano również operatory alternatywne, w tym niektóre zaprojektowane w celu przeciwdziałania 

niekontrolowanemu wzrostowi kodu („bloat”) . Ponadto operator IMMIGRATION, który kopiuje 

programy z plików dyskowych, jest czasami używany w celu ułatwienia korzystania z wielodemowych 

architektur ewolucyjnych w sieciach stacji roboczych. Sam algorytm PushGP nie wyróżnia się niczym 

szczególnym; w większości jest on jedynie reimplementacją tradycyjnego programowania 

genetycznego. Jednak fakt, że bazową reprezentacją programu jest Push, który obsługuje programy 

wielotypowe i złożone struktury sterowania poprzez samomanipulację kodem, oznacza, że ten prosty 

system może ewoluować programy wielotypowe, modułowe, rekurencyjne i samorozwijające się bez 

żadnych dodatkowych mechanizmów. Wnikliwy czytelnik zauważy, że jedno to powiedzieć, że 

reprezentacja Push „obsługuje” różne możliwości, a zupełnie co innego wykazać, że programy z tymi 

możliwościami faktycznie ewoluują w praktyce. Jeszcze co innego to wykazać na przykład, że zalety 

rozwiązywania problemów dzięki schematom modularyzacji, takim jak ADF, są również uzyskiwane z 

procesu „emergentnej modularyzacji”, który może wystąpić podczas uruchomienia PushGP. Takie 

demonstracje są ważne, ale wykraczają poza zakres tej książki. Fakt, że wiele wyników w rozdziale 8 

zostało wygenerowanych za pomocą PushGP, dostarcza pewnych anegdotycznych dowodów na 

skuteczność PushGP, ale nie stanowi systematycznej oceny. Takie oceny zostały opublikowane w 

innych miejscach, wykazując na przykład lepsze właściwości „skalowania” niż w przypadku 

programowania genetycznego z wykorzystaniem algorytmów ADF w przypadku problemów z 

parzystością  oraz właściwości odporności opartej na modułowości, podobne do tych zapewnianych 

przez programowanie genetyczne z wykorzystaniem algorytmów ADF w przypadku problemów w 

środowisku dynamicznym . PushGP często znajduje nieoczekiwane sposoby wykorzystania funkcji 

manipulacji kodem i wielotypowości Push do tworzenia nietypowych (i „nieludzkich”) rozwiązań. Na 

przykład, chociaż PushGP rutynowo generuje kod rekurencyjny, rzadko jest on zgodny ze 

szczegółowymi schematami zalecanymi w podręcznikach programowania, a zrozumienie sposobów, w 

jakie ewolucyjne programy Push manipulują kodem i wykonują go, aby osiągnąć zamierzone rezultaty, 

wymaga niekiedy znacznego wysiłku. W jednym z przykładów, program ewoluował, aby rozwiązać 

problem nieparzystej liczby nieparzystej, czyli określić, czy dane wejściowe są, czy nie są liczbą 

nieparzystą. Dokonał tego, wykorzystując podaną liczbę jako indeks w samym programie i oceniając 

właściwość kodu znajdującą się pod tym indeksem. Było to sprytne (i w 100% poprawne) rozwiązanie, 

ale nie takie, które programista mógłby opracować. PushGP jest „samoadaptacyjny” w tym sensie, że 

liczba i architektura modułów, które mają zostać użyte w rozwiązaniu, wraz z wyborem typów danych, 



są określane dynamicznie i automatycznie w ramach procesu ewolucyjnego. Do pewnego stopnia 

wysoce redundantny charakter składni Push – to znaczy fakt, że nawiasy można często dodawać lub 

usuwać, a sekwencje instrukcji można często zmieniać kolejność, a wszystko to bez zmiany funkcji 

programu – pozwala na inne formy (reprezentacyjnej) samoadaptacji podczas działania. Wiele 

aspektów systemu musi jednak zostać określonych lub dostosowanych ręcznie. Na przykład PushGP 

wykorzystuje ręcznie zaprojektowane algorytmy mutacji i krzyżowania oraz ręcznie określone 

częstotliwości aplikacji dla każdego z operatorów genetycznych. Poza PushGP, funkcje manipulacji 

kodem w Push mogą obsługiwać bardziej radykalnie samoadaptacyjne formy obliczeń genetycznych i 

ewolucyjnych, w których większa liczba aspektów systemu podlega kontroli ewolucyjnej. Niektóre z 

tych samoadaptacyjnych rozszerzeń opisano w następnej sekcji.  

5. Ewolucja autokonstruktywna 

Push pozwala na zintegrowanie, w sposób jednolity pod względem składniowym, manipulacji kodem z 

manipulacją zorientowanymi problemowo typami danych (liczbami całkowitymi, liczbami 

zmiennoprzecinkowymi, macierzami itp.). Jak pokazano w poprzednim rozdziale, możliwość ta może 

być wykorzystana do wspierania ewolucji programów wykorzystujących moduły i nowatorskie 

struktury sterowania. Można ją jednak również wykorzystać, w bardziej ambitny sposób, do objęcia 

większej części procesu ewolucyjnego kontrolą ewolucyjną. Jest to możliwe, ponieważ genetyczny i 

ewolucyjny system obliczeniowy sam w sobie składa się z kodu, którego część może również podlegać 

ewolucji.  Tu pokrótce opisano niektóre sposoby zastosowania tych idei w Push. Należy jednak 

zauważyć, że stosunkowo standardowy system PushGP opisany w poprzednim rozdziale okazał się jak 

dotąd bardziej przydatny w kontekstach rozwiązywania problemów (w tym w automatycznym 

programowaniu komputerów kwantowych, jak opisano w rozdziale 8) niż takie „metaewolucyjne” 

systemy. Jednak to właśnie Push został pierwotnie zaprojektowany do obsługi takich systemów, a 

systemy te, dzięki swoim zdolnościom samoadaptacyjnym, mogą w przyszłości tworzyć jeszcze bardziej 

zaawansowane technologie rozwiązywania problemów. Kilka wcześniejszych genetycznych i 

ewolucyjnych systemów obliczeniowych zawierało pewną formę samoadaptacji, taką jak kodowanie 

genetyczne tempa mutacji. W literaturze poświęconej programowaniu genetycznemu opisano kilka 

systemów „Meta-GP”, w których tempo, a także algorytmy mutacji są zakodowane genetycznie, a 

zatem podlegają ewolucji. Zamiast tradycyjnych operatorów genetycznych systemy te wykorzystują 

współewoluujące populacje programów manipulacji programami, aby tworzyć potomstwo osobników 

z populacji pierwotnej (rozwiązującej problemy). System „ewolucji autokonstruktywnej” to genetyczny 

i ewolucyjny system obliczeniowy, w którym ewoluujące programy rozwiązujące problemy same 

odpowiadają za produkcję (i dywersyfikację) własnego potomstwa, tak jak organizmy biologiczne 

odpowiadają zarówno za „zarabianie na życie” w swoim środowisku, jak i za produkcję własnego 

potomstwa . Ponieważ sposoby, za pomocą których programy tworzą swoje potomstwo, są osadzone 

w samych ewoluujących programach, a zatem podlegają zmienności i doborowi naturalnemu, istotne 

aspekty procesu ewolucyjnego podlegają tym samym kontroli ewolucyjnej. W miarę działania systemu 

ewolucji autokonstruktywnej, sam proces ewolucyjny, o ile jest realizowany przez zachowania 

reprodukcyjne ewoluujących programów, jest konstruowany przez ewolucję. Ewolucję 

autokonstruktywną można zrealizować za pomocą systemu Push na wiele sposobów. Pierwszy system 

ewolucji autokonstruktywnej oparty na systemie Push, Pushpop, powstał poprzez wprowadzenie 

minimalnych zmian w systemie PushGP. Dodano dodatkowy typ danych kodu, zwany CHILD, który 

obsługiwał wszystkie standardowe instrukcje manipulacji kodem, z wyjątkiem tych powodujących 

rekurencyjne wykonanie (takich jak DO, DO* i IF). Po zakończeniu każdego testu dopasowania, każdy 

kod pozostawiony na szczycie stosu CHILD stawał się potencjalnym dzieckiem, przechowywanym 

razem z rodzicem (który mógł być wówczas uznany za „ciążowy”) aż do fazy selekcji. W fazie selekcji, 

po tym, jak wszystkie programy w populacji zostały ocenione pod kątem dopasowania (i 



wyprodukowały swoje potencjalne dzieci), turnieje dopasowania między rodzicami decydowały, z 

których rodziców zostaną wybrane dzieci do włączenia do następnego pokolenia. Aby uniknąć stagnacji 

ewolucyjnej, która wynikałaby z programów produkujących jedynie dokładne klony samych siebie, 

wprowadzono zasadę „zakaz klonowania”; dzieci nie były dodawane do kolejnego pokolenia, jeśli były 

duplikatami rodzica lub innych dzieci, które zostały już dodane.^ Poza zakazem klonowania, programy 

mogły produkować swoje dzieci w dowolny sposób, który dało się wyrazić w kodzie Push, w tym 

standardowe procedury mutacji i krzyżowania jako przypadki szczególne. Aby wspierać procedury 

rekombinacji płciowej (takie jak crossover), dostarczono specjalne instrukcje umożliwiające dostęp do 

innych osobników w populacji (wybranych na podstawie odległości, kondycji rodzica lub zawartości 

programu) i wgrywanie ich programów do bieżącego stosu CODE. Należy zauważyć, że kod mógł być 

„pożyczany” od więcej niż jednego partnera, umożliwiając złożone formy rekombinacji 

wielokierunkowej. Ponieważ ten „pożyczony kod” mógł być wykorzystywany nie tylko do produkcji 

dzieci, ale mógł być również wykonywany przez rodzica, przyczyniając się tym samym do jego 

zachowań związanych z rozwiązywaniem problemów, programy w populacji Pushpop mogły stać się 

ściśle współzależne. Wykazano, że Pushpop rozwiązuje proste problemy regresji symbohc, ale jego 

głównym zastosowaniem do tej pory było badanie samych samoadaptacyjnych procesów 

ewolucyjnych. Na przykład, został on wykorzystany do badania relacji między dywersyfikacją a 

adaptacją, pokazując, że adaptacyjne populacje programów Pushpop są niezawodnie bardziej 

zróżnicowane niż wymaga tego zasada „braku klonowania”. Możliwe jest podjęcie dodatkowych 

kroków w tym samoadaptacyjnym kierunku, na przykład umożliwienie kontrolowania czasu 

reprodukcji przez poszczególne programy (a zatem przez ewolucję), a nie przez ręcznie 

zaprojektowane, oparte na generacji schematy zarówno PushGP, jak i Pushpop. System o nazwie 

SWARMEVOLVE 2.0 robi to samo, choć w nieco innym kontekście architektonicznym. SWARMEVOLVE 

2.0 to autokonstruktywny system ewolucyjny, w którym latające agenci ewoluują w wirtualnym 

świecie 3D, zaimplementowanym w środowisku symulacyjnym BREVE (Klein, 2002).^ Agenci ci 

samodzielnie decydują, kiedy, gdzie i jak produkować dzieci (za pomocą instrukcji SPAWN), a wiele 

innych cech systemu ewolucyjnego znajduje się w ten sposób pod kontrolą ewolucyjną. System ten był 

wykorzystywany głównie do badania dynamiki ewolucyjnej; na przykład służył jako platforma do 

badania ewolucji zachowań zbiorowych . Przydatność autokonstruktywnych systemów ewolucyjnych 

w automatycznym programowaniu komputerów kwantowych jest obecnie nieznana. Można jednak 

spekulować, że takie systemy ostatecznie przewyższą tradycyjne systemy programowania 

genetycznego, dostosowując swoje mechanizmy reprodukcyjne i reprezentacje do środowiska 

problemowego. 

 

EWOLUCJA PROGRAMÓW KWANTOWYCH 

W tej sekcji przedstawiono konkretne strategie ewolucji programów kwantowychz wykorzystaniem 

technologii przedstawionych wcześniej w tej książce. Zastosowanie tych strategii do konkretnych 

problemów udokumentowano w sekcji 8. Powiązane strategie zostały również opracowane i 

zastosowane przez innych badaczy  chociaż niektóre z tych prac są cytowane w poniższej dyskusji, tutaj 

skupiono się na strategiach opracowanych przez autora. 

1. Reprezentacje programów 

System programowania genetycznego można postrzegać jako procedurę wyszukiwania, która 

przeszukuje „przestrzeń” programów komputerowych w celu znalezienia programu spełniającego 

określone, zazwyczaj behawioralne, kryterium. Przestrzeń poszukiwań jest zazwyczaj nieskończona, co 

oznacza, że żadna skończona procedura poszukiwań nie jest w stanie jej w pełni zbadać. Jeśli 



weźmiemy pod uwagę programy z parametrami o wartościach rzeczywistych (jak wiele programów 

kwantowych), to przestrzeń poszukiwań jest nieprzeliczalnie nieskończona, nawet dla programów o 

skończonej wielkości. Nawet jeśli zastąpimy prawdziwe liczby rzeczywiste liczbami 

zmiennoprzecinkowymi o ograniczonej precyzji, liczba programów o dowolnej nietrywialnej 

skończonej wielkości jest astronomicznie duża. Dlatego ważne jest, aby projektanci systemów 

programowania genetycznego starannie rozważyli podzbiór przestrzeni, który będzie badany za 

pomocą ich metod. Na przynależność do tego podzbioru wpływa wiele czynników, od reprezentacji 

programu po wybór operatorów genetycznych. W tradycyjnym programowaniu genetycznym 

„chromosomy”, na których działają darwinowskie procesy zmienności i doboru naturalnego, są samymi 

programami. Oznacza to, że zachowanie osobnika z danym chromosomem jest determinowane 

poprzez wykonanie chromosomu, który w istocie jest całością osobnika. Natomiast, jak opisano w 

sekcji 6, w podejściach rozwojowych wykonanie programu chromosomowego generuje kolejny 

program, który jest następnie wykonywany w celu wygenerowania zachowania rozwiązywania 

problemów. Zarówno bezpośrednie, chromosomowe kodowanie, jak i pośrednie, rozwojowe 

kodowanie programów kwantowych może być wykorzystane do ewolucji programów kwantowych. W 

obu przypadkach należy najpierw określić formy, jakie przyjmie wyewoluowany i/lub rozwinięty 

program kwantowy. W przypadku niektórych problemów można mieć z góry ustalone ograniczenia, 

które można wykorzystać do zaprojektowania efektywnych reprezentacji programów. Na przykład, 

wiedząc, że program rozwiązujący konkretny problem ma postać bramki jednokubitowej, można 

przedstawić program za pomocą czterech rzeczywistych parametrów bramki U2 . Można następnie 

spróbować ewoluować program rozwiązujący problem z pojedynczą bramką, używając chromosomów 

składających się z czterech rzeczywistych parametrów i operatorów genetycznych operujących na 

ciągach czterech liczb. Alternatywnie, można użyć chromosomów o bardziej złożonej formie, takich jak 

programy, które po uruchomieniu ustawiają wartości czterech parametrów. W przypadku 

najciekawszych problemów poszukujemy programów operujących na wielu kubitach. Chociaż 

teoretycznie możliwe byłoby przedstawienie tych większych programów kwantowych przy użyciu 

jedynie parametrów numerycznych, rozszerzając ideę opisaną w poprzednim akapicie, liczba 

parametrów gwałtownie rośnie wraz ze wzrostem rozmiaru programu. Co gorsza, znaczenie dużej 

liczby parametrów staje się trudne do zrozumienia dla ludzi, przez co wyniki procesu ewolucyjnego 

generującego zbiory takich parametrów byłyby trudne do analizy lub rozszerzenia. Z tych powodów 

często bardziej sensowne jest przedstawienie programów kwantowych jako sekwencji dobrze 

poznanych bramek kwantowych, które działają na niewielkiej liczbie kubitów. Reprezentacja QGAME 

dla programów kwantowych,  została zaprojektowana właśnie w tym celu. Po ustaleniu schematu 

reprezentacji programów kwantowych – a w dalszej części tego rozdziału zakładamy, że programy 

kwantowe mają formę programów QGAME – nadal stoimy przed wyborem reprezentacji 

chromosomów. Jedną z możliwości jest wykorzystanie samych programów QGAME jako 

chromosomów. Jest to zasadniczo technika opisana jako „bezstosowe liniowe programowanie 

genetyczne genomu” z „zamkniętymi bramkami”. i jest ona podobna do technik stosowanych przez 

wielu innych badaczy . Ponieważ programy QGAME są nieograniczone składniowo – to znaczy, że każda 

zmiana kolejności wyrażeń instrukcji w programie QGAME prowadzi do powstania kolejnego, 

poprawnie sformatowanego składniowo programu QGAME – proste, „ślepe” operatory genetyczne 

mogą być używane w połączeniu z tymi chromosomami. Kilka wyników przedstawionych w rozdziale 8 

uzyskano po raz pierwszy za pomocą tej techniki. Istnieje jednak kilka powodów, dla których warto 

rozważyć użycie bardziej ekspresyjnej, a wręcz rozwojowej, reprezentacji chromosomów. Na przykład, 

można oczekiwać, że programy kwantowe będące rozwiązaniami niektórych problemów będą 

zawierać wiele wystąpień tej samej wartości parametru (na przykład jako parametr funkcji U-THETA), 

i pożądane byłoby umożliwienie pojedynczej instancji takiego parametru w chromosomie 

„przetłumaczenia” na kilka wystąpień parametru w programie kwantowym rozwiązywania 



problemów. W innych przypadkach sam problem może mieć parametry (na przykład liczbę wywołań 

bramy wyroczni) i pożądane byłoby umożliwienie, aby ten parametr bezpośrednio wpływał na 

konstrukcję programu kwantowego rozwiązywania problemów. Wiele ważnych problemów ma tę 

właściwość, ponieważ wiążą się one z odkrywaniem skalowalnych programów kwantowych, które 

mogą rozwiązywać problemy o różnych rozmiarach. Jedną ze strategii rozwiązywania tych problemów 

jest podanie parametru rozmiaru, który wpływa na formę wynikowego programu kwantowego. 

Wreszcie, w niektórych przypadkach przydatne może być umożliwienie wytwarzania komponentów 

ewoluujących programów kwantowych poprzez obliczeniowe manipulacje innymi komponentami tych 

samych programów; Na przykład, przydatne może być umożliwienie uzyskania kąta bramki U-THETA z 

różnicy kątów dwóch innych bramek U-THETA. Podejście rozwojowego programowania genetycznego,  

może zapewnić wszystkie te możliwości. W tym podejściu programy chromosomowe są wyrażane w 

klasycznym (niekwantowym) języku programowania i mogą przybierać różne formy, w tym drzewa 

programów w stylu Lispa lub sekwencje instrukcji oparte na stosie. Programy te, po uruchomieniu, 

stanowią program kwantowy do rozwiązywania problemów. Programy chromosomowe mogą 

zawierać zarówno klasyczne instrukcje, które manipulują standardowymi typami danych, takimi jak 

liczby i wartości boolowskie, jak i instrukcje dodające komponenty do rozwijającego się programu 

QGAME. Przed uruchomieniem programu chromosomowego inicjuje się „zarodek”, który składa się z 

minimalnego programu QGAME; ten zarodek może być całkowicie pustym programem lub może 

zawierać na przykład instrukcje inicjujące stany określonych kubitów lub przeprowadzające pomiary 

końcowe. Wykonanie instrukcji dodawania składników kwantowych w programie chromosomowym 

rozszerza zarodek o określone wyrażenie instrukcji QGAME. Te wyrażenia instrukcji są zazwyczaj 

dodawane na końcu rozwijającego się programu QGAME, przed wszelkimi wstępnie określonymi 

końcowymi bramkami pomiarowymi. Wykorzystanie Push i PushGP  w takim podejściu rozwojowym 

zapewnia szereg korzyści. Na przykład łatwość integracji wielu typów danych w Push pozwala na 

dodanie typu QGATE, który obsługuje złożone strategie ewolucyjne rozwoju programów kwantowych. 

Dane tego typu, zaimplementowane w wersji PushGP, która została użyta do wygenerowania kilku 

wyników , składają się z w pełni rozwiniętych macierzy unitarnych (dla układów kwantowych o 

wstępnie określonym rozmiarze) wraz ze specyfikacjami „historii”, które pokazują, jak macierze te 

zostały zbudowane z prymitywnych macierzy bramek. Większość instrukcji QGATE rozszerza daną 

macierz do wymaganego rozmiaru, pobierając argumenty potrzebne do tego z odpowiednich stosów 

(oraz indeksy kubitów modulo liczba kubitów) i umieszcza wynikową strukturę QGATE na stosie 

QGATE. Na przykład instrukcja QGATE.HADAMARD, gdy jest wykonywana w kontekście 2-kubitowego 

komputera kwantowego i z 0 na stosie INTEGER, umieszcza strukturę z następującą macierzą unitarną 

(w której wszystkie liczby zostały zaokrąglone do 4 miejsc po przecinku dla czytelności) na stosie 

QGATE: 

((0.7071 0.7071 0.0000 0.0000) 

(0.7071 -0.7071 0.0000 0.0000) 

(0.0000 0.0000 0.7071 0.7071) 

(0.0000 0.0000 0.7071 -0.7071)) 

Historia związana z tą macierzą to po prostu (HARAMARD 0). Kolejne wykonanie instrukcji QGATE.GATE 

dodałoby instrukcję QGAME (w tym przypadku taką, która wykorzystuje konstrukcję MATRIX-GATE 

QGAME z macierzą określoną powyżej) do rozwijającego się programu QGAME. Przed wykonaniem 

QGATE.GATE program Push może jednak zapisać i przekształcić macierz unitarną. Rozważmy na 

przykład następujący fragment programu Push: 

0 QGATE.HADAMARD 1 0.23 QGATE.U-THETA 



QGATE.COMPOSE 0 1 QGATE.CNOT QGATE.COMPOSE 

QGATE.TRANSPOSE 

Ten kod najpierw umieszcza na stosie QGATE tę samą macierz, która została użyta w poprzednim 

przykładzie. Następnie umieszcza macierz U-THETA (zastosowaną do kubitu 1, z kątem 0.23) na 

macierzy HADAMARD. Kolejna instrukcja QGATE.COMPOSE zdejmuje obie macierze ze stosu i 

zastępuje je ich kompozycją (oraz historią odzwierciedlającą pochodzenie kompozycji).^ Kolejne trzy 

elementy umieszczają macierz CNOT (z kubitem 0 jako elementem sterującym i kubitem 1 jako 

elementem docelowym), a kolejna instrukcja QGATE.COMPOSE składa wcześniej skonstruowaną 

macierz i CNOT. Wywołanie QGATE. Funkcja TRANSPOSE transponuje wynik końcowej kompozycji, 

tworząc następującą macierz (zaokrągloną): 

((0,0688 0,0688 -0,0161 -0,0161) 

(0,0161 -0,0161 0,0688 -0,0688) 

(0,0161 0,0161 0,0688 0,0688) 

(0,0688 -0,0688 -0,0161 0,0161)) 

Macierz tę można następnie dodać do rozwijającego się programu QGAME poprzez wywołanie funkcji 

QGATE.GATE, chociaż można ją (lub jej składniki) również zduplikować za pomocą funkcji QGATE.DUP 

lub zapisać w nazwanej zmiennej. Można ją zatem wykorzystać wielokrotnie, z dalszą manipulacją lub 

bez, w pełni rozwiniętym programie kwantowym. Funkcje Push i PushGP służące do manipulowania 

kodem, które umożliwiają pojawianie się modułów i innych struktur sterujących w trakcie ewolucji, 

mogą wykorzystać tę manipulację stosem QGATE w celu ułatwienia ewolucji programów kwantowych 

o złożonych, modułowych strukturach. 

2. Dopasowanie 

Proces programowania genetycznego wymaga oceny dopasowania wszystkich osobników w 

ewoluującej populacji w każdym pokoleniu. W jaki sposób można przeprowadzić tę ocenę 

dopasowania dla programów kwantowych generowanych przez procesy rozwojowe opisane w 

poprzedniejsekcji? W niektórych przypadkach możliwe jest zastosowanie specjalistycznych miar 

dopasowania, które eliminują potrzebę symulacji na komputerach kwantowych. Na przykład, w 

przypadku niektórych problemów, które nie wykorzystują niejednostkowych elementów programu 

(takich jak pomiary), możliwe jest zbudowanie złożonej macierzy unitarnej reprezentowanej przez cały 

program QGAME i bezpośrednia ocena cech tej macierzy złożonej, które są istotne dla dopasowania 

programu do danego problemu. Takie podejście przyjęli Colin Williams i Alexander Gray w swojej pracy 

wykorzystującej programowanie genetyczne do znajdowania rozkładów predefiniowanych macierzy 

unitarnych; zbudowali oni macierze złożone i porównali je, element po elemencie, z macierzą docelową 

. W większości przypadków jednak takie podejście jest niepraktyczne, ponieważ albo problem wymaga 

elementów niejednostkowych, albo istotne cechy macierzy złożonej nie są łatwe do oszacowania, albo 

też użycie bramek wyroczni wymagałoby zbudowania dużej liczby macierzy złożonych. Z tych powodów 

często prościej jest symulować wykonanie programu na komputerze kwantowym i obliczyć 

dopasowanie programu na podstawie wyników symulacji. Jak omówiono  komputer kwantowy 

uruchamiający określony program kwantowy może generować różne wyniki, każdy z określonym 

prawdopodobieństwem, w kolejnych, ale poza tym identycznych przebiegach. Gdybyśmy mieli użyć 

prawdziwego komputera kwantowego do oceny dopasowania, otrzymalibyśmy tylko jeden wynik z 

każdego przebiegu i musielibyśmy uruchamiać program wielokrotnie, aby określić 

prawdopodobieństwa dla każdego wyniku. Jednak w przypadku symulatorów komputerów 



kwantowych, takich jak QGAME, otrzymujemy listę wszystkich możliwych wyników i powiązanych z 

nimi prawdopodobieństw z jednego przebiegu (aczkolwiek z przebiegu wymagającego wykładniczych 

zasobów obliczeniowych). Wszystkie te informacje o możliwych wynikach i ich prawdopodobieństwach 

można wykorzystać w funkcji dopasowania do programowania genetycznego. Najprostszym sposobem 

wykorzystania tych informacji w funkcji dopasowania jest bezpośrednie użycie prawdopodobieństwa 

błędu jako wartości dopasowania, gdzie dopasowanie równe zero oznacza rozwiązanie idealne. Jest to 

podobne do użycia wartości błędu jako wartości dopasowania w tradycyjnych problemach regresji 

symbolicznej , chociaż tutaj prawdopodobieństwo błędu jest używane zamiast rzeczywistego błędu 

numerycznego. W przypadku problemu, który ma wiele przypadków dopasowania, dopasowanie 

można obliczyć jako sumę lub średnią indywidualnych prawdopodobieństw błędu lub, w zależności od 

wymagań problemu, jako maksymalne prawdopodobieństwo błędu dla dowolnego konkretnego 

przypadku dopasowania. Prawdopodobieństwo błędu jest użyteczną miarą jakości programu 

kwantowego, ale często samo w sobie jest niewystarczające jako miara dopasowania do ewolucji 

programów kwantowych. Dzieje się tak, ponieważ często niezwykle łatwo jest stworzyć program z 50% 

prawdopodobieństwem błędu, który nie ma nic wspólnego z prawdziwym rozwiązaniem. Często 

można to osiągnąć po prostu obracając kubity wyjściowe do równych superpozycji 0 i 1 (jak można to 

zrobić na przykład z bramką HADAMARD). Programy „lepsze” od tego, w tym sensie, że zawierają 

więcej składowych prawdziwych rozwiązań, mogą mieć niższe prawdopodobieństwo błędu w 

niektórych przypadkach dopasowania, ale wyższe prawdopodobieństwo błędu w innych, a ich średnie 

prawdopodobieństwo błędu może również przekraczać 50%. W konsekwencji programy osiągające 

50% prawdopodobieństwo błędu często tworzą kłopotliwe minimum lokalne w przestrzeni 

wyszukiwania generowanej przez funkcję dopasowania, która uwzględnia jedynie 

prawdopodobieństwo błędu. Z tego powodu często przydatne jest rozważenie, oprócz całkowitego, 

średniego lub maksymalnego prawdopodobieństwa błędu, miary liczby przypadków dopasowania, dla 

których program z większym prawdopodobieństwem zwróci błędną odpowiedź. Miara ta będzie tutaj 

nazywana liczbą „chybień”. Aby mieć pewność, że nawet te przypadki, w których prawdopodobieństwo 

błędu spada poniżej 50% z powodu błędów „zaokrąglania”, zostaną uznane za chybienia, należy 

zasadniczo nieco obniżyć próg dla chybień; w przykładach przedstawionych w sekcji 8 próg ten zawsze 

wynosił 48%. Jak opisano , funkcja TEST-QUANTUM-PROGRAM programu QGAME zwraca liczbę 

chybień wraz z prawdopodobieństwem błędu i statystykami wyroczni. Można połączyć 

prawdopodobieństwo błędu z chybieniami, aby na wiele sposobów uzyskać funkcję dopasowania 

kierującą ewolucją. W wielu przypadkach skuteczna może być kombinacja „leksykograficzna”, w której 

prawdopodobieństwo błędu służy jedynie do rozróżniania programów z identyczną liczbą chybień. 

Załóżmy na przykład, że przeprowadzamy analizę z czterema przypadkami sprawności i używamy 

funkcji sprawności f = 10m + e jako funkcji sprawności, gdzie m to liczba chybień, a e to maksymalne 

prawdopodobieństwo błędu w dowolnym przypadku. Pierwszy wyraz sumy będzie jednym z 0, 10, 20, 

30 lub 40, a drugi wyraz będzie liczbą rzeczywistą mniejszą lub równą 1. Podobnie jak poprzednio, 

niższe wartości sprawności są uważane za lepsze. W rezultacie program, który osiąga mniejszą liczbę 

chybień, będzie zawsze uważany za lepszy niż program, który osiąga większą liczbę chybień. 

Porównując dwa programy, które osiągają tę samą liczbę chybień, lepszy będzie ten z niższym 

maksymalnym prawdopodobieństwem błędu. Możliwych jest wiele innych metod kombinowanych, w 

tym niektóre badane pod kątem innych rodzajów problemów programowania genetycznego i 

„problemów optymalizacji wielokryterialnej” bardziej ogólnie. Ponadto, niektóre problemy mogą 

wymagać unikatowych manipulacji prawdopodobieństwami błędów i liczbą chybień. Na przykład, w 

przypadku niektórych problemów, zgrubna, dyskretna natura liczby chybień może prowadzić do 

problematycznych „płaskowyży” w krajobrazie dopasowania; to znaczy, może być konieczne 

tymczasowe zbadanie programów z większą liczbą chybień (ale być może niższym 

prawdopodobieństwem błędu) w celu poczynienia postępów, ale ta eksploracja może być 



uniemożliwiona przez charakter „wszystko albo nic” każdego „chybienia”, w połączeniu z 

leksykograficzną kombinacją chybień i prawdopodobieństwa błędu. W takich przypadkach można 

spróbować „wygładzić” liczbę chybień (na przykład za pomocą funkcji sigmoidalnej wyśrodkowanej na 

48%) lub przekształcić chybienia i/lub prawdopodobieństwa błędów w inny sposób. Nie ma 

jednoznacznych wytycznych dotyczących najlepszego sposobu postępowania w przypadku 

konkretnego problemu, ale analiza nieudanych przebiegów może czasami prowadzić do interwencji, 

które ostatecznie pozwalają systemowi znaleźć rozwiązanie. W przypadku konkretnych problemów 

można uwzględnić dodatkowe komponenty dopasowania. W przypadku niektórych problemów 

sensowne może być umożliwienie programom kwantowym wielokrotnych wywołań bramki wyroczni i 

pożądane może być zminimalizowanie liczby takich wywołań do końca przebiegu; w takich 

przypadkach przydatne może być połączenie liczby wywołań wyroczni z innymi wartościami w funkcji 

dopasowania. Można również dążyć do zminimalizowania całkowitej liczby bramek; miara ta mogłaby 

zostać uwzględniona w funkcji dopasowania jako swego rodzaju składnik „oszczędności” (Koza, 1992). 

W niektórych przypadkach przydatne może być również uwzględnienie w funkcji dopasowania miar 

właściwości mechaniki kwantowej, takich jak splątanie, albo ze względu na ich bezpośrednie znaczenie 

dla rozwiązywanego problemu, albo dlatego, że oczekuje się, że będą miały określone wartości w 

rozwiązaniach. 

 Operatorzy i udoskonalenia 

Jak opisano w poprzednich rozdziałach, zastosowanie programowania genetycznego do 

automatycznego programowania komputerów kwantowych wymaga podjęcia pewnych decyzji 

projektowych dotyczących reprezentacji programu i funkcji dopasowania. Takie decyzje należą do 

kroków przygotowawczych, które należy podjąć w każdym zastosowaniu programowania 

genetycznego. W niniejszej sekcji  pokrótce opisano kilka dodatkowych udoskonaleń, które autor 

zastosował w ewolucji niektórych programów kwantowych i które mogą być przydatne również w 

innych sytuacjach. Niektóre z tych udoskonaleń dotyczą operatorów genetycznych używanych do 

mutacji i rekombinacji programów chromosomowych. Chociaż standardowe operatory genetyczne 

dostarczane z PushGP i innymi systemami programowania genetycznego wystarczą w przypadku wielu 

problemów, przydatne mogą być również dodatkowe operatory wyspecjalizowane w ewolucji 

programów kwantowych. Na przykład, ponieważ niewielkie zmiany kątów używanych w bramkach 

obrotowych często powodują znaczące zmiany w działaniu programów, w których są one osadzone, 

przydatne może być dodanie operatora „mutacji liczbowej”, który dodaje małe liczby losowe 

(generowane być może za pomocą szumu gaussowskiego) do literałów zmiennoprzecinkowych w 

programie Push. Takie operatory były wcześniej używane w innych formach obliczeń genetycznych i 

ewolucyjnych , ale zazwyczaj nie są używane w systemach programowania genetycznego. Właściwości 

kompozycyjne bramek unitarnych sugerują dodatkowe udoskonalenia operatorów genetycznych, 

które są unikatowe dla ewolucji programów kwantowych. W podejściach wykorzystujących programy 

QGAME lub podobne reprezentacje jako chromosomy, można użyć operatora „kompresji bramek”, 

który łączy sekwencję bramek unitarnych w jedną bramkę, jak opisano powyżej w powiązaniu z 

instrukcją QGATE.COMPOSE Push. Kompresuje to program lub jego fragment i tworzy w jego miejsce 

złożoną pojedynczą bramkę, funkcjonalnie równoważną całemu segmentowi, która może być później 

dalej kompresowana i/lub przekazywana do innych programów poprzez rekombinację. Schemat ten 

jest pod pewnymi względami podobny do technik opracowanych do budowania bibliotek 

podprogramów w tradycyjnym programowaniu genetycznym (Koza, 1990; Koza, 1992; Angeline i 

Pollack, 1992), chociaż kompresja wielu bramek do pojedynczej macierzy unitarnej (którą można 

symulować bez większych kosztów niż jakąkolwiek inną pojedynczą macierz) nie ma bezpośredniego 

odpowiednika w większości systemów klasycznych. Podobnie jak we wszystkich zastosowaniach 

kompozycji macierzy unitarnej, należy uważać, aby uniknąć kumulacji błędów zaokrągleń, które 



dawałyby wyniki niejednolite (a zatem fizycznie niemożliwe). W podejściach rozwojowych kompresji 

bramek nie można wykonać bezpośrednio jako operatora genetycznego, ponieważ chromosom sam w 

sobie nie zawiera sekwencji bramek, lecz kod, który generuje sekwencje bramek po wykonaniu. 

Jednakże powiązany proces „literalizacji macierzy” może być czasami przydatny. Literalizacja macierzy 

następuje po testach dopasowania i jest stosowana do niewielkiej liczby osobników o wysokiej 

wydajności. Programy chromosomowe tych osobników są ponownie uruchamiane w celu utworzenia 

programów QGAME, a następnie kompresja bramek jest przeprowadzana w programach QGAME w 

celu utworzenia macierzy obliczających znaczące segmenty bardziej udanych programów kwantowych. 

Te skompresowane macierze są następnie przekształcane w literały QGATE, które mogą być później 

włączane, poprzez mutacje, do innych programów w populacji PushGP. W toku ewolucji populacja 

może zawierać literały macierzowe, które mogą stać się hierarchicznie złożone, reprezentujące 

użyteczne, złożone operacje destylowane do zwartych modułów przypominających podprogramy. 

Przykłady macierzy generowanych w tym procesie przedstawiono w sekcji 8. Kilka kroków inicjalizacji 

programowania genetycznego można również udoskonalić pod kątem zastosowania w problemach 

informatyki kwantowej, aby zwiększyć liczbę użytecznych struktur programów w populacji 

początkowej. Na przykład, w większości problemów z wyroczniami kwantowymi wiadomo z góry, że 

program kwantowy niezawierający wywołań wyroczni będzie bezużyteczny. Można zatem sprawić, by 

wszystkie losowo generowane programy zawierały instrukcje generujące bramki wyroczni; można to 

osiągnąć albo przez odrzucenie i ponowne wygenerowanie wszystkich programów bez odpowiednich 

wywołań, albo przez wstawienie takich wywołań do wszystkich programów po losowym 

wygenerowaniu. Podobnie, w przypadku takich problemów można uniknąć marnowania czasu podczas 

oceny sprawności, pomijając ocenę programów „ewidentnie bezużytecznych”; można to osiągnąć na 

poziomie programu chromosomalnego (na przykład odmawiając oceny dowolnego programu Push, 

który nie zawiera instrukcji generujących wyrocznię), na poziomie programu kwantowego (na przykład 

odmawiając oceny dowolnego programu QGAME, który nie zawiera bramek wyroczni) lub na obu 

poziomach. We wszystkich takich przypadkach bezużytecznemu programowi należy przypisać karę za 

sprawność, która gwarantuje, że przegra on wszystkie turnieje sprawności na rzecz programów, które 

nie są ewidentnie bezużyteczne. Inne udoskonalenia inicjalizacji dotyczą wyboru stałych i instrukcji 

dostępnych do uwzględnienia w programach losowych. Na przykład, ponieważ wiele znanych 

algorytmów kwantowych wykorzystuje obroty U-THETA z wartościami 6, które są ilorazami vr, w 

niektórych przypadkach korzystne może być użycie wyspecjalizowanego generatora losowych liczb 

zmiennoprzecinkowych, który generuje wszystkie lub większość liczb w tej postaci. Wybór instrukcji 

może wpływać na wydajność systemu na wiele złożonych sposobów i chociaż trudno jest przewidzieć 

te wpływy, czasami możliwe jest przełożenie wymagań konkretnego problemu na dobór instrukcji, 

który zwiększa szanse na znalezienie rozwiązania. Ostatni zestaw udoskonaleń inicjacyjnych dotyczy 

„zarodka”, z którego rozwijają się programy kwantowe. W tym zarodku można zawrzeć różne 

informacje, jakie programista może posiadać na temat pożądanego programu kwantowego, eliminując 

potrzebę ponownego ich odkrycia przez ewolucję. Na przykład, w niektórych przypadkach można 

wiedzieć, że rozwiązania będą wymagały wygenerowania równej superpozycji 0 i 1 dla pewnego 

zestawu kubitów przed wykonaniem głównej części programu; w takich przypadkach można dodać do 

zarodka sekwencję bramek HADAMARD, eliminując potrzebę generowania tych bramek podczas 

wykonywania programu chromosomowego. Kilka dodatkowych udoskonaleń dotyczy procesu 

rozwojowego, w którym powstają programy QGAME do rozwiązywania problemów. W przypadku 

ewoluujących, skalowalnych programów kwantowych naturalne jest uwzględnianie w zestawie 

instrukcji instrukcji związanych z rozmiarem; na przykład przykład przedstawiony w następnym 

rozdziale został opracowany przy użyciu instrukcji NUMQUBITS, która umieszcza liczbę kubitów w 

systemie kwantowym na stosie INTEGER. Instrukcja ta jest używana w ewoluującym programie Push 

do kontrolowania procesu rozwoju, generując większy program QGAME dla większej liczby kubitów. 



W zależności od problemu, można chcieć zapewnić inne mechanizmy ułatwiające kontrolę rozwoju; na 

przykład, czasami przydatne może być uwzględnienie struktury iteracyjnej, która iteruje raz dla 

każdego kubitu (lub dla każdego kubitu wejściowego lub dla każdego kubitu wyjściowego), eliminując 

potrzebę łączenia niezależnych wywołań NUMQUBITS i ogólnych struktur iteracyjnych. Wreszcie, w 

niektórych przypadkach przydatne jest udoskonalenie procesu rozwoju poprzez zakazanie pewnych 

dodatków do rozwijającego się programu kwantowego. Na przykład, w niektórych problemach 

przedstawionych w następnym rozdziale, zadaniem jest określenie, czy informacja może być 

przesyłana między dwoma zbiorami kubitów za pomocą pojedynczej, konkretnej bramki, która łączy te 

dwa zbiory. Jedyne programy kwantowe, którymi jesteśmy zainteresowani w tym problemie, to te, 

które łączą dwa zbiory kubitów za pomocą jednego i tylko jednego wywołania konkretnej badanej 

bramki. Aby tworzyć takie programy, i tylko takie, udoskonalamy proces rozwojowy, ignorując 

wszystkie wywołania dodawania bramek, które naruszałyby ograniczenia komunikacyjne. Inne typy 

problemów mogą wiązać się z innymi ograniczeniami, które można obsłużyć w podobny sposób. 

 

ROZWOJONE PROGRAMY KWANTOWE 

W tej sekcji przedstawiono przykłady automatycznej produkcji kwantowych programów 

komputerowych za pomocą programowania genetycznego. Przykłady tepokazują, jak techniki opisane 

w poprzednich rozdziałach można zastosować do konkretnych problemów. Dostarczają one również 

dowodów na twierdzenie, że za pomocą automatycznego programowania komputerów kwantowych 

można uzyskać wyniki o znaczeniu naukowym. Przedstawione tutaj przykłady stanowią rozwiązania 

dwóch typów problemów. Problemy pierwszego typu nazywamy problemami „analizy wyroczni 

boolowskiej”, ponieważ wymagają one określenia pewnej właściwości danej bramki kwantowej 

boolowskiej. Bramka ta jest często nazywana „wyrocznią” lub „czarną skrzynką”, ponieważ 

otrzymujemy niewiele informacji a priori na temat konstrukcji lub zachowania bramki. Wszystkie te 

wyrocznie są „boolowskie” w tym sensie, że działają poprzez inwersję konkretnego pojedynczego 

kubitu wyjściowego po podaniu określonych kombinacji danych wejściowych. Możemy użyć bramki 

wyroczni, ale nie powiedziano nam z góry, które kombinacje danych wejściowych spowodują inwersję 

— to właśnie powie nam rozwiązanie problemu. Czasami możemy zostać „obiecani”, że wyrocznia jest 

jedną z pewnego podzbioru możliwych wyroczni boolowskich o danym rozmiarze; w takich 

przypadkach problemem jest określenie, który element podzbioru został nam podany. Przykładem 

problemu analizy wyroczni boolowskiej jest problem przeszukiwania bazy danych Grovera, omówiony 

wcześniej w rozdziale 2. W problemie Grovera wyrocznia reprezentuje bazę danych zawierającą 

pojedynczy „zaznaczony” element. Obiecano nam, że wyrocznia odwróci swoje wyjście dla pojedynczej 

kombinacji danych wejściowych, którą można uznać za adres oznaczonego elementu. Naszym 

zadaniem jest określenie, dla którego z możliwych danych wejściowych przeprowadzana jest inwersja. 

Inne przykłady przedstawione poniżej — problem Deutscha-Jozsy (XOR), problem Majority-ON oraz 

problemy OR i AND/OR — są podobne, z tą różnicą, że „obietnice” dotyczące wyroczni i ich cech, które 

mamy określić, różnią się w zależności od problemu. W przypadku problemu Majority-ON staramy się 

nie tylko rozwiązać pojedynczy przypadek problemu, ale raczej stworzyć program skalujący, który może 

rozwiązać przypadki tego problemu dowolnej wielkości. Kilka z tych problemów analizy wyroczni 

boolowskiej ma znaczenie praktyczne, ponieważ ich rozwiązania bezpośrednio pozwalają nam 

rozwiązywać trudne problemy ze świata rzeczywistego szybciej niż jest to możliwe na klasycznych 

komputerach; na przykład algorytm Grovera może być użyty do zapewnienia kwadratowego 

przyspieszenia dla wielu problemów wymagających przeszukiwania niestrukturalnych baz danych. 

Drugi typ rozważanych tu problemów dotyczy klasycznej przepustowości komunikacyjnej pewnych 

konkretnych bramek kwantowych. Przedstawione problemy tego typu wywodzą się z niedawnych 



badań nad kompromisami między komunikacją klasyczną a mocami generującymi splątanie pewnych 

transformacji unitarnych. W tych problemach zadaniem jest przesłanie informacji z jednego zestawu 

kubitów do drugiego, bez żadnego bezpośredniego połączenia między tymi dwoma zestawami 

kubitów, poza pojedynczym wystąpieniem badanej bramki. Problemy te są ważne nie dlatego, że mają 

jakiekolwiek bezpośrednie zastosowanie praktyczne — rozważane bramki na ogół nie odpowiadają 

żadnym rzeczywistym kanałom komunikacyjnym — ale raczej dlatego, że ich rozwiązania przyczyniają 

się do rozwoju fundamentalnej teorii komunikacji i obliczeń kwantowych. Sekcje 8.1 do 8.5 opisują 

konkretne problemy, konkretne techniki programowania genetycznego, które zostały użyte do ich 

rozwiązania, oraz interesujące cechy ewolucyjnych rozwiązań.  

1. 1-bitowy problem Deutscha-Jozsy (XOR) 

W problemie Deutscha-Jozsy  mamy daną wyrocznię z pewną liczbą kubitów wejściowych i jednym 

kubitem wyjściowym. Dowiadujemy się, że funkcją wyroczni jest odwracanie kubitu wyjściowego w 

pewnych sytuacjach (tj. przy pewnych boolowskich danych wejściowych) i zapewniamy, że wyrocznia 

jest albo jednorodna, co oznacza, że zawsze lub nigdy nie odwraca swojego kubitu wyjściowego, albo 

zrównoważona, co oznacza, że będzie odwracać, a nie odwracać równą liczbę razy, jeśli zostanie 

wywołana dla wszystkich możliwych (boolowskich) danych wejściowych. Zadanie polega na ustaleniu, 

czy dana wyrocznia jest jednorodna, czy zrównoważona. Klasycznie należałoby zapytać wyrocznię kilka 

razy (do jednego więcej niż połowa liczby możliwych danych wejściowych), aby uzyskać pewność 

odpowiedzi, ale komputery kwantowe radzą sobie lepiej. Chociaż ten problem nie jest jednoznacznie 

powiązany z żadnymi problemami o znaczeniu praktycznym, ma on znaczenie historyczne, ponieważ 

był jednym z pierwszych problemów, dla których wykazano, że można go rozwiązać za pomocą 

lepszego niż klasyczny algorytmu kwantowego. Wykorzystanie programowania genetycznego do 

ponownego odkrycia programu kwantowego rozwiązującego 2-bitową wersję tego problemu 

(używającego wyroczni z 4 możliwymi danymi wejściowymi) zostało udokumentowane w pracach 

(Spector i in., 1998) i (Spector i in., 1999b).  Tutaj dokumentujemy wykorzystanie programowania 

genetycznego do ponownego odkrycia programu kwantowego rozwiązującego prostszą 1-bitową 

wersję tego problemu. W tej wersji problemu wyrocznia ma tylko 1 kubit wejściowy, a zatem dwa 

możliwe dane wejściowe (0 i 1). Wyrocznia jest jednorodna, tak jak w przypadku ogólnym, jeśli zawsze 

lub nigdy nie odwraca swojego kubitu wyjściowego. Jest on zrównoważony we wszystkich innych 

przypadkach, w których odwraca swój kubit wyjściowy dla jednego, ale nie drugiego z dwóch 

możliwych wejść. W związku z tym mamy określić prawdziwość formuły logicznej , gdzie I0 

oznacza „odwraca z wejściem 0”, I1 oznacza „odwraca z wejściem 1”, a ⊕ jest funkcją wyłącznego OR 

(XOR). Klasyczna wersja tego problemu wyraźnie wymaga dwóch zapytań do wyroczni; po zapytaniu z 

jednym wejściem nie będzie wiadomo, czy wynik zapytania z drugim wejściem będzie zgodny (co 

oznacza, że wyrocznia jest jednorodna), czy nie (co oznacza, że wyrocznia jest zrównoważona). 

Natomiast program kwantowy może rozwiązać ten problem za pomocą jednego zapytania. Problem 

ten został łatwo rozwiązany za pomocą PushGP z parametrami przedstawionymi w tabelach 8.1 i 8.2 

oraz zestawem instrukcji przedstawionym w tabeli 8.3, działającym w systemie open source Common 

Lisp OPEN MCL na laptopie Apple Macintosh 1,33 GHz z procesorem PowerPC G4.  



 

 

 

Pełny kod źródłowy tego przebiegu, wraz z dziennikiem wyników, jest dostępny online. Dopasowanie 

programu Push oceniono poprzez jego jednorazowe uruchomienie w celu wygenerowania programu 

QGAME (który rozpoczynał się od pustego „embrionu” odpowiadającego tablicy bramek pokazanej na 

rysunku 8.1) oraz poprzez przetestowanie programu QGAME za pomocą funkcji TEST-QUANTUM-

PROGRAM opisanej w sekcji 3. Maksymalna dozwolona liczba wywołań wyroczni w jednym przypadku 

(a zatem pierwszy argument we wszystkich wywołaniach funkcji LIMITED-ORACLE) wynosiła 1, tak aby 

tylko pierwsze wywołanie wyroczni w dowolnym utworzonym programie QGAME miało jakikolwiek 

efekt. Dane wejściowe przekazane do funkcji TEST-QUANTUM-PROGRAM to: 

• PROGRAM: Wynik rozwojowy wykonania chromosomalnegoprogramu Push. 

• LICZBA KUBITÓW: 2 

. PRZYPADKI: (((0 0) 0) ((0 1) 1) ((1 0) 1) ((1 1) 0)) 



• KUBITY POMIARU KOŃCOWEGO:(1) 

• PRÓG: 0,48 

Dopasowanie obliczono jako sumę liczby chybień (pierwsza wartość zwracana z TEST-QUANTUM-

PROGRAM) i maksymalnego prawdopodobieństwa błędu w dowolnym pojedynczym przypadku (druga 

wartość zwracana). Dopasowanie najlepszego programu w pierwszej, losowej generacji („generacja 0”) 

wyniosło 3,0. Kondycja fizyczna szybko się poprawiła, w tym nastąpił gwałtowny spadek w 9. pokoleniu, 

kiedy liczba pominięć najlepszego programu spadła z 2 do 0. W 18. pokoleniu znaleziono idealne 

rozwiązanie, z wartością sprawności równą 0, pomijając niewielki błąd zaokrąglenia 4,4 x 10-16. Wykres 

sprawności najlepszego osobnika w podziale na pokolenia przedstawiono na rysunku 8.2. 

 

Wykonanie przerwano w 20. pokoleniu. W tym czasie najlepiej opisany program wyglądał następująco: 

 

Niezależnie od formatu programu Push, jego działanie nie jest jasne na podstawie wizualnej analizy 

(dlatego też został on przedstawiony w najbardziej ekonomicznym formacie). Uruchomienie tego 

programu, w wyniku programowania, generuje następujący program QGAME (wyrażony w notacji 

Lispa, gdzie „#2A” oznacza macierz dwuwymiarową, a liczby zmiennoprzecinkowe są zaokrąglane do 

czterech miejsc po przecinku): 



 

Drugie wywołanie wyroczni jest zbędne i można je usunąć; ponieważ limit wyroczni wynosi 1, drugie 

wywołanie LIMITED-ORACLE nie przyniesie żadnego efektu. Pierwsza i ostatnia bramka to po prostu 

bramki HADAMARDA zastosowane do kubitu 1, podczas gdy druga bramka to transponowana bramka 

SRN („pierwiastek kwadratowy z NOT”). Ostateczny, rozwinięty i uproszczony program kwantowy 

przedstawiono na rysunku 8.3. Program ten rozwiązuje 1-bitową wersję problemu Deutscha-Jozsy 

(XOR) ze 100% pewnością, używając tylko jednego wywołania wyroczni. W jaki sposób to rozwinięte 

rozwiązanie rozwiązuje 1-bitowy problem Deutscha-Jozsy (XOR)? Wyjaśnienie matematyczne jest 

proste — wystarczy skonstruować i pomnożyć wszystkie macierze — ale trudno jest przedstawić 

intuicyjne wyjaśnienie nawet dla tak prostego algorytmu kwantowego. Podstawowa idea jest jednak 

rzeczywiście intuicyjna: algorytm najpierw umieszcza oba kubity w superpozycjach |0) i |1), a 

następnie wywołuje wyrocznię raz w tej superpozycji, wyodrębniając informacje o obu klasycznych 

wejściach w jednym wywołaniu. Informacje te muszą następnie zostać „zdekodowane” z powstałej 

superpozycji za pomocą dodatkowej bramki HADAMARD, która odwraca efekt bramki HADAMARD 

przed wyrocznią. Należy zauważyć, że końcowy pomiar jest dokonywany na kubicie, który jest 

nominalnie wejściem do wywołania wyroczni, podczas gdy nominalne wyjście jest ignorowane. 

Podkreśla to jedną z różnic między macierzami bramek kwantowych a klasycznymi układami 

logicznymi. Wywołanie wyroczni w tym przypadku modyfikuje kubit 0, ale jednocześnie zmienia każdą 

amplitudę w stanie systemu. Poprzez to działanie (które czasami nazywa się „działaniem wstecznym” 

bramki kwantowej) zmienia ono efekt końcowego HADAMARD na kubicie 1, prowadząc do pomiaru 

poprawnej odpowiedzi dla obu możliwych wejść. 

2 Problem Grovera z przeszukiwaniem bazy danych 

Problem Grovera z przeszukiwaniem bazy danych został opisany powyżej w sekcjach 1 i 2, z których 

ten drugi zawierał szczegółową prezentację jednego rozwiązania 4-iteni wersji tego problemu. Problem 

Grovera jest problemem wyroczni, podobnie jak problem Deutscha-Jozsy, z tą różnicą, że „obietnica”, 

jaką otrzymujemy w odniesieniu do wyroczni, jest inna, a zadaniem nie jest jedynie rozróżnienie dwóch 

klas wyroczni (jednostajnych i zrównoważonych), ale raczej dokładne określenie, która z możliwych 

wyroczni została nam dana. Mówiąc dokładniej, w przypadku rozpatrywanego tutaj problemu obiecuje 

się nam, że wyrocznia odwróci swoje wyjście dla jednego i tylko jednego wejścia. Naszym zadaniem 

jest określenie, które wejście generuje odwrócenie. Jest to opisane jako problem bazy danych, 

ponieważ możemy wyobrazić sobie wyrocznię jako bazę danych, dla której wszystkie możliwe wejścia 



są adresami, a odwrócenie wyjścia możemy traktować jako odpowiedź „tak” na zapytanie do bazy 

danych o oznaczony element. Zgodnie z tą interpretacją obiecuje się nam, że otrzymaliśmy bazę danych 

zawierającą oznaczony element pod jednym i tylko jednym adresem, a my jesteśmy proszeni o 

określenie adresu tego elementu przy użyciu jak najmniejszej liczby wywołań funkcji zapytania bazy 

danych (oracle). Liczba zapytań wymaganych przez program klasyczny do rozwiązania tego problemu 

z n-elementową bazą danych wynosi n — 1 w najgorszym przypadku, ale algorytm Grovera może 

znaleźć oznaczony element w około √n zapytaniach. Dla rozpatrywanej tutaj 4-elementowej bazy 

danych algorytm Grovera wymaga tylko jednego zapytania do bazy danych. Techniki podobne do 

opisanych powyżej dla problemu Deutscha-Jozsy pozwalają również na ewolucję rozwiązania 

problemu przeszukiwania 4-elementowej bazy danych.^ Ponieważ oracle jest w tym przypadku bramką 

3-kubitową (dwa kubity wejściowe i jeden kubit wyjściowy), należy użyć komputera kwantowego z co 

najmniej 3 kubity. Należy również wyznaczyć dwa kubity do pomiarów końcowych, a nie jeden kubit 

wymagany dla Deutscha-Jozsy, ponieważ na końcu symulacji konieczna jest możliwość odczytania 2-

bitowego adresu (0, 1, 2 lub 3) z kubitów pomiarowych. Przypadki, w których programy są testowane 

pod kątem sprawności, to: 

 

Oznacza to, że odpowiedź, która ma zostać złożona z wartości zmierzonych dwóch kubitów (określimy 

je jako kubity 1 i 2, określając odpowiednio bity wyższego i niższego rzędu odpowiedzi), powinna 

wynosić 0, jeśli położenie zaznaczonego elementu to (0, 0), 1, jeśli położenie to (0, 1), 2, jeśli położenie 

to (1, 0), i 3, jeśli położenie to (1, 1). Problem ten został rozwiązany przy użyciu PushGP z parametrami 

przedstawionymi w tabelach 8.4 i 8.5 oraz zestawem instrukcji przedstawionym w tabeli 8.6, 

uruchomionym w systemie open source CMUCL Common Lisp^ na 10-procesorowym klastrze stacji 

roboczych Linux 2,1 GHz. Pełny kod źródłowy tego przebiegu, wraz z dziennikami wyników, jest 

dostępny online. 

 

 



 

Klaster 10-procesorowy został wykorzystany za pomocą schematu „demów”,podobnego do tego 

opisanego pokrótce w sekcji 4. Na każdym z węzłów uruchomiono program PushGP, a 10 przebiegów 

mogło przebiegać asynchronicznie. Po etapie testów sprawności każdego pokolenia, pula emigrantów, 

składająca się ze 125 osobników (0,5% populacji liczącej 25 000), wyselekcjonowanych w turniejach 

sprawności (z liczebnością turnieju 5), została zapisana do współdzielonego systemu plików, zastępując 

poprzednią pulę emigrantów z tego samego węzła. Po emigracji, losowo wybrany plik emigrantów ze 

współdzielonego systemu plików (który mógł pochodzić z tego samego lub innego węzła) jest 

odczytywany i staje się pulą imigrantów, z której operator genetyczny IMMIGRATION losowo wybierze 

osobniki w kolejnym etapie produkcji potomstwa. Jeśli próba odczytu pliku emigrantów ze 

współdzielonego systemu plików nie powiedzie się z jakiegokolwiek powodu (na przykład z powodu 

problemów z siecią), operator IMMIGRATION będzie pełnił funkcję operatora reprodukcji, tworząc 

klony osobników z bieżącej populacji. W tym przebiegu wykorzystano również schemat literalizacji 

macierzy omówiony w rozdziale 7. Po etapie testowania dopasowania każdego pokolenia programy 

Push były przetwarzane w kolejności dopasowania (najlepszy pierwszy), aż do uzyskania co najmniej 

10 literałów macierzowych. Osiągnięto to poprzez ponowną ocenę każdego programu Push w celu 

wygenerowania, w procesie rozwoju, programu QGAME oraz poprzez kompresję ciągów macierzy w 

opracowanym programie QGAME w celu wygenerowania skompresowanych literałów macierzowych. 

Literały te były następnie dostępne do włączenia do mutacji przeprowadzanych podczas kolejnego 

etapu produkcji potomstwa. Ponadto, w tym przebiegu wykorzystano operator genetyczny GAUSSIAN-

PERTURB, którego koncepcję opisano w rozdziale 7. Po wybraniu tego operatora dla konkretnego 

przypadku mutacji, z rodzica powstaje potomek poprzez dodanie średniej 0 i odchylenia 

standardowego 0,01 szumu gaussowskiego do każdego literału zmiennoprzecinkowego w rodzicu. 

Podobnie jak w przykładzie Deutscha-Jozsy z poprzedniej sekcji, dopasowanie programu Push 

oceniono, uruchamiając go jednokrotnie w celu wygenerowania programu QGAME (który w tym 

przypadku rozpoczynał się od pustego „zarodka” odpowiadającego tablicy bramek pokazanej na 

rysunku 8.4) oraz testując program QGAME za pomocą funkcji TEST-QUANTUM-PROGRAM opisanej w 

rozdziale 2. Maksymalna dopuszczalna liczba wywołań wyroczni na przypadek wynosiła ponownie 1, 

tak aby tylko pierwsze wywołanie wyroczni w dowolnym opracowanym programie QGAME miało 

jakikolwiek efekt. Przypadki dopasowania to te wymienione powyżej, a próg „chybienia” wynosił 

ponownie 0,48. Dopasowanie obliczono jako sumę 10-krotności liczby chybień (pierwsza wartość 

zwracana z programu TEST-QUANTUM-PROGRAM) i maksymalnego prawdopodobieństwa błędu dla 

dowolnego przypadku (druga wartość zwracana z programu TEST-QUANTUM-PROGRAM); jest to 

„leksykograficzny” schemat kombinacji komponentów dopasowania, omówiony w sekcji 7. 

Dopasowania dla 10 demów przedstawiono na rysunku 8.5. Eliminacja „chybień” jest wyraźnie 

widoczna jako duże spadki wartości dopasowania, które są leksykograficznymi kombinacjami chybień 

(x 10) i maksymalnego prawdopodobieństwa błędu na przypadek. Poprawa dopasowania w obrębie 

poszczególnych poziomów chybień jest przysłonięta przez skalę, ale rysunek 8.6 pokazuje dodatkowe 



szczegóły na poziomie zerowych chybień. Pierwszy dem, który osiągnął wartość idealnego 

dostosowania równą zero, zrobił to w pokoleniu 113, natomiast ostatni dem, który osiągnął wartość 

idealnego dostosowania, zrobił to w pokoleniu 152. Ostatni z tych osobników o idealnym dopasowaniu 

został wybrany arbitralnie jako podstawa do poniższej analizy. Rozwiązanie ewolucyjne programu Push 

zawierało 100 punktów, co było  maksymalną dopuszczalną liczbą.^ Średnia liczba punktów w populacji 

zawierającej to rozwiązanie wyniosła 80,5, a mediana dopasowania w tej populacji wyniosła 0,0026. 

Rozwiązanie programu Push zawierało 5 unitarnych literałów macierzowych, wygenerowanych w 

procesie literalizacji macierzy opisanym powyżej, z których niektóre zostały wyprowadzone z innych 

literałów macierzowych na wcześniejszym etapie procesu ewolucyjnego. Na przykład, jeden z literałów 

macierzowych jest kompozycją dwóch wystąpień innego literału macierzowego, który z kolei zawiera 

trzy wystąpienia macierzy, która najwyraźniej została wygenerowana we wcześniejszym procesie 

literalizacji macierzy. Uwzględnienie literałów macierzowych sprawia, że wydrukowana reprezentacja 

tego programu Push jest dość duża (3458 znaków, nie licząc spacji); dlatego nie jest ona tutaj 

uwzględniona, chociaż można ją znaleźć w Internecie.^° Wykonanie rozwiniętego programu Push 

generuje, poprzez programowanie, program QGAME składający się z 18 bramek macierzowych. 

Niektóre macierze w tych bramkach pojawiły się w programie Push jako literały macierzowe, ale inne 

zostały wygenerowane przez wykonanie programu Push albo z bramek prymitywnych, albo z literałów 

macierzowych. Na przykład, jedna macierz w opracowanym programie QGAME jest transpozycją 

jednego z literałów macierzowych w programie Push. Inna macierz w opracowanym programie QGAME 

jest transpozycją jednego z literałów macierzowych w programie Push, która również została 

rozszerzona o dodatkową bramkę QNOT. Ponownie, ponieważ tekstowa wersja tego programu jest 

rozwlekła, nie została tutaj uwzględniona. Podobnie jak w przykładzie Deutscha-Jozsy z poprzedniej 

sekcji, niektóre bramki w końcowym programie QGAME są zbędne i można je usunąć z wyniku. 

Szczególnie interesujący w tym przypadku jest fakt, że dwie z bramek, mimo że zawierają literały 

macierzowe o dość złożonych historiach, łączą macierze z tych historii, aby wygenerować operacje 

tożsamościowe; elementy tych historii są również wykorzystywane w innych miejscach końcowego 

programu QGAME, aby uzyskać lepszy efekt. Ostateczny program QGAME, po ręcznym przycięciu i 

usunięciu matryc w celu zwiększenia czytelności, wygląda następująco: 

 

Macierz oznaczona jako <matrix1> jest po prostu transpozycją macierzy oznaczonej jako <matrix2>, 

która ma następującą historię: 



 

Macierz oznaczona jako <matrix1> jest transpozycją macierzy oznaczonej jako <matrix3>, do której 

dodano również bramkę QNOT na kubicie 2. Powstała macierz bramek kwantowych jest przedstawiona 

na rysunku 8.7.  

 

Mi na rysunku odpowiada macierzy <matrix2>, a M2 odpowiada macierzy <matrix3>; zawartość każdej 

z tych macierzy jest pokazana na mniejszych diagramach macierzy bramek w dolnej połowie rysunku. 

Transpozycje w macierzach 1 i 4 są oznaczone liniami przekątnymi, a dodatkowa bramka QNOT, która 

wyewoluowała jako część <matrix3>, jest narysowana osobno na linii kubitu 2 na diagramie głównym. 

Ta macierz bramek rozwiązuje problem przeszukiwania bazy danych 4-elementowej ze 100% 

pewnością, wykorzystując tylko jedno wywołanie wyroczni. Rozwinięta tablica bramek wykazuje kilka 

form modularności, z których niektóre osiągnięto poprzez rekurencyjną literalizację macierzy, a inne 

dzięki możliwościom manipulacji kodem i macierzą zestawu instrukcji Push użytego w tym przebiegu. 

Jak działa to rozwinięte rozwiązanie? Na ogólnym poziomie opisu rozwiązanie jest takie samo, jak to 

przedstawione w sekcji 3.3 powyżej: stan superpozycji jest wprowadzany do wywołania bramki 

wyroczni, a kolejne bramki „dekodujące” wyodrębniają pozycję oznaczonego elementu ze stanów, w 

których kubity adresowe (w przeciwieństwie do kubitu wyjściowego) pozostają w wyniku działania 



wyroczni. Rozwiązanie przedstawione tutaj jest jednak znacznie bardziej złożone niż to przedstawione 

w sekcji 3.3Po części powodem tej różnicy jest to, że wynik przedstawiony wcześniej został poddany 

dalszej edycji przez człowieka, ale po części może to być również spowodowane niefortunnym 

wypadkiem ewolucyjnym na wczesnym etapie przebiegu przedstawionego tutaj. Wywołanie wyroczni 

w rozwiniętej macierzy bramek używa kubitu 2 jako wejścia wyższego rzędu i kubitu 1 jako wejścia 

niższego rzędu, podczas gdy pomiary określone w zarodku używają przeciwnego oznaczenia. Gdyby 

programy, które osiągnęły ograniczony sukces na wczesnym etapie tego testu, zawierały wywołanie 

wyroczni z tą „odwrotną” konfiguracją, ewolucja mogłaby łatwiej znaleźć ulepszenia kompensujące tę 

konfigurację poprzez dodatkowe bramki niż poprzez zastąpienie alternatywnej konfiguracji wyroczni. 

Innym czynnikiem wpływającym na złożoność tego rozwiązania może być zastosowanie literalizacji 

macierzy, która ułatwia ewolucję programów kwantowych zawierających złożone moduły; chociaż 

prawdopodobnie zwiększa to moc automatycznego systemu programowania komputerów 

kwantowych, może to również mieć niefortunny efekt uboczny w postaci zachęcania do generowania 

niepotrzebnie złożonych rozwiązań. 

3. Skalowanie Majority-ON 

Problem większości-ON wymaga ustalenia, czy liczba wejść wejściowych, dla których wyrocznia 

odwraca swój kubit wyjściowy, jest większa niż liczba wejść, dla których nie odwraca swojego kubitu 

wyjściowego. Nazwa pochodzi od interpretacji inwersji jako wskazania, że lokalizacja w wyroczni 

adresowana przez wejście jest „włączona” i pytania, czy większość lokalizacji wyroczni jest „włączona” 

w tym sensie. Dla uproszczenia pomijamy tutaj wyrocznie z równą liczbą lokalizacji „włączonych” i 

„wyłączonych”. Problem skalowania większości-ON przedstawia ambitniejsze zadanie, jakim jest 

rozwinięcie schematu rozwiązywania problemu większości-ON, który można skalować w górę, aby 

działał dla wyroczni dowolnej wielkości. Aby rozwiązać ten problem za pomocą PushGP i QGAME, 

dodano instrukcję NUMQUBITS Push, która umieszcza liczbę kubitów w bieżącej instancji problemu na 

stosie INTEGER. Do testu sprawności uruchomiono system, używając wszystkich dopuszczalnych 

wyroczni z 1, 2 i 3 kubitami wejściowymi. Dla każdego przypadku sprawności z wyrocznią n-wejściową 

program Push był wykonywany w kontekście zarodka z n + 1 kubitami i końcowym pomiarem na kubicie 

o najwyższym numerze. Dodatkowo ustawiono zmienną globalną, która powodowała, że instrukcja 

NUMQUBITS umieszczała n na stosie INTEGER. Ta instrukcja mogła być używana w rozwiniętych 

programach Push do zmiany procesu rozwojowego, tworząc w ten sposób różne programy QGAME dla 

przypadków o różnej wielkości. Poza dodaniem instrukcji NUMQUBITS Push, techniki użyte do 

wygenerowania programu Scaling Majority-ON przedstawionego tutaj były jakościowo podobne do 

tych użytych w problemie przeszukiwania bazy danych w poprzedniej sekcji. Pełne zestawy 

parametrów i instrukcji przedstawiono w tabelach 8.7, 8.8 i 8.9.  

 

 



 

 

Pełny kod źródłowy tego przebiegu, wraz z dziennikami wyjściowymi, jest dostępny online. Ten 

przebieg nie przyniósł w pełni udanego rozwiązania, w sensie „zerowego prawdopodobieństwa błędu”, 

chociaż przyniósł rozwiązania, które nie zawierały żadnych błędów. Jednym z takich wyników, 

uzyskanych w generacji 112, był następujący 94-punktowy program Push: 

 



Dla przypadków sprawności 1-wejściowej program ten generuje następujący program QGAME: 

 

Dla przypadków sprawności 2-wejściowej generuje następujący program QGAME: 

 

Dla przypadków sprawności 3-wejściowej generuje następujący program QGAME: 

 

Wiele bramek w pierwszych dwóch z tych programów jest zbędnych; te, które nie są, są przedstawione 

na rysunku 8.8.  

 

Te programy kwantowe, podobne do tych opracowanych wcześniej, przy użyciu nieco prostszych 

technik , rzeczywiście rozwiązują problem Majority-ON z maksymalnym prawdopodobieństwem błędu 

mniejszym niż 50% dla wyroczni wszystkich rozmiarów. Chociaż opracowany program Push nie skaluje 

się prawidłowo do wyroczni większych niż te używane w teście dopasowania — to znaczy, 

uruchomienie programu Push w kontekście większego zarodka i większej wartości NUMQUBITS nie 

generuje odpowiedniego programu QGAME dla większej wyroczni — z wizualnej inspekcji jasno 



wynika, jak ten algorytm można skalować w nieskończoność. Niestety, maksymalne 

prawdopodobieństwa błędu dla przypadków pokazanych na rysunku wynoszą 0, 0,25 i 0,375, a 

prawdopodobieństwa te nadal bardzo szybko zbliżają się do 50% wraz ze wzrostem rozmiarów 

wyroczni. W rzeczywistości rozwiązania te są równoważne prostemu, probabilistycznemu algorytmowi 

klasycznemu, polegającemu na zapytaniu o pojedynczą, losową lokalizację wyroczni i udzieleniu 

odpowiedzi „tak” wtedy i tylko wtedy, gdy odpowiadająca jej lokalizacja to „on”. Chociaż w tym 

przypadku programy ewolucyjne nie są lepsze od klasycznych, przykład pokazuje jednak, jak 

programowanie genetyczne może być wykorzystane jako pomoc w rozwoju skalowalnych algorytmów 

kwantowych. 

4. Problemy OR i AND/OR 

Problemy OR i AND/OR to problemy wyroczni podobne do problemu XOR opisanego powyżej, ale 

wymagają one od nas określenia innej właściwości wyroczni. Problem OR jest identyczny z problemem 

XOR, z tą różnicą, że wymaga od nas określenia prawdziwości formuły logicznej I0 ∨  I1, gdzie I0 oznacza 

„inwersje z wejściem 0”, I1 oznacza „inwersje z wejściem 1”, a V jest (włącznie) funkcją OR. W notacji 

używanej dla funkcji TEST-QUANTUM-PROGRAM programu QGAME, przypadki, których używamy do 

oceny dopasowania, to: 

 

Innymi słowy, mamy określić, czy otrzymana wyrocznia kiedykolwiek odwraca swój kubit wyjściowy, 

czy to dla wartości wejściowej 0, 1, czy dla obu. Okazuje się, że jest to trudniejsze pytanie niż pytanie 

XOR (które pomija „lub oba”), a wiadomo, że nie ma bezbłędnego rozwiązania pojedynczego zapytania. 

Program kwantowy może jednak poradzić sobie z tym problemem lepiej niż program klasyczny, a 

programowanie genetyczne zostało wykorzystane do odkrycia algorytmu kwantowego, który działał 

lepiej niż jakikolwiek wcześniej opublikowany. Ewoluowany program kwantowy ma maksymalne 

prawdopodobieństwo błędu równe 1/10 . Jest to lepsze niż to, co można osiągnąć nawet za pomocą 

probabilistycznego programu klasycznego, który musi mieć maksymalne prawdopodobieństwo błędu 

równe co najmniej | . Przedstawiono rozwinięty program, pierwotnie stworzony z wykorzystaniem 

systemu programowania genetycznego LGP – prekursora QGAME – wraz z analizą klasycznej i 

kwantowej złożoności problemu w pracach (Spector i in., 1999a) oraz (Barnum i in., 2000). W tej sekcji 

opisujemy nowszą ewolucję równoważnego algorytmu kwantowego wykorzystującego PushGP i 

QGAME. W tym przebiegu wykorzystano alternatywną, bezstosową implementację typu danych 

QGATE. Nie było instrukcji QGATE.GATE Push, a wykonywanie instrukcji Push odpowiadających 

prymitywnym bramkom kwantowym (takim jak QGATE. HADAMARD) wysyłało instrukcje QGAME 

bezpośrednio do rozwijającego się zarodka. Zmniejszyło to ilość kodu Push wymaganego do 

zbudowania prostych programów QGAME, ale uniemożliwiło programowi Push manipulowanie i 

przechowywanie nowych macierzy unitarnych podczas rozwoju. Implementacja QGATE.MEASURE w 

tym przebiegu również była nietypowa. Implementacja użyta w poprzednich przykładach po prostu 

dodała wyrażenie instrukcji „(measure q)” do rozwijającego się zarodka, gdzie q pochodziło ze stosu 

liczb całkowitych (modulo liczba kubitów w systemie). Kolejne wywołania QGATE.END były wymagane 

do ukończenia gałęzi obliczeń dla dwóch możliwych wyników pomiaru (0 i 1). W obecnym przebiegu 

użyto alternatywnej implementacji QGATE. MEASURE, która zapewnia, zakładając, że program Push, 

który ją zawiera, zostanie uruchomiony do końca, że po każdym pomiarze następują pełne gałęzie dla 

obu możliwych wyników. QGATE.MEASURE robi to, pobierając dwa argumenty ze stosu CODE oprócz 



indeksu mierzonego kubitu (który jest pobierany ze stosu liczb całkowitych). Następnie wykonuje 

następujące czynności: 

• Dodaje wyrażenie MEASURE do rozwijającego się programu QGAME. 

• Rekurencyjnie wykonuje jeden z usuniętych fragmentów kodu (ten, który znajdował się głębiej w 

stosie), potencjalnie dodając dodatkowe elementy do rozwijającego się programu QGAME. 

• Dodaje (END) do rozwijającego się programu QGAME. 

• Rekurencyjnie wykonuje drugi usunięty fragment kodu, potencjalnie dodając dodatkowe elementy 

do rozwijającego się programu QGAME. 

• Dodaje kolejny (END) do rozwijającego się programu QGAME. 

Pozostałe parametry tego przebiegu przedstawiono w tabelach 8.10, 8.11 i 8.12.  

 

 



 

Parametr SIZE-PRESSURE, o którym mowa w tabeli 8.10, odnosi się do eksperymentalnej funkcji 

PushGP, która ma pomóc w kontrolowaniu rozrostu programu; po włączeniu tej funkcji każda próba 

użycia operatora genetycznego powoduje wywołanie operatora wskazaną liczbę razy (w tym 

przypadku 2), co generuje taką liczbę potencjalnych potomków. Spośród nich wybierane jest 

pojedyncze potomstwo o rozmiarze najbardziej zbliżonym do określonego IDEAL-SIZE, a pozostałe są 

odrzucane. Funkcja dopasowania dla programów, które osiągają zero chybień, to maksymalne 

prawdopodobieństwo błędu w dowolnym pojedynczym przypadku dopasowania pomnożone przez 

0,1. Natomiast w przypadku programów z chybieniami funkcja dopasowania jest kombinacją 

leksykograficzną funkcji sigmoidalnej (opartej na różnicach między każdym prawdopodobieństwem 

błędu a „progiem chybienia”) i maksymalnego prawdopodobieństwa błędu. Jak omówiono w sekcji 7, 

ta funkcja sigmoidalna zapewnia bardziej płynny krajobraz dopasowania, jednocześnie priorytetyzując 

eliminację chybień, chociaż skuteczność tego pomiaru nie została empirycznie przetestowana. Tablica 

bramek na rysunku 8.9 przedstawia jeden z wyników tego przebiegu, uzyskany w generacji 302 i 

uproszczony ręcznie. Wynik ten wykazuje elementy modułowości, mimo że wykorzystał jedynie 

minimalny podzbiór instrukcji manipulacji kodem Push i tylko jedną instrukcję — zmodyfikowaną 

instrukcję QGATE.MEASURE — która wyzwala rekurencyjne wykonywanie kodu na stosie CODE. Na 

przykład ten sam kąt pojawia się dwukrotnie jako argument funkcji U-THETA, mimo że w rozwiniętej 

wersji programu Push nie ma zduplikowanych literałów zmiennoprzecinkowych, a ostateczny program 

QGAME zawiera trzy bramki HADAMARD, mimo że rozwinięta wersja programu Push zawiera tylko 

dwa wystąpienia QGATE.HADAMARD. Ten algorytm wywołuje wyrocznię na kubicie w superpozycji |0) 

i |1), a następnie, po dodatkowej transformacji Hadamarda kubitu użytego jako dane wejściowe (i na 

który wpłynęło „działanie wsteczne” wyroczni), wykonuje pośredni pomiar kubitu wejściowego. 

Niezależnie od wyniku tego pośredniego pomiaru, ostateczny pomiar jest wykonywany na kubicie 1 

(zgodnie ze specyfikacją w zarodku), ale w jednym przypadku kubit 1 jest transformowany, używając 

kopii bramek, które pojawiły się wcześniej w algorytmie, przed ostatecznym pomiarem. Maksymalne 

prawdopodobieństwo błędu dla tego algorytmu wynosi 1/10, podczas gdy algorytmy klasyczne z 

konieczności mają prawdopodobieństwo błędu co najmniej 1/6. Istnienie algorytmów kwantowych z 

maksymalnym prawdopodobieństwem błędu 1/10 zostało po raz pierwszy odkryte przez 

programowanie genetyczne. Problem AND/OR rozszerza problem OR na większą wyrocznię i bardziej 

złożoną właściwość logiczną. W tym zadaniu mamy określić, czy przypadki, w których 2-kubitowa 

wyrocznia odwraca swój kubit wyjściowy, spełniają wzór logiczny (I00 V I01) ∧ (I10 V I11), gdzie ∧ to funkcja 

AND. Wzór ten jest zilustrowany jako „drzewo i/lub” na rysunku 8.10.  



 

W notacji używanej dla funkcji TEST-QUANTUM-PROGRAM programu QGAME, przypadki, których 

używamy do oceny dopasowania, to: 

 

Istnienie lepszych niż klasyczne algorytmów kwantowych dla problemu AND/OR zostało po raz 

pierwszy odkryte przez programowanie genetyczne. Pierwsze programy ewolucyjne dla tego problemu 

(które również powstały z wykorzystaniem LGP i poprzednika QGAME) przedstawiono wraz z analizą 

złożoności w pracach (Spector i in., 1999a) i (Barnum i in., 2000). W niniejszym artykule przedstawiamy 

program równoważny najlepszym z nich, który powstał później z wykorzystaniem PushGP i QGAME, z 

tymi samymi parametrami, co te użyte w powyższym przykładzie problemu OR ; zmieniono jedynie 

przypadki dopasowania i rozmiar zarodka. Ewolucyjny program kwantowy, którego ręcznie 

uproszczoną wersję pokazano na rysunku 8.11, ma maksymalne prawdopodobieństwo błędu 

wynoszące 0,28731.  



 

Dla porównania, najlepsze, co może osiągnąć probabilistyczny program klasyczny, to 

prawdopodobieństwo błędu wynoszące 1/3. Podobnie jak rozwiązanie powyższego problemu OR, 

algorytm ten działa poprzez wywołanie wyroczni na wejściach w superpozycji, a następnie wykonanie 

pomiarów pośrednich na kubitach wejściowych, które zostały zmienione przez działanie zwrotne 

wywołania wyroczni. Ostateczny pomiar jest ponownie wykonywany na kubicie wyjściowym wyroczni, 

ale dopiero po dodatkowych transformacjach kubitu wyjściowego, które są warunkowe w odniesieniu 

do pomiarów pośrednich. Warto również zauważyć, że program Push, który wygenerował to 

rozwiązanie, zawierał tylko jedną instancję QGATE. MEASURE, co oznacza, że rozwiązanie z wieloma 

pomiarami wynikało z użycia instrukcji manipulacji kodem Pusha, których tylko minimalny podzbiór 

został uwzględniony w tym przebiegu. Naturalne jest pytanie, jak te algorytmy, zarówno dla problemu 

OR, jak i dla problemu AND/OR, mogą być skalowane do większych instancji problemu. Niestety, proste 

konkatenacje rozwiniętych algorytmów nie wystarczają do tego celu. Możliwe jest jednak, że 

rozwiązania większych instancji problemów zostaną odkryte w przyszłych przebiegach programowania 

genetycznego, a zasady skalowania tych algorytmów będą mogły zostać następnie wywnioskowane. 

5. Problemy komunikacji bramek 

W tej sekcji opisano kilka problemów, które wyłoniły się z badań nad relacjami między zdolnościami 

komunikacyjnymi a zdolnościami generowania splątania niektórych bramek kwantowych . Badania te 

obejmowały kilka iteracyjnych cykli formułowania problemu, programowania genetycznego i analizy 

ludzkiej. Wszystkie przebiegi programowania genetycznego wykorzystywały PushGP, QGAME i techniki 

podobne do opisanych powyżej. Ze względu na ograniczenia objętości szczegóły wielu poszczególnych 

przebiegów nie zostaną tutaj przedstawione, z wyjątkiem kilku nowych funkcji wprowadzonych 

specjalnie dla tych problemów. W toku tej pracy John SmoHn zdefiniował następującą bramkę, o której 

początkowo sądzono, że generuje splątanie, nie umożliwiając komunikacji: 



 

Otwartym pytaniem było, czy dwie strony (Alicja i Bob), którym pozwolono na interakcję ze sobą tylko 

poprzez jednorazowe użycie tej bramki, mogły wykorzystać tę interakcję do komunikacji. Problem ten 

rozwiązano za pomocą PushGP i QGAME, wraz z ograniczeniem rozwojowym, które zapobiegało temu, 

aby jakiekolwiek bramki, poza pojedynczym wystąpieniem SMOLIN, obejmowały kubity AHce i Boba. 

Ograniczenie rozwojowe zostało zaimplementowane w kodzie, który dodaje wyrażenie bramki do 

rozwijającego się zarodka: jeśli wyrażenie bramki obejmowało kubity Alice i Boba, to było po prostu 

ignorowane, chyba że było zarówno wyrażeniem bramki SMOLIN, jak i pierwszym takim wyrażeniem 

napotkanym w procesie rozwoju. W tym problemie istnieją dwa przypadki dopasowania. W pierwszym 

przypadku pozostawiamy kubit Alice w stanie 0 i karzemy program za każde prawdopodobieństwo 

odczytania 1 z kubitu Boba na końcu obliczeń. W drugim przypadku początkowo odwracamy kubit Alicji 

i karzemy program za każde prawdopodobieństwo odczytania 0 z kubitu Boba na końcu obliczeń. W 

idealnym przypadku kubit Boba zawsze będzie odczytywany z wartością, na którą początkowo 

ustawiliśmy kubit Alicji. Ten test sprawności można zaimplementować za pomocą technik podobnych 

do omówionych powyżej, wykorzystując bramkę ORACLE z wejściem 0 (która będzie działać jako 

transformacja tożsamościowa lub jako niekontrolowany QNOT, implementując wybór Alicji). 

Wywołanie tej wyroczni jest uwzględnione na kubicie Alicji na początku zarodka; odpowiedź odczytana 

z kubitu Boba na końcu obliczeń powinna wynosić 0, gdy wyrocznia jest transformacją tożsamościową, 

i 0, gdy jest to QNOT. Zmodernizowany i ręcznie uproszczony program kwantowy przedstawiony na 

rysunku 8.12 rozwiązał ten problem, nieoczekiwanie ustalając, że pojedynczy bit klasyczny można 

przesłać za pomocą pojedynczej aplikacji bramki SMOLIN z zerowym prawdopodobieństwem błędu.  

 

Był to pożyteczny wkład w odkrycie przez człowieka (przez Herberta J. Bernsteina) ogólnej strategii 

komunikacji, bez żadnego prawdopodobieństwa błędu, poprzez uogólnienie bramki SMOLIN o nazwie 

J(θ): 

 

Strategia komunikacji przez bramkę J(θ) pokazana na rysunku 8.13 została zaprojektowana ręcznie, ale 

w dużej mierze wywodzi się z rozwiniętej strategii komunikacji przez bramkę SMOLIN pokazanej na 

rysunku 8.12.  



 

 

Jedną z interesujących cech tej strategii komunikacji przez bramkę J(θ) jest to, że Bob nie musi nawet 

znać kąta θ użytego w bramce J{0), aby zdekodować bit Alicji; Alicja musi znać θ, aby zastosować 

odpowiedni obrót do swojego kubitu przed zastosowaniem bramki J{9), ale Bob może wykonać te same 

kroki dekodowania niezależnie od 6. Dalsza analiza strategii komunikacji SMOLIN i J(θ) przyniosła nowe 

problemy, do których następnie zastosowano programowanie genetyczne. W szczególności 

doprowadziła ona do zdefiniowania następującej bramki BS{6) (Bernstein-Spector): 

 

W chwili pisania tego tekstu bramka BS(θ) wydaje się splątywać więcej, niż jest w stanie komunikować, 

a komunikacja wydaje się trudna, z wyjątkiem θ przy π mod  = 0. Programowanie genetyczne zostało 

wykorzystane do zbadania kilku kwestii związanych z tą bramką, w tym przepustowości 

komunikacyjnej, jaką zapewnia ona dla różnych wartości θ. W niektórych przypadkach techniki opisane 

w sekcji 8.3 powyżej, do ewolucji skalowalnych algorytmów kwantowych, były stosowane z tą 

modyfikacją, że θ, a nie liczba kubitów, była zmieniana między przypadkami dopasowania. Jeden 

przykładowy wynik, pokazany na rysunku 8.14, dotyczy komunikacji w kontekście wcześniejszego 

splątania.  

 



Zakładamy, że Alicja i Bob, przed momentem, w którym wymagana jest komunikacja przez bramkę 

BS(θ), splątali dwa ze swoich kubitów. W przebiegu programowania genetycznego tworzymy to 

splątanie a priori, umieszczając bramkę HADAMARD i bramkę CNOT w „zarodku”, z którego rozwija się 

program QGAME. Wynik programowania genetycznego pokazany na rysunku 8.14 pokazuje, że w 

kontekście splątania a priori Alicja może wysłać Bobowi bit klasyczny przez BS(π/4) bez 

prawdopodobieństwa błędu. Algorytm umożliwiający to, jak pokazano na rysunku, jest niezwykle 

prosty; poza elementami zawartymi w zarodku, potrzebne są tylko dwie bramki HADAMARD i samo 

wywołanie BS-THETA. Podobny wynik przedstawiono na rysunku 8.15.  

 

W przebiegu, który dał ten wynik, uwzględniliśmy kod generujący splątanie a priori w zarodku, jak 

powyżej, ale następnie podjęliśmy próbę przesłania dwóch bitów klasycznych poprzez pojedyncze 

zastosowanie BS(π). Programowanie genetyczne znalazło sposób na osiągnięcie tego, bez 

prawdopodobieństwa błędu, za pomocą programu kwantowego pokazanego na rysunku. Wynik ten 

jest formą dobrze znanego zjawiska zwanego „kodowaniem supergęstym”, w którym dwa bity 

informacji klasycznej mogą być przesyłane przez pojedynczy kanał kubitowy. 

6. Znaczenie niniejszych wyników 

Większość wyników przedstawionych w tym rozdziale dowodzi ludzkiej konkurencyjności w zakresie 

genetycznych i ewolucyjnych technologii obliczeniowych. Kilka z nich dowodzi również, że poprzez 

programowanie genetyczne powstaje autentycznie nowa wiedza dotycząca natury i potencjału 

komputerów kwantowych. Co w tym kontekście oznacza „konkurencyjność człowieka”? John Koza i 

jego współpracownicy opracowali listę ośmiu kryteriów potwierdzających ludzką konkurencyjność 

wyników uzyskiwanych przez inteligentne technologie . Kryteria te odnoszą się do miar powszechnie 

stosowanych do oceny wkładu człowieka w badania naukowe i rozwój technologiczny, takich jak 

patenty i publikacje w renomowanych, recenzowanych czasopismach naukowych. Wszystkie kryteria 

koncentrują się na właściwościach samych wyników, a nie na ich automatycznym wytwarzaniu przez 

systemy komputerowe. Kilka kryteriów Kozy ma zastosowanie do wyników przedstawionych w tym 

rozdziale. Dwa z nich są szczególnie pomocne w ocenie znaczenia tych wyników: 

• B: Wynik jest równy lub lepszy od wyniku, który został uznany za nowy wynik naukowy w momencie 

jego opublikowania w recenzowanym czasopiśmie naukowym. 

• D: Wynik nadaje się do opublikowania jako nowy wynik naukowy — niezależnie od faktu, że został 

stworzony mechanicznie. 



Wszystkie wyniki w tym rozdziale, z wyjątkiem wyniku dla problemu skalowania Majority-ON, spełniają 

kryterium B. Wyniki dla problemów OR, AND/OR i komunikacji bramek również spełniają kryterium D, 

co potwierdzają publikacje w czasopismach fizycznych . Rozwiązanie 1-bitowego problemu Deutscha-

Jozsy (XOR) wydaje się proste z perspektywy czasu, ale należy pamiętać, że ten zaskakujący i potężny 

efekt pozostał niezauważony przez pierwsze 60 lat po opracowaniu leżącej u jego podstaw mechaniki 

kwantowej. I nawet teraz jest to sprzeczne z intuicją dla większości ludzi. Prawdą jest, że znaczna część 

inteligencji stojącej za tym wynikiem leży w ludzkim odkryciu, że problem był wart postawienia na 

samym początku, ale kroki od sformułowania problemu do rozwiązania nie są mimo wszystko 

trywialne. Fakt, że programowanie genetyczne może automatycznie przejść do rozwiązania, gdy 

dostarczono mu jedynie sformułowanie problemu i ogólny zestaw bramek kwantowych, jest zatem 

istotny. Podobne uwagi odnoszą się do wyniku dla problemu przeszukiwania bazy danych Grovera. 

Chociaż to człowiek (Lov Grover) doszedł do wniosku, że komputery kwantowe mogą przewyższać 

komputery klasyczne w tym problemie, stworzenie lepszego niż klasyczny algorytmu kwantowego dla 

tego problemu jest mimo wszystko trudne i stanowi znaczące osiągnięcie dla automatycznego systemu 

programowania. Warto również zauważyć, że za pierwszym razem, gdy wynik ten został uzyskany za 

pomocą programowania genetycznego, przerósł on oczekiwania osoby przeprowadzającej 

eksperyment (autora tej książki), która naiwnie zakładała, że poprawa algorytmu √n pozwoli jedynie 

na rozwiązanie z dwoma wywołaniami wyroczni. Chociaż rozwiązanie bezbłędne i z jednym 

wywołaniem nie wniosło nic do stanu techniki w dziedzinie obliczeń kwantowych, jego możliwość była 

nowością dla projektanta i użytkownika automatycznego systemu programowania komputerów 

kwantowych (który był wówczas nowicjuszem w dziedzinie obliczeń kwantowych). Jest to istotne, 

ponieważ pokazuje, że system może generować wiedzę wykraczającą poza wiedzę posiadaną przez 

projektantów lub użytkowników systemu. Wyniki dotyczące problemów OR i AND/OR zostały 

opublikowane w czasopiśmie „Journal of Physics A: Mathematical and General” ze względu na ich 

wkład w teorię obliczeń kwantowych, a nie na podstawie ich mechanicznego wytwarzania. Chociaż 

artykuł krótko opisuje metodologię programowania genetycznego, która doprowadziła do tych 

wyników, ani tytuł artykułu, ani jego streszczenie nie wspominają o sposobie ich uzyskania. 

Nowatorska metodologia, za pomocą której uzyskano te wyniki, prawdopodobnie sama w sobie nie 

uzasadniałaby publikacji w tym konkretnym czasopiśmie, które rutynowo publikuje artykuły na temat 

teorii złożoności kwantowej, ale nie na temat projektowania automatycznych systemów 

programowania. Fakt, że wyniki te zostały opublikowane w wysokiej jakości, recenzowanym 

czasopiśmie fizycznym, dowodzi, że podejście do automatycznego programowania komputerów 

kwantowych opisane w tej książce może przynieść nowe wyniki naukowe, porównywalne z tymi 

uzyskiwanymi przez naukowców. Wynik dotyczący problemu skalowania większości-ON ma bardziej 

ograniczone znaczenie; służy jedynie do zademonstrowania, jak programowanie genetyczne może być 

wykorzystane do znajdowania skalowalnych rozwiązań problemów o różnych rozmiarach instancji. 

Jednak sam wynik nie jest lepszy od klasycznego, a jest również dość oczywisty. Jest to istotne jedynie 

o tyle, o ile wskazuje drogę do bardziej ambitnych zastosowań programowania genetycznego w innych 

problemach w przyszłości. Kilka wyników dotyczących klasycznej komunikacji za pośrednictwem 

konkretnych bramek kwantowych stanowi nowy wkład naukowy, istotny niezależnie od sposobu ich 

uzyskania. Dowodem na to jest ich publikacja w materiałach Szóstej Międzynarodowej Konferencji na 

temat Komunikacji, Pomiarów i Obliczeń Kwantowych. Warto również zauważyć, że w tym przypadku 

system programowania genetycznego został wykorzystany w roli podobnej do roli kolegi naukowca. 

System został najpierw użyty do zbadania konkretnego pytania („Czy klasyczna informacja może być 

przesyłana za pośrednictwem bramki SMOLIN?”), ale jego wynik („Tak”) nie był końcem historii; 

szczegóły wyniku zainspirowały rundę analiz ludzkich i sformułowanie nowych pytań dla systemu. 

Wyniki przebiegów tych pytań drugorzędnych doprowadziły do dalszych analiz i spostrzeżeń. Prace te 

są w toku i w przyszłości spodziewane są kolejne publikacje w literaturze fizyki. 



WNIOSKI I PERSPEKTYWY 

Komputery kwantowe to ekscytujący obszar informatyki, który, jeśli aspiracje jego zwolenników 

zostaną w pełni zrealizowane, może zapewnić ludzkości naprawdę imponującą moc obliczeniową. 

Obecnie jednak dysponujemy jedynie śladami tej mocy, która może być dostępna, i dopiero zaczynamy 

zmagać się z praktycznymi problemami związanymi z budową komputerów kwantowych na dużą skalę. 

Wiele otwartych problemów w zakresie komputerów kwantowych i teorii informacji kwantowej można 

sformułować jako poszukiwanie programów kwantowych o określonych właściwościach. Innymi słowy, 

można je traktować jako problemy programistyczne, a dokładniej jako problemy programowania 

komputerów kwantowych. Niestety, komputery kwantowe są sprzeczne z intuicją i trudne do 

zaprogramowania. Na szczęście możemy zaadaptować istniejące technologie automatycznego 

programowania, aby pomóc nam w poszukiwaniu programów kwantowych. Skuteczny system 

automatycznego programowania komputerów kwantowych mógłby przyczynić się do naszego 

zrozumienia komputerów kwantowych na kilka sposobów. Technologie obliczeń genetycznych i 

ewolucyjnych – w szczególności technologie programowania genetycznego – dostarczają potężnych 

metod automatycznego programowania. Najnowsze postępy w technikach programowania 

genetycznego umożliwiają ewolucję złożonych programów rozwiązujących trudne, rzeczywiste 

problemy. Po rozszerzeniu o możliwości symulacji komputerów kwantowych, systemy te mogą być 

wykorzystywane do automatycznego programowania komputerów kwantowych, wspomagając w ten 

sposób eksplorację komputerów kwantowych. Niniejsza książka opisuje kilka sposobów, w jakie 

programowanie genetyczne może wspierać automatyczne programowanie komputerów kwantowych, 

co znajduje swoje ukoronowanie w zestawie konkretnych technik i przykładów. Przykłady te, wraz z 

powiązanymi wynikami uzyskanymi przez innych badaczy , dają podstawy do oczekiwania bardziej 

spektakularnych odkryć w przyszłości dzięki tym lub pokrewnym technikom. Bezpośrednie 

udoskonalenia wielu technologii przedstawionych w niniejszej książce powinny znacząco rozszerzyć ich 

możliwości. Opisane tutaj konkretne systemy, w tym QGAME i PushGP, zostały opracowane w ramach 

eksploracyjnego procesu badawczego i nie były zoptymalizowane pod kątem szybkości wykonania. 

Większość z nich została napisana w niezoptymalizowanym Common Lisp w celu szybkiego 

prototypowania i eksperymentowania, ale szybsze wersje PushGP i QGAME, napisane w C++, właśnie 

stały się dostępne. Te udoskonalenia, w połączeniu z wdrożeniem w większych, sieciowych klastrach 

komputerów , powinny znacząco zwiększyć rozmiar symulowanych systemów kwantowych i zasięg 

wyszukiwań w programowaniu genetycznym. Udoskonalenia podstawowych algorytmów symulacji 

komputerów kwantowych, na przykład te, które pozwalają uniknąć wykładniczych spowolnień 

klasycznych segmentów programów kwantowych, mogą umożliwić dalsze skalowanie. Ważnym 

pytaniem, które nie zostało poruszone w tej książce, jest: „Jak możemy określić, które otwarte 

problemy w obliczeniach kwantowych najlepiej rozwiązywać za pomocą programowania 

genetycznego?”. Trudno na nie odpowiedzieć bez dogłębnej wiedzy zarówno z zakresu obliczeń 

kwantowych, jak i programowania genetycznego. Mamy nadzieję, że ta książka zachęci więcej osób do 

poszukiwania takiej wiedzy w obu dziedzinach, a następnie do stosowania programowania 

genetycznego do rozwiązywania nowych problemów w informatyce kwantowej. „Nisko wiszący owoc” 

dla przyszłych zastosowań to oczywiście inne problemy „małego n”. Każdy otwarty problem, który 

można rozwiązać, w taki czy inny sposób, poprzez odkrycie pojedynczego, małego programu 

kwantowego, jest wart rozważenia jako kandydata do rozwiązania za pomocą programowania 

genetycznego. Techniki ewolucji takich programów o pojedynczym rozmiarze są proste, a wykładniczy 

narzut symulacji komputerów kwantowych jest możliwy do opanowania w przypadku systemów z małą 

liczbą kubitów. Bardziej interesujące i bardziej wymagające są problemy, które obejmują programy, 

które muszą być skalowane dla różnych wartości n. Istnieje wiele takich problemów — kilka ważnych 

otwartych pytań w informatyce kwantowej dotyczy asymptotycznej złożoności obliczeniowej 



problemów w miarę ich wzrostu. Przedstawiono tutaj podstawową technikę rozwiązywania tych 

problemów, ale wykładniczy narzut symulacji komputerów kwantowych może utrudniać zastosowanie 

tej techniki. Aby osiągnąć znaczące rezultaty w zakresie skalowania, konieczne mogą okazać się inne 

udoskonalenia. W dłuższej perspektywie interesujące jest spekulowanie na temat nowych rodzajów 

zastosowań, które mogłyby stać się praktyczne dzięki wykorzystaniu wariantów wydajności 

kwantowej, które już zostały odkryte, oraz rozważenie sposobów, w jakie technologie automatycznego 

programowania komputerów kwantowych mogłyby pomóc nam w projektowaniu takich aplikacji. 

Algorytm wyszukiwania Grovera ma wiele oczywistych zastosowań, którym może zapewnić 

kwadratowe przyspieszenie. Możliwe jest również, że pomysły Grovera można rozszerzyć, aby 

zapewnić znacznie większe przyspieszenie dla niektórych wyspecjalizowanych wyszukiwań. Wiele prac 

w dziedzinie sztucznej inteligencji traktuje wszystkie interesujące obliczenia jako formy wyszukiwania, 

a te pomysły, w połączeniu z udoskonalonymi algorytmami wyszukiwania kwantowego, mogą być 

wykorzystane do wsparcia szeregu wydajnych technologii sztucznej inteligencji kwantowej. 

Rzeczywiście, jak wspomniano powyżej, automatyczne programowanie można postrzegać nawet jako 

formę wyszukiwania, a koncepcja wykorzystania komputerów kwantowych do przyspieszenia 

technologii automatycznego programowania, takich jak programowanie genetyczne, była wielokrotnie 

podnoszona w literaturze (Spector i in., 1998; Spector i in., 1999b; Rylander i in., 2001). Jedną ze 

specjalistycznych form wyszukiwania, która ma szerokie zastosowanie w sztucznej inteligencji, jest 

wyszukiwanie w drzewach AND/OR, które stanowią również podstawę niektórych rodzajów 

programowania logicznego; można zatem spekulować, że kwantowe przyspieszenie odkryte dla 

problemu AND/OR może wspierać jakąś formę „kwantowej maszyny logicznej”. Inne oczywiste obszary 

zastosowań obejmują analizę numeryczną i kryptografię, gdzie możemy oczekiwać, że techniki 

związane z kwantową transformatą Fouriera Shora i algorytmami faktoryzacji znajdą nowe 

zastosowania. Można również spekulować, że technologie oparte na masowym paralelizmie, takie jak 

sieci neuronowe, skorzystają raczej bezpośrednio z wykładniczego paralelizmu zapewnianego przez 

komputery kwantowe. Kierując się podobną logiką, moglibyśmy oczekiwać, że technologie oparte na 

manipulacji prawdopodobieństwami, takie jak sieci bayesowskie, skorzystają z unikalnych cech 

komputerów kwantowych w zakresie przetwarzania prawdopodobieństwa. Zdolność komputerów 

kwantowych do reprezentowania superpozycji wielu stanów może mieć również nieoczekiwane 

zastosowania; na przykład, w niedawnej rozprawie doktorskiej postuluje się, że superpozycje 

mechaniki kwantowej mogą odgrywać istotną rolę w przetwarzaniu języka naturalnego . Każda z tych 

spekulacji prowadzi z kolei do nowego zestawu pytań i możliwe, że na wiele z nich w przyszłości 

odpowiedzą technologie automatycznego programowania komputerów kwantowych. 


